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Rezumat: 

Tema centrală a activităţii de cercetare a fost reprezentată de analiza 
plânsului nou-născuţilor în vederea extragerii de informaţie utilă pentru 

diagnosticul medical. Plânsul nou-născutului reprezintă unul din puţinii 
indicatori care pot fi obţinuţi pe cale non-invazivă, iar analiza acestuia ca 
semnal purtător de informaţie prin metode inginereşti este încă în fază 
incipientă, neexistând la momentul actual în spitale o instrumentaţie 
specializată de analiză a lui. În cadrul activităţii de cercetare a fost dezvoltată 

o pentru achiziţia şi prelucrarea semnalului din plânsul nou-născuţilor, 
denumită Neonat. Acest instrument software este tratat ca bloc decizional în 

cadrul unui sistem de analiză a plânsului care primeşte la intrarea sa semnalul 
de plâns, producând la ieşire, pe baza unor funcţii interne ce vizează o 
achiziţie configurabilă, valori reprezentabile ale spectrului de frecvenţă şi ale 
amplitudinii vocale. După primele utilizări ale aplicaţiei în mediul de spital de 
către cadrele medicale a rezultat şi un protocol de lucru generat de problemele 
întâmpinate şi soluţionările acestora. După colectarea datelor cu aplicaţia 
Neonat s-a realizat un studiu de Data Mining în vederea clasificării plânsului 

nou-născuţilor grupaţi în funcţie de anumite afecţiunile diagnosticate. Utilizând 
mediu Weka, s-a reuşit clasificarea, folosind algoritmi din clasa arborilor de 
decizie, a nou-născuţilor sănătoşi de alte trei grupuri patologii similare. În 
ultima parte a cercetării au fost studiate elemente consitutive ale plânsului, 
referite ca şi „cuvinte”. Studiul a vizat două direcţii: pe de o parte evoluţia 

parametrului de saturaţie la nivel cerebral (la recoltarea de probe sangvine) şi 

corelarea acestuia cu parametrii din plâns (frecvenţa dominantă) şi pe de altă 
parte evidenţierea în mod grafic a suferinţei neurologice, prin aplicarea 
transformatei wavelet discrete pe cuvintele extrase din plâns. 
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1. Introducere 
 

Materialul acestui capitol al lucrării realizează introducerea cititorului în 
domeniul şi subiectul prezentei activităţi de cercetare. Este descrisă tema centrală a 
activităţii de cercetare, constând în analiza plânsului nou-născuţilor în vederea 
extragerii de informaţie utilă pentru diagnosticul medical postnatal. Ulterior 
prezentării relativ detaliate a temei de cercetare şi a necesităţii efectuării unui astfel 

de studiu, sunt definite obiectivele avute în vedere. Finalul capitolului prezintă 

structura lucrării de faţă, cu rezumarea conţinutului fiecărui capitol din cadrul 
acesteia. 

 
 

1.1 Analiza plânsului la nou-născuţi 
 
Plânsul reprezintă prima modalitate de comunicare a nou-născutului cu 

mediul înconjurător, odată cu venirea sa pe lume şi continuă ca formă singulară de 
manifestare a stării interioare până la verbalizarea comunicării. Cu toate că pe 
parcusul sarcinii starea fătului este de cele mai multe ori atent monitorizată de către 
cadrele medicale specializate prin efectuarea diverselor teste şi analize, anumite 
afecţiuni sunt depistate după perioade mai lungi de timp, când apar primele 

simptome și manifestări ale suferinţei. Tratarea în vederea vindecării, sau cel puţin 
pentru stoparea progresiunii unei afecţiuni, trebuie începută din primele momente 
ale instalării acesteia. Diagnosticarea  nou-născuţilor  este dificil de realizat în cazul 

multor afecţiuni, şi ca urmare acestea ajung să progreseze până la stadii în care 
tratarea lor nu mai este posibilă. O analiză exhaustivă a stării nou-născutului în 
vederea determinării problemelor posibil instalate deja, însă nevizibile la momentul 
naşterii ar presupune efectuarea a numeroase teste medicale,mare parte dintre ele 

fiind invazive. În absenţa unor  suspiciuni care să dicteze necesitatea efectuării 
testărilor cu anumite specificităţi, pentru nou-născuţii cu indicatori fizici și fiziologici 
consideraţi între limitele statistice normale, această  analiză  detaliată nu mai 
prezintă justificare. Acest aspect este şi unul conform bunelor practici, nedorindu-se 
în lumea medicală o stresare a pacientului prin numeroase teste care, de cele mai 
multe ori sunt invazive (recoltări de sânge, înțepări, fotostimulare şi altele). Luând 

în considerare cele menţionate, rezultă foarte clar că se justifică necesitatea de a 
identifica  şi a alţi indicatori care să ofere informaţie suplimentară asupra stării nou-
născutului.  

Plânsul, ca mijloc de comunicare directă între nou-născut,mama sa şi 
personalul medical specializat constituie în sine un indicator al stării sale interioare. 
Ca unică formă de comunicare în primele momente din viaţă, acesta poate încuiba 

informaţie care se poate dovedi foarte utilă în luarea deciziilor de către personalul 

specializat. Astfel, analiza în detaliu a plânsului, dată fiind şi natura non-invazivă a 
acestui procedeu se poate impune ca metodă de screening postnatal, extrem de 
utilă în sălile de naştere ale spitalelor. Plânsul este la momentul actual un costituent 
al unui indicator, anume scorul Apgar, calculat imediat după naştere precum şi la 5 
și la 10 minute de la naştere. La calcularea acestui indicator se ține cont de o serie 
de observații de la naștere, plânsul fiind prezent în două dintre cele cinci categorii 
de observații care conduc la obținerea acestui indice. Într-una din aceste observaţii 
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se urmărește răspunsul nou-născutului la stimuli externi, fiind urmărită o formă 
vocalizată de reacție. Cealaltă evaluare este una calitativă, însă subiectivă cu privire 

la primul plâns din timpul naşterii- fără utilizarea vreunui instrument de analiză 
vocală de către personalul medical. 

Ideea studierii plânsului la nou-născuţi datează din anii 1960 când au fost 
generate primele spectrograme din plâns în vederea realizării unei corelaţii ale 
acesteia cu posibile patologii. Pe măsura dezvoltărilor tehnologice, cu posibilităţi 
extinse de achiziţie, prelucrare şi analiză a semnalelor vocale în context general, 
studiile au putut fi diversificate, iar în zilele noastre, cu instrumentele actuale pot fi 

realizate cercetări foarte ample care să cuprindă echipe multidisciplinare necesare 
unei riguroase și abilitate tratări ale acestui subiect. Lucrarea de față se înscrie pe 

această direcție. 
 
 

1.2 Ingineria în domeniul medical 
 
Domeniul medical a devenit, în ultimele decenii,de mare interes pentru 

ingineri, aspect ce poate fi demonstrat prin existenţa unor tehnici tot mai 
avansate/complexe în spitale. Prin creşterea volumului de date stocabile, 
prelucrabile şi interpretabile computaţional, în jurul anilor 1950 se poate afirma că a 

luat naştere domneniul ingineriei medicale; se publicătot mai multe articole 
ştiinţifice în această direcţie, iar începând cu anii 1970 domeniul acesta devine 
oficial recunoscut de comunităţile ştiinţifice. Sistemele complexe care compun 
organismul uman, precum și interconexiunile și interdependențele dintre ele, oferă 
multiple teme de cercetare pentru ingineri, în special pentru domeniul „Ingineria 
Sistemelor”. Domeniul ingineriei medicale atrage domeniile calculatoarelor şi 

tehnologiei informaţiei, ingineria şi tehnologia de ultimă oră în toate ramurile 

medicale în tot ce înseamnă cercetare, educaţie şi metodologii de diagnostic. 
Evoluţia acestui nou domeniu se manifestă mult mai pregnant în prezent, când 
lumea medicală continuă să aprecieze capabilităţile computaţionale şi să le utilizeze 
din ce în ce mai mult ca suport în luarea deciziilor [1]. 

După cum a fost menţionat anterior, la jumatatea secolului 20 se 
materializează primele utilizări ale informaticii în domeniul medical. Primele raportări 
sunt din stomatologie, când în ciuda existenţei unui număr foarte redus de 

calculatoare, un medic stomatolog american, dr. Robert Ledley, utilizează pentru 
prima dată puterea computaţională în studiile sale de cercetare-acestea necesitau 
prelucrări numerice ale datelor sale medicale. Ledley este un pionier al domeniului 
informaticii medicale, lucrarea sa din 1955, „Medical progress – medical electronics” 
fiind considerată de referinţă şi o pledoarie pentru utilitatea electronicii vremii în 
studiile medicale avansate [2]. 

La începutul anilor ´60 apar primele evidenţe electronice în studii veterinare 
urmate apoi, la sfârşitul deceniului, de prime evidenţe electronice ale pacienţilor 

umani.În prezent, în ţările dezvoltate există evidenţe naţionale care centralizează 
toate datele necesare ale pacientului. În spațiul european, un raport al membrilor 
unei comisii europene prezintă programele dedicate acestui subiect, dorindu-se ca în 
viitorul apropiat toate ţările membre ale UE să posede sisteme naţionale de evidenţă 
a pacienţilor, capabile să fie scalate către un sistem informatic european central [3], 

[4]. 
Pe lângă utilizarea noii tehnici pentru menţinerea evidenţelor, apare şi unul 

din primele sisteme expert, Mycin, ce utilizează inteligenţa artificială în vederea 
identificării bacteriilor care provoacă infecţii severe precum meningita [5]. 
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Deși nu se impune realizarea unei istorii a implicării ingineriei în medicină, 
se cuvine a menționa câteva realizări care au un impact deosebit în diagnosticarea, 

tratarea sau intervenția în  diverse  afecțiuni. În zilele noastre, aportul ingineriei şi 
tehnicii inginereşti în medicină şi practicile medicale este deosebit de consistentă. În 
continuare, într-o enumerare selectivă,sunt menţionate realizări inginerești ale 
zilelor noastre care facilitează munca medicilor și contribuie la bunăstarea generală 
a pacienților: 

- Microscoape chirurgicale 3D - facilitează realizarea de operaţii 
complexe în neurochirurgie sau oftalmologie, pe zone aproape invizibile 

ochiului uman. În trecutul nu foarte îndepărtat, pentru asemenea operaţii, 
chirurgii erau nevoiţi să opereze folosindu-se de lupe sau ochelari 

chirurgicali. Acum, cu această descoperire, asemenea operaţii pot fi 
efectuate mai precis prin vizualizarea imaginii furnizate de aceste 
microscoape pe monitoare. Astfel, zona operată este vizibilă cu o claritate 
sporită, dar şi în condiţii mult mai bune pentru personalul medical datorită 
sporirii ergonomiei poziţiei chirurgului în timpul operaţiei. Transmisia prin 

reţea a unor astfel de operaţii constituie un important instrument didactic 
şi în acelaşi timp pune bazele operaţiilor la distanţă; toate deservind în 
cele din urmă pacientul şi calitatea serviciilor oferite acestuia; 

- Implantul cohlear este un dispozitiv medical care înlocuieşte funcţia 
urechii interne afectate. Spre deosebire de protezele auditive, care fac 
sunetul mai puternic, implantul cohlear lucrează în locul părţii afectate a 

urechii interne (cohlee) pentru a oferi semnale sonore către creier. 
Implanturile cohleare au ajutat peste 150.000 de persoane să audă 
pentru prima dată. Dispozitivele acestea se adresează persoanelor care au 
o pierdere moderată până la profundă a auzului în ambele urechi sau 
obţin rezultate nesatisfăcătoare sau nu au rezultate cu protezele auditive. 

Multe persoane au implanturi cohleare bilaterale (la ambele urechi). Auzul 
cu două urechi poate îmbunătăţi abilitatea de a identifica direcţia 

sunetului şi de a separa sunetele pe care dorim să le auzim de cele pe 
care nu dorim să le auzim [6], [7]; 

- Echipamentul de rezonanță magnetică nucleară (RMN) și 
investigaţia prin această tehnică este o procedură de înaltă performanţă, 
minim invazivă, care nu provoacă trauma și nu iradiază. Se foloseşte un 
câmp magnetic cu intensitate mare şi radiofrecvenţa pentru obţinerea 
imaginilor multiplan de înaltă rezoluţie ale corpului uman, permiţând 

evidenţierea leziunilor cu precizie milimetrică. Scanarea RMN este 
aplicabilă pentru toate organele corpului omenesc, constituind metoda 
determinantă pentru depistarea afecţiunilor sistemelor nervos, musculo-
scheletal, respirator, genital şi circulator [8]; 

- Sistemul chirurgical da Vinci reprezintă cea mai nouă tehnică 
chirurgicală de asistență robotizată a personalului medical care permite 

realizarea de operații complexe cu doar câteva incizii minore. Acest sistem 
este compus din mai multe subansamble constând dintr-un subsistem 
microscopic 3D de înaltă definiție (HD) pentru mărirea imaginilor și 
instrumentație articulată menită a se indoi și roti mai bine decât 
încheietura chirurgului în vedere realizării de incizii minime și precizie 
sporită. Rolul sistemului este acela de a-i facilita chirurgului o vedere mai 
detaliată precum și precizie, dexteritate și control mult îmbunătățit. Până 

în prezent sistemul da Vinci a fost utilizat în lumea întreagă în ultimii 10 
ani, în peste 1.5 milioane de proceduri chirurgicale (ginecologice, 
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urologice, cardiace, toracice sau generale), sprijinind medicii și confortul 
final al pacientului [9]; 

- Tehnologia imprimării 3D a cunoscut în ultimii ani o dezvoltare tot mai 
pronunţată. Asfel, cercetările pe această temă cu implicaţii în domeniul 
medical vizează utilizarea acestei tehnologii în vederea creării de organe 
articiale utilizabile în diversele operaţii de implanturi. Se doreşte astfel 
eliminarea acelor lungi liste de aşteptare în vederea efectuării unui 
transplant şi implicit conferirea mai multor sanse de supravieţuire a 
pacienţilor în cauză. 

 
 

1.3 Prezentarea temei de cercetare 
 
Având în vedere consistentul progres tehnologic introdus inevitabil şi în 

medicină, devine firească abordarea unor probleme medicale pentru care încă 
tehnica nu a venit cu o soluție. Analiza plânsului la nou-născuți prin tehnici moderne 
și nu doar o evaluare subiectivă a acestuia de către cadrele medicale, pentru a 
determina semnalmente patologice diverse  în vederea investigării țintite și mai 
amănunțite, constituie ideea centrală abordată în această lucrare. Există, desigur, o 
serie de analize şi teste medicale, invazive sau non-invazive, care se fac încă de la 

naştere şi care conturează într-o oarecare măsură starea de sănătate a nou-
născutului. Acestea vizează, pentru început posibile malformaţii fizice care pot fi 
imediat detectabile şi mai apoi, diverse suferinţe care nu puteau fi determinate în 
etapa de viaţă intrauterină a fătului. Spre exemplu, unele manifestări patologice  
pulmonare și în special neurologice  pot trece neobservate în anumite forme și 
necesită investigare bine țintită în vederea diagnosticării precise. Experienţa 

dobândită în timp,de cătreun cadru medical, poate servi ca metodă empirică de 

observare a diferitelor suferințe, dar nu constituie un instrument viabil pentru 
detectarea acesteia în fiecare caz de apariţie a unei afecțiuni. 

O privire de ansamblu asupra celor mai întâlnite afecțiuni ale nou-născutului 
este necesară în contextul unei lucrări care urmăreşte asistarea diagnosticului 
medical. În cele ce urmează, se prezintă pe scurt unele dintre aceste situaţii 
patologice, văzute din perspective medicală.Aceasta este realizată în forma unei 
sinteze, rezultate în urma mai multor discuţii cu personalul medical din cadrul: 

 Secţiei Clinice de Neonatologie a Spitalului Clinic Judeţean de Urgenţă 
Timişoara; 

 Spitalului Clinic de Urgenta pentru Copii „Louis Țurcanu” Timișoara, 
Secţia deNou-Născuţi Prematuri. 

Suferința neurologică, la nou-născuții cu patologie neurologică perinatală, s-
a aflat în centrul preocupărilor ştiinţifice ale ultimului deceniu, principalul motiv 

fiind: înţelegerea mecanismelor neurochimice implicate în constituirea leziunilor 
cerebrale și salvarea nou-născuțiilor cu vârstă de gestație tot mai mică prin serviciile 

de terapie intensivă neonatală.  
Patologia neurologică a nou-născutului poate fi declanșată de numeroși 

factori care acționează asupra sistemului nervos în perioada perinatală. De cele mai 
multe ori, aceasta se întâlnește într-un context larg de modificări patologice 
pulmonare, cardiovasculare, renale și metabolice [10]. 

Trebuie lămurit faptul că patologia respiratorie manifestată cel mai frecvent, 
în unitățiile de terapie intensivă neonatală, prin Sindromul de Detresă Respiratorie 
(SDR) și Apneea Neonatală (AN) acționează indirect la nivel cerebral prin 
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modificarea valorii gazelor sanguine și a hemodinamicii cerebrale, determinând 
instalarea tulburărilor neurologice cu posibila evoluție spre suferința neurologică.  

De asemenea trebuie menționat faptul că orice nou-născut cu patologie, 
exceptând cea neurologica, prezintă un risc neurologic crescut datorită instabilității 
hemodinamice, metabolice și acido-bazice, factori principali ai reglării circulației și 
metabolismului celular cerebral. 

Encefalopatia Hipoxic - Ischemică Perinatală (EHIP) şi Hemoragia 
Cerebrală (HC) reprezintă cele mai comune leziuni cerebrale în perioada neonatală. 
În ciuda avantajelor majore ale îngrijirii în neonatologie, injuria cerebrală hipoxic – 

ischemică perinatală rămâne o cauză majoră de sechele neurologice pe termen lung. 
În esenţă, suferinţa neurologică a nou-născutului se datorează reducerii oxigenării 

creierului și/sau reducerii irigării acestuia. EHIP reprezintă o afecţiune severă a 
fătului şi nou-născutului prematur (rar la nou-născutul la termen), 90% din cauzele 
bolii apar in timpul vieţii uterine (pre/intra-partum) şi 10% după naştere 
(postpartum). Riscul EHIP rezultă din particularităţile anatomice şi fiziopatologice 
ale acestei categorii de vârstă: capacitatea scăzută de autoreglare a fluxului sanguin 

cerebral (presiunea de perfuzie cerebrală este direct proportională cu tensiunea 
arterială sistemică şi astfel creșterea acesteia poate duce la hemoragie cerebrală, 
respectiv scăderea tensiunii arteriale sistemice poate determina hipoperfuzia 
cerebrală cu ischemia țesutului cerebral și aparitia leziunilor cerebrale), 
vascularizaţie periventriculară săracă și prezența unor mici suprapuneri între marile 
artere cerebrale. De o importanţă deosebită în etichetarea acestei entităţi, o 

reprezintă recunoaşterea asfixiei ante-, intra- şi postnatale. Asfixia perinatală 
reprezintă reducerea semnificativă şi chiar întreruperea fluxului sanguin către creier. 

Factorii  patogenici  generali ai asfixiei perinatale includ [11], [12]: 
 a. → factori antepartum reprezentaţi de afecţiuni materne cronice 

sau acute. 

 b. → factori intrapartum: prezentaţie anormală, travaliu prelungit, 
expulzie dificilă. 

 c. → factori neonatali: prematuritate, tulburări respiratorii. 
Cheia diagnosticului este evaluarea clinică a statusului neurologic al nou – 

născutului în perioada neonatală precoce. 
Leziunile neuropatologice ale EHIP sunt complexe, multiple, adeseori difuze 

şi intricate. Aceste leziuni pot să fie prezente de la naştere (adică s-au constituit 
chiar din viaţa intrauterină), sau pot apare după naştere ca urmare a imaturităţii 
structurilor cerebrale, incapabile să facă faţă stresului reprezentat de naşterea 

propriuzisă (aşa cum este cazul prematurului). Indiferent cum s-au constituit, aceste 
leziuni prezintă două direcţii evolutive:  

 direcţia favorabilă reprezentată de refacerea integrală a structurilor 
neurologice (la cazurile cu suferinţa neurologică uşoară şi medie); 

 direcţia nefavorabilă reprezentată de apariţia complicaţiilor şi sechelelor 
care fac din suferinţa neurologică una durabilă uneori pe parcursul întregii 

vieţi, sau conduc spre evoluţie fatală. 
Evoluţia şi prognosticul EHIP depind de următorii factori: 

 stadiul (severitatea) şi durata hipoxiei antenatale; 
 prezenţa asfixiei intranatale; 
 prematuritate, la nou-născut; 
 dignosticarea și inițierea rapidă a tratamentului; 
 caracteristici funcţionale ale deficitului imunologic şi homeostatic la nou-

născut; 
 comorbidităţi somatice în primul an de viaţă. 
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Combinarea acestor factori, poate determina diferite tipuri de evoluţie şi prognostic. 
În prezent, cea mai importantă măsură de prevenire a EHIP rămâne o bună 

monitorizare a travaliului şi naşterii, precum şi o intervenţie terapeutică promptă ori 
de câte ori este necesar, atât în perioada de gestaţie cât şi în perioada neonatală. 

Deși nu se pot defini în mod concret valori ale gazelor sanguine la care să 
apară leziunile neurologice și nici durata necesară de modificare a acestora, există 
totuși o corelație statistică între prezența acestor modificări și apariția suferinței 
neurologice. În acest context, relativ recent, se utilizează echipamentul de oximetrie 
cerebrală INVOS în vederea identificării acestor modificări. Posibilitatea de a 

diagnostica patologia neurologică prin înregistrarea și analiza plansului, ar facilita 
depistarea precoce, cu costuri reduse și aparatură minimă, a cazurilor care pot 

beneficia de intervenție terapeutică rapidă putând astfel oferi o cât mai bună calitate 
a vieții copilului și familiei acestuia. 

Orice suferinţă neurologică (chiar minimă) poate să lase o amprentă mai 
mult sau mai puţin importantă asupra funcţiilor organice. Aceasta demonstrează 
încă odată, dacă mai este cazul, că sistemul nervos central este coordonatorul 

funcţionării normale a tuturor organelor, aparatelor şi sistemelor. Din punct de 
vedere senzorial, suferinţa neurologică poate afecta pe termen scurt sau lung 
organele şi funcţiile senzoriale de bază şi implicit procesul de comunicare şi de 
învăţare. Prin funcţiile senzoriale copilul achiziţionează toate informaţiile necesare 
din mediul de viaţă şi răspunde adaptativ prin mijloacele de comunicare acestor 
percepţii. La nou-născut singura posibilitate de comunicare este reprezentată de 

plâns catalogat drept un limbaj primitiv, direct, nonverbal. Prin acest limbaj, nou-
născutul îşi exprimă starea de confort sau disconfort precum şi starea de sănătate 
sau boală.  

Pornind de la aceste considerente, este evidenţiată necesitatea unui sistem 
nervos normal, matur şi sănătos care va reprezenta un substrat ideal pentru o 

comunicare excelentă a acestuia cu părinţii şi ambientul. Invers, un sistem nervos 
imatur, lezat sau sechelar, va reprezenta un handicap important în realizarea 

acestei comunicări sau chiar va bloca această comunicare. În esenţă, acest blocaj se 
traduce prin modificarea mai mult sau mai puţin semnificativă a principalului semnal 
de comunicare al acestuia cu mediul, adică a vocii şi plânsului copilului [13]. 

Acest scurt preambul medical are scopul de a evidenţia cele mai comune 
situaţii patologice ale nou-născutului şi implicaţiile acestora. Pentru identificarea 
unei patologii sunt necesare numeroase informaţii asupra nou-născutului obţinute 
direct din parametri fiziologici sau prin teste invazive, care presupun recoltări de 

sânge şi monitorizare prin conectare la aparatură medicală. Un studiu asupra 
plânsului nou-născutului are rolul de a determina corelaţii între parametri obţinuţi 
din plâns şi cei rezultaţi din diferite teste şi măsurători medicale sau clasificarea 
plânsului provenit de la nou-născuţi cu afecţiuni similare pe baza unor caracteristici 
comune din semnalul vocal. Studiul are rolul de a genera noi abordări, protocoale de 
lucru şi întelegere la modul cel mai general în vederea sprijinirii domeniului neonatal 

cărui aplecare finală este viaţa şi calitatea ei, încă din primele clipe ale sale. 
 
 

1.4 Obiectivele tezei de doctorat 
 

Obiectivul principal al tezei de doctorat constă în definirea şi utilizarea unor 
tehnici de analiză de semnal aferente ingineriei sistemelor şi aplicate asupra 
semnalului asociat plânsului nou-născutului, care să conducă la realizarea unui 
sistem de suport pentru personalul medical în vederea luării de decizii, pe baza 

BUPT



20 | 1. Introducere 

informaţiilor obţinute fără a utiliza metode invazive. Acest sistem se va compune din 
mai multe subsisteme, vizualizabile grafic în Figura 1.1: 

- un subsistem de achiziție a semnalului din plânsul nou-născutului, capabil 
să interpreteze semnalul de la intrare și să prezinte în mod vizual 
informație de interes; 

- subsistemul de preprocesare a informației care trebuie să asigure o primă 
filtrare a informației înaintea începerii analizei propriu-zise; 

- un subsistem de extragere al parametrilor de interes care vor fi 
studiați/analizaţi; 

- subsistem de prelucrare a parametrilor în care se vor efectua operațiuni 
asupra datelor extrase în vederea utilizării lor în studii; 

- subsistem de procesare a parametrilor fiziologici ai nou născutului 
achiziționați prin tehnică medical specializată; 

- un subsistem sub forma unui bloc de interpretare în cadrul căruia trebuie 
să se realizeze procesarea parametrilor de la intrare pe baza experienței 
dobândite, prin tehnici de Data Mining, iar mai apoi corelații între 

indicatorii fizici respectiv fiziologici și cei extrași din semnalul de plâns; 
- pe de altă parte se urmărește stabilirea unor strategii  de analiză și 

clasificare sistematică a cazurilor cuprinse în înregistrările plânsului, 
corelate cu alte rezultate provenite de la alte echipamente utilizate de 
medici, ceea ce constituie un alt obiectiv al lucrării. Se au în vedere 
aspectele privitoare la nivelul oxigenării cerebrale, analiza spectrală  și 

tehnici multirezoluție de investigare a semnalului din plâns. 

Experienţa

Stocare

Nou-născut Achiziţie 
Semnal
plâns

Pre-procesare
semnal vocal

Semnal
plâns 

digitizat 

Extragere 
parametri

Semnal 
filtrat

Procesare 
parametri

Parametri
fizici/fiziologici

Prelucrare 
parametri

Parametri
plâns

Observaţii/ClasificareDecizie medicală

Protocol achiziţie
Tehnici pre-procesare

Metode extragere

Parametri
fiziologici

Bloc 
interpretare

Parametri
plâns

Metode prelucrare

Bloc 
intervenţie

        Tratament, Intubare

 
Figura 1.1 Sistemul de suport al diagnosticului medical 

 

Conform cu Figura 1.1, se pot deduce și obiectivele subsecvente celui 
principal. Acestea urmăresc eleborarea protocoalelor de achiziție a semnalului de 
plâns al nou-născutului, stabilirea tehnicilor de preprocesare, a metodelor de filtrare 
și extragere a parametrilor ce pot prezenta interes, sintetizarea unor metode de 
prelucrare și interpretare a rezultatelor ținându-se cont și de parametrii fiziologici. 
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Se ajunge astfel la generarea unei decizii medicale privind starea de sănătate a nou-
născutului bazată pe informații obținute neinvaziv. 

 
 

1.5 Structura lucrării 
 
Subcapitolul de faţă are ca scop înţelegerea modului de prezentare a 

cercetării efectuate, prin realizarea unei treceri în revistă a structurii prezentei 
lucrări, cu evidenţierea părţilor esenţiale ale acesteia. Totodată se argumentează 
ordinea logică a capitolelor și a subiectelor dezvoltate astfel încât să se atingă 

obiectivele propuse. 
Primul capitol realizează o introducere în domeniul tezei de doctorat, prin 

prezentarea temei centrale a cercetării, analiza plânsului la nou-născuţi şi 
încadrarea acesteia în contextul general al informaticii medicale unde, în ultimii ani, 

dezvoltările şi implicarea ingineriei devin din ce în ce mai vizibile şi chiar 
spectaculoase. În capitolul de debut sunt de asemenea trasate şi principalele 
obiective ale cercetării doctorale, sintetizate într-un sistem de colectare, 
preprocesare și interpretare a informației provenite din plâns, augumentată de 
parametri fizici și fiziologici rezultați din măsurători cu dispozitive medicale. 

Capitolul al doilea prezintă stadiul actual al cunoaşterii în ceea ce priveşte 

studiile asupra plânsului infantil cu rezultatele obţinute până la momentul actual. În 
cadrul acestui capitol este prezentată o procedură generală de studiu urmată în 
majoritatea cercetărilor pe această tema și sunt detaliate metodele de analiză și 
extragere a parametrilor, cele mai des utilizate și pentru care rezultatele sunt cele 
mai promițătoare. Capitolul cuprinde și o sinteză a rezultatelor obținute de 
cercetători și metodele utilizate de aceștia în studiile întreprinse pe diverse baze de 

date cu plâns. 

În al treilea capitol este prezentat suportul teoretic care stă la baza 
prezentei cercetări precum şi mijloacele tehnice utilizate în abordările practice. Se 
prezintă un cadru teoretic pentru semnalul vocal în general, pornind de la modelul 
sistemului fonator și anatomia acestuia. Modelul de producere a vorbirii este tratat 
din perspectiva inginerească, prin care, acest sistem generează semnale cu conținut 
informatic, iar apoi este interpretat prin instrumente și cu metode specializate. 
Acestea din urmă sunt prezentate în contextul studiului de față, exemplificând și 

descriind uneltele software de specialitate, utilizate pentru extragerea și prelucrarea 
informației de interes din semnalul de plâns. 

În al patrulea capitol se oferă o descriere amplă a arhitectecturii şi funcţiilor 
principale ale aplicației Neonat, special dezvoltată pentru a oferi suport în cadrul 
prezentului studiu de analiză a plânsului nou-născuţilor. Sunt prezentate modulele 
constituente ale aplicației cu detalieri asupra interacțiunii dintre acestea, precum și o 

prezentare succintă a elementelor special realizate pentru achiziția semnalului din 
plâns și procesarea acestuia în vederea studierii ulterioare a parametrilor extrași.  

În capitolul cinci este detaliat studiul de Data Mining realizat pentru 
efectuarea de clasificări între nou-născuții grupați în loturi în funcție de patologii, 
parametri fizici și indicatori medicali. Capitolul este structurat după o metodă 
generală de realizare a unui studiu de Data Mining, dar a fost adaptat pentru 
problema realizării de clasificări din plânsul nou-născuților. Rezultatele și validarea 

acestora se constituie ca și subcapitole ce urmează definiției studiului realizat. 
Al șaselea capitol este destinat prezentării studiilor intreprinse și a 

rezultatelor în investigarea suferinței neurologice și a riscului lezional cerebral. În 
cadrul acestui capitol sunt prezentate și alte tehnici, prin utilizarea de echipamente 
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auxiliare,cum ar fi aparatul medical INVOS pentru determinarea saturației centrale a 
oxigenului la nivel cerebral și dispozitivul profesional de achiziție de sunet Olympus 

LS-100 PCM Multi-Track recorder.  
În ultimul capitol, destinat concluziilor, este realizată o sinteză a rezultatelor 

obținute în acord cu obiectivele trasate la începutul cercetării. În acest cadru final 
sunt menționate și direcțiile avute în vedere pentru continuarea muncii de cercetare. 

Desigur că realizarea experimentelor într-o clinică/spital a necesitat 
rezolvarea unor probleme colaterale care nu sunt menționate în teză. Unele dintre 
ele au fost de natură obiectivă (spre exemplu ritmul nașterilor), iar altele au vizat 

organizarea în vederea achiziției datelor în condiții cvasiasemănătoare, doar așa 
putându-se valida rezultatele cercetării. 
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2. Stadiul actual al cercetării în domeniu 
 

În capitolul de faţă se realizează o sinteză a cunoaşterii în materie de 
analiză a plânsului nou-născuţilor. Sunt prezentate rezultatele mai multor cercetări 
într-o formă tabelară care, de asemeanea, cuprinde şi metodele utilizate de 
diversele grupuri de cercetători precum şi bazele de date investigate. Similitudinile 
în etapele urmate în realizarea acestui tip de analiză au facilitat prezentarea unei 

metodologii de abordare, fiind detaliate cele mai des întâlnite metode de lucru 

pentru fiecare etapă.  
 
 

2.1 Cunoaşterea la momentul actual 
 

Studiile de cercetare privind plânsul la nou-născuţi au o istorie relativ 
recentă. Primele investigaţii documentate în acest sens au ca referinţă anul 1968 
[14], când sunt generate primele spectrograme din plâns cu scopul asocierii 
acestora cu diverse situaţii patologice. Acestă apariţie oarecum târzie trebuie pusă 
pe seama lipsei unor instrumente care să faciliteze astfel de investigaţii. Cu toate 
acestea, în ultimii 20 de ani se observă o creştere a numărului de lucrări publicate 
ce au ca preocupare analizarea plânsului copiilor şi al nou-născuţilor. Tot în această 

perioadă, în cercetările apărute se constată implicarea tot mai pronunţată a 
echipelor de ingineri sau cercetători din domenii inginereşti. Astfel, procesarea 
digitală a semnalului din plâns constituie un element comun al tuturor articolelor 

perioadei respective pe această temă. Achiziţia semnalului vocal se realizează cu 
ajutorul mai multor tipuri de dispozitive, cum ar fi: diverse tipuri de microfoane, 
reportofoane, camere video digitale sau dictafoane. Deși toate aceste dispozitive au 
în comun partea de microfonie, enunţarea lor separată se datorează caracteristicilor 

fiecăruia dintre ele, acestea din urmă influenţând achiziţia semanalului. 
Scopul studiilor realizate pe plânsul nou-născuţilor constă, în mare parte,din 

cercetări în determinarea unui set de parametri care pot fi utilizaţi în stabilirea unei 
relaţii între plâns şi o anume patologie (hipotiroidism, hipoxie, tulburări de auz, 
asfixie, autism şi altele) sau simptome (discomfort, durere, supărare, nervozitate, 
foame) care pot fi definitorii pentru starea generală de sănătate [15], [16], [17], 

[18], [19], [20]. Ca exemple de astfel de indicatori, între cei mai utilizaţi în studiile 
întreprinse, se numără: 

 Frecvenţa fundamentală (F0) [14], [21], [22], [23] definită astfel în 
majoritatea studiilor, deşi semnalul din plâns nu este unul periodic, studiile 
investigând mai degrabă o frecvenţă dominantă [24] a semnalului sau 
chiar frecvenţa fundamentală dar în contextul unor cadre extrase din 

acesta;  

 Melodia plânsului (modificările în timp ale fundamentalei) [25]; 
 Frecvenţa de rezonanţă a tractului vocal [14]; 
 Primii trei formanţi F1,F2,F3 [25], [26], [27]; 
 Energia semnalului şi numărul trecerilor prin zero pentru analizele în 

domeniul timp. 
 Aceşti indicatori sunt toţi trataţi din perspectiva plânsului ca semnal audio 

fiind asociaţi cu caracteristici de la naştere şi/sau parametri fiziologici (puls, 
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frecvenţă respiratorie, gazele sangvine, tensiune arterială, oxigenarea periferică sau 
centrală a sângelui precum și alţi indicatori fiziologici măsurabili). 

În studiile din literatura de specilitate se defineşte plânsul unui nou-născut 
sănătos ca având următoarele caracteristici: 

 Valorile medii ale frecvenţei fundamentale sunt în jurul a 450 Hz, sau cu 
valori cuprinse în intervalul [400 Hz, 600 Hz] [14], [21], [25]; 

 Melodia plânsului este oscilantă [28]; 
 Prezenţa mai multor segmente  de plâns într-o comunicare [28]; 

Plânsul patologic este definit şi el în cadrul mai multor studii observându-se 

următoarele aspecte: 
 Frecvenţa fundamentală are valori extreme comparativ cu plaja de valori 

asociată plânsului sănătos [28], [29]; 
 Melodia plânsului prevalează în coborâşuri şi coborâşuri urmate de urcuşuri 

[30]. 
Indicatorii colectaţi din semnalul vocal sunt utilizaţi în studii împreună cu 

caracteristici ale nou-născutului imediat după naştere, între care se pot enumera: 

greutatea, perimetrul toracic, perimetrul cranian, circumferinţa craniană, vârsta 
gestaţională a mamei sau scorul Apgar la 5 şi la 10 minute de la naştere. Pe de altă 
parte sunt luate în considerare şi măsurători fiziologice cum ar fi pulsul, saturaţia 
sangvină periferică a oxigenului (măsurată cu pulsoximetrul) sau saturaţia sangvină 
centrală (măsurată cu spectrometrul de infraroşu apropiat - NIRS) [31]. 

Studiile privitoare la plânsul nou-născutului şi corelaţia acestuia cu diverse 

patologii au fost realizate, o bună parte dintre ele, de către grupuri de cercetători pe 
durata mai multor ani de studiu. În aceste perioade au fost publicate mai multe 
lucrări cu rezultatele obţinute. Între aceste grupuri se evidenţiază cel format din 
Zabidi, Mansour, Sahak, ( [25], [29], [30], [32]) şi colectivele acestora care pe 
parcursul a trei ani (între 2009 şi 2012) au publicat 15 lucrări care vizează corelaţia 

plânsului cu situaţii patologice precum hipotiroidismul sau asfixia. 
În Tabel 2.1 se regăsește o sinteză a cercetării ultimilor 20 de ani pe tema 

plânsului nou-născutului sau a celui infantil, pentru realizarea de clasificări pe 
diverse suferințe și patologii. Acesta este parţial preluat din studiul de sinteză a 
cercetării asupra analizei plânsului la nou-născuţi [33] şi extins cu studii ulterioare 
acestui articol sau omise de către autorul acestuia. Studiul literaturii de specialitate 
a fost extins şi către plânsul infantil, dată fiind apropierea metodelor de analiză a 
acestuia cu cel al nou-născutului. Tabelul condensează informaţii cu privire la autorii 
studiilor, bazele de date utilizate în studiu, modelul de extragere al parametrilor din 

plâns, clasificatorii utilizaţi şi acurateteţea modelului pe baza de date utilizată.  
 

Tabel 2.1 Sinteza cercetării corelației plânsului infantil cu afecțiuni specific 

Referințe 
Baza de date/ 
numar copii 

Model 
extragere 

caracteristici 
Clasificatori 

Acuratețe 
model 

Sănătos vs Hipoacustic 

J. O. 
Garcia 
2003 

BD/31 LPC SCJ 

91,8% (314 
cazuri);86,20

% (1036 
cazuri) 

J. O. 
Garcia 
2003 

BD/53 MFCC & LPC SCJ NN 
96,8% (314 

cazuri) 
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J. O. 

Garcia 
2003 

BD/53 MFCC & LPC SCJ NN 
97,43% (506 

cazuri) 

J. O. 
Garcia 
2003 

BD/53 MFCC & PCA SCJ NN 97.43% 

Varallyay 

Jr. 2004 
BD/37 F0 (SSM) - - 

Varallyay 
Jr. 2004 

BD/70 
Caracteristici 
domeniul timp 

- - 

O. Reyes-
Galaviz, 

2009 

BD Mexic-Cuba MFCC ENNS 
100% (unele 
experimente) 

M. 
Mansouri 

2009 
Chillanto/24 MFECs MLP 88.30% 

M. 
Hariharan 

2011 
Chillanto STFT GRNN 99.00% 

Sănătos vs Asfixie 

O. Reyes-
Galaviz. 

2009 
BD Mexic-Cuba MFCC ENNS 

100% (unele 
experimente) 

R. Sahak 

2010 

BD a Univ. 

Milano-Bicocca 
MFCC & OLS SVM 93.16% 

A. Zabidi 
2010 

Chillanto 
MFCC  

(F-ratio) 
MLP 93.38% 

A. Zabidi 
2010 

Chillanto și BD a 
Univ. Milano-

Bicocca 
MFCC & OLS MLP 94.00% 

A. Zabidi 
2010 

Chillanto MFCC & BPSO MLP 95.07% 

M. 

Hariharan 
2011 

Chillanto WPT PNN 99.00% 

M. 
Hariharan 

2011 

Chillanto STFT PNN& GRNN 99.00% 

Sănătos vs Hipotiroidism 

A. Zabidi 
2009` 

BD a Institutului 
Superior de 

Tehnologie Atlixco 

MFCC & F-
ratio 

- - 
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Sănătos vb Hiperbilirubinemie 

K. 
Santiago-
Sanches 

2009 

BD 
MFCC & LP, 
Intensitate, 

Cohleograme 

t2-FPM 
95,56% (LPC-

MFCC) 

Sănătos vs Palatoschizis 

Ledeman 
2002 

BD Germania-
Israel/47 

MFCC & coef. 
derivați 

CD-HMN 91.00% 

Sănătos vs SDS 

Ledeman 
2002 

BD Israel/40 
MFCC și coef 

derivați 
CD-HMN 63.00% 

Sănătos vs Phenylketonuria (PKU) 

C. 
Manfredi 

2006 
BD Italia 

F0, F1-F3, 
zgomot 

- 1 caz depistat 

Palatoschizis cu placă palatală vs Palatoschizis fără placă palatală 

Ledeman 

2008 
BD Germania/7 

MFCC & LPC și 

coef. derivați 
PHMN 90.00% 

Sănătos vs ankyloglossia cu deviația epiglotei si a laringelui 

Yoshifumi 
Okada 
2011 

Wang/49 IFSM LDA ~100% 

Sănătos vs Plâns dureros 

R. 
Hidayati 

2009 

BD Indonezia/50 F0 , F1 - F3, k-means 
90%, eroare 

10% 

Sănătos vs Autism 

S. Orlandi 
2012 

BD Italia/24 F0 - - 

3 clase de probleme 

M. Petroni 

1995 

BD Nervozitate, 

frica panica/16 
MFCC, MFBEC 

FFNN, RNN, 

TDNN, CCNN 
90.40% 

O. Reyes 

Galaviz 
2004 

Chillanto 
(sănătoşi, 

hipoacustic, 
asfixie) 

MFCC ANFIS 96.00% 
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O. Reyes 
Galaviz  
2004 

Chillanto 

(sănătoşi, 
hipoacustic, 

asfixie) 

MFCC & LPC TDNN 98.67% 

I. Suaste-
Rivas 
2004 

Chillanto 
(sănătoşi, 

hipoacustic, 

asfixie) 

MFCC 
FRNN (cu 

TrMF) 
88.00% 

I. Suaste-
Rivas 

2004 

Chillanto 
(sănătoşi, 

hipoacustic, 
asfixie) 

MFCC 
FRNN (cu 

TpMF) 
98.00% 

O. Reyes 
Galaviz  

2005 

Chillanto 
(sănătoşi, 

hipoacustic, 
asfixie) 

MFCC & LPC ENNS 96.79% 

O. Reyes 
Galaviz  
2005 

Chillanto 

(sănătoşi, 
hipoacustic, 

asfixie) 

MFCC FFIDNN 
96,08%-
97,39% 

S. Montiel 
2006 

Chillanto exp 1. 
sănătos, surd,  

asfixie; exp 2 
durere, foame şi 

fără durere şi fără 
foame 

MFCC FSVM 
exp1:94,98%  
exp2: 97,83% 

K. 
Santiago-
Sanchez 

2009 

BD normal, 
asfixie, 

Hiperbilirubinemi

e 

MFC, LPC, 
coef. intensit., 
cohleograme 

t2-FPM 
91,74% LPC- 
Cochleogram 

M. 
Hariharan  

2010 

Chillanto, 
sănătos, 

hipoacustic, 
asfixie) 

WLPCC PNN Peste 98,00% 

4 clase de probleme 

Lederman 

2010 

BD, sănătos, “cri- 
du-chat”, 

hidrocephalus, 
Palatoschizis 

F0 (SIFT) - - 

A. 

Mesaoud 
2010 

BD durere, 

discomfort, foame 
şi boala 

MFCC PNN 71.40% 
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2.2 Metode utilizate în studiile asupra plânsului infantil 
 
Cercetările ultimilor ani oferă multe similitudini din punctul de vedere al 

strategiei de interpretare al plânsului nou-născutului. Etapele urmate respectă 
anumite tipare, discriminarea între studii realizându-se la nivelul tehnicilor aplicate 
în fiecare etapă. Astfel, procesul de clasificare al plânsului infantil poate fi divizat (ca 
demers pentru prediagnosticare) în următoarele etape: 

1. Etapa de achiziţie a semnalului, în care cu ajutorul diverselor 
dispozitive enumerate în paragrafele anterioare (microfoane de studio, 
reportofoane, camere video şi altele), se realizează digitizarea vocalizării 

şi stocarea ei pe un mediu magnetic; 
2. Etapa de preprocesare a semnalului, în cadrul căreia se realizează o 

pregătire iniţială în vederea analizării ulterioare prin aplicarea de filtre, 
utilitare de extragere a zonelor nevocale şi eliminare a zgomotului precum 

şi alte operaţiuni de natură să aducă semnalul brut într-o formă adecvată 
metodei de studiu alese; 

3. Etapa de extragere a parametrilor în care, fie sunt extrase date în 
domeniul timp (intensităţi vocale, forma de undă), fie se aplică 
transformări în vederea trecerii în alte domenii, cum ar fi cele bazate pe 
frecvenţă (frecvenţa fundamentală, formanţii, puterea semnalului, 

coeficienţii Mel cepstrali (detaliaţi în secţiunea 2.2.2 sau coeficienţii liniari 
predictivi, detaliaţi în secţinea 2.2.3); 

4. Etapa de reducere a numărului parametrilor apare des în studii 
datorită cantităţii mari de informaţie care face, deseori, operarea şi 
interpretarea mult prea dificilă, chiar şi în contextul tehnicii actuale. Mulţi 
din parametri extraşi nu conţin informaţie utilă astfel că, prin metode 

specifice studiului propus se realizează reducerea acestora; un exemplu în 

acest sens este  analiza componentelor principale  (PCA), prezentată în 
cadrul secţiunii 2.2.5,  analiza liniară discriminativă (LDA) sau Ortogonal 
Least Square (OLS), detaliată în secţiunea 2.2.4; 

5. Etapa de clasificare a plânsului când se realizează diferenţierea în 
grupurile de nou-născuţi asupra cărora se doreşte realizarea diferenţei (la 
modul general, normal versus patologic). În această ultimă etapă, mare 
parte din studii utilizează diverse forme de reţele neuronale artificiale 

(ANN) oferite în secţiunea 2.2.6, modele Markov ascunse (HMM) sau 
maşini cu suport vectorial (SVM). Acestea ocupă o mare parte din studiile  
pe tema clasificării plânsului infantil. 
 
 

2.2.1 Achiziţia şi preprocesarea semnalului din plâns 
 
În etapa de achiziţie a semnalului vocal din plâns, acesta este preluat cu 

ajutorul diverselor tipuri de echipamente de achiziţie care pot fi numite generic 
microfon. Din perspectiva aceastei etape, cercetările se diferenţiază prin tipul de 
microfon utilizat şi caracteristicele de digitizare ale semnalului vocal. Considerând 
cercetările actuale şi dezvoltările tehnologice din domeniul prelucrării semnalelor, 

problema achiziţiei fidele şi reprezentarea pe o rezoluţie corespunzătoare nu 
constituie un aspect menţionat în multe din studiile recente. Din acest motiv, pentru 
studiul de faţă s-a insitat pe furnizarea de informaţie cât mai detaliată care să facă 
posibilă reproducerea experimentelor realizate. Fundamentarea teoretică a acestei 
etape va fi detaliată în capitolul următor, în care vor fi prezentate modelul fonator 
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uman şi instrumentele teoretice de interpreare ale acestuia. Pentru situaţiile în care 
achiziţia nu poate fi realizată respectând anumite rigori, se trece în etapa de 

preprocesare a semnalului din plâns în vederea producerii unui semnal cât mai util 
studiului în următoarele etape. 
 
 

2.2.2 Extragerea coeficienţilor Mel cepstrali 
 

Analiza coeficienţilor Mel cesprali reprezintă tehnica cea mai utilizată în 
studiile privind analiza plânsului infantil, în etapa de extragere a pametrilor din 
semnalul vocal [34], [35], [36]. Mai precis, se determină coeficienţii Mel cepstrali ca 

parametri de analiză ulterioară, de forma: 

𝑐(𝑛) = 𝐷𝐶𝑇 (log(|𝐹𝐹𝑇(𝑠(𝑛))|)),                                          (1) 

unde: 
n reprezintă ordinul coeficientului Mel cepstral, 
c(n) reprezintă coeficientul Mel cepstral rezultat, iar  
s(n) un cadru al semnalului vocal asupra căruia se aplică o serie de 

prelucrări în vederea obţinerii coeficieţilor c(n). 

Tehnica este foarte des folosită ca urmare a faptului că prin procedeul de 
obţinere a parametrilor de studiu se imită foarte fidel caracteristicile fiziologice ale 
urechii umane în recepţionarea sunetelor. Este cunoscut faptul că urechea umană 
percepe liniar frecvenţele joase (până în 1 kHz) şi logaritmic frecvenţele înalte 
(peste 1 kHz) [30]. În realizarea acestei tehnici de extragere a parametrilor vocali 
sunt urmate o serie de etape în studiile întreprinse, sintetizate în schema din Figura 
2.1. 

 

Ferestruire FT
Filtrare pe 
scala Mel

Logaritmare IFT
Coeficienţii Mel 

cespstrali

 
Figura 2.1 Etapele extragerii coeficienţilor cepstrali 

 

Într-o prima etapă studiile cu această aplicare optează univoc pentru 
utilizarea ferestrei Hamming cu o suprapunere între 10%-50% peste cadre de 
10ms-30ms considerate ca fiind cvasistaţionare ale semnalului vocal prelucrat [30]. 
Pe fiecare fereastră rezultată se aplică, într-o următoare etapă, transformata Fourier 
(FT). Din raţiuni de reducere a complexităţii se optează în studii pentru obţinerea 
Transformatei Fourier Discrete (TFD) prin aplicarea calculelor specifice 

Transformatei Fourier Rapide (FFT)(posibile prin alegerea numărului eşantioanelor 
ca putere a lui 2). Pe spectrele rezultate se aplică un banc de filtre triunghiulare 
trece-bandă.Numărul filtrelor applicate depinde de frecvenţa de eşantionare aleasă 

la achiziţia semnalului, cel mai comun număr de filtreu tilizate fiind 26. Coeficienţii 
Mel cepstrali rezultă în final prin aplicarea Transformatei Cosinus Discrete (DCT) pe 
valorile logaritmate ale răspunsului frecvenţei filtrate - în vederea reducerii 
numărului coeficienţilor. 
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2.2.3 Extragerea coeficienţilor de predicţie liniară 
 
Analiza prin predicţie liniară (LP – Linear Prediction), numită şi modelare 

autoregresivă, reprezintă un instrument deosebit de puternic pentru analiza 
semnalului vocal.Este întâlnităîn etapa de extragere a parametrilor,fiind utilizată ca 
tehnică în studiile asupra plânsului infantil. Metoda are la bază modelul producerii 
sunetului de aparatul fonator uman, iar ideea de analiză din cadrul metodei are la 
bază corelaţia care există între eşantioanele succesive ale semnalului. S-a observat, 

că eşantionul curent poate fi exprimat (aproximat) printr-o combinație liniară a 
eşantioanelor anterioare [21], [31], [37]: 

 

  s[n] = ∑ 𝑎𝑘𝑠[𝑛 − 𝑘] + 𝐺 ∙ 𝑢[𝑛]
𝑝

𝑘=1
                                      (2) 

unde, 
u reprezintă sursa de excitaţie, G valoarea câştigului şi 𝑎𝑘 reprezintă coeficienţi de 

predicţie liniară. 
Reducerea numărului de coeficienţi de predicţie liniară se obţine minimizând 

eroarea de aproximare (predicţie) pe un interval finit. Aceşti coeficienţi pot descrie 
semnalul şi spectrul pe un interval scurt de timp şi sunt utilizaţi în următoarele faze 
ale analizei vocale. 

 
 

2.2.4 Ortogonal Least Square 
 
În urma etapelor în care semnalul este preprocesat şi apoi supus diverselor 

tehnici de extragere a parametrilor consideraţi necesari în studiu, se poate opta 
pentru o reducere a numărului parametrilor. Această etapă este realizată, în 

anumite studii,pe considerentul eliminării acelor parametri cu valoare neînsemnată 
pentru investigația întreprinsă sau în cazul existenţei redundanţei informaţiei. Una 
din aceste tehnici de reducere al numărul parametrilor este Ortogonal Least Square 

(OLS) [25], [28], [29] [32]. Prin aceată metodă se dorește determinarea impactului 
(importanţei) fiecărui termen într-un model de regresie liniară. Astfel, algoritmul 
calculează raportul reducerii erorii (ERR) pentru fiecare parametru al modelului, 
cuantificând și ierarhizând aportul fiecărui termen la reducerea acestei valori a ERR. 
Succesiunea de operații din algoritmul OLS este prezentată în cele ce urmează [25], 
[28], [29]: 

 se consideră, în primă fază, vectorul dorit ca ieșire prin ecuația (3): 
𝑦 = 𝑃 𝜃 + 𝜀                (3) 

unde: 
𝑃 este matricea datelor de intrare, 𝜃 reprezintă un vector de coeficienți, iar 𝜀 

corespunde vectorului erorilor. 
 pe baza descompunerii 𝑄𝑅 Householder, matricea de intrare 𝑃 se 

poate descompune într-o matrice ortogonală 𝑄 de dimensiune 𝑁 ×𝑀 

și o matrice triunghiular superioară 𝑅 de dimensiune 𝑀 ×𝑀, precum 

în egalitatea (4): 
𝑃 = 𝑄𝑅     (4) 

 se consideră 𝑄𝑖, coloanele ortogonale ale matricii 𝑄 și identitatea 

𝑄𝑇 ∙ 𝑄 = 𝐼, 𝐼 fiind matricea unitate, iar vectorii 𝑃𝑖 din matricea datelor 

de intrare având aceeași dimensiune cu verctorii 𝑄𝑖 din 

descompunerea ortogonlă, ecuația (3) poate fi rescrisă în forma: 
𝑦 = 𝑄𝑔 + 𝜀                                                     (5) 
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unde 𝑔 este soluția LS (Least Square) dată prin: 

   𝑔 =
𝑄𝑖
𝑇∙𝑦

𝑄𝑇(𝑖)∙𝑄𝑖
    1 ≤ 𝑖 ≤ 𝑀     (6) 

 estimarea LS (Least Square) 𝜃 poate fi calculată utilizând relația 

matriceală 
𝑅 ∙ 𝜃 = 𝑔     (7) 

 dat fiind că vectorul 𝑃𝑖  a fost transformat în vectorii în bază 

ortogonală 𝑄𝑖, ieșirea dorită se poate calcula pe baza fiecărui vector 

în bază ortogonală folosind ecuația (8) 
𝑦𝑇 ∙ 𝑦 = ∑ 𝑔𝑖

2 ∙ 𝑄𝑖
𝑇 ∙𝑀

𝑖=1 𝑄𝑖 + 𝜀
𝑇 ∙ 𝜀    (8) 

 expresia erorii devine astfel: 

𝐸𝑅𝑅𝑖 =
𝑔𝑖
2∙𝑄𝑖

𝑇∙𝑄𝑖

𝑦𝑇∙𝑦
   1 ≤ 𝑖 ≤ 𝑀                                                   (9) 

Utilitatea acestei metode se regăsește în studiile [29], [25], [32] unde după 
determinarea coeficienților Mel cepstrali se urmărește stabilirea unei ierarhii a 
importanței acestora în realizarea clasificării din ultima etapă a analizei plânsului. 
Ierarhizarea se face după valoarea ERR în ordine descrescătoare; cu cât mai mare 
valoarea ERR cu atât este mai semnificativ aportul coeficientului asociat [28]. 

 
 

2.2.5 Analiza în componente principale 
 
Analiza în componente principale (Principle Component Analysis – PCA) 

reprezintă o tehnică statistică utilizată pentru extragerea unui set de parametri 

relevanţi dintr-un set de parametri obţinut initițial [38], [39], [40]. Aceasta este 
utilizată asemenea tehnicii Orthogonal Least Square pentru reducerea numărului de 
parametri, şi se regăseşte în studii asupra plânsului nou-născutului, însă nu atât de 

frecvent ca precedenta. Astfel nu se va mai insista pe detalierea acestei analize.  
 
 

2.2.6 Reţele neuronale artificiale 
 
Într-o ultimă etapă a studiilor de analiză a plânsului infantil se realizează 

clasificarea nou-născuților pe diverse clase de patologii prin utilizarea de diverse 
metode, prin care cea mai utilizată abordare este cea folosind rețele neuronale 
artificiale. 

Principalele tipuri de rețele neuronale utilizate pentru estimarea probabiliăţii 

fonemelor sunt rețelele perceptron multistrat (Multi Layer Perceptron MLP), rețelele 
neuronale cu întârziere în timp (Time Delayed Neural Network  TDNN), rețelele 
neuronale cu autoorganizare (Self Organizing Maps – SOM) sau rețele LSTM (Long 
Short Term Memory) [28], [41], [42], [43], [44]. 
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3. Fundamentarea teoretică a cercetării 
 

Capitolul de fundamentare teoretică a activităţii de cercetare prezintă 
noţiunile de bază cu privire la tema aleasă, într-o abordare medical-inginerească. Se 
porneşte de la elemente de anatomie umană, componente ale sistemului fonator, 
care sunt apoi tratate din punct de vedere ingineresc, prin utilizarea de modele în 
vederea definirii noţiunii de semnal de plâns, element care stă la baza prezentei 

cercetări. Deasemenea sunt prezentate metodele de prelucrare ale semnalelor 

vocale, utilizate în capitole ulterioare precum şi instrumentele software folosite pe 
parcursul studiului. 

 
 

3.1 Fonaţia şi mecanismul fonaţiei 
 
Realizarea unui studiu în detaliu ce vizează prelucrarea semnalui vocal şi 

interpretarea informaţiilor rezultate, presupune într-o fază incipientă cunoaşterea 
modului de producere al fonaţiei sau semnalului acustic de către aparatul fonator 
uman. Semnalul acustic este compus dintr-o secvenţă de sunete generate de 
sistemul fonator la comanda creierului.   

Vocea umană este rezultatul aparatului fonator format din: 

 Generator (plămâni); 
 Vibrator (corzile vocale); 
 Rezonator (cavitatea bucală); 

 Articulator (buze, limbă). 
Plamânii comprimându-se, trimit aerul prin trahee înspre exterior. Sub 

acţiunea aerului trimis de plămâni, corzile vocale vor intra în rezonanţă producând 
sunetul. Rezonanţa corzilor vocale este determinată de anumite proprietăţi fizice şi 

fiziologice ale acestora, distincte la fiecare individ în parte. Sunetul este preluat de 
aerul aflat în mişcare şi trasportat mai departe spre exterior prin tractul vocal. 
Acesta este compus din cavitatea laringeală, bucală şi nazală. Forma acestor cavităţi 
va modula rezonanţa acustică fundamentală dând naştere unui sunet produs din 
multiplii ai frecvenţei fundamentale de rezonanţă, fiecare multiplu având 
amplitudine şi fază determinată de forma tractului vocal. Intensitatea sunetului este 

direct determinată de presiunea cu care plamânii elimină aerul. Înalţimea sunetului 
este dată de frecvenţa fundamentală a corzilor. Deoarece tractul vocal se modifică 
pe durata vorbirii rezultă sunete variate. Vorbirea nu ar fi posibilă fără existenţa 
limbii şi buzelor a căror acţiune duce la producerea unor sunete specifice care se 
produc prin blocarea fluxului de aer sosit de la plamâni şi apoi eliberarea bruscă a 
acestuia. Ca urmare a acestor caracteristici,astfel de sunete poartă denumirea de 

nesonore. Pe lângă buze şi limbă, elemente ale cavitaţii bucale, în producerea 

vorbirii un rol important îl are si cavitatea nazală care are misiunea de a nazaliza 
sunetele [45]. 

În  Figura 3.1 este prezentată o schema selectivă cu elementele amintite 
anterior, care compun sistemul fonator uman. Aceste elemente sunt parte ale 
aparatului digestiv si cel respirator. 
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Figura 3.1 Elemente ale aparatelor digestiv şi respirator implicate în fonaţie 

  

Componentele spectrale în care este concentrată o mare parte din energia 
semnalului, şi care corespund frecvențelor de rezonanţă ale tractului vocal 
reprezintă formanţii. Formantul se defineşte ca o componentă sinusoidală 

amortizată a răspunsului la impuls a tractului vocal. În modelul clasic al sistemului 
vocal această definiţie este echivalentă cu o pereche de poli complecşi în funcţia de 
transfer a tractului vocal. Pentru un tract vocal mediu, cu lungimea de 17cm, există 
3-4 formanţi în banda de 3KHz [46]. 

Pentru sunete sonore prezintă importanţă frecvenţele primilor 3 formanţi, 
notaţi în literatură cu F1,F2, respectiv F3. Ei sunt specifici pentru fiecare individ, 
pentru fiecare sunet, depind de forma tractului vocal şi nu au valori fixe datorită 
contextului în care se pronunţă sunetul. Procesul prin care caracteristicile fonemelor 
(unităţi fundamentale în vorbire care diferenţiază cuvintele) se modifică în funcţie de 
context se numeşte coarticulare.Acustica modernă a pus în evidenţă faptul că 

structura formantică a unui fonem este rezultatul efectelor rezonante ale tractului 
vocal în întregime. F1 corespunde frecvenţei de rezonanţă a cavităţii glotale, în 
vreme ce F2 caracterizează frecvenţa de rezonanţă a cavităţii bucale. F2 este cu atât 
mai înaltă cu cât cavitatea bucală este mai mică [46]. Acest aspect este evident la 
nou-născuţi, ale caror frecvenţe fundamentale sunt cu mult mai înalte decât ale 
adulţilor. 

Un model matematic al producerii sunetului vocal poate fi reprezentat în 

următoarea formă: 
𝑆(𝑧) = 𝑈(𝑧) ∙ 𝐻(𝑧) ∙ 𝑅(𝑧)    (10) 

unde: 
𝑈(𝑧) –  reprezintă excitaţia sonoră sau nesonoră. În cazul excitaţiei sonore 

aceasta generează un tren de impulsuri de frecvenţa fundamentală a corzilor vocale 
ale vorbitorului şi amplitudine constantă pe o scurtă perioadă. În cazul excitaţei 
nesonore aceasta este un zgomot alb: zgomot aleator cu spectru plat. 
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H(z) – reprezintă funcţia de transfer a tractului vocal, caracterizat de 
frecvenţa de rezonanţă, ce determină formanţii. Datorită faptului că analiza se face 

pe o perioadă de 50-75ms, când semnalul vocal se consideră ca fiind în regim 
cvasistaţionar, parametri funcţiei de transfer rămân nemodificaţi într-un cadru supus 
analizei. 

𝑅(𝑧) – reprezintă radiaţia care apare de-a lungul tractului şi atenuarea 

efectuată de buze. 
Un model simplificat al producerii vorbirii (similar și în cazul plânsului 

infantil) prezentat în Figura 3.2 se obține din alternarea unei unde vocale cu 

impulsuri de amplitudinea frecvenţei fundamentale, semnalul rezultat fiind trecut 
printr-un filtru al tractului vocal, la ieşirea căruia va fi vorbirea propriu-zisă, sau 

sunetul produs de aparatul fonator. 
 

 
Figura 3.2 Modelul simplificat al produceri vorbirii 

 
În Figura 3.3 este prezentat un alt model, al producerii vorbirii, în cadrul 

căruia unda vocală este înlocuită de un generator de zgomot aleator, iar impulsurile 
ce alternează cu zgomotul sunt generate şi ele în tren. Ca și intrare în modelulul 

tractului vocal se ia în considerare aportul (câștigul) adus de volumul de aer inspirat 

(funcția G) împreună cu unda rezultantă a generatoarelor.  
 

 
Figura 3.3 Model al producerii vorbirii 

 
 

3.2 Reprezentarea digitală a semnalului vocal 
 

Majoritatea semnalelor asociate sunetelor, în zilele noastre, sunt stocate 
digital. Într-o primă etapă, sunetul este convertit în curent electric utilizând 
microfonul. Presiunea oscilaţiilor continue de aer devine oscilaţie continuă de 
tensiune într-un circuit electric. Modificările continue de tensiune sunt convertite în 
serii numerice de un digitizor (convertor analogic-numeric). Digitizorul are 
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comportamentul unui voltmetru digital cu o frecvență a măsurătorilor configurabilă. 
Rezultatul fiecărei măsurări realizate de digitizor reprezintă o valoare care se 

stochează digital. Acestăvaloare reprezintă un eşantion, iar intreg procesul de 
conversie a sunetului în serii numerice reprezintă procesul de eşantionare. Figura 
3.4 prezintă procesul de eșantionarea unui semnal continuu, cu linia albastra fiind 
reliefată evoluția în tensiune iar cu linia roșie sunt reprezentate eșantioanele 
semnalului [47], [48].  

 
Figura 3.4 Eşantionarea unui semnal continuu  

 

Ipoteza de staţionaritate pe termen scurt este folosită în multe aplicaţii de 
analiză a semnalului vocal. Semnalul vocal este impărţit în segmente scurte (grupuri 
de eşantioane) ce sunt analizate individual. Un segment este reprezentat de obicei 
prin componentele spectrale (spectrul de amplitudini, spectrul de faze şi 
puterea/energia spectrală). Reprezentările spectrale produse în lucrare conduc la un 
semnal bidimensional, reprezentat în timp şi în frecvenţă. Dimensiunea temporală 

se referă la poziţia segmentului analizat (variabila fiind timpul reflectat prin numărul 
eşantionului), iar dimensiunea frecvenţială se referă la componentele spectrale ale 

segmentului (valoarea puterii/energiei spectrale a segmentului). Aceste reprezentări 
bidimensionale se pot prezenta sub forma spectrogramelor (reprezentări ale 
amplitudinii în funcţie de timp şi frecvenţă). Astfel, semnalul bidimensional poate fi 
văzut ca o secvenţă de cadre sau vectori caracteristici, fiecare vector fiind indexat 
de dimensiunea temporală (numărul cadrului). Vectorii sunt formaţi din 

componentele spectrale ale semnalului la un anumit moment. Fiecare vector descrie 
astfel un semnal unidimensional în timp [48]. 

Una dintre problemele prelucrării unui semnal vocal este modificarea 
tractului vocal în timp, element care influenţeaza orice operaţiune. Aceasta implică 
necesitatea analizării semnalului vocal pe perioade scurte de timp, perioade în care 
unda sonoră este cvasistaţionară, dat fiind faptul că forma tractului vocal nu se 
modifică semnificativ. O astfel de perioadă este estimata la 10-40 ms, iar 

segmentarea semnalului vocal digitizat se realizează prin operaţiunea de ferestruire. 
Operaţiunea presupune aplicarea de-a lungul semnalului a unei funcţii cu anumite 
proprietăţi, prelucrarea efectuându-se asupra fiecărui segment astfel obţinut (prin 
ferestruire). 

Fie semnalul sursă s unde s(n) reprezintă al n-lea eşantion din cadrul 
semnalului. Se observă că semnalul nu este analizat funcţie de timp ci funcţie de 

numărul eşantionului. Aplicarea asupra acestui semnal a unei ferestre w va duce la 
obţinerea unui semnal s′ având forma: 

  s′(𝑘 + 𝑛) = 𝑠(𝑘 + 𝑛) ∙ 𝑤(𝑛); 𝑘 ≥ 0, 𝑛 ∈  [0;𝑁 − 1]              (11) 

k reprezintă în această formulă numărul de ordine al segmentului, în timp ce 
n reprezintă numărul de ordine al eşantionului în cadrul segmentului, unde fiecare 
segment contine N eşantioane. În literatura de specialitate termenul de eşantion 
este întâlnit de multe ori ca „sample” [49].  

[V] 

[s] 
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Fereastra care se aplică asupra semnalului poate fi de mai multe tipuri. Cel 
mai utilizat tip de fereastra este cea dreptughiulară prezentată în Figura 3.5 având 

forma: 

𝑤(𝑛) = {
1, 𝑛 ∈  [0. . 𝑁 − 1]

0, 𝑎𝑙𝑡𝑓𝑒𝑙
     (12) 

 
Figura 3.5 Fereastra dreptunghiulară 

 
Deşi foarte frecvent utilizată, această fereastră are o mare problemă 

determinată de limitarea bruscă la capătul segmentului eşantioanelor. Această 

problemă se rezolvă printr-o atenuare treptată a eşantioanelor la capetele 
segmentului, prin aplicarea ferestrei Hamming. Această fereastră este descrisă prin 
relația: 

𝑤(𝑛) = {
0.54 − 0.46 ∙ cos (

2𝜋∙𝑛

𝑁−1
) , 𝑛 ∈ [0. . 𝑁 − 1]

0, 𝑎𝑙𝑡𝑓𝑒𝑙
    (13)    

 

 
Figura 3.6 Fereastra Hamming 

 
Fereastra Hamming prezentată în Figura 3.6 se aplică de regulă asupra unui 

număr de eşantioane putere a lui 2: 128, 256, 512. Pentru obţinerea unor rezultate 
şi mai relevante, printr-o urmărire continuăa variaţiei parametrilor semnalului vocal, 
de multe ori în cadrul prelucrării se alege o ferestruire prin acoperire, numită 

„overlaping” în literatura de specialitate. Această acoperire presupune suprapunerea 
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a doua segmente într-o proporție bine definită, care poate varia între 10% şi 80%. 
Folosirea acestei ferestre duce la creşterea importanţei eşantioanelor din centrul 

ferestrei, iar aplicarea şi a unei suprapuneri a ferestrelor asigură calcularea netezită 
a parametrilor semnalului vocal. Parametrii se vor calcula cadru cu cadru în întreg 
semnalul vocal de analizat. 

Alte ferestre folosite adesea în domeniul prelucrării semnalelor vocale sunt: 
 Fereastra Hanning: 

𝑤(𝑛) = {
0.5 − 0.5 ∙ cos (

2𝜋∙𝑁

𝑁−1
) , 𝑛 ∈ [0. . 𝑁 − 1]

0, 𝑎𝑙𝑡𝑓𝑒𝑙
     

(14)  

 Fereastra Barlett: 

𝑤(𝑛) = {

2𝑛

𝑁−1
, 0 ≤ 𝑛 ≤

𝑁−1

2

2 −
2𝑛

𝑁−1
,
𝑁−1

2
≤ 𝑛 ≤ 𝑁 − 1

  (15)  

 Fereastra Blackman: 

𝑤(𝑛) = {
0.42 − 0.5 ∙ cos

2𝜋𝑛

𝑁−1
+ 0.08cos

4𝜋𝑛

𝑁−1
, 𝑛 ∈ [0. . 𝑁 − 1]

0, 𝑎𝑙𝑡𝑓𝑒𝑙
 (16)  

 
Durata unui cadru (în analiza vorbirii), adică lungimea în eşantioane a 

acestuia este direct proporţională cu viteza de articulare a sistemului de producere a 
vorbirii. Astfel, lungimea cadrelor trebuie să îndeplinească următoarele două cerinţe: 

 sa nu aibă o lungime mai mică decât cea necesară cuprinderii unei perioade 
de semnal; 

 lungimea să nu fie una prea mare încât să compromită caracteristica de 

cvasistaţionaritate a semnalului. 
De aici, dimensiunea de care se amintea anterior, anume de 10ms-40ms 

pentru fiecare cadru în parte. 
 

 

3.3 Analiza Fourier 
 
În matematică, analiza Fourier reprezintă un domeniu vast ale cărui origini 

sunt bazate pe studiul seriilor Fourier. Acest subiect a fost dezvoltat din dorinţa de a 

determina dacă o anumită funcţie, indiferent de complexitatea ei, ar putea fi 
reprezentată ca o sumă de funcţii trigonometrice elementare. Încercarea de a 
inţelege funcţii sau alte „obiecte” prin descompunerea lor în entităţi elementare care 
sunt perceptibile mai facil, este unul din dezideratele ce stau la baza analizei 
Fourier. Astfel, se consideră că orice semnal periodic poate fi reprezentat ca o sumă 
de sinusoide (serie Fourier): 

                            𝑥(𝑡) =
𝐴0

2
+∑ [𝐴𝑛 cos(2𝜋𝑛𝑓0𝑡) + 𝐵 sin(2𝜋𝑛𝑓0𝑡)]

∞
𝑛=1                 (17) 

unde 𝑓0reprezintă frecvenţa fundamentală sau armonica fundamentală. 

Multiplii de 𝑓0sunt definiţi ca armonici, iar  𝑓0 este inversa perioadei T a semnalului 

[50]. 
Pentru un semnal aperiodic, cum este și semnalul din plânsul nou-

născutului, spectrul constă în frecvenţe continue. Acest spectru poate fi definit de 

transformata Fourier. Dacă 𝑥(𝑡) reprezintă semnalul şi X(F) spectrul acestui semnal 

atunci avem următoarele relaţii: 
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𝑥(𝑡) = ∫ 𝑋(𝐹)𝑒𝑗2𝜋𝐹𝑡 𝑑𝐹                                                          
+∞

−∞
 (18)

 𝑋(𝐹) = ∫ 𝑥(𝑡)𝑒−𝑗2𝜋𝐹𝑡 𝑑𝑡                                                          
+∞

−∞
   (19) 

După cum se poate observa, formulele anterioare se aplică pe mulţimi 

infinite. În practică însă, și considerând aici procesarea semnalelor vocale, domeniul 
de aplicare este unul finit şi mai mult, unul discret. În acest caz se foloseşte 
Transformata Fourier Discretă (DFT) [51].  

 Transformata Fourier rapidă permite calculul eficient al transformatei 
Fourier discrete. Spectrul discret al secvenţei de eşantionare a unui semnal periodic 
se difineşte ca: 

𝑋(𝑘) =  ∑ 𝑥(𝑛) ∙ 𝑒−2𝜋𝑗𝑘 𝑁⁄𝑁−1
𝑛=0 , 𝑘 = 1, . . , 𝑁   (20) 

Pentru o rezoluţie în domeniul timp de 𝑇 = 1 𝑓𝑒
⁄ , va rezulta o rezoluţie 

𝛺 = 1 𝑁𝑇⁄  în domeniul frecvenţă. 

 Reprezentările în frecvenţă folosesc spectrul de putere | X(k)|, adică 
neglijează informaţia de fază conţinută în spectrul X(k). Acest lucru se datorează 

faptului că urechea umană este, în mare măsură, insensibilă la fază. 
 Pentru calculul spectrului se foloseşte transformata Fourier rapidă 

(FFT), ce permite reducerea numărului de operaţii (înmulţiri şi adunări) astfel că 
timpul de calcul se reduce semnificativ. Lungimea secvenţei pentru care se aplică 
FFT depinde de durata segmentului vocal analizat şi de frecvenţa de eşantionare. 
Deoarece numărul de puncte rezultat nu este, în general, o putere a lui 2, se 
completează secvenţa cu valori de zero. 

 O formă de reprezentare  frecvenţială este spectrograma, amintită şi 
în paragrafele anterioare. Aceasta se obţine prin reprezentarea spectrului de putere, 
de obicei pe o scară logaritmică, în funcţie de frecvenţă dar şi de timp. De regulă, se 
reprezintă secvenţe de spectre de putere obţinute pentru segmente de date 

rezultate în urma unei ferestruiri.  
Altă formă de reprezentare în frecvenţă este reprezentarea bidimensională a 

spectrului de putere pentru un segment din semnalul vocal obţinut prin ferestruire 
[48].   

  
 

3.4 Microsoft Visual Studio 
 
În vederea realizării unei aplicaţii specializate în achiziţia semnalului din 

plânsul nou-născuţilor este necesară găsirea unei platforme de dezvoltare care să 
permită crearea unui soft capabil să interacţioneze cu periferice şi să facă posibilă 
interpretarea informaţiei de la acestea. În acest sens a fost aleasă 
platformaMicrosoft Visual Studio, care  reprezintă un mediu integrat de dezvoltare 
(IDE) creat de compania Microsoft, şi care răspunde cerinţelor ce vizează 

implementarea software-ului dorit. Acesta oferă un set complet de unelte pentru 

dezvoltarea de aplicaţii pentru desktop (tip consolă sau GUI-uri – Graphical User 
Interface), aplicaţii mobile, aplicaţii web în ASP.NET şi servicii web XML. Visual 
Studio include un editor de cod dotat cu IntelliSense (implementare adusă de 
Microsoft pentru autocompletare de cod) şi  “code refactoring”(proces de modificare 
a structurii interne a unui program fără a-i modifica funcţionalitatea externă cu 
scopul de a îmbunatăţi proprietăţile interne mai puţin funcţionale). Depanatorul 

integrat funcţionează atât la nivel de cod sursă cât şi la nivel de cod maşină. Există 
şi alte unelte integrate în acest mediu, dintre care cele mai importante ar fi: uneltele 
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de construire a ferestrelor pentru aplicaţii GUI, a paginilor web, a claselor sau 
bazelor de date [52]. 

Microsoft Visual Studio încapsulează o serie de limbaje de programare, cum 
ar fi: C/C++, C#, Visual Basic, care sunt fiecare gestionate de maşina virtuală CLR 
(Common Language Runtime) inclusă în .NET Framework. Există versiuni de Visual 
Studio destinate doar unui limbaj, printre acestea se numără Microsoft Visual Basic, 

Visual J#, Visual C# sau Visual C++. 
.NET Framework (Cadrul de lucru .NET) este plasat între limbajul de 

programare (Visual Basic, C#, C/C++) şi sistemul de operare (de la Windows 98 şi 
Windows NT până la Windows XP și Windows 8, sau orice alte sub-versiuni ale 

acestora, cum ar fi cele destinate dispozitivelor mobile). .NET Framework oferă 
funcționalități specifice sistemului de operare Windows, furnizând însă şi biblioteci 
care extind aceste funcţionalități (calcule matematice, accesarea bazelor de date). 

Programele scrise pentru .NET Framework sunt executate în maşina virtuală CLR 
care gestionează programele în timpul rulării din punct de vedere al necesităților 
acestora. 

C# este un limbaj de programare orientat pe obiecte dezvoltat de Microsoft 
ca parte a platformei .NET şi acceptat ca standard de ISO. C# are o sintaxa 
procedurală şi orientată pe obiecte bazată pe C++ dar include şi aspecte a mai 
multor alte limbaje de programare (mai ales Delphi si Java) cu un accent pe 

simplificare. Limbajul C# nu specifică ce cod trebuie să genereze compilatorul, dar 
in practică toate implementările de compilatoare generează cod în Common 
Intermediate Language (CIL) [52]. 

 
 

3.5 Bibliotecile AudioLab, SignalLab şi PlotLab 
 
Pentru realizarea unei aplicaţii software într-un timp cât mai scurt, utilizarea 

unor componente deja create şi testate este întotdeauna un deziderat.Compania 
Mitov [53] a produs o serie de pachete sotfware care vin în sprijinul dezvoltatorilor 
software ce au ca şi preocupare procesarea semnalelor audio şi video. Produsele 

oferite de această companie pot fi utilizate de studenţi sau cadre didactice în scopuri 
academice sau de cercetare în regim gratuit pe o perioada nelimitată de timp. 
Aceste biblioteci sunt destinate mediilor .NET, Visual C++ sau Delphi. 

Pentru dezvoltarea aplicaţiilor ce vizeaza analiza semnalelor audio sunt 
disponibile bibliotecile AudioLab, SignalLab şi PlotLab, fiecare cu pachete si 
componente aferente. În cele ce urmează se prezintă o descriere sumară a fiecărei 
biblioteci în parte.  

AudioLab conţine un set de componente pentru procesare audio foarte 
rapidă. Librăria permite captura, redarea sau mixarea unor semnale audio 
complexe, analiza şi vizualizarea fără a necesita prea multe linii de cod. 

Din pachetul AudioLab fac parte: 

o Generatoare audio: generatoare de semnal sinusoidal, triunghiular sau 
dreptunghiular; 

o Componente WIN32 API: de captură date audio de la o intrare analogică 

(Microfon, Modem, tunner Radio TV), ieşiri de date audio pe calea Speaker-
elor sau Modem-ului, de stocare audio în format WAV, de reproducere fişiere 
sunet chiar şi în format brut (neformatate); 

o Componente DirectShow cu funcţionalităţi similare celor WIN32 API; 
o Componente de compresie şi decompresie; 
o Filtre audio; 
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o Metrici: Volume Unit si Peak Programme (valori medii şi maxime ale 
intensităţii sonore). 

Principalele funcţionalităţi aduse de AudioLab constau în: 
o Pornire audio -> Ascultare; 
o Captură de la microfon ->Înregistrare; 
o Captură de la microfon -> Procesare -> Înregistrare; 
o Pornire audio -> Analiză -> Ascultare sau Afişare; 
o Captură audio sau Pornire audio -> Mixare -> Ascultare sau Înregistrare; 

Înzestrat cu un design atractiv, AudioLab are acceaşi implementare în cod 

gestionat .NET şi medii WIN32. Codul pentru gestionarea componentelor din 
VB.NET, C++/CLI, C# si J#, Visual C++ MFC, Delphi si C++ Builder este aproape 

identic. Acest lucru permite dezvoltatorilor să migreze şi să partajeze cod între 
diferitele medii, imbunătăţindu-şi semnificativ productivitatea.  

SignalLab este un set de componente pentru procesare digitală de semnal 
(DSP) foarte rapidă. Librăria permite manipularea foarte rapidă a unor semnale 
deosebit de complexe şi vizualizarea fără a utiliza linii de cod prea multe. 

Din pachetul SignalLab fac parte: 
o Generatoare de semnal: sinusoidal, triunghiular, dreptunghiular sau DC; 
o Componente aritmetice: adunare, scădere, înmulţire, împărţire, aplicare de 

funcţii fereastră peste semnalul de la intrare, aplicarea de constante întregi, 
reale sau complexe; 

o Componente de acces la fişiere: stocare/încărcare de date reale, întregi sau 

complexe în/din fişiere binare; 
o Filtre: trece-sus, trece-jos, trece-bandă, trece-tot, opreşte-bandă, recursive 

şi nerecursive, de mediere şi altele; 
o Componente pentru transformări: Fourier rapidă directă şi inversă, Cosinus 

discretă directă şi inversă, Haar directă şi inversă. 

o Componente pentru conversii: de la vectori întregi sau complecşi la reali, de 
la reali la complecşi, din coordonate polare în carteziene, deplasări de fază 

ale semnalului şi altele; 
o Componente statistice: calcularea valorilor zgomotului dintr-un semnal. 

SignalLab dispune deasemnea de multe funcţionalităţi cum ar fi: 
o Achiziţia de semnal -> Procesare -> Afişare sau Înregistrare; 
o „Ascultare” semnal -> Analiză -> Afişare; 
o Generare -> Afişare sau Scoatere la ieşire -> Utilizare; 
o „Ascultare” semnal sau Achiziţie -> Mixare -> Afişare sau Scoatere la ieşire; 

În versiunea pentru .NET 4.0, SignalLab utilizează componente gestionate 
.NET 4.0. Aceasta are aceleaşi performante ca şi versiunile în cod nativ şi suportă 
toate limbajele .NET 4.0: Visual Basic, C#, J# şi C++/CLI. La fel ca şi în cazul 
AudioLab, implementarea pachetului este aceeaşi în .NET gestionat ca şi în medii 
WIN32, iar migrarea şi partajarea codului imbunatăţesc semnificativ productivitatea. 

PlotLab este un set de componente pentru trasare de grafice şi diagrame. 

Librăria include o diagramă ca şi componentă de trasare a graficelor şi o 
componentă „model cascadă”. Cu PlotLab se pot adăuga aplicaţiilor .NET, Visual 
C++ sau Delphi grafice complexe, diagrame, sau modele cascadă cu minim de efort. 

Versiunea .NET a bibliotecii conţine un set de componente .NET gestionate, 
având aceeaşi performanţă ca şi versiunile în cod nativ ale Microsoft .NET 4.0. La fel 
ca şi AudioLab sau SignalLab, PlotLab permite migrarea şi partajarea codului. 
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3.6 Microsoft SQL Server 
 
În cadrul unei aplicaţii care are ca scop procesarea unei cantităţi însemnate 

de date, este necesară utilizarea unor baza de date accesibile atât din mediu de 
dezvoltare cât şi din exteriorul acesteia. În acest sens,  Microsoft SQL Server 
reprezintă o alegere normală în contextul dezvoltării aplicaţiei folosind platforma de 
dezvoltare Microsoft Visual Studio. Microsoft Microsoft SQL Servereste un model 

relaţional de server de baze de date produs de compania Microsoft şi utilizat pentru 
managementul şi analiza datelor, oferind securitate, scalabilitate şi disponibilitate 
crescute pentru date şi aplicaţiile analitice.Crearea, implementarea şi managementul 

bazelor de date sunt mai facile, SQL Server oferind o soluţie integrată de 
management şi analiză a datelor, care ajută la: 

o Dezvoltarea, implementarea şi administrarea aplicaţiilor  la nivel mai mare 
(de întreprindere) mai sigure, scalabile şi fiabile; 

o Maximizarea productivității IT prin reducerea complexităţii creării, 
implementării şi administrării aplicaţiilor pentru baze de date; 

o Partajarea datelor pe mai multe platforme, aplicaţii şi dispozitive pentru a 
facilita conectarea sistemelor interne şi externe; 

o Controlarea costurilor fără a sacrifica performanţa, disponibilitatea, 
scalabilitatea sau securitatea [54].  

SQL Server consta din trei servicii primare: 
o MSSQLServer - servicul de date şi procesarea interogărilor; 
o SQL Server Agent – serviciu pentru organizarea activităţilor şi notificărilor; 
o Microsoft Distributed Transaction Coordinator - manipulează datele 

provenite din surse multiple. 
SQL Server include suport nativ pentru manipularea datelor XML, în 

completare la datele relaţionate. În acest sens, s-a definit un tip de dată xml care 

poate fi folosit fie ca un tip de dată din coloanele unei baze de date, fie literal într-o 
interogare. Coloanele XML pot fi associate cu scheme XSD, datele XML stocate fiind 
verificate conform schemei. XML este convertit la un tip intern de dată binar înainte 
de a fi stocat în baza de date. SQL Server permite unui server de baze de date să fie 
expus serviciilor web prin folosirea pachetelor TDS (Tabular Data Stream) 
încapsulate în cererile protocolului SOAP. Când datele sunt accesate prin intermediul 
serviciilor web, rezultatele sunt returnate în format XML.  

SQL CLR a fost introdus începând cu SQL Server pentru a putea fi integrat in 
.NET Framework [55]. 

 
 

3.7 WEKA 
 
Pentru realizarea unui studiu de Data Mining, folosind aplicaţii dedicate 

acestui scop a fost considerată aplicaţia WEKA (Waikato Environment for Knowledge 

Analysis). Acesta este un instrument software compus dintr-o colectie de programe 
ce au la bază algoritmi de învăţare automată. WEKA este realizat în limbajul Java, 
distribuţia lui fiind gratuită sub licenţa general publică GNU [56]. 

Mediul de lucru WEKA conţine o colecţie de instrumente de vizualizare şi 
algorimtmi pentru analiza datelor şi modelare predictivă, toate sub o interfaţă 
grafică foarte prietenoasă, destinată utilizării cât mai facile şi pentru un acces cât 
mai uşor la funcţionalităţile programului. 

Versiunea originală WEKA, care nu a fost realizată în Java, a constituit un 
software dedicat analizei datelor din domeniul agricol. Versiunea cea mai receentă, 
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creeată în limbaj Java, a fost dezvoltată începând cu anul 1997, iar în prezent este 
utilizată în diverse arii de activitate. În particular, WEKA se foloseşte în scopuri 

educaţionale şi în diverse domenii de cercetare. Caracteristicile esenţiale ale 
mediului WEKA sunt: 

o Disponibilitatea gratuită sub licenţa general publică GNU; 
o Portabilitatea conferită de implementarea completă în limbajul Java, 

care o fac să ruleze pe aproape orice platformă de calcul modernă; 
o Un număr foarte mare de colecţii de algoritmi implementaţi pentru 

preprocesarea datelor şi tehnici de modelare; 

o Uşor de utilizat şi pentru un utilizator mai puţin iniţiat, datorită interfeţei 
grafice destul de intuitive [57].  

WEKA oferă posibilitatea realizării mai multor activităţi de Data Mining, mai 
precis se pot realiza pre-procesări ale datelor, clustering, clasificări, regresii şi 
vizualizări. Toate tehnicil din WEKA pornesc de la premiza că datele se găsesc într-
un singur fişier sau într-o relaţie, unde fiecare instanţă are un număr bine precizat 
de atribute (numerice, nominale, booleene, dar şi alte tipuri). 

Mediul WEKA oferă acces către baze de date SQL prin utilizarea JDC (Java 
Database Conectivity) şi poate procesa rezultatul returnat de o interogare asupra 
bazei de date.  Acesta nu oferă însă capabilităţi de Data Mining multi-relaţionat, dar 
există aplicaţii ce convertesc colecţii de tabele relaţionate într-un singur tabel care 
poate fi procesat utilizâd WEKA. 

Interfaţa principală pentru WEKA este „Explorer”-ul, însă aproximativ 

aceleaşi funcţionalităţi pot fi accesate şi prin interfaţa bazată pe componente, 
„Knowledge Flow”. Mai există şi o a treia interfaţă, „Experimenter”, care realizează 
comparaţii sistematice ale performanţelor predictive pe care algoritmii de învaţare 
automată din WEKA îi aplică asupra colecţiilor de date. 
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4. Neonat – Aplicaţie pentru achiziţia şi 
prelucrarea semnalului de plâns 

 
În această secţiune este prezentată în detaliu aplicaţia special dezvoltată 

pentru achiziţia şi prelucrarea semnalului din plânsul nou-născuţilor, denumită 
Neonat, deoarece vizează nou-născuţii şi prezintă utilitate pe ramura medicală a 
neonatologiei. Acest instrument software este tratat ca bloc decizional în cadrul 

sistemului de analiză a plânsului care primeşte la intrarea sa semnalul de plâns, 
producând la ieşire, pe baza unor funcţii interne, valori reprezentabile ale spectrului 
de frecvenţă şi ale amplitudinii vocale. Sunt detaliate şi celelalte funcţii ale aplicaţiei 
prin diagrame în metodologia Mascot, limbaj pseudocod sau limbaj de programare. 

Finalul capitolului prezintă rezultatele intermediare precum şi un protocol de lucru 
rezultat în urma depăşirii problemelor întâmpinate în această etapă în mediul de 
spital.   

 

4.1 Arhitectura sistemului 
 
Pentru realizarea unui studiu complet în care să se facă o analiză 

profesională a datelor prelevate din plânsul nou-născuţilor a fost necesară creearea 
unui sistem complet de achiziţie a semnalului audio dedicat situaţiei de cercetare, 
care mai apoi va furniza toate datele necesare prelucrării, stocării şi interpretării.  

Procesul de înregistrare are loc într-o incintă din cadrul spitalului, unde se 

desfăşoară studiul, un loc în care perturbaţia zgomotoasă este redusă. Incubatorul 
în care este introdus copilul pentru a fi inregistrat conferă şi el o izolare fonică 
suplimentară, rezultând astfel un mediu ambiat adecvat pentru o analiză audio. O 
reducere cât mai bună a nivelelor zgomotoase este foarte importantă pentru 
prevenirea apariţiei efectului Lombard (un mediu zgomotos va conduce la 
modificarea parametrilor semnalului vocal prin creşterea energiei şi a frecvenţei 
fundamentale [48]). 

Microfonul este dispozitivul folosit pentru a recepţiona semnalul vocal. 
Acesta este amplasat în interiorul incubatorului, suspendat şi bine ancorat deasupra 
capulului nou-născutului la o distanţă constantă pentru fiecare înregistrare 
efectuată. Acest aspect este deasemnea unul foarte important datorită dependenţei 
dintre intensitatea sonoră şi distanţa la care se află receptorul. Este cunoscut faptul 
ca o dată cu dublarea distanţei va scădea presiunea acustică (nivelul sonor) cu 
aproximativ 3dB pentru o sursă acustică punctiformă şi cu 6dB pentru una liniară 

[58], [59]. 
De la microfon informaţia sonoră, sub formă de semnal, va fi preluată de 

către sistemul de calcul pe intrarea destinată special acestui scop. Pentru sistemul 
de faţă, partea computaţională este realizată de un laptop, utilizat ca şi calculator de 
proces. La acest nivel se face preluarea semnalului vocal cu toate operaţiile 
specifice, de conversie a semnalului analogic produs de microfon în semnal digital, 

urmată de eşantionare şi cuantizare pentru a avea astfel o reprezentare digitală a 
informaţiei vocale. 

Tot la acest nivel se va realiza stocarea înregistrării şi a datelor personale 
ale nou-născutului înregistrat, se va face extragerea componentelor spectrale din 
semnalul audio care vor fi reprezentate şi într-un mod grafic. După efectuarea 
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tuturor acestor prelucrări se poate trece la un studiu de Data Mining având extras 
tot suportul informaţional necesar. 

Sistemul în ansamblul său nu are o structură complexă, fiind unul tipic 
destinat achiziţiei de semnal audio în timp real. Chiar dacă locaţia de desfăşurare a 
activităţii nu este un studio profesional unde să fie asigurate toate rigorile tehnice 
relative la zgomot şi alte perturbaţii exterioare, s-a încercat găsirea unui ambient 
care să ofere cel puţin un nivel acceptabil de condiţii astfel încât studiul să se 
desfăşoare în bune condiţii. Schema din Figura 4.1 prezintă în mod grafic această 
arhitecutură a sistemului, elementele fiind cele descrise anteior. 

 
Figura 4.1 Schema arhitecturii sistemului de înregistrare 

 
 

4.2 Schema bloc şi arhitectura aplicaţiei 
 

După prezentarea unei vederi de ansamblu asupra  întregului sistem, este 

necesar a trece la o privire mai în detaliu a aplicaţiei în sine. Astfel, atenţia se 
concentrează pe partea computaţională, unde se află aplicaţia ce realizează 
prelucrarea informaţiei primite de la mediul exterior. Aceasta poate fi descompusă în 
mai multe module constitutive, după funcţiile pe care le îndeplineşte fiecare. Se 
menţionează că funcţionalitatea sistemului de a realiza proceduri de Data Mining se 
consideră ca fiind una exterioară aplicaţiei, prin prisma încărcării datelor prelucrate 
într-un alt mediu, diferit de aplicaţia asupra cărei arhitecturi se concentrează 

paragrafele următoare. 
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Aplicaţia dispune de un meniu principal de unde în funcţie de dorinţa 
utilizatorului pot fi încărcate diferitele module. Acest meniu principal joacă rolul unei 

funcţii Main, de unde se realizează opţiunea aleasă, instanţierea tuturor claselor 
reprezentând modulele aplicaţiei. 

Principalele elemente, vizibile şi utilizatorului prin meniu, sunt cele de 
„Registru”, „Înregistrare” şi „Încărcare”. Dintre acestea, modurile „Înregistrare”  şi 
„Testare” fiind cele cu care utilizatorul nu va acţioana imediat, fiind nevoit să 
parcurgă şi modulul „Formular” până să fie accesat cel de „Înregistrare” şi mai apoi 
şi pe acesta din urmă pentru ajungerea la „Testare”. Fiecare modul accesează una 

sau mai multe componente externe aplicaţei, cum ar fi: baza de date, sistemul de 
fişiere, microfonul sau speaker-ele, elemente de la care fie primesc, fie trimit 

informaţie. O utilizare mai specială a unor elemente din exterior este realizată din 
cadrul modului de încărcare către Data Mining. Deşi într-o primă etapă a proiectului, 
prin modulul de încarcare se vor trimite fişiere mediului WEKA, o dezvoltare 
ulterioară ar putea face legătura şi cu alte medii. Schema bloc din Figura 
4.2defineşte relaţiile dintre module şi legătura lor cu elementele externe menţionate 

anterior. 
 

 
Figura 4.2 Schema bloc a aplicaţiei 

 
Parcurgând paşii incipienţi, arhitectura sistemului şi schema bloc a aplicaţiei, 

se ajunge în faza de proiectare şi implicit la necesitatea unei descrieri mai ample a 
aplicaţiei. Ţinând cont de caracterul on-line al software-ului realizat în această teză, 

în cadrul proiectării de detaliu a acestuia, o abordare în sistemul MASCOT este 

BUPT



46 | 4 .  Neonat – Aplicaţie pentru achiziţia şi prelucrarea semnalului de plâns 

foarte utilă în contextul implementării şi pentru a avea o imagine mai detaliată a 
modului său de funcţionare.  

Sistemul MASCOT de proiectare şi dezvoltare a programelor pentru aplicaţii 
în timp real (cu ajutorul căruia se doreşte a fi construită aplicaţia) impune o 
abordare sistematică şi ordonată a activităţilor, bazată pe o structură accentuat 
modularizată şi care nu depinde de limbajul de programare, cu ajutorul căruia se 
doreşte a fi construită aplicaţia. MASCOT se defineşte astfel ca metodă formală utilă 
în reprezentarea structurii programelor, latura ei vizuală uşurând munca 
proiectantului şi sporind gradul de inteligibilitate al aplicaţiei pentru cei care încearcă 

sa desluşească modul de realizare al acesteia. În Figura 4.3 este prezentată 
diagrama Activităţi-Canale-Rezervoare (ACR) a aplicaţiei, a cărei întocmire este 

primul pas în metodologia de proiectare MASCOT. 

 
Figura 4.3 Diagrama ACR a aplicaţiei 

 
Simbolurile utilizate în diagramă sunt definite în Tabel 4.1, cu menţiunea că 

elementele canal şi rezervor sunt două clase importante din aşa-numita Zonă de 
Intercomunicare Date (ZID), după cum este referită în literatura de specialitate. 
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Tabel 4.1 Simbolurile dintr-o diagramă ACR 

Simbol Semnificaţie 

 

Simbolul desemnează un dispozitiv. Rolul acestuia 
este de a da o semnificaţie grafică intrărilor şi ieşirilor din 
aplicaţie. Acestea pot fi dispozitive periferice, fişiere sau baze 
de date.   

 

Simbolul sugerează o activitate sau un task. 

Activităţile/task-urile sunt anumite funcţionalităţi pe care 
aplicaţia le îndeplineşte. 

 

Datele în cadrul aplicaţiei sunt transportate printr-un 
canal. Dat fiind faptul că există mai multe surse de date, 
aplicaţia dispune de un număr mare de canale. 

 

În aplicaţie există zone în care se acumulează un 
număr mare de date (vectori, matrici, tabele de dispersie, 
structuri) care sunt simbolizate printr-un rezervor. 

 
Într-o a doua fază a metodei MASCOT, fiecare element de pe diagramă este 

luat în parte şi dezvoltat, iar în etapa finală elementele sunt implementate prin cod 
şi testate. În contextul capitolului de faţă se va insista pe detalierea modulelor 
esenţiale, care cuprind mai multe dispozitive si elemente din ZID, iar elementele de 
cod mai importante vor fi dezbătute în secţiunea dedicată funcţiilor cu caracter mai 

special ale aplicaţiei. 
Un prim modul al aplicaţiei este cel dedicat înregistrării unui nou-născut. 

Până la realizarea înregistrării proriu-zise va fi necesară completarea unui formular 

cuprinzând datele personale ale copilului şi ale mamei. Astfel se va interacţiona în 
primă fază cu modulul „Formular”. Accesul către oricare din modulele aplicaţiei se 
face doar după un dialog cu utilizatorul care comunică cu aplicaţia prin intermediul 
unor periferice de intrare cum sunt tastatura si mouse-ul.  

După cum s-a putut sesiza, din schema bloc a aplicaţiei, modulul  
„Formular” este într-o aşa-zisă comunicaţie duplex cu baza de date. Acest lucru se 
referă la faptul că modulul va prelua date din tabelele bazei de date şi va trimite la 

rândul lui altă informaţie către baza de date. Pentru început se execută activitatea  
„Încarc”, unde se realizează conectarea la baza de date pentru a avea ulterior acces 
la toate informaţiile de acolo şi a putea trimite o înregistrare nouă pentru stocare. 
Trimiterea efectivă a datelor către tabelele bazei de date se face în cadrul activităţii 
„Adaug”, când s-a făcut deja completarea câmpurilor din program de către utilizator 
şi se execută salvarea. Tot în cadrul acestei activităţi se realizează şi validarea 

datelor. Există situaţii în care unele date există deja în evidenţă şi nu mai este 
necesă reintroducerea lor; astfel utilizatorul dispune de opţiuni specifice prin care 
este permisă trimiterea doar a unei informaţii (CNP mamă sau Număr fişă) pentru 
data existentă deja în evidenţă. Validarea ei se face în acest modul şi astfel se 
reduce numărul datelor necesare a fi introduse. Procedura de validare este necesară 
şi pentru acceptarea unor date introduse, care chiar dacă sunt unice pot să nu fie 
corecte ca tip sau ca structură. 

Între activităţile de „Încărcare” şi „Adăugare” este prezent un rezervor care 
are rolul de a reţine toată informaţia aferentă unei înregistrări. Toată această 
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informaţie este trimisă bazei de date pentru a fi reţinută, precum şi activităţii „Scrie 
fis date” pentru a fi prelucrată în vederea stocării ei şi în sistemul de fişiere aferent 

aplicaţiei. 
În Figura 4.4 a fost extrasă porţiunea aferentă acestui modul din diagrama 

aplicaţiei, pentru o redare vizuală bună a celor relatate. 

 
Figura 4.4 Modulul „Formular” 

 
După salvarea tuturor datelor introduse prin modulul „Formular” se poate 

trece la realizarea înregistrării propriu-zise. Modulul „Înregistrare” are o structură 
mai complexă, datorită multitudinii de operaţii care se execută în cadrul lui. Ca 

dispozitive de intrare din acest modul sunt doar microfonul și perifericele; la ieşire 
însă, se găseşte întreg sistemul de fişiere, afişajul grafic şi sistemul audio 

reprezentat de speaker-e. 
La trimiterea mesajului de începere a înregistrării, activitatea „Start înreg” 

va declanşa pornirea sistemului de memorare al semnalului audio primit de la 
microfon, în paralel cu începerea procesului de eşantionare şi digitizare a acestuia, 

care apoi convertit va fi scos la ieşirea audio. Task-ul „Memorare wav” va înregistra 
semnalul până ce utilizatorul nu va trimite mesajul de oprire prin activitatea „Stop 
înreg”. „Start înreg” şi „Stop înreg” sunt controlate de utilizator prin intermediul 
dialogului cu utilizatorul „Dial. Start/Stop”. Implementarea efectivă a task-urilor de 
pornire şi oprire a înregistrării va fi detaliată în subcapitolul destinat funcţiilor 
speciale. 

Pe întreaga durată a înregistrării sunt realizate o serie de măsurători, printe 

care şi cele ale amplitudinii semnalului provenit din plâns. În vederea efectuării 
acestora, au fost emulate două dispozitive de măsură: Peak Program Meter şi 
Volume Unit Meter.  

 

4.2.1 Peak Program Meter (PPM) 
 

Peak Program Meter (PPM) sau Peak Reading Meter (PRM) reprezintă în 
lumea reală un instrument audio de măsură, fiind prezentat în Figura 4.5. Acesta îşi 
găseşte primele menţionări încă din anii 1930 când era utilizat (sub o formă de 
modul hardware) în emisia radio-urilor cu modelare în amplitudine a semnalului 
audio.Dezvoltările ulterioare l-au consacrat ca unealtă exclusiv de măsurare a 
semnalului audio.Acesta prezintă câteva similitudini cu Volume Unit Meter (VU 
Meter), care va fi detaliat într-un paragraf ce urmează. 
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Figura 4.5 Dispozitiv de măsură Peak Progam Meter 

 
În contexul prezentului studiu, varianta fizică a unui PPM a fost emulată prin 

utilizarea unui software care redă fidel comportamentul echipamentului real, lucru 
des întălnit în ziua de azi în cadrul analizelor profesionale de sunet. Între 
caracterisiticile esenţiale ale acestui instrument de măsură pot fi enumerate 
următoarele: 

 Timpul de achiziţie al unui PPM – reprezintă timpul necesar de achiziţie al 
nivelului unui semnal. Acesta este mult mai rapid decât în cazul unui VU 
Meter, fiind aproximativ 10 milisecunde. În acest fel, tranziţiile dintre 

vârfurile energetice ale semnalului vocal pot fi mult mai uşor de sesizat; 
 Timpul de recalibrare al unui PPM – reprezintă timpul necesar revenirii la o 

valoare scăzută în vederea unei noi achiziţii şi interpretări. Acest timp este 
mai mare decât în cazul VU Meter. 
Utilitatea unui astfel de instrument în contextul prezentului studiu a fost 

susţinută şi prin cele enunţate anterior respectiv măsurarea foarte rapidă şi bună a 

unor segmente de sunet insesizabile ca valoare ridicată a intensităţii pentru urechea 
umană, care au şi o staţionaritate foarte scăzută [60].  
 
 

4.2.2 Volume Unit Meter (VU) 
 

Volume Unit Meter (VU) reprezintă asemenea dispozitivului prezentat 
anterior, un intrument de măsură care însă are rolul de a reprezenta vizual măsura 
tăriei semnalului vocal pe perioade mai mari (Figura 4.6). Ca şi în cazul 
instrumentului prezentat anterior şi VU a fost emulat în prezentul studiu. 
Începuturile VU Meter-ului datează din anii 1940 când a fost introdus pentru 
standardizarea transmisiilor pe liniile telefonice. Evoluţia l-a plasat însă, la fel ca şi 
în cazul PPM, în rândul instrumentelor standard din cadrul industriei audio. 

VU măsoară valori medii ale semnalului audio şi scopul lui este de a 
reprezenta valoric percepţia sunetului din punctul de vedere al urechii umane. 

Făcând distincţia între PPM, unde erau reliefate elemente care nu sunt sesizabile 
urechii umane, în timp ce în cazul măsurării cu VU există aprecieri în formă 
numerică a semnalului la valori sesizabile de om [61]. 

Timpul de achiziţie pentru un VU şi cel de recalibrare sunt în jurul valorii de 
300 de milisecunde, astfel că în cazul prezentelor înregistrări se vor observa valori 

numerice semnificative pentru analiza cu VU, pe tronsoanele de semnal vocal 
continuu, mediate pe intervalul de 300 de milisecunde.  
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Figura 4.6 Dispozitiv de măsură Volume Unit Meter 

 
           Figura 4.7 oferă imaginea achiziției și măsurătorile efectuate prin 

aplicația Neonat cu instrumentele menționate. Pe lângă graficul aferent 
măsurătorilor realizate cu VU respectiv PPM a fiecărei înregistrări de plâns, se mai 
urmăreşte şi spectrul de frecvenţe aferent unui eşantion prelevat pe durata a 

aproximativ 100 milisecunde şi respectiv spectrograma întregului semnal vocal. 
Graficul din partea stangă inferioară prezintă spectrul de frecvenţă. Valorile sunt 
instantanee și corespund fiecărui eșantion din plâns. 

Graficele ce vor fi prezentate în continuare reprezintă capturi de ecran din 
software-ul utilizat în conducerea studiului. Graficul din partea superioară a fiecărei 
figuri prezintă evoluția amplitudinii semnalului vocal reprezentat prin două semnale: 

cel aferent intensităților maximale respectiv cel reprezentat de valoriile medii ale 
intensității sunetului. Graficul PPMeter&VUMeter corespunde acestor două semnale: 
Peak Program Meter (valorile maxime ale intensității plânsului) și Volume Unit Meter 
(valori medii ale amplitudinii vocale ale semnalului din plâns). Graficul din partea 

dreaptă inferioară prezintă spectrograma întregii durate a plânsului. Aici, se poate 
observa atât cantitativ cât şi calitativ frecvenţele atinse în fiecare moment al 
înregistrării, prin valori numerice pe abscisă şi ordonată, iar o a treia dimensiune 

este dată de coloratura frecvenţelor care corespunde legendei din extrema dreaptă. 
Colorarea este realizată dinamic astfel că de la un subiect din studiu la altul acest 
cod de culoare poate diferi funcţie de plaja de frecvenţe care a fost atinsă în timpul 
achiziţiei semnalului vocal. 

 
           Figura 4.7 Achiziția cu Neonat a unui semnal din plâns 
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Odată pornită înregistrarea, se vor efectua o serie de prelucrări asupra 
semnalului primit de la microfon. Într-o primă fază se va face eşantionarea 

semnalului cu o frecvenţă de 11025 Hz şi o reprezentare a amplitudinii pe 16 bit. 
Pentru trimiterea semnalului la sistemul audio de ieşire se trece printr-un task de 
conversie a valorilor eşantionate înapoi în valori audio, după ce în prealabil a fost 
umplut rezervorul dintre activităţi, acesta constând într-un buffer de 1024 de 
elemente. Altfel, se face o conversie a valorilor eşantionate în numere reale 
recunoscute de aplicaţie urmând apoi o serie de activităţi specifice prelucrării 
semnalelor vocale. Pentru început se aplică o funcţie de fereastră peste semnalul 

convertit din faza anterioară. Această funcţie este una dreptunghiulară, care asigură 
preluarea din porţiunea de semnal a unei zone în care acesta nu-şi modifică esenţial 

caracteristica datorită schimbărilor efectuate de sistemul fonator. După operaţia de 
ferestruire se va aplica transformata Fourier rapidă, rezultând semnalul discretizat. 
Ordinul transformatei Fourier se alege 8 pentru a conferi o rezoluție bună spectrului, 
acest lucru însemnând că se va aloca câte un buffer de 128 de elemente pentru 
coeficienţii seriei Fourier. Astfel cei 5KHz de semnal studiat vor fi discretizaţi în 128 

de frecvenţe, coeficienţii seriei desemnând intensitatea vocală pe fiecare din aceste 
128 de frecvenţe. Buffer-ul de 128 de elemente va fi supus în finalul prelucrării şi 
unei normalizări geometrice în task-ul „Norm. SQRT”. Canalele dintre activităţile 
„Ferestruire” şi „FFT” şi între „FFT” şi „Norm. SQRT” sunt proiectate ca buffer-e de 
câte 128 de elemente. Toate aceste operaţii se repetă la un interval de 50ms. Acest 
cadru temporal este unul dedus matematic ca fiind necesar pentru caracteristicile 

menţionate anterior. S-a adoptat o valoare mai mică decât cea rezultată din calcule, 
pentru a asigura că nu se pierd din eşantioane.  

Astfel, având: 

𝐹𝑒 =  11025 𝐻𝑧 
𝐹𝑒=1 𝑇𝑒⁄
⇒    𝑇𝑒 =

1

11025
= 90,7𝜇𝑠 = 0.0907𝑚𝑠 

timpul necesar procesării unui singur eşantion, iar pentru 1024 eşantioane, avem: 
 

𝑇𝑒 = 1024 ∙ 0,0907 = 92,8𝑚𝑠 

 
timpul necesar eşantionării unui calup de 1024 eşantione, atât cât are dimensiunea 
buffer-ul de la intrarea audio. După finalizarea normalizării datele preluate din 
rezervor şi prelucrate, vor fi trimise pe rând fişierului spectrum.txt, spectrogramei şi 

modelului cascadă pentru afişare. 
Calculul valorilor medii şi maxime ale amplitudinii (intensităţii)semnalului 

vocal la fiecare 100ms se face în task-ul „Calcul val int. vocale” de unde sunt trimise 
spre afişare şi către fişierele PPmeter.txt şi VUmeter.txt. Afişarea valorilor 
amplitudinii se face pe acelaşi grafic pentru a putea sesiza gradul de oscilaţie al 
valorilor.  

În Figura 4.8 este prezentat modulul de înregistrare, parte din diagrama 

ACR a aplicaţiei. 
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Figura 4.8 Modulul „Înregistrare” 

 
Modulul  „Testare” este accesibil utilizatorului din cadrul opţiunii de 

înregistrare. Rolul acestui modul este de a observa modul de reproducere al 

sunetului de la intrarea în sistem prin microfon la ieşirea audio, în urma setării unui 

număr de parametri. Funcţionalitatea modului este similară celei din cadrul modului 
de înregistrare în zona de achiziţie a semnalului. Astfel, în urma activităţii de dialog 
cu utilizatorul, iniţializarea intrării şi ieşirii şi setarea parametrilor pentru semanalul 
reprodus se poate începe testarea propriu-zisă. Drumul parcurs de semnalul de la 
intrare este, după cum s-a mai menţionat, similar celui de la înregistrare: se face 
eşantionarea şi digitizarea, urmată de task-ul de conversie al valorilor audio în valori 

reale şi task-urile ce vizează în final obţinerea coeficienţilor seriei Fourier, 
„Ferestruire” şi „FFT”. Lipseşte din acest modul activitatea de normalizare 
geometrică care succede aplicarea transformatei Fourier rapide în cazul modulului 
de înregistrare. Acest lucru se datorează faptului că nu se poate efectua o 
operaţiune inversă normalizării în cazul în care aceasta a fost aplicată. Astfel, după 
realizarea transformării Fourier rapide peste semnal se aplică transformata Fourier 

inversă, iar rezultatul este trimis eşantion cu eşantion task-ului „Reproduc”. De aici 
informaţia va putea lua două căi: una este calea prin care este trimisă  pentru 
afişare rezultănd forma de undă a semnalului vocal, iar pe cealaltă valorile reale 
sunt convertite în valori audio pentru a putea fi reproduse de speaker-e.   

Parametrii care se setează în faza preliminară începerii testării vizează 
intervalul reprezentării amplitudinii semnalului vocal, frecvenţa de eşantionare a 
semnalului de intrare, tipul de fereastră aplicată peste semnalul eşantionat şi ordinul 

transformatei Fourier rapide. În Figura 4.9, se regăseşte traseul urmat de semnalul 
de la intrarea prin microfon şi până la ieşirea prin speaker-e. 
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Figura 4.9 Modulul „Testare” 

 

Modulul „Încărcare” este o replică aproape fidelă a modulului „Înregistrare”, 
micile diferenţe fac însă necesară implementarea separată a acestuia. Un prim 
aspect esenţial ce diferenţiază cele două module este lipsa (dintre dispozitivele de 
intrare) microfonului, în cazul încărcării intrarea pentru semnalul audio fiind deja o 

înregistrare realizată anterior şi stocată local, iar la ieşire nu se mai regăsesc 
dispozivul aferent fişierelor de intensităţi. 

Chiar de la iniţializarea modulului, task-ul „Dialog regim” va permite două 

moduri în care va funcţiona, alegerea făcându-se prin mesajul primit pe canalul de 
transmisie. Astfel, „Încărcare” va putea funcţiona fie în regim de analiză, fie în regim 
de vizualizare. 

În regimul de analiză modulul va avea un dispozitiv în plus la ieşire, „Fisier 
verif” şi toate activităţile ce ţin de prelucrarea semnalului de la intrare, detaliate în 
paragrafele anterioare. În acest regim modulul va funcţiona aproape similar cu 
modulul înregistrare, diferenţierea făcându-se doar la natura dispozitivului de intrare 

şi prin lipsa unui dispozitiv la ieşire. 
În ambele moduri de funcţionare modulul dispune, ca şi dispozitive de 

intrare de „Fişier spectrum” şi „Fişiere intensităţi”. Aceste dispozitive de intrare vor 
trimite succesiv mesaje către activitatea „Prel 1”, care va face decodificarea 
mesajelor şi în funcţie de conţinut va face prelucrările aferente. Fişierele 
spectrum.txt şi cele de intensităţi, ppmMeter.txt, respectiv vuMeter.txt au structura 

din Figura 4.10: 
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spectrum.txt   ppmMeter.txt  vuMeter.txt  

 
Figura 4.10 Structura fişierelor spectrum.txt, ppmMeter.txt, vuMeter.txt 

        
Fişierele spectrum.txt vor trebui să fie unice pentru fiecare înregistrare şi 

vor fi stocate în directorul aferent înregistrării din care au fost extrase datele, lucru 
realizat din aplicaţie. După cum se poate observa şi din Figura 4.10, un fişier 
spectrum.txt are pe prima linie indicele calupului de 1024 de eşantioane prelevate în 
50ms din înregistrare, iar liniile ce urmează, vor cuprinde valorile indicilor din 

vectorul cu coeficienţii seriei Fourier, în număr de 128. La prelucrarea unui nou 
eşantion din înregistrare fişierul va fi completat după aceeaşi regulă în cadrul 
activităţii „Prel. 1”. La apariţia de eşantioane duplicat, introduse prin alegerea mai 

mică a perioadei de achiziţie, se face o eliminare a eşantioanelor inutile. 
Fişierele ppmMeter.txt şi vuMeter.txt au structura indentică aşa că pot fi 

tratate împreună. Ele conţin pe fiecare linie indicele calupului de eşantioane curente 
şi valoarea energetică maximă în cazul ppmMeter.txt  sau valoarea medie a 

intensităţii în cazul vuMeter.txt  dintre toate eşantioanele în 100ms. Rezervoarele 
dintre aceste fişiere (ca dispozitive) şi activitatea „Prel. 1” au o structură mai 
specială. Astfel, rezervorul dintre dispozitivul de intrare „Fişier spectrum” se 
constituie ca o tabelă de dispersie (hash). Această structură se defineşte ca o 
succesiune de perchi (cheie,valoare). Cheile sunt identificatori unici în tablou şi vor fi 
reprezentate de indicii vectorului ce conţine coeficienţii seriei Fourier (numerele între 

0 şi 127 ce se regăsesc la începutul liniilor care nu sunt cu indicele calupului de 
eşantioane procesat), iar valoarea pentru fiecare cheie va fi reprezentată de 
valoarea corespunzătoare indicelui respectiv de pe acea linie din fişier, adică chiar 
coeficienţii seriei Fourier. Vectorul care conţine coeficienţii seriei Fourier obţinut prin 
tot procesul de prelucrare al semnalului de la intrare, va conţine de fapt valorile 
energetice ale intensităţii vocale pe fiecare frecvenţă între 0 si 4KHz, cu un pas de 

aproximativ 40Hz pentru fiecare 50ms din sunetul procesat. 

Rezervorul dintre dispozitivele „Fişiere intensităţi” este proiectat din două 
buffer-e care vor fi simultan alimentate cu elemente din fişierele ppmMeter.txt şi 
vuMeter.txt, după prelucrarea în prealabil, linie cu linie a fiecărui fişier.   

După cum s-a mai menţionat, în cazul regimului de analiză vom avea la 
ieşire un dispozitiv „Fişier verif”. În acest regim se va face o reprocesare a 
semnalului încărcat şi se va obţine un fişier identic ca structură cu spectrum.txt. 
Rolul acestui fişier este de a obţine un al doilea spectru de frecvenţe pentru aceeaşi 

0-------- 

0 --->100 

1 --->211 

… 

127 --->0 

1-------- 

0 --->57 
1 --->123 
… 

127 --->1 

2-------- 

0 --->11 

1 --->77 

… 

indice  
calup date 0 --->0 

1 --->43 

2 --->100 

3 --->35 

4 --->11 

5 --->100 

6 --->1 

7 --->1 

8 --->19 

9 --->321 

10--->212 

11 --->53 

… 

 

0 --->0 

1 --->225 

2 --->211 

3 --->133 

4 ---> 57 

5 --->123 

6 --->10 

7 --->11 

8 --->77 

9 --->579 

10---> 432 

11--->123 

… 

 
Intensitate 
frecvenţă 
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înregistrare, însă obţinut off-line, pentru a vedea diferenţele faţă de cel creeat în 
timp real. Activitatea „Prel. 1” va putea porni două alte activităţi: „Prel. Fis WEKA” 

sau, prin „Dialog afişare” poate determina afişarea în cadrul unui dispozitiv 
dedicat(construit în genul unui modul)  conţinutul fişierelor realizate pentru 
înregistrarea încărcată. „Prel. Fis WEKA” va realiza o transformare a conţinutului 
fişierului spectrum.txt într-un fişier .arff care odată creat va putea fi lansat din 
cadrul acestui modul în mediul WEKA. În urma trimiterii mesajului de lansare prin 
activitatea „Lansare WEKA” se permite efectuarea studiilor de Data Mining. 
Structura unui fişier WEKA este prezentată în Figura 4.11, aceasta fiind extrasă 

dintr-un fişier real: 

 
Figura 4.11 Structura internă a unui fişier weka.arff 

 
Acesta este doar un model de fişier utilizat în studiul de Data Mining, realizat 

pe baza spectrului de frecvenţă al unui semnal din plâns. În vederea obţinerii unor 
rezultate relevante ale studiului este necesară şi crearea unor fişiere pentru datele 

de ampltitudine vocală provenite de la cele două instrumente de măsură emulate. 
Toate aceste fişiere vor avea diverse forme, în funcţie de scopul studiului putându-
se opta şi pentru fişiere mixte în care să fie integrate şi date ale nou-născutului sau 
ale mamei, considerate ca relevante în procedura de „minerit”. 

Fişierul oferit ca exemplu conţine în cadrul unui antet declararea unor 
atribute care sunt asemenea unor nume de câmpuri de tabel. După realizare acestor 

declaraţii urmează datele corespunzătoare fiecarui atribut, pe câte o linie, fiecare set 
de 128 de valori câte se regăsesc şi pentru exemplul de faţă. 

Aceasta, în Figura 4.12, este în ansamblu arhitectura modulului „Încărcare”, 
reprezentată prin elementele corespunzătoare din cadrul diagramei ACR generale: 

@relation neonat-clasificare-sex 

@attribute ‘39Hz’ numeric 

@attribute ‘78Hz’ numeric 

@attribute ‘117Hz’ numeric 

… 

@attribute ‘4992Hz’ numeric 

@attribute sex { masculin, feminin} 

@data 

26,440,453,81,75,63,54,46,40,36,32,30,28,26,23,22,21,19

,18,17,16,16,15,16,14,15,12,13,12,12,12,11,11,9,11,11,9,9,9,7

,7,7,9,9,9,8,7,7,8,7,7,6,8,7,7,6,6,7,7,7,6,7,6,6,6,6,6,5,7,6,

6,6,6,5,6,6,5,5,4,5,4,5,5,4,4,5,5,5,5,5,5,4,4,5,4,4,4,4,4,5,4

,4,4,6,5,4,5,4,4,4,4,5,4,4,5,4,5,3,4,4,5,4,4,4,4,4,4,4 

... 

28,21,8,4,6,2,3,2,3,2,3,1,1,1,0,1,1,1,1,1,1,1,1,1,1,0,0

,1,0,1,1,1,1,1,1,1,1,2,1,1,2,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,2,

0,0,1,1,1,0,1,1,1,0,1,1,1,1,0,1,3,2,1,2,1,0,1,1,1,0,1,1,0,1,1

,1,0,0,1,1,1,1,1,1,0,1,1,0,1,1,1,0,1,1,0,0,3,1,6,2,1,1,1,1,0,

0,1,1,1,0,0,1,1,0,0 
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Figura 4.12 Modulul „Încărcare” 

 

Modulul „Registru” este un al treilea modul după „Încărcare” şi „Formular” 
care derivă direct din activitatea „Dialog meniu”. Modulul va permite accesul către 

toate înregistrările din tabelele bazei de date, peste care se vor putea efectua 
diverse prelucrări prin activitatea „Registru”. La fel ca şi modulul de încărcare, şi 
modulul „Registru” va avea două regimuri de funcţionare: anonimat şi neanonimat. 
Acest element de confidenţilatate este necesar în contextul unei aplicaţii cum este 
cea de faţă, care tratează date personale reale ale unor persoane participante la un 
studiu. 

Trimiterea mesajului de regim anonim către activitatea „Registru” va 
determina pierderea anumitor drepturi pe care utilizatorul le poate avea aupra 
operaţiilor ce se pot efectua asupra bazei de date (stergere, modificare, vizualizarea 
anumitor câmpuri). 

Operaţiile în regim neanonimizat sunt realizate în activitatea „Registru”, care 
trimite succesiv mesaje bazei de date pentru salvarea tuturor modificărilor realizate, 
dar şi dispozitivului „Afişaj BD” pentru actualizarea înregistrărilor afişate. 

Rezervorul dintre task-ul „Încarcă” şi „Registru” va fi reprezentat de o tabelă 

care va curprinde în funcţie de mesajele de la utilizator, înregistrări din fiecare tabel 
al bazei de date, luate bineînţeles pe rând. Detalierea tabelelor şi a câmpurilor 
acestora va fi făcută în subcapitolul ce urmează în Figura 4.13 sunt prezentate 
elementele diagramei ACR care ţin de acest modul. 
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Figura 4.13 Modulul „Registru” 

 
 

4.3 Arhitectura bazei de date 
 
Orice aplicaţie care operează cu date numeroase şi care necesită stocare 

îndelungată, are nevoie de una sau mai multe baze de date. Când aplicaţia are ca şi 
ţintă realizarea de Data Mining, noţiunea de bază de date este indispensabilă. Baza 
de date concepută, oferă structuri de tabele în care datele pot fi stocate şi 
organizate în orice fel se doreşte. 

În vederea stocării datelor provenite din înregistrări ale semnalului din plâns 

şi cele care vizează informaţii personale ale mamei şi nou-născutului, se utilizează în 
cadrul aplicaţiei de faţă, pe lângă sistemul de fişiere, şi o bază de date. Aceasta a 

fost realizată utilizând sistemul de gestiune al bazelor de date, Microsoft SQL Server 
Express Edition, care este oferit în mod gratuit pentru utilizare. Acesta este utilizat 
doar pentru partea de stocare, deoarece crearea tabelelor, inserarea înregistrărilor 
noi sau modificări ale datelor deja existente sunt realizate direct din aplicaţie. Tot 

din cadrul software-ului realizat se face şi vizualizarea datelor, prin modulul 
menţionat în subcapitolul precedent, „Registru”, care oferă şi posibilitatea căutării în 
tabelele bazei de date. 
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Figura 4.14 Arhitectura bazelor de date 

 
Baza de date cuprinde trei tabele relaţionate câte două: „DateMame”, 

„DateCopii” şi „Înregistrări”. Acestea au următoarele câmpuri, cu tipurile aferente 

din SQL Server, ilustrate şi în Figura 4.14: 
 Tabela „DateMame”: cod numeric personal (numeric(18,0)), nume 

(varchar(50)), prenume (varchar(50)), gesta (smallint), para (smallint), 
varsta (smallint), sarcina (varchar(14)); 

 Tabela „DateCopii”: numărul foii de observaţie (numeric(18,0)), codul 

numeric personal al mamei (numeric(18,0)), data naşteri în formatul: 
zz/ll/aaaa ora:min:sec (datetime), sex (bit), greutate (int), lungime (int), 

perimtru cranian (int), perimetru toracic (int), indice Apgar la 1 minut şi la 5 
minute (smallint), vârsta gestaţională (smallint), naştere (varchar(11)) şi 
tipul naşterii (varchar(10)), observatii (text); 

 Tabela „Înregistrări”: numărul foii de observaţie (numeric(18,0)), data şi ora 
înregistrării în formatul: zz/ll/aaaa ora:min:sec (datetime), calea către 
înregistrare (text); 

După cum se poate observa şi din Figura 4.14, între tabelele „DateMame” şi 
„DateCopii” precum şi între „DateCopii” şi „Înregistrări” există o relaţie de unu-la-
mai mulţi. Astfel, datele unei mame vor fi înscrise o singură dată în tabelul 
„DateMame”, unde codul numeric al acesteia este cheie primară fiind astfel unic pe 
tabelă, în timp ce în tabelul „DateCopii” vom putea avea mai multe apariţii ale 
codului numeric personal. Această situaţie poate să apară în cazul în care aceeaşi 
mamă va avea mai mulţi copii participanţi la studiu. 

Numărul fişei de înregistrare a nou-născutului este cheie primară în tabelul 

„DateCopii”, aceasta jucând însă şi rolul de cheie externă în cadrul tabelului 
„Înregistrări”. La fel ca şi în situaţia precedentă, la aceste ultime două tabele avem 
o relaţie de unu-la-mai mulţi, datorită faptului că acelaşi copil poate fi înregistrat de 
mai multe ori, datele lui nefiind nevoie să fie copiate din nou, relaţionarea adăugând 
o intrare nouă în tabelul „Înregistrări”. 

După efectuarea unei înregistrări, toate valorile reprezentând spectrul de 

frecvenţă şi valorile medii şi maxime ale amplitudinii semnalului din plâns sunt 
stocate în cadrul unui tabel al bazei de date. Acest tabel se va creea dinamic, fiind 
unic pentru fiecare înregistrare în parte. Tabelul creat va avea ca şi linii cele 128 de 
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câmpuri destinate spectrului de frecventă, un câmp pentru intensitatea sonoră 
maximă şi unul pentru cea minimă, toate pe fereastra de 100ms. Ultimul câmp, cel 

de timp, va fi destinat momentului temporal când aceste valori au fost extrase, 
adică multipli de 100ms până la durata totală a înregistrării. Acest din urmă tabel, 
care de fapt este doar o structură de tabel - el „personalizându-se” pentru fiecare 
înregistrare în parte, va primi şi un nume în conformitate cu aceasta. Numele 
tabelului este creat prin alipirea la numărul fişei de înregistrare, a numelui mamei, a 
datei şi orei înregistrării, ca în exemplul din Figura 4.15. În acest fel - s-a evitat 
alocarea unui alt câmp într-un tabel care pe lângă faptul că necesită alocarea unei 

dimensiuni considerabile, este unic pentru fiecare înregistrare, iar în contextul unui 
lot mare de înregistrări, aceste tabele vor ocupa mult spaţiu. Dacă se consideră o 

înregistrare de 30 de secunde, tabelul de valori al acesteia va avea 300 de linii cu 
câte 131 de date pe fiecare linie, adică un total de 39300 de valori.  

Deşi nu este realizată o relaţionare a acestor tabele de valori cu celelalte 
tabele, din numele oricărui tabel de valori poate fi extrasă informaţia utilă pentru a 
şti cărui copil îi aparţine înregistrarea (numărul fişei este unic pentru fiecare copil 

din evidenţă, el putând fi extras cu uşurinţă din numele tabelului), iar cunoscându-
se copilul, din relaţionarea cu tabelul de date ale mamelor se pot imediat determina 
cu uşurinţă şi restul datelor.  

 
Figura 4.15 Modelul construirii numelui tabelului de valori pentru o 

înregistrare 

 
 

4.4 Funcţii (proceduri) speciale 
 
În secţiunile destinate arhitecturii aplicaţiei şi a bazelor de date au fost 

amintite o serie de funcţii pe care aplicaţia le îndeplineşte, prezentându-se 
funcţionalitatea lor şi eventuale structuri de date cu care operează. Această secţiune 
este destinată detalierii anumitor funcţii şi metode mai importante din program prin 

prezentarea unor scurte secţiuni de cod, componente utilizate şi eventuale 
organigrame de funcţionare ale acestora. 

Tratând pentru început modulul „Înregistrare”, se va dezvolta metodologia 
de înregistrare a unui plâns. Pentru a face misiunea preluării datelor de la microfon 
mai uşoară se utilizează o serie de componente din pachetele AudioLab si SignalLab 
care oferă facilităţi de prelucrare digitală de semnal.  

Pentru recepţia semnalului de la microfon se utilizează componeneta 

„AudioIn”. Această componentă trebuie configurată pentru aplicaţie în scopul de a 
obţine rezultate corecte. Printe cele mai importante proprietăţi care necesită setare 
sunt cele ale numărului de canale pentru recepţia semnalului audio (2 canale), 
numărul de biţi alocaţi reprezentării amplitudinii (16), perifericul intern pe la care 

semnalul este recepţionat (placa audio de pe sistemul gazdă al aplicaţiei), frecvenţa 
de eşantionare (11025 Hz), dar şi alte proprietăţi care nu sunt de o aşa mare 

importanţă comparativ cu cele menţionate. La nivelul acestei componente se 
execută procesul de eşantionare şi digitizare. Această componentă permite 
conectarea la intrările mai multor alte componente, asemenea unui circuit electric. 
Astfel, „AudioIn” se conectează la componete de tipul: „AudioOut”, „WaveLogger”, 
„PPmeter”, „VUmeter” sau „AudioToReal”. Fiecare din componentele la care este 

_NumărFişă_NumeMama_ZIdLUNAdAN_ORAhMINUTULminSECUNDAs 

BUPT



60 | 4 .  Neonat – Aplicaţie pentru achiziţia şi prelucrarea semnalului de plâns 

legată intrarea audio se conectează la o altă componentă, creîndu-se astfel o 
arhitectură mai complexă de componente interconectate. 

„AudioOut” este ieşirea audio la nivelul căreia semnalul eşantionat si 
digitizat este refăcut în valori audio şi este trimis la placa audio şi mai apoi se scoate 
spre exterior prin speaker-e. La fel ca toate celelalte componente, şi aceasta are o 
serie de proprietăţi care necesită setare în faza de implementare. 

„WaveLogger” este o componentă ce are ca scop stocarea semnalului ce 
trece prin „AudioIn” sub forma unui fişier wav. Există componente care stochează 
semnale audio şi în alte formate, însă nu au multe din avantajele pe care le oferă un 

wav. WaveForm Audio Format (wav) este printre puţinele formate audio care nu 
sunt supuse compresiei în faza de creare. Un fişier wav  va conţine informaţia brută 

necomprimată şi neformatată în zona alocată pentru informaţie din cadrul său. 
Formatul este unul pentru sistemul de operare Windows, fiind astfel recunoscut pe 
majoritatea platformelor. 

„PPmeter” şi „VUmeter” implementează prin cod funcţionarea dispozitivelor 
similare din lumea fizică. Componentele vor măsura nivelele de intensitate vocală pe 

intervale stabilite de programator; una din componente, „PPmeter” pe cele maxime 
în intervalul stabilit şi cealaltă, „VUmeter”, valorile medii pe acelaşi interval. Cele 
două componente vor fi conectate la câte un „Scope” pentru afişarea valorilor 
măsurate. 

„Scope” face parte din pachetul „PlotLab”, la fel ca şi „Watterfall”. Acestea 
două au rolul de a afişa în mod grafic informaţia primită pe la intrările lor. 

Componentele au un număr foarte mare de proprietăţi, a căror valorificare cade în 
sarcina programatorului. „Scope” dispune de mai multe canale de intrare, în cazul în 
care se doreşte afişarea pe acelaşi grafic a mai multor semnale. Această posibilitate 
este pusă în evidenţă, prin legarea la intrările lui a ieşirilor de la „PPmeter” şi 
„VUmeter”. Printre proprietăţile mai importante se numără aceea prin care 

componenta poate răspunde la diverse evenimente (apariţia unei frecvenţe, o 
anume intensitate, după timp sau în funcţie de eşantioane), valori maxime sau 

minime care să fie afişate, tipul axelor (logaritmice sau nelogaritmice) şi multe 
altele. 

„AudioToReal” face conversia valorilor audio recepţionate în valori reale 
reprezentabile. În cadrul modului de înregistrare, această componentă se 
conenctează la două „Fourier”, prin două ieşiri, nerealizându-se însă o divizare de 
semnal. Acest aspect este foarte important, deoarece în cazul în care s-ar realiza 
divizarea, valorile de la ieşirea din componentă nu ar mai reflecta trăsăturile 

semnalului studiat. 
„Fourier” implementează operaţiile ce se realizează la aplicarea unei 

transformate Fourier rapide peste un set de valori dintr-un semnal eşantionat şi 
cuantizat. Între proprietăţile componentei cele mai importante sunt funcţia de 
ferestruire ce se aplică, ordinul transformatei şi tipul de normalizare. 

Cu aceste elemente prezentate şi cu alte câteva componente specifice 

mediului Visual C# s-a construit modulul de înregistrare. În organigramele din 
Figura 4.16 sunt prezentate acţiunile ce se succed după pornirea înregistrării la 
fiecare 50ms în cadrul unui timer care se reamorsează la acest interval şi finalul 
înregistrării când aceasta este oprită de utilizator. Pornirea înregistrării nu a mai fost 
prezentată, ea realizând doar armarea timer-ului şi iniţializarea stream-ului asociat 
fîşierului spectrum.txt şi a tuturor componentelor ce se regăsesc în cele două 
metode prezentate în Figura 4.16. 
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Figura 4.16 Evenimentele din timpul şi de la oprirea înregistrării 

a)    b) 
Pe perioada cât se înregistrează va fi afişat un cronometraj al timpului de 

înregistrare disponibil doar pentru vizualizare şi informarea utilizatorului. Timpul 
este extras din componenta „WaveLogger” care furnizează durata înregistrării 

stocate la un moment dat, în microsecunde. Astfel, în cadrul unui timer care se 
reiniţializează la fiecare secundă se extrage durata piesei şi printr-o serie de 
prelucrări se afişează curgerea naturală a timpului. Valoarea temporală este adusă 
în unităţile de măsură corespunzătoare, mai precis în secunde şi minute. După 
scurgerea firească a celor 60 de secunde, se incrementează valoarea minutelor, iar 

variabila asociată secundelor se reiniţializează. 

Organigrama  funcţionalităţii menţionate mai sus este prezentată în Figura 
4.17: 
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Figura 4.17 Organigrama funcţionării afişajului duratei înregistrării 

 
Modulul „Înregistrare” mai cuprinde şi alte funcţii ce implementează lucrul 

cu meniuri, bara de unelte, schimbări de stare a unor butoane în funcţie de 
contextul curent sau deschideri de ferestre noi. Acestea prezintă o realizare clasică 
în ceea ce înseamnă lucrul cu medii de programare vizuală şi nu se va insista pe 
detalierea lor. 

Aplicaţia conţine o parte consistentă de lucru cu baze de date. Pentru lucrul 
cu baze de date mediul Visual Studio dispune de spaţiul de nume SqlClient conţinut 
în System.Data. Acesta pune la dispoziţia programatorilor o serie de obiecte care 

facilitează accesul și lucrul cu baze de date: 
 SqlConnection – permite conectarea la o bază de date prin intermediului 

string-ului de conectare; 
 SqlCommand – face posibilă editarea unei interogări asupra bazei de date, 

dar şi executarea unei comenzi SQL NonQuery (insert,create,update sau 
delete); 

 SqlDataAdapter – reprezintă adaptorul de servicii utilizate pentru a efectua 

interogări asupra surselor de date. Acesta poate fi asemănat unei punţi de 
trecere dintre un DataSet şi o sursă de date (o tabelă a unei baze de date) 
pentru a extrage datele sau a le salva. Adaptorul furnizează această punte 
prin utilizarea metodei Fill, pentru a încărca datele din sursa de date într-un 
DataSet, respectiv Update, pentru a trimite schimbările făcute în DataSet 
înapoi în sursa de date; 
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 SqlCommandBuilder – generează automat comenzile necesare pentru ca 
schimbările făcute într-un tabel dintr-un DataSet să se reflecte şi în baza de 

date din care a fost încărcat; 
 DataSet – nu face parte din spaţiul de nume SqlClien ci direct din spaţiul 

System.Data dar este utilizat în lucrul cu baze de date deoarece el stocheză 
în memorie o copie a datelor extrase dintr-o sursă de date. Un DataSet 
constă dintr- colecţie de tabele; 

 
Referitor la string-ul de conectare la baza de date, există un număr mare de 

forme pentru acesta. În cazul utilizării versiunii Express a Microsoft SqlServer  este 
necesară adăugarea  numelui .\SqlExpress la sursa de date. În alte versiuni de 

SqlServer această construcţie suplimentară nu este necesară.  
Pentru conectarea aplicaţiei la baza de date, este utilizat un string special de 

conectare, prezentat în Figura 4.18: 

 
Figura 4.18 String-ul de conectare al aplicaţiei la baza de date 

 

Această structură de conectare se foloseşte pentru realizarea conexiunii cu 
baza de date. După deschiderea acesteia, ea se asociază unui SqlCommandBuilder 
care va conţine comanda SQL pentru extragerea datelor dintr-un tabel anume al 
bazei de date. Prin alocarea unui tabel nou într-un DataSet,folosind metoda Add a 
acestei componente, înregistrările vor fi aduse aici şi stocate local cu ajutorul 

obiectului SqlDataAdapter prin metoda Fill a acestuia, care după cum s-a mai 
menţionat, face trecerea datelor din baza de date în aplicaţie. 

În cadrul aplicaţiei s-a realizat o funcţie specială, încarcă, care efectuează 
toate aceste operaţiuni expuse mai sus, uşurând astfel munca de programare şi 
contribuind la modularizarea aplicaţiei. Această funcţie va fi apelată ori de câte ori 
este necesară încărcarea unei informaţii din oricare din tabelele bazei de date. 
Funcţia va primi ca şi parametri tabelul din care se face extragerea datelor şi o 
comandă SQL în formă text pentru interogarea care va fi efectuată asupra tabelului 
dat ca parametru. Codul aferent acestei funcţii este prezentat integral în Figura 

4.19. 

publicstring ConnectionString = "Integrated 

Security=SSPI;" + "Initial Catalog=;" + "Data 

Source=.\\SQLEXPRESS;AttachDbFilename=" + @"C:\Documents and 

Settings\EchoBlaster\Desktop\Neonat\Test1\Neonat.mdf;"; 
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Figura 4.19 Funcţia de conectare şi extragere de valori dintr-o tabelă a bazei de date 

 
Comunicarea cu baza de date se realizează în cadrul modulelor „Formular” 

respectiv  „Registru”. În cadrul modulului „Registru” se face încărcarea tuturor 
informaţiilor din baza de date spre vizualizare, iar în cazul operării în regim de 
neanonimat se pot efectua şi modificări şi ştergeri, iar căutarea se poate face în 
ambele regimuri de funcţionare. 

Pentru vizualizarea datelor din baza de date în cadrul unor elemente ca 
TextBox-ul, CheckBox-ul, ComboBox-ul sau DateTimePicker-ul s-au utilizat legături 
din cod, DataBindings prin intermediul unui BindingSource. În acest mod a fost 

posibilă asocierea fiecărei componente cu o anumită coloană dintr-un tabel, ţinându-
se cont de tipul coloanei şi al obiectului cu care urmează să fie legată. 

Parcurgerea datelor dintr-un tabel în cadrul aplicaţiei determină actualizarea 
datelor preluate şi din celelalte tabele, datorită relaţionărilor dintre acestea. În 
cadrul operaţiilor de modificare sau ştergere s-au utilizat comenzi SQL nonquery. În 
acest fel se elimină utilizarea unor elemente, cum ar fi BindingSource-ul, 

asigurându-se însă ducerea la bun sfârşit a operaţiei dorite.  
BindingSource-ul este un element ale cărui capabilităţi pot fi valorificate cel 

mai bine în operaţii cum ar fi cea de cautare a unei înregistrări într-o tabelă. 
Următoara funcţie prezintă modul de căutare al unei înregistrări într-o tabelă, dar 
care va actualiza şi informaţia afişată din celelalte tabele (Figura 4.20). Astfel, la 
căutarea unei mame dupa codul numeric personal al acesteia, dacă aceasta este 
găsită vom avea afişate şi informaţiile despre copiii acesteia care se regăsesc în 

evidenţă, iar pentru fiecare copil înregistrările vocale corespunzătoare. 

privatevoid incarca(string tabel, string sql) 

{ 

if (conn.State == ConnectionState.Open) conn.Close(); 

            conn = newSqlConnection(ConnectionString); 

            conn.Open(); 

 

            cmd = newSqlCommand(ConnectionString); 

            cmd.Connection = conn; 

            cmd.CommandText = sql; 

 

            ds = newDataSet(tabel); 

            ds.Tables.Add(tabel); 

 

            da = newSqlDataAdapter(cmd); 

            da.Fill(ds.Tables[tabel]); 

 

            builder = newSqlCommandBuilder(da); 

} 
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Figura 4.20 Funcţia de căutare cu actualizarea tuturor tabelelor 

 
În modulul „Formular” se realizează adăugarea unei înregistrări după caz în 

una, două sau trei tabele. Acest lucru se datorează unor facilităţi pe care le are 
utilizatorul care, de exemplu, dacă un copil există deja în evidenţă nu va fi nevoit să 
introducă toate datele acestuia ci doar un câmp de validare. Astfel, în cadrul acestui 

modul este necesară şi încărcarea datelor din tabele pentru a putea efectua 
verificările de rigoare, care se impun în cadrul acestui tip de facilităţi. 

În Figura 4.21 este prezentată organigrama funcţiei ce se apelează la 
evenimentul „Click” al butonului de salvare al înregistrării în baza de date. Se 
menţionează că în această funcţie nu se utilizează metoda de încărcare prezentată 

mai sus, preferându-se utilizarea unui obiect de tip DataReader. Acesta are rolul de 
a parcurge liniile extrase dintr-o tabelă în funcţie de interogarea primită ca 

parametru la iniţializare. Metoda de interogare „HasRows” a obiectului de tip 
DataReader, determină dacă există linii din tabelă extrase în cadrul acestui obiect. 

 Elementele „CopilCheckBox” şi „MamaCheckBox” sunt facilităţile de care se 
dispune, iar bifarea lor va conduce la necesitatea introducerii CNP-ului mamei 
pentru MamaCheckBox.Checked, respectiv a numarului fişei de observaţie a copilului 
pentru CopilCheckBox.Checked, ca informaţie de validare a existenţei mamei sau 
copilului în evidenţă. 

privatevoid CautaToolStripButton_Click(object sender, 

EventArgs e) 

{ 

bool flag = false; 

int total = bindingSource1.Count; 

      bindingSource1.MoveFirst () ; 

do 

      { 

 if 

(ID_mamaTextBox.Text.Equals(CNPCautatToolStripTextBox.Text)) 

            { 

 MessageBox.Show("S-a gasit inregistrarea"); 

                  flag = true; 

try 

                  { 

incarca("DateCopii", "select * from 

DateCopii where   ID_mama=" +  

ID_mamaTextBox.Text); 

                        bindingSource3.DataSource = 

ds.Tables["DateCopii"]; 

incarca("Inregistrari", "select * 

from Inregistrari where Nr_fisa=" 

+ Nr_foaieTextBox.Text); 

                        bindingSource2.DataSource = 

ds.Tables["Inregistrari"] 

                        actualizare(); 

                  } 

catch (SqlException ex){ex.Message.ToString();} 

break; 

             } 

else {bindingSource1.MoveNext();} 

       }  

while (total!=bindingSource1.Position+1);  

if (flag == false) MessageBox.Show("Nu exista o mama cu 

acest CNP");  

} 
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Figura 4.21 Validarea adăugării datelor unui nou-născut şi ale mamei 

 
În cadrul modului „Încarcare” utilizatorul are posibilitatea de a încărca o 

înregistrare deja existentă. Printe opţiunile care le oferă acest modul, există unul de 
vizualizare al valorilor numerice prelucrate din semnalul vocal înregistrat. În partea 
de arhitectură a aplicaţiei când s-a prezentat structura rezervorului care acumula 

datele citite din fişierele de valori, a fost menţionat tabloul de dispersie (hash-ul) ca 
structură de date complexă, potrivită stocării informaţiei citite într-o formă 
convenabilă. 

Datele preluate în hash din fişierul spectrum.txt aferent înregistrării 
încărcate sunt afişate cu ajutorul a două instanţe ale unor controale cu funcţii de 
container de text: TreeViewşi RichTextBox. Parcurgerea tabloului de dispersie în 
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vederea afişării este realizată cu ajutorului unui enumerator din clasa 
IdictionaryEnumerator. 

 
Figura 4.22 Încărcarea din aplicaţie a datelor conţinute în fişierele de intensităţi 

 
După ce în prealabil controlul TreeView a fost populat cu valorile cheilor din 

hash, acestea reprezentând momentul de timp din înregistrare când au fost 
prelucrate o serie de 1024 de eşantione, evenimentul de selectare al unui nod din 
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acest control va trebui să copieze în RichTextBox toate valorile ce se regăsesc la 
cheia din hash cu numele identic cu cel al nodului selectat. Funcţia ce realizează 

acest lucru în cadrul evenimentului AfterSelect corespunzător TreeView-ului este cea 
prezentată în Figura 4.23:  

 
Figura 4.23 Parcurgerea hash-ului şi afişarea conţinutului lui 

 
Pentru lansarea unei alte aplicaţii din cadrul unui programu realizat, cum 

este WEKA în cazul de faţă în Visual Studio sub limbaj C# este necesară utilizarea 
proceselor. După creearea şi instanţierea unui proces, va fi necesară oprirea 
evenimentelor ridicate de acesta. Se va asocia procesul cu un fişier dorit de 

programator, iar la lansarea procesului se va porni aplicaţia (Figura 4.24) care 
utilizează ca dată de intrare respectivul fişier.  

 
Figura 4.24 Lansarea aplicaţiei WEKA prin codul aplicaţie 

 

 

4.5 Concluzii parţiale 
 
 

4.5.1 Protocolul de înregistrare 
 
În realizarea studiilor pe datele achiziționate, s-a construit pentru început un 

protocol pentru efectuarea înregistrărilor. Rolul acestuia este de a trasa un set de 

System.Diagnostics.Process proc = new System.Diagnostics.Process(); 

proc.EnableRaisingEvents = false; 
proc.StartInfo.FileName = Logo.cale +"/weka.arff"; 
proc.Start(); 

 

privatevoid treeView1_AfterSelect(object sender, 

TreeViewEventArgs e) 

{ 

double[] val_afis = newdouble[128]; 

      richTextBox1.Text = ""; 

IDictionaryEnumerator en = hash.GetEnumerator(); 

while (en.MoveNext()) 

      { 

 if 

(treeView1.SelectedNode.Text.Equals(en.Key.ToString()))               

                    

((double[])en.Value).CopyTo(val_afis, 0);                    

      } 

for (int i = 0; i < 128; i++)     

      { 

richTextBox1.Text = richTextBox1.Text + 

39*(i+1) + " Hz --->  " +  val_afis[i].ToString() 

+ "\n"; 

      } 
} 
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reguli de conduită și de a creea un cadru propice în care activitatea să se 
desfăşoare,cu evitarea a cât mai multor perturbații care pot influența datele 

analizate ulterior. Un deziderat important este reprezentat de asigurarea de condiții 
identice fiecărui nou-născut înregistrat şi nu în ultimul rând,un ultim aspect extrem 
de important în cadrul protocolului vizează şi etica ce trebuie să guverneze întreg 
studiu. Astfel, protocolul prezintă următoarele puncte: 

 Înregistrările se efectuează pe toţi nou-născuţii pentru care mamele 
acestora şi-au exprimat consimţământul să participe la acest studiu; 

 Doctorii care au însoţit naşterea trebuie să îşi dea şi ei acordul pentru 

efectuarea înregistrării asupra copilului pe care tocmai l-au asistat la 
naştere; 

 Nou-născuţii participanţi la studiu vor fi înregistraţi în primele minute de la 
naştere, excepţie făcând doar cei asupra cărora planează suspiciuni de 
suferinţă neurologică pentru care se vor putea face şi înregistrări ulterioare; 

 Înregistrările se efectuează cu un singur microfon, iar în cazul defectării 
acestuia se va utiliza doar unul similar, de la aceeaşi firmă producătoare şi 

care să aibă caracteristici funcţionale identice; 
 La un moment dat se efectuează o înregistrare doar asupra unui singur 

copil; 
 În momentul înregistrării vor fi prezente doar două persoane în sala unde se 

realizează aceasta, operatorul şi un asistent medical; 
 Operatorul va trebui să ancoreze microfonul în incubator după un model 

realizat, urmărind să păstreze aceeaşi distanţă între microfon şi platforma 
incubatorului, ca în cazul precedentelor înregistrări. Se va face o testare 
pentru verificarea funcţionalităţii microfonului utilizând aplicaţia. După 
aducerea nou-născutului operatorul va trebui să introducă datele personale 
ale copilului înregistrat şi ale mamei, să pornească şi să oprească 

înregistrarea în curs de derulare, iar in final să facă o verificare a datelor 
introduse şi a înregistrării realizate; 

 Asistentul medical are rolul de a sprijini operatorul în realizarea 
înregistrărilor. Acesta va trebui să aducă nou-născuţii şi fişa nou-născutului 
de la sala de naştere şi până la locul de desfăşurare al înregistrării după ce 
s-au realizat toate testele medicale obligatorii după naştere. Copilul va fi 
aşezat pe spate de către asistent cu gura orientată către microfon, fiind 
stimulat tactil numai dacă este necesar pentru provocarea plânsului. După 
terminarea înregistrării, nou-născutul va fi dus în unul saloanele destinate 

monitorizării acestora;  
 Durata unei înregistrări nu trebuie să depăşească 90 de secunde, nedorindu-

se suprasolicitarea nou-născutului; 
 La finalizarea unei sesiuni de înregistrări, se va elibera incubatorul, pentru a 

fi disponibil utilizării de către cadrele medicale; 
Având conturat acest protocol, a fost începută etapa de înregistrare a nou-

născuţilor în conformitate cu cele menţionate mai sus. 
Revenind la realizarea efectivă a aplicaţiei, partea de testare a aplicaţiei s-a 

făcut în paralel cu dezvoltarea modulelor ei. Acest tip de abordare este specifică 
ciclului de viaţă V, pe care software-ul de faţă l-a urmat în implementarea lui. 
Testele unitare au vizat funcţionarea fiecărui subansamblu constitutiv al aplicaţiei, 
mai precis modulele de înregistrare, încărcare, testare, formular şi registru.  

Modulul de testare a fost  conceput pentru a verifica reproducerea 

semnalului vocal colectat, în funcţie de valorile a diverşi parametri, care mai apoi a 
fost adaptat pentru versiunea finală a modulelor de înregistrare respectiv încărcare. 
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Validarea funcţionării modulelor „Registru” respectiv „Formular” a fost 
realizată în paralel. Modulul formular a servit introducerii datelor în baza de date 

respectiv sistemul de fişiere, vizualizarea celor introduse facându-se din modulul 
registru. S-a avut în vedere introducerea tuturor situaţiilor posibile de date: copil cu 
mama lui inexistenţi  în evidenţă, un copil neînregistrat dar care are mama în 
evidenţă sau copil existent pentru care se doreşte realizarea unei noi înregistrări. 
Deşi până la momentul prezent în utilizarea aplicaţiei în mediul destinat nu a existat 
decât prima situaţie, în care nici mama şi nici copilul nu au fost introduşi în baza de 
date, se are în vederea utilizarea aplicaţiei pe termen lung, fapt care ar putea aduce 

şi situaţiile de excepţie enumerate mai sus. 
În faza de integrare a aplicaţiei s-au realizat conexiunile dintre module în 

scopul realizării testelor de acceptanţă, care validează funcţionarea modulelor ca un 
tot unitar. S-a constatat că software-ul realizeză corect trecerea prin modulele 
distincte, mesajele trimise între acestea funcţionând după cum a fost prevăzut. 

Partea finală a testări aplicaţiei a fost chiar în mediul de lucru cu aceasta, 
când s-a putut vedea cu exactitate funcţionarea ei. Micile ajustări necesare unei 

operări cât mai bune au fost realizate şi în funcţie de preferinţe ale personalului 
medical.  

Pentru această etapă din cadrul proiectului, software-ul realizat se poate 
considera funcţional, ca urmare a utilizării lui de către cadrele medicale, fără 
semnalarea vreunei nefuncţionalităţi. 

  

 

4.5.2 Dificultăţi întâmpinate 
 
În realizarea software-ului prezentat au apărut şi o serie de probleme până 

la finalizarea acestuia. În construcţia aplicaţiei majoritatea problemelor întâmpinate 
au fost pe partea de achiziţie în timp real a semnalului vocal provenit din plâns. 

Pentru facilitarea acestei sarcini au fost utilizate o serie de componente cu 
funcţionalităţile testate, dar care au necesitat adaptare pentru cerinţele aplicaţiei de 
faţă. Operaţiile efectuate de sistemul de calcul în timp real implică deseori 
interacţiuni cu alte procese ce îşi desfăşoară activitatea în tot acest timp. În 
rezolvarea acestei probleme s-a făcut o analiză a proceselor ce pot cauza conflictul, 
iar soluţia a constat în decalarea anumitor procese.  

Efectuarea prelucrării unui semnal vocal este un element deasemenea dificil 

de realizat, care dă naştere la rândul său la multe probleme. Printre acestea se 
numără: 

 Eşantionarea cu o frecvenţă mai mică decât cea Nyquist produce efectul 
de alias; 

 Alegerea unui vector de dimensiune prea mare pentru coeficienţii 
Fourier va determina întârzieri mari în program şi astfel toată achiziţia 

poate fi compromisă; 

 Considerarea unei valori mici (4 biţi) pentru reprezentarea amplitudinii 
va afecta valoarea măsurată a acesteia în cazul depăşirii acestui număr. 

Dificultăţile menţionate au fost rezolvate prin studiul atent al surselor 
bibliografice citate, unde au fost punctate posibile probleme ce pot să apară în astfel 
de aplicaţii, întâmpinate de altfel şi în cea de faţă. 

După punerea în funcţiune a aplicaţiei şi începerea procesului de 

înregistrare, o importantă problemă a apărut odată cu defectarea microfonului. Date 
fiind caracteristicile tehnice diferite ale fiecărui microfon în parte ce există pe piaţă şi 
lipsa unui microfon de rezervă care să aibă aceeaşi firma producătoare şi 
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configuraţia celui defectat a fost necesară reluarea procesului de acumulare al 
lotului de subiecţi. Înregistrările realizate până în acel moment nu s-au mai luat în 

considerare, fiind menţinute pentru o posibilă prelucrare în viitor, când se doreşte 
testarea funcţionalităţii modelelor de Data Mining şi asupra acestora, pentru a 
observa diferenţele ce pot să apară la schimbarea caracteristicilor microfonului, ca 
sursă de preluare a semnalului vocal. 

Pentru realizarea unui studiu de Data Mining este nevoie de un lot 
considerabil de înregistrări astfel încât acurateţea lui să fie cât mai ridicată. Pentru 
acumularea unui număr de copii cu suferinţă cerebrală, durata în timp pentru 

constituirea unei mulţimi utile studiului este de ordinul lunilor, poate chiar al anilor. 
La momentul redactării prezentei lucrări au fost înregistraţi aproximativ 50 de copii 

din care în jur de 5 au fost suspectaţi de suferinţă neurologică. Acest aspect a 
determinat ramificarea studiului şi pe alte arii, cum este aceea de deferenţiere în 
funcţie de plâns a fetelor de băieţi.  

 În realizarea unui studiu de Data Mining o parte dificilă este organizarea 
datelor pentru obţinerea modelelor corecte. În lucrarea de faţă s-au prezentat toate 

datele pe care aplicaţia le preia şi care urmează a fi suportul informaţional pentru 
studiu. Mulţimea gigant de date este constituită din date ale mamei, date de la 
naştere ale copilului şi datele extrase din plâns. Deşi studiul vizează detecţia din 
plâns a suferinţei neurologice, informaţia suplimentară furnizată prin datele de la 
naştere poate aduce completări viitoarelor rezultate şi astfel poate fi luată în 
considerare. 
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5. Studii de Data Mining în realizarea de 
clasificări 

 
Acest capitol este dedicat studiului de Data Miningrealizat în vederea 

clasificării plânsului nou-născuţilor (achiziţionat cu aplicaţia Neonat) grupaţi în 
funcţie de afecţiunile diagnosticate. Capitolul debutează cu prezentarea domeniului 
de Data Mining, detaliindu-se metodele de analiză specifice, care au fost adaptate 

cercetării realizate într-un mediu medical. Modele de analiză create sunt explicate şi 
rezultatele semnificative sunt reliefate pentru fiecare studiu realizat. Sinteza 
rezultatelor obţinute este prezentată la finalul capitolului, ca şi concluzii parţiale, în 
contextul întregii cercetări desfăşurate. 

 
 

5.1 Data Mining 
 
Data Mining sau „minerul în seturi mari de date” reprezintăo analiza 

observaţională a mulțimilorfoarte mari de date cu scopul identificării de 
relaţii/legături şi de a rezuma datele în colecţii care sunt atât inteligibile cât şi de 
folos deținătorilor datelor [62]. Domeniu recent apărut, Data Mining are o istorie 
relativ scurtă, aproximativ 25 de ani, fiind însă considerat unul din cele mai 
revoluţionare ale ultimului deceniu şi între primle 10 tehnologii emergente care ar 
urma să schimbe lumea, în opinia prestigioasei reviste MIT Technology Review [63]. 

Utilitatea, sau poate chiar necesitatea procesului de „minerit” în date poate 
fi evidențiată din perspectiva mai multor domenii unde astfel de tehnici de 
investigaţie, fie constituie deja o practică sau ar putea deveni un instrument viabil în 
cercetări ulterioare: 

o În spațiul economic (afaceri-finanţe) – există un imens volum de date deja 
colectate în diverse segmente: date Web, e-comerce, hyper-market-uri, 
tranzacţii financiar bancare, care sunt pregătite pentru a fi analizate în 

vederea luării de decizii [64], [65]; 
o Pe domeniul medical –la momentul actual se dispune de numeroase şi 

diverse baze de date din sfera sănătăţii (medico-farmaceutic) care sunt doar 
parţial analizate, iar această analiză se efectuează cu precădere prin 
mijloacele specifice medicinii, existând,de asemenea, și foarte mulă 
informaţie neexplorată încă [66], [67]; 

o În context pur ştiinţific și de cercetare – s-au colectat până în prezent baze 

de date gigant din domeniul cercetării ştiinţifice din cele mai divese domenii 
(astronomie, meteorologie, biologie, lingvistică şi altele) care nu pot fi 

utilizate pentru generarea de cunoaştere, sunt foarte dificil de exploatat cu 
mijloace tradiţionale [68], [69], [70]. 
 
În cele ce urmează,se vor face referiri la domeniului medical, asupra căruia 

se concentrează lucrarea de faţă, acesta bucurându-se de un interes crescând din 
partea studiilor de Data Mining [71].  
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5.2 Studiul de Data Mining în domeniul medical 
 
Medicina modernă generează o cantitate mare de informaţie stocată în 

bazele de date medicale. Extragerea de cunoştinţe utile luării unor decizii ştiinţifice 
în vederea diagnosticării şi tratării unor boli, din cadrul unei baze de date cu 
informații de la diverse sisteme de investigare (EKG, EEG, EMG) poate deveni 
extrem de utilă. Alte segmente din lumea medicală cărora „mineritul” le-ar putea 

creşte substanţial productivitatea sunt situate la nivelul de management al tuturor 
informaţiilor ce ţin de evidenţa pacienţilor dintr-un spital (date personale pacienţi, 
istoricul evoluţiei stării lor de sănătate, tratamente) şi telemedicina.  

Datorită redundanţei, atributelor multiple, al incompletitudinii sau al relaţiei 
stânse cu cadrul temporal care caracterizează informaţiile din lumea medicală, Data 
Mining-ul medical diferă de cel aplicat pe alte domenii. Metodele şi aplicaţiile de 
Data Mining medical au (în preponderenţă) la bază reţelele neuronale, sistemele 

fuzzy, algoritmi evolutivi (genetici) sau maşini cu suport vectorial [72]. 
Exemple ale utilizării Data Mining în domeniul medical: 
o Culegerea şi depozitarea datelor în industria farmaceutică; 
o Sistem informatic integrat de evaluare complexă a factorilor asociaţi 

predicţiei riscului si calităţii în obstetrică (Proiect finanţat în cadrul 
Programului de Cercetare de Excelenţă) – MaternQual [73]; 

o Investigaţii în imagistica creierului uman prin analiza semnalului generat 
de EEG [74]; 

o Genetica (exemplu: prezicerea structurilor proteice, determinarea 
structurii 3D a proteinelor dată fiind secvenţa lor amino-acidă) [75], 
[76]; 

Data Mining înglobeză un număr mare de tehnici utilizate într-o varietate 

mare de domenii. Această analiză, cunoscută şi ca „descoperirea de cunoştinte în 

baze de date” (KDD = knowledge-discovery in databases), are trei rădăcini 
generice, de la care a împrumutat atât tehnici de lucru cât şi terminologie: 

 Statistica – reprezintă cea mai longevivă rădăcină a Data Mining şi fără de 
care acesta nu ar putea să existe. Elementele clasice ale statisticii aduc în 
Data Mining tehnici de lucru, care se pot rezuma în ceea ce este denumită 
ca „Analiza exploratorie a datelor” (EDA = Exploratory Data Analysis), 
utilizată pentru a identifica relaţii între diferitele variabile atunci când nu 

există informaţii suficiente asupra naturii acestora; 
 Inteligenţa artificială (AI = Artificial Intelligence), construită pe heuristici, 

spre deosebire de partea statistică, contribuie la argumentarea Data Mining-
ului prin tehnici de procesare a informaţiei bazate pe modelul 
raţionamentului uman. Învăţarea automată (ML= Machine Learning) 
reprezintă o arie extrem de importantă a inteligenţei artificiale care 

contribuie la dezvoltarea Data Mining, prin utilizarea tehnicilor ce permit 
construirea unui model prin învățare și antrenament pe baza datelor 

existente 
 Sisteme de baze de date (DBS= database systems) reprezintă cea de a 

treia rădăcină a Data Mining, procurând și stocând materialul care trebuie 
„minerit” în vederea prelucrării ulterioare de care sunt responsabile 
domeniile anterior menţionate [68]. 

Pentru rezolvarea unei probleme de Data Mining literatura de specialitate 
sugerează urmarea unor pași [77], necesari în realizarea unui studiu riguros care să 
ofere rezultate credibile. Acești pași sunt detaliați în Figura 5.1, iar demersurile 
specifice fiecărui pas sunt dezvoltate în contextul prezentei teme: 
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Definirea problemei

Pregătirea datelor

Construirea 
modelului

Pas 1

Validarea modelului

Aplicarea modelului

Management-ul 
meta datelor

Pas 2

Pas 3

Pas 4

Pas 5

Pas 6

Definirea problemei în contextul medical
Definirea problemei de Data Mining 

Definirea metricilor de evaluare
Asigurarea disponibilității datelor

Colectarea datelor din înregistrări
Curățarea datelor

Transformarea datelor în limbajul modelului

Explorarea datelor
Creearea loturilor pentru antrenare, testare și 

validare
Construirea propriu-zisă a modelului

Compararea performanțelor modelului 
(alternarea algoritmilor)

Testarea acurateții modelului

Creearea unui proces de aplicare 
Evaluarea modelului în mediul destinat

Mentenanța modelului
Adăugara de date noi

Documentarea schimbărilor ulterioare aduse 
modelului

 
Figura 5.1 Pașii urmați în rezolvarea unei probleme de Data Mining 

 
În situațiile în carese recurge la Data Mining pentru rezolvarea unor 

probleme concrete se are în vedere în principal tipologia acestora, care poate fi 
încadrată în două categorii principale: 

o Probleme de previzune în care se utilizează o parte dintre variabilele 
existente pentru a prognoza valori ulterioare, necunoscute, ale altor 
variabile. Pentru astfel de probleme se utilizează metodele clasificării, 

regresiei sau a detectării deviațiilor; 
o Probleme descriptive în care se dorește descoperirea de șabloane în date 

(pattern-uri) care să fie uşor interpretabile de către utilizator. În cazul 
acestor probleme se folosesc regulile de asociere sau metoda pattern-urilor 
secvenţiale. 
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5.3 Studiu de Data Mining pentru clasificarea plânsului la 

nou-născuți 
 
Având la dispoziție o cantitate mare de informație extrasă din semnalul de 

plâns cu ajutorul aplicației Neonat, s-a realizat un modul pentru prelucrarea acesteia 

în vederea realizării studiului de Data Mining folosind mediul dedicat Weka. În Figura 
5.2 este prezentată schema de ansamblu a sistemului de clasificare a plânsului.  

Neonat

Filtrare date

Spectru
frecvențe

Date PPM

Date VU

Weka

Date preluate prin 
microfon

Stocare

Procesare Clasificare

 
Figura 5.2 Schema generală a sistemului pentru clasificarea plânsului 

 
Schema sistemului surprinde preluarea datelor din plânsul nou-născutului, 

care sunt stocate și procesate prin aplicația Neonat, urmând a fi apoi 
generate/organizate în formatul acceptat de mediul WEKA [78], prin fișierele 
dedicate .arff ce cuprind informații asupra intensităților vocale preluate cu cele două 
instrumente (VU și PPM). Înaintea procesării propriu-zise a datelor ele sunt filtrate. 
Această filtrare constă în eliminarea datelor care nu corespund cerințelor impuse: 

- zgomot ridicat – evaluare subiectivă a înregistrării pentru 
identificarea de sunete străine, altele decât plânsul nou născutului 

evaluat; 
- dimensiune insuficientă – s-a considerat lungimea de 30 de secunde 

a unui plâns ca fiind cea acceptată pentru studiu. Înregistrările sub 
această durată au fost eliminate din studiu, iar cele cu dimensiune 

mai mare au fost trunchiate urmărind însă surprinderea plânsului pe 
primul expir în zona selectată pentru analiza ulterioară; 

- date eronate la achiziție – corespund la înregistrări în timpul cărora 
au fost generate excepții software, opriri neprogramate ale aplicației 
Neonat, deconectarea microfonului sau nerespectări ale protocolului 
de înregistrare - care vor fi prezentate ulterior. 

Datele rezultate în urma filtrării sunt preluate în mediul dedicat Weka unde 
se realizează modelul și clasificarea plânsului de la intrarea în sistem. 
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În paragrafele următoare se vor detalia pașii urmați în studiul de Data 
Mining pentru clasificarea plânsului nou-născuților cu detalierea acțiunilor întreprinse 

în fiecare etapă și rezultatele aferente. 
 
 

5.3.1 Definirea problemei de studiat în accepțiunea Data Mining 
 
Plânsul nou-născutului este singura formă de comunicare a acestuia cu 

mediul înconjurător, prin care sunt manifestate trăiri, emoții sau suferință. Plânsul 
reprezintă astfel un indicator esențial care poate fi coroborat eventual și cu 
parametri fiziologici în stabilirea stării de sănătate postnatale. Plânsul ca și semnal 

generează o cantitate semnificativă de date care poate fi procesată în vederea 
extragerii de informație cu potențială utilitate în luarea deciziilor medicale. Astfel, în 
această primă etapă a studiului de Data Mining se formulează obiectivul studierii 
plânsului la nou-născuți din perspectiva medicală. Aceasta presupune ca, fie prin 

metode predictive să se realizeze clasificarea unui plâns ca fiind patologic sau 
sănătos fie prin metode descriptive, determinarea unor șabloane care să permită 
categorisirea unui plâns într-una din clasele mai sus menționate (patologic sau 
sănătos). 

Din enunțul problemei medicale se poate defini și problema din perspectiva 
Data Mining, anume o situație care impune realizarea prin metode predictive 

clasificarea semnalului din plâns. Clasificarea este procesul cognitiv fundamental 
care presupune organizarea informației pe clase sau categorii bine definite [79]. În 
procesul de clasificare se caută asignarea unor instanțe, aparținând unui domeniu și 
care sunt definite de un set de valori continue sau discrete denumite atribute, la o 
clasă care face parte dintr-o mulțime de clase (ca definiție a codomeniului). Acestă 

definiție poate fi formalizată ca: 
𝑐 ∶ 𝐷𝑖−> 𝐶 , unde 𝑐 este funcția de clasificare, 𝐷𝑖 reprezintă domeniul 

instanțelor, iar 𝐶 este o mulțime finită a claselor (categoriilor) în care pot fi 

încadrate instanțele studiate prin aplicarea funcției de clasificare asupra instanțelor 
din domeniul acestora. 

Funcția de clasificare este necunoscută cu excepția unei mulțimi de valori ⊂
𝐷𝑖, pentru care se cunoaște apartenența instanțelor la una din mulțimile din 

codomeniul 𝐶. Această mulțime pentru care se cunoște funcția de clasificare 

reprezintă mulțimea de antrenament (𝐴, 𝐴 ⊆ 𝐷), fără de care studiul de Data Mining 

nu ar fi posibil. 
Un model de clasificare 𝑀 ∶  𝐷𝑖−> 𝐶, produce predicții de apartenență la o 

clasă (categorie) din codomeniu pentru fiecare instanţă 𝐼 ∈  𝐷𝑖, fiind o aproximare 

bună a funcției de clasificare 𝑐 pe întreg domeniul. Modelele de clasificare sunt 

denumite în formă simplă, clasificatori, confundându-se deseori cu algoritmii de 

clasificare care sunt definiți și ei de multe ori în același fel [79]. 
În evaluarea clasificatorilor se pot utiliza diferite metrici în vederea stabilirii 

bunei aproximări asupra clasei de apartenență pe care o efectuează modelul de 
clasificare. Forma cea mai simplă și cea care poate fi primul criteriu de acceptare al 
modelului clasificatorului este reprezentă de rata de clasificare corectă. Prin aceasta 
se oferă un raport al instanțelor clasificate corect din totalul instanțelor clasificate. 

Totuși, în multe situații acest  lucru nu este suficient pentru demonstrarea 
funcționalității clasificatorului pentru date și studii viitoare, astfel că se face uz și de 
alți indicatori. În testarea unui clasificator, în general se au în vedere o serie de 
criterii pentru stabilirea clasificatorului care poate face o prezicere cât mai corectă a 
categoriei în care poate fi considerat subiectul pentru care se doreşte detecţia 
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apartenenţei la un anumit grup. Între aceste criterii se numără: acurateţea 
prognozei, viteza, simplicitatea şi nu în ultimul rând robusteţea (predicţie de 

acurateţe bună şi în prezenţa zgomotului în datele procesate). În practică, pentru 
sistemele predictive ce au la bază reţele neurale sau alte tipuri de inteligenţă 
artificială se consideră că doar cele care oferă o predicţie bună în peste 85% din 
cazurile testate pot fi considerate valide. 

Printre cei mai importanți indicatori pentru estimatimarea eficienței 
clasificatorilor și care sunt utilizați și în studiul de față se numără: 

 Numărul de instanţe clasificate corect raportate la numărul total al instațelor 

din studiu; 
 Numărul de instanţe clasificate incorect raportate și ele la numărul total al 

instațelor din studiu; 

 Eroarea pătratică medie    
(𝑝1−𝑎1)

2+⋯+ (𝑝𝑛−𝑎𝑛)
2

𝑛
 

 Eroare pătratică relativă   
(𝑝1−𝑎1)

2+⋯+(𝑝𝑛−𝑎𝑛)
2

(𝑎1−�̅�)
2+⋯+(𝑎𝑛−�̅�)

2
 

 Eroarea medie absolută    
|𝑝1−𝑎1|+⋯+|𝑝𝑛−𝑎𝑛|

𝑛
 

 Eroare relativă absolută    
|𝑝1−𝑎1|+⋯+|𝑝𝑛−𝑎𝑛|

|𝑎1−�̅�|+⋯+|𝑎𝑛−�̅�|
 

o unde: 
 𝑝1, 𝑝2, … , 𝑝𝑛 reprezintă valorile de prognoză 
 𝑎1, 𝑎2, … , 𝑎𝑛 reprezintă valorile adevărate  
 �̅� reprezintă valoarea absolută a tuturor valorilor adevărate. 

 
 

5.3.2 Achiziția și preprocesarea datelor 
 

Achiziția datelor pentru studiu în forma lor neprelucrată s-a efectuat cu 
ajutorul aplicației dedicate Neonat. Înregistrările propriu-zise, s-au colectat de la 
nou-născuții din cadrul spitalulului Judeţean de Urgenţă Timişoara în cadrul Clinicii 
de Obstetrică-Ginecologie BEGA. În acest mod este îndeplinită o condiţie esenţială în 
desfăşurarea studiilor de Data Mining, anume asigurarea disponibilităţii datelor (a 
materialului de lucru). Colectarea datelor s-a realizat urmând protocolul rezultat în 
urma efectuării mai multor încercări și care a fost prezentat în detaliu în subcapitolul 

4.5. În vederea utilizării datelor furnizate de aplicația Neonat în studiul de Data 
Mining, au fost necesare şi s-au realizat o serie de operațiuni de filtrare și post- 
procesare a înregistrărilor cu scopul obținerii de instanțe cu același număr de 
atribute și neafectate de zgomot. Aceste operațiuni și considerentele ce stau la baza 

post- procesării servesc ca și completare la protocolul de achiziție al datelor și sunt 
descrise în paragraful de urmează. 
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5.3.3 Protocolul de selecție şi post-procesare a datelor pentru Data 

Mining 
 
În vederea realizării unui studiu util de Data Miningpentru problema 

detecţiei automate a diferenţelor dintre diferitele grupuri de semnale din plâns luate 
în considerare în vederea clasificării s-au definit următoarele reguli: 

 Studiul se bazează pe valorile numerice extrase din plâns cu aplicaţia 

Neonat prin instrumentele VU Meter, PP Meter şi spectrul de frecvențe ale 
plânsului; 

 La realizarea modelelor de clasificare se iau în considerare toate instanţele 

de plâns acceptate, fiind grupate în funcție de instrumentul de măsură 
menţionat mai sus; 

 Datele afectate de zgomot sesizabil sunt eliminate din studiu; 
 Fiecare înregistrare din plâns trebuie să fie de durata a exact 30 de 

secunde. Înregistrările care sunt mai scurte ca durată nu sunt luate în 
considerare pentru studiu, iar cele cu durată mai mare vor fi trunchiate 
astfel încât să ajungă la durata a 30 de secunde. Trunchierea se realizează 
într-o aplicaţie externă şi trebuie să conțină la începutul ei prima fonaţie 
dintr-o repriză de plâns. După realizarea editării înregistrărilor într-o 
aplicaţie externă, se va reprocesa secvenţa de plâns în cadrul aplicaţiei 

Neonat, în vederea re-generării fişierelor de valori în limbajul Weka 
(fişierele .arff). Reprocesarea unei secvențe de plâns se realizează prin 
încărcarea în regim de analiză a înregistrării în Neonat; 

 În modelele de clasificare cu date provenite de la VU Meter şi PP Meter, în 
secţiunea de date, o linie din fişierul .arff  va fi reprezentat de o instanţă. 
Fişierul va fi astfel populat ca pe fiecare linie să existe câte o instanţă 

reprezentând 300 de valori ale intensităţii vocale extrase din înregistrare şi 

o ultimă valoare aferentă clasei de apartenență (categoria, lotul); 
 Se creează categoriile (loturile) cu înregistrările de plâns pe categorii 

conform datelor din fişierele de pacient. Se admite existenţa unei 
înregistrări în mai multe categorii cu condiţia ca la realizarea unui studiu, 
intersecţia mulţimilor studiate să fie mulţimea vidă. 
 
Structura generală a unui fișier.arffgenerat pentru studiu este următoarea: 

@RELATION nume_relație 

@ATTRIBUTE atribut1 NUMERIC 

@ATTRIBUTE atribut2 DATE 

@ATTRIBUTE atribut3STRING 

… 

@ATTRIBUTE atributZDECLARAȚIE_NOMINALĂ 

 

@ATTRIBUTE class {tip1, tip2,…,tipT} 

 

@DATA  

valoare_numerică1, valoare_numerică2, valoare_numerică3, …,   

valoare_numericăN tip1 

valoare_numerică4, valoare_numerică5, valoare_numerică6, …, 

valoare_numericăM tip2 
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valoare_numerică7, valoare_numerică8, valoare_numerică9, …, 

valoare_numericăO tipT 

valoare_numerică10, valoare_numerică11, valoare_numerică12, 

…, valoare_numericăP tip1 

valoare_numerică13, valoare_numerică14, valoare_numerică15, 

…, valoare_numericăQ tip2 

 
unde: 

- zona de declarații în care se regăsește sintaxa @ATTRIBUTE 
corespunde definirii pe câte o linie a unui atribut al cărui tip poate fi 

unul dintre: real, numeric, întreg, valoare nominală, dată sau text; 
- zona de date este cea în care sunt populate valori pentru atributele 

definite în zona declarativă. 
 
 

5.3.4 Construirea modelului 
 
Considerând schema pentru realizarea studiului din Figura 5.2, odată ce 

datele filtrate sunt disponibile acestea se prezintă ca intrări pentru modulul Weka 
din schema afișată în Figura 5.3. În această zonă (modulul Weka) se realizează 
construcţia modelului. Aceasta începe prin explorarea datelor, care pot fi vizualizate 
prin mediul Weka odată cu încărcarea fișierelor .arff. În Figura 5.3 poate fi vizualizat 

un exemplu de valori statistice ale datelor încărcate, constând în minime, maxime 
sau medii ale valorilor atributelor numerice, distribuția acestora în intervalul dat de 
cea mai mică și cea mai mare valoare încărcată, deviația standard a valorilor de la 
medie precum și informații de date lipsă sau unicitatea valorilor atributelor. Aceste 

date statistice sunt utile în explorarea datelor încărcate, putându-se sesiza 
eventuale erori sau neconcordanțe cu ipoteze considerate. 

 
Figura 5.3 Încarcarea datelor în WEKA 

 
În această secțiune de încărcare a detelor se poate realiza o filtrare 

suplimentară a datelor utlizând filtrele puse la dispoziție de mediul Weka. În funcție 
de filtru, acestea se aplică fie în vederea reducerii instanțelor, fie a atributelor sau 
se pot adresa exclusiv asupra claselor. 
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Pentru a avea un răspuns la problema apartenenţei la un anumit grup s-a 
optat pentru utilizarea metodei clasificării deoarece dezideratul a fost ca elementele 

individuale să fie plasate în grupuri distincte ce au la bază informaţie simulară cu 
mai multe din elementele constitutive ale grupului de apartenență.  

Clasificatorii,ca modele care stau la baza  metodei clasificării,sunt 
responsabili de realizarea mapării între clasă şi atributele comune ale elementelor. 
Pentru studiul de faţă, numele grupului se consideră clasa în care va fi încadrată 
instanța cu semnalul provenit de la nou-născut, funcţie de predictorii care sunt 
reprezentaţi de valorile atributelor fiecărei instanţe. De aici se poate observa 

existența unei inteligenţe artificiale care poate să ia o anumită decizie în funcţie de 
modelul clasificator obţinut din mulţimea de antrenament şi cea de test. Mulţimea 

de antrenament este reprezentată de instanţele regăsite în fişierul .arff menţionat, 
în timp ce mulţimea de test este constituită dintr-un alt fişier .arff  cu aceeaşi 
structură ca şi cel utilizat pentru antrenament dar cu instanţe diferite. Mediul Weka 
oferă un număr foarte mare de clasificatori ce pot fi utilizaţi în vederea alegerii 
unuia care oferă rezultate acceptabile în studiul întreprins. 

Mulţimea de antrenament pentru studiul apartenenţei la un anumit grup 
trebuie să fie una echilibrată în ceea ce înseamnă raportul de instanţe din fiecare 
grup considerat. Având un lot total de studiu de 297 de subiecţi, s-au construit 4 
mulţimi de instanţe pentru fiecare din mulţimile: lotul martor, lotul de prematuri, 
mulţimea nou-născuţilor cu circulara(strangulare) de cordon ombilical la naștere şi 
mulţimea nou-născuţilor cu patologii severe, neîncadraţi în grupurile menţionate 

anterior.  
Încărcarea datelor în modelul clasificator şi rezultatul acestuia poate fi uşor 

explicată grafic prin Figura 5.4: 

Model
clasificator

Date clasificate

Mulțime
antrenament

Mulțime
test

 
Figura 5.4 Funcționarea clasificări în studiul de față 

 
 

5.3.5 Validarea modelului 
 
În cadrul studiului  de faţă, s-au utilizat clasificatori aparţinând unei arii 

diversificate de modele (reţele neurale, clasificatori bayesieni, clasificatori bazaţi pe 
reguli, arbori de clasificare şi alţii) ale căror performanţe au fost evaluate prin trei 
tehnici: validare-încrucişată, împărţirea,utilizând mulţimea de antrenament şi cu 
ajutorul unei mulţimi de test. 

Validarea-încrucişată (Cross-validation) reprezintă o tehnică statistică ce 
estimează performanţa unei scheme de învăţare pe date noi. În cazul în care nu se 
beneficiază de mulţimi suficient de consistente, se pot pune deoparte seturi din 
această mulţime pentru care să se realizeze învăţarea, iar restul să se considere ca 
date de test. Validarea-încrucişată exploatează la maxim datele ce se deţin, prin 
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divizarea acestora în n calupuri (folds) utilizând fiecare calup pentru evaluarea 
modelulului obţinut din cele (n-1) calupuri rămase. Performanţa modelului pentru 

cele n calupuri este aproximată pentru a da o notă estimativă asupra eficienţei 
schemei pentru date viitoare. 

Studiul performanţei unui model prin evaluarea mulţimii de antrenament  
este şi el util în estimarea performanţei acestuia, însă oferă totuşi o notă foarte 
optimistă asupra posibilităţii de aplicabilitate a modelului pe date ulterioare. Acest 
lucru se datorează faptului că mulţimea de antrenament constituie şi sursa de date 
pentru „învăţare” a modelului rezultat.  Utilitatea se poate totuşi dovedi prin 

compararea performanţei obţinute cu cea de la validarea-încrucişată sau pentru o 
mulţime anume de test, când se poate vedea dacă estimarea eficienţei prin 

utilizarea mulţimii de antrenament a fost mult prea optimistă.  
Împărţirea (Percentage split), ca metodă de validare a performanţei, 

reprezintă un raport de divizare a mulţimii de intrare în mulţime de antrenament şi 
mulţime de test. Astfel, pentru un factor de  95, se consideră ca mulţime de 
antrenament pentru învaţarea modelului,  valoarea în procente a factorului din 

totalul instanţelor considerate, şi restul de 5% (100%-factor) vor servi ca date de 
test. 

Cea din urmă tehnică de validare, prin furnizarea unei mulţimi de testare 
explicite pentru model, este cel mai bine conturată în schema de mai sus. Având 
mulţimea de antrenament încărcată, s-a utilizat un fişier .arff  diferit de primul, în 
care au fost introduse instanţe din fiecare clasă posibilă. 

În subcapitolele ce urmează, vor fi detaliate modele  care au generat 
rezultatele cele mai bune pentru diversele clasificări încercate. Evaluarea calitativă a 
rezultatelor se face prin urmărirea indicatorilor de eroare, menționați deja, precum 
și reprezentări vizuale prin curbe ROC, matricea de confuzie sau alți coeficienți 
statistici cum ar fi raportul Fischer (F-ratio).  

Din perspectiva prezentării rezultatelor clasificării, în cadrul studiului a fost 
utilizată matricea de confuzie. Forma ei generală se regăseşte în Figura 5.5, şi 

curprinde rezultate ale clasificării pentru două clase (A şi B), respectiv numărul 
instanţelor care au fost încadrate corect in clasa A (Adevărat pozitiv), cele încadrate 
corect în clasa B (Adevărat negativ), cele încadrate în clasa A deşi fac parte din 
clasa B (Fals pozitiv) şi cele încadrate în clasa B deşi fac parte din clasa A (Fals 
negativ): 

 
Figura 5.5 Forma matricei de confuzie 

 
Pentru o mulţime de antrenament descrisă formal cu un număr N de 

instanţe, din care X aparţin unei anumite clase şi Y celei de-a doua, validarea 
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modelului cu o accurateţe de 100% presupune o matrice de confuzie de forma dată 
de relaţia: 

C =    [
X 0
0 Y

] 

 
 

5.3.6 Aplicarea modelului de Data Mining 
 
În contextul studiului de faţă, analiza de data mining a constat în realizarea 

unei clasificări pentru mulţimi de valori rezultate din plânsul nou-născuților definite 
în felul următor: 

 S-au considerat cele 4 grupuri ca fiind: mulţimea lotului martor, 
mulţimea lotului de prematuri, mulţimea nou-născuţilor cu circulară 
de cordon ombilical la naștere şi mulţimea nou-născuţilor cu 
patologii severe, neîncadraţi în grupurile menţionate anterior; 

 Pentru fiecare din acest grup au fost create fieşiere .arff în forma 

prezentată la începutul secţiunii (30 de secunde din fiecare plâns 
reprezentate în cadrul a două fişiere: unul corespunzător VUMeter, 
iar celălalt aferent PPMeter). 

 S-a executat câte 2 studii de clasificare între mulţimea de 
antrenament şi fiecare din celelalte grupuri pentru VUMeter şi 
PPMeter: 

o VU Meter: M-P, M-CO; M-PS; 

o PPM Meter: M-P, M-CO; M-PS. 
 Pentru fiecare studiu de data mining s-au utilizat algoritmi din mai 

multe familii diferite de modele de clasificare: arbori de decizie, 
reguli de decizie, algoritmi “leneşi” (lazy), meta clasificatori, reţele 

neuronale.  
 În funcţie de modelul de clasificare algoritmii utilizaţi cu rezultatele 

aferente se încadrează astfel: 

o Arbori de decizie: Random Tree, Random Forest; 
o Modele bazate pe reguli : IB1, LWL; 
o Modele bazate pe algoritmi “leneși”: Decision Table, 

Conjunctive Rule, OneR, NNge. 
 Rezultatele cele mai bune au fost detaliate prin scheme de 

construcție și metrici de validare; pentru alte metode generatoare 

de rezultate considerate acceptabile sunt prezentate doar rezultatele 
într-o formă tabelară. Metodele și algorimii care nu au dat rezultate 
satisfăcătoare nu sunt menționate/menţionaţi. 
 
 

5.4 Algoritmii utilizați în construirea modelelor de 

clasificare 
 
 

5.4.1 Arbori de decizie 
 
Un arbore de decizie (arbore de clasificare) este o structură complexă 

folosită pentru a divide o colecţie mare de instanțe în seturi mai mici, aplicând o 
secvenţă de reguli simple de decizie. O dată arborele construit, el este aplicat 
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fiecărui articol al bazei de date şi rezultatelor clasificării acelui articol. Tehnica are 
doi paşi de bază: construirea arborelui şi aplicarea arborelui la baza de date.  

Metoda alege în primul rând un subset din exemple antrenate pentru a 
forma un arbore de decizie. Dacă arborele creat nu oferă răspunsul corect pentru 
toate obiectele, se adaugă o selecţie a excepţiilor la arbore şi procesul continuă 
până când setul corect de decizie este găsit. Arborii de decizie execută mai multe 
teste, şi apoi încearcă să ajungă la cea mai bună secvenţă pentru precizarea 
scopului. Fiecare test creează ramuri care conduc la mai multe testări, până când 
testarea se termină într-un nod frunză. Arborii de decizie pot fi construiţi fie de sus 

în jos fie de la stânga la dreapta. Nodul de sus (marginea stângă) este nodul 
rădăcină. Nodurile descendente sunt noduri fii, iar nodurile de jos (marginea 

dreaptă) sunt noduri frunză. Calea unică de la nodul rădăcină la un nod frunză 
formează o regulă. 

Calea de la nodul rădăcină la nodul frunză ţintă este regula care clasifică 
scopul. Regulile sunt exprimate sub formă de expresii „dacă... atunci....”. 

Un arbore de decizie este o structură în care:  

 Nodurile interne indică un test pe un atribut; 
 Ramurile reprezintă rezultatul unui test;  
 Nodurile frunză reprezintă etichete ale claselor.  

Algoritmul RandomTree consideră un set de N atribute ale fiecărei instanţe, 
alese aleator, pe care le împarte una câte una pe câte un nod al arborescenţei. 

Analiza prin Random Forest este o metodă alternativă la Random Tree, 

care produce o singură măsură a fiecărui atribut utilizat în prezicere. În practică, 
prin acest algoritm se generează o serie de arbori de decizie ca în cazul Random 
Tree, doar că în final decizia cu privire la clasificare se face pe baza numărului celui 
mai mare de arbori generaţi în favoarea unei anumite decizii. 

În Figura 5.6 este prezentat modelul grafic al unui arbore de decizie,generat 

în studiul curent. Arborele are ca noduri atribute ale datelor de intrare în forma 
atribut:valoare iar ramurile surprind decizia ce stă la baza construcției acestuia sub 

forma de egalități și inegalități, de forma valoare1 < valoare2 (de exemplu, pentru 
rădăcina arborelui 1:78 – 1 reprezintă ordinul atributului, iar 78 valoarea acestuia). 

 
Figura 5.6 Arbore de decizie generat cu Random Tree 
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5.4.2 Algoritmii „leneşi” (lazy) 
 
Modelul clasificator al algoritmilor lazy a fost utilizat în toate studiile 

realizate, pentru augumentarea rezultatelor provenite de la arborii de decizie. Acest 
lucru a fost realizat din necesitatea de validare a rezultatelor precedente, mai precis 
clasificarea corectă prin utilizarea unui algoritm total diferit, care oferă în final 
acelaşi tip de serviciu, mai exact prezicerea grupului de apartenenţă. 

Algoritmii lazy nu construiesc schema de învaţare prin înregistrarea pe rând 

a fiecărei instanţe. Aceştia parcurg toată mulţimea de antrenament, atunci când o 
valoare trebuie testată. 

Clasificatorul IB1 din familia clasificatorilor lazy, foloseşte distanţa ca 

măsură de determinare a apropierii instanţei de test faţă de o instanţă din mulţimea 
de antrenament. În forma de bază, se utilizează distanţa euclidiană. Aceasta este 
reprezentată de un număr de caracteristici care apropie o anumită instanţă testată 
faţă de celelalte din mulţimea de antrenament. La finalul algoritmului, în cazul în 

care instanţa testată se află la aceeaşi distanţă minimă în raport cu alte instanţe, 
modelul clasificator consideră că instanţa testată aparţine grupului în care se 
găseşte prima instanţă de antrenament găsită la distanţa minimă. 

LWL (Locally-Weighted Learning) reprezintă un alt algoritm din familia lazy 
utilizat în studiu. Acesta atribuie ponderi în relaţiile dintre diferitele instanţe, iar 
clasificarea o realizează prin NaiveBayes, iar pentru studiile de regresie este utilizată 

regresia liniară. În forma de bază atributele considerate de algoritm sunt 
normalizate. 
 
 

5.4.3 Reguli de clasificare 
 

Algoritmii care fac parte din regulile de clasificare sunt funcţii euristice care 
reprezintă o alternativă bună la arborii de decizie, în momentul în care se caută o 
altă variantă pentru validarea unor rezultate obţinute prin arborii de clasificare. O 
regulă de clasificare este în esenţă, o metodă prin care membrii mulţimii de test pot 
fi asociaţi unei anumite clase, în urma dobândirii experienţei din cadrul mulţimii de 
antrenament. Din rândul regulilor de decizie vor fi prezentate în continuare: tabelele 
de decizie, regulile conjunctive şi algorimii OneR şi NNGe. 

 
 Tabele de decizie (Decision Table) 

 
Tabelele de decizie (Decision Table) oferă o alternativă în abordarea clasică 

a clasificatorilor bazaţi pe reguli. Acestea poate fi văzută într-o formă tabelară 
pentru descrierea şi analiza situaţiilor decizionale, unde starea unor condiţii puse 

laolaltă determină execuţia unui set de acţiuni în vederea determinării rezultatului. 
Tabela de decizie poate fi vizualizată sub forma a patru cadrane separate printr-o 

linie verticală şi una orizontală. Linia orizontală separă partea superioară care este 
reprezentată de o condiţie, în timp ce partea inferioară este reprezentată de o 
acţiune. Linia verticală separă în plan superior subiecţii de cercetat, de intrările care 
se regăsesc în partea inferioară. Subiecţii împreună cu condiţia servesc acţiunii de 
decizie cu privire la intrarea cercetată. 
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Tabel 5.1 Forma generală a unui tabel de decizie 

CONDIŢIE SUBIECT STUDIAT 

ACŢIUNE DATĂ INTRARE 

 
 Reguli conjunctive (Conjunctive Rule) 

 
O regulă conjunctivă constă într-o serie de instanţe puse una după cealaltă 

în „ŞI”-uri logice, şi în final valoarea clasei de apartenenţă. Dacă instanţa de testat 

nu poate fi clasificată prin această regulă, atunci se clasifică prin utilizarea unei 
valori de clasă a datelor care nu acoperă cerinţele regulii conjunctive.  

Instanţele puse una după cealaltă sunt selectate prin calcularea unui 
indicator aferent câştigului în cunoaştere al tuturor instanţelor premergătoare. Se 
poate astfel imagina o serie de instanţe cu atribute comune, puse laolaltă, care 
servesc drept regulă pentru stabilirea clasei de apartenenţă a instanţei de studiat. 

 

 Algoritmul OneR 
 
Algoritmul OneR caută cea mai semnificativă informaţie din cadrul mulţimii 

de antrenament, astfel încât, pe baza acesteia să poată lua decizia de clasificare. În 
contextul studiului de faţă acest algoritm oferă informaţia relativă la un anumit 
atribut, care este o valoare a intensităţii vocale pe care o consideră relevantă în 
vederea asocierii instanţei studiate la o anumită clasă. 

 Algoritmut NNge 
 

Algoritmul NNge are la bază studierea proprietăţilor vecinilor entităţii de 
testat. Mai precis, prin vecin, este descrisă o instanţă din mulţimea de antrenament 
care se apropie prin valori ale atributelor, de instanţa de clasificat. Clasificarea se 
face în cadrul clasei celui mai apropiat vecin, adică cel care are atributele cele mai 

apropiate ca valoare de instanţa studiată. 
 
 

5.5 Lotul martor (clasa M) 
 

În realizarea studiului de Data Mining este necesară în primă fază 
construirea unui lot de bază (denumit lot martor în limbajul medical) care să 
servească drept etalon în comparație cu celelalte clase din studiu. Acesta lot de 
referință este notat ca şi clasa M la momentul încărcării datelor în mediul Weka. 
Numărul total de instanțe din acest lot este de 101 de secvențe de plâns. 

Nou-născuţii incluşi în lotul martor sunt consideraţi a fi sănătoşi şi reprezintă 

un etalon prin caracteristicile de plâns sesizate în urma analizei. Desigur că fiecare 

individ prezintă particularităţi care îl deosebesc de oricare altul, însă în analiza 
efectuată s-au urmărit parametri fiziologici prezenți în observațiile medicale și într-
un mod subiectiv și plânsul spontan al acestora. Din punctul de vedere al plânsului 
s-au făcut aprecieri cu privire la calitatea acestuia la momentul includerii în studiu. 
Astfel s-a considerat necesară: 

- existența mai multor cuvinte de plâns; 
- prezența mai multor pauze de diferite durate între fonații; 
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- intensitate energetică mai consistentă pe intervalul de frecvențe 
[400Hz-700Hz] sau cel puțin prezența acestor frecvențe în spectrul 

în timp real generat de aplicația Neonat; 
- existența variației în graficele intesităților vocale sub forma de undă 

a semnalului vocal; 
Elemente mai sus menționate,care pot fi considerate ca așa-zise tipare 

pentru plânsul nou-născuţilor din lotul martor, se regăsesc în captura de ecran a 
aplicației Neonat (Figura 5.7). Ca privire de ansamblu se pot vizualiza mai multe 
vârfuri de intensitate (amplitudine) vocală (medie și maximă) unde se regăsesc 

vocalizările aferente fiecărei fonații. Se pot observa și valorile mici de intensitate 
corespunzătoare părților nevocale ale semnalului studiat. Exemplul ilustrat este de 

durată mai mare decât varianta finală utilizată în studiu, rațiunea prezentării fiind 
aceea de a surprinde toate aspectele în vederea evidențierii a caracteristicilor mai 
sus menționate. Pe lângă aceste valori de intensitate, sunt prezente și informațiile 
asupra frecvenței calupurilor de plâns, ajustabile prin alegerea ordinului 
transformatei Fourier Rapide. Întreg spectrul plânsului este disponibil și el, oferind și 

o mai bună vizualizare a zonelor vocale și nevocale, precum și valoarea energetică 
pe diferitele frecvențe. 

 
Figura 5.7 Exemplu de semnal vocal din lotul martor 
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5.6 Lotul de nou-născuți cu circulară de cordon ombilical 

(clasa CO) 
 
Lotul format din nou-născuţi cu circulară de cordon ombilical (CO), constă în 

semnale de plâns provenite de la nou-născuți care au suferit de înfăşurarea 

cordonului ombilical în jurul gâtului la naștere. Aceasta determină insuficiență 
respiratorie care poate conduce la leziuni cerebrale datorită lipsei oxigenării. Lotul 
considerat este compus din 72 de instanțe cu următoarele caracteristici: 

 nou-născuți cu vârstă gestaţională mai mare sau egală cu 38 de 
săptămâni; 

 nou-născuți afectați la naștere de circulară de CO; 
 indicele Apgar mai mare de 7; 

 greutate mai mare de 2500g. 
În schema din Figura 5.8 este prezentată o sinteză a construcției modelelor 

de clasificare pentru cei trei algoritmi care au oferit rezultatele cele mai bune. 
Schema cuprinde următoarele elemente: 

- Obiectul ArffLoader ce realizează încărcarea datelor în model; 
- Componenta ClassAsigner unde se realizează alegerea obiectivului 

clasificării prin furnizarea pentru fiecare instanță a clasei după care se 

va realiza clasificarea; 
- ClassValuePicker este zona unde sunt atribuite valorile posibile pentru 

clasele alese în pasul anterior (clasa lotului martor și clasa CO pentru 
această situație); 

- Obiecul CrossValidationFoldMaker efectuează împărțirea datelor în date 
pentru învățare, date de antrenament și mulțime de test; 

- Algoritmii rezultați ca fiind cei mai performanți apar în schmă în 

componentele RandomTree, DecisionTable respectiv IB1; 
- În vederea prezentării performanțelor modelelor de clasificare și 

vizualizarea acestora, în schemă se regăsesc: 
  obiectul GraphViewer pentru vizualizarea grafică a 

clasificatorului acolo unde este cazul (s-a utlizat de exemplu 
pentru arborele de decizie); 

 Obiectul ClassifierPerformanceEvaluator care generează metrici 
pentru stabilirea performanței algoritmului de clasificare; 

 Obiectul ModelPerformanceChart face posibilă afișarea metricilor 
pentru validare într-o formă grafică, mult mai intuitivă; 

 TextViewer este componenta care prezintă întreaga informație 
asupra modelului (date încărcate, rezultatele generate și 
metricile) sub formă de text în vederea utlizării ei pentru 

generarea altor tipuri de rapoarte. 
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Figura 5.8 Schema modelelor de clasificare cu cele mai bune performanțe cu 

VU Meter 

 
Schema din Figura 5.8 este valabilă atât pentru studiul realizat cu VU Meter 

cât și pentru cel cu PP Meter pentru clasificarea acestor două clase. Diferența între 
ele, din punctul de vedere al schemei, este dată de algoritmii selectați și conținutul 
datelor încărcate. 

 

 

5.6.1 Rezultatele cu VU Meter 
 
În Figura 5.9 și Figura 5.10 sunt prezentați arborii de decizie care au 

generat cel mai bun rezultat pentru mulțimea de antrenament și cea de test, 
folosind-se algoritmul Random Tree.Arborele de decizie realizează clasificarea pe 

baza porțiunilor de început ale înregistrărilor unde sunt semnalate corelații în 
valorile intensităților măsurate. Începuturile înregistrărilor suprind primele fonații, 
aspect asigurat prin operațiunea de trunchiere realizată într-o etapă incipientă a 
studiului, când s-a realizat alinierea semnalelor vocale astfel încât momentele 
inițiale ale înregistrărilor să surprindă primele vocalizări. 
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Figura 5.9 VU: M – C – Arborele de decizie (pe mulțimea de antrenament) 

 

 
Figura 5.10 M – C – Arborele de decizie (pe mulțimea de test) 
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Una din metricile utilizate pentru validarea acestor rezultate și prezentată în 
Figura 5.11 este curba ROC care oferă evaluarea clasificatorului ca raport între 

instanțele clasificate incorect pe de o parte (axa X) și cele clasificare corect de pe 
alta (axa Y).La interpretarea curbelor ROC se urmăreşte obţinerea unei suprafeţe 
cât mai mari sub curbă, pentru rezultate ce pot fi acceptabile. În caz ideal, o 
predicţie de acurateţe maximă ar consta într-o curbă paralelă cu axa X, adică 
absenţa instanţelor clasificate incorect.   

 
Figura 5.11 VU: M – C – Curba ROC (clasele M și CO) 

 
În valori numerice, arborele de decizie generat pentru datele de test, 

generează metricile prezentate în Figura 5.12, matricea de confuzie indicând 
numărul instanțelor clasificate corect ca fiind 170, restul de 3 din totalul instanțelor 
studiate fiind fals pozitive, adică un procent de 1,73% instanţe incorect clasificate.  

 
Figura 5.12 VU: Sinteza metricilor de evaluarea a arborelui de decizie cu datele de 

test 
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În Figura 5.13 este prezentat graficul “Precission & Recall”. Precizia sau 
Precission dă măsura acurateții clasificării, adică a numărului instanțelor clasificate 

corect ca aparținând clasei pozitive (adevărat pozitivele) raportat la numărul total al 
instanțelor aparținând clasei pozitive (totalul falsurilor pozitive și adevărat 
pozitivelor). Caracteristica Recall surprinde relevanța celor clasificate, fiind definită 
ca raport între instanțele clasificate ca aparținând clasei pozitive (adevărat pozitivul) 
și numărul total al instanțelor aparțineau de fapt  clasei pozitive, adică totalul celor 
clasificate corect și a celor neclasificate corect (tot din punctul de vedere al clasei 
pozitive). 

 
Figura 5.13 Grafic "Precision & Recall" (clasele M și CO) 

 
Tabel 5.2 prezintă și alte metrici utilizate pentru validarea clasificări, cu 

aplecare asupra posibilelor erori în rezultatele prezentate. Un test suplimentar a 
constat în realizarea clasificării prin utlizarea mulțimii de antrenament și a celei de 
test considerate ca date de intrare, din care 75% fiind pentru antrenarea modelului 
și restul de 25% ca date de test pentru evaluarea rezultatului. 

 
Tabel 5.2 VU: Metrici de validare a modelului clasificator 

Clasificator: 
RANDOM TREE 

Mulţime 
antrenament 

Mulțime test 
      Împărţire 

(75%) 

Instanţe clasificate 
corect 

100% 98.27% 93.03% 

Instanţe clasificate 
incorect 

0% 1.73% 6.97% 

Eroare medie 
relativă 

0 0.01 0.06 

Eroare medie 
absolută 

0 0.13 0.26 

Eroare pătratică 

medie 
0% 3.56% 13.88% 

Eroare pătratică 

absolută 
0% 26.71% 51.25% 
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S-a menționat la începutul secțiunii despre utilizarea mai multor algoritmi 
pentru indentificarea celui cu posibilitățile de clasificare cele mai bune. S-a insistat 
asupra algorimului Random Tree din clasa arborilor de decizie, el oferind cele mai 

bune rezultate. Pe lângă acesta au existat încă doi algorimi care au oferit o 
posibilitate de predicție foarte bună, Decision Table și IB1 - sinteza rezultatelor cu 

acești algoritmi fiind prezentată în  

Tabel 5.3 împreună cu Random Tree pentru a se vedea comparative 

performanțele tututor celor trei, subliniind instanţele clasificate corect, cele 
clasificate incorect, respectiv eroarea medie relativă a fiecărei clasificări. 

 
Tabel 5.3 VU: Clasificatorii cu cele mai bune rezultate (clasele M şi CO) 

Clasificator Metoda validare 
Instanțe 

clasificate 
corect 

Instanțe 
clasificate 
incorect 

Eroare 
medie 
relativă 

RANDOM 
TREE 

Validare 
încrucișată 

98.27% 1.73% 0.01 

Împărțire 75% 93.03% 6.97% 0.06 

DECISION 
TABLE 

Validare 
încrucișată 

89.02% 10.98% 0.32 

Împărțire 75% 93.03% 6.97% 0.29 

IB1 

Validare 
încrucișată 

94.80% 5.20% 0.20 

Împărțire 75% 81.40% 18.60% 0.24 

 
 

5.6.2 Rezultatele cu PP Meter 
 

În schema din Figura 5.14 este prezentată sinteza construcției modelelor de 
clasificare pentru cei trei algoritmi care au oferit rezultatele cele mai bune în luarea 
deciziei de apartenență la una din cele două clase. Schema este similară celei din 
secțiunea dedicată măsurătorilor cu VU Meter, cu mențiunea că pentru acest studiu 
a existat și un alt algoritm care a generat rezultate acceptabile. Acest algoritm este 
NNgeși se regăsește prin componenta NNgecare o înlocuiește pe cea reprezentată 
de Decision Table, deoarece nu a mai furnizat și pentru acest studiu rezultate 

satisfăcătoare. Clasificatorii și rezultatele înseși denotă legătura strânsă dintre cele 
două instrumente de măsură, în caracteristicile sau tendințele lor comune 
regăsindu-se informația necesară realizării acestor clasificări între clasele studiate. 
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Figura 5.14 Schema modelelor de clasificare cu cele mai bune performanțe cu PP 

Meter 

 

În Figura 5.15 şi Figura 5.16 sunt prezentați arborii de decizie rezultați ca 
modele de realizare a clasificării. Arborii diferă de cei rezultați pentru VU Meter din 
punctul de vedere al nivelelor, dar și al conținutului pe baza căruia se ia decizia. Dat 

fiind că cele două instrumente efectuează măsurători în mod diferit, este de așteptat 
ca valorile să difere. După cum s-a enunțat anterior, date fiind rezultatele 
aproximativ similar,se poate afirma că tendința dată de evoluția valorilor 

intensităților și nu valorile efective ale acestora sunt elementele detectate în modelul 
clasificatorului. Și în acest caz, se pe pot observa că primele fonații sunt cele luate 
în considerare de modelul clasificator pentru luarea deciziei. 

 
Figura 5.15 Arborele de decizie (mulțimea de antrenament) 
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Figura 5.16 Arborele de decizie (mulțimea de test) 

 
Metrica reprezentată de curba ROC în vederea validării rezultatelor este 

prezentată în Figura 5.17 și oferă evaluarea clasificatorului ca raport între instanțele 

clasificate incorect pe de o parte (axa X) și cele clasificare corect de pe alta (axa Y). 
În cazul acestei clasificări, curba ROC generată este de forma unei drepte care tinde 

a fi paralelă cu axa X. Această reprezentare corespunde unei clasificări foarte bune, 
în mod ideal, în cazul unei clasificări corecte a tuturor instanţelor, curba fiind 
paralelă cu axa X. 

 
Figura 5.17 PPM: M-C: Curba ROC (clasele M și CO) 
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În valori numerice, arborele de decizie pentru datele de test generează 
metricile prezentate în Figura 5.18, matricea de confuzie indicând numărul 

instanțelor clasificate corect ca fiind 169, restul de 4 din totalul instanțelor studiate 
fiind fals pozitive, adică un procent de 2,31%.  

 

 
Figura 5.18 PPM: Sinteza metricilor de evaluarea a arborelui de decizie cu datele de 

test 

 
În Figura 5.19 este prezentat graficul “Precission & Recall”, similar celui din 

secțiunea precedentă. Diferența dintre cele două constă într-o singură instanță 
clasificată incorect în cazul valorilor preluate de la PP Meter. Această instanță 

mărește cu o unitate numărul fals pozitivelor, însă impactul nu este unul 

semnificativ considerând că întreg studiul este compus din 173 de subiecți. 

 
Figura 5.19 PPM:  “Precission & Recall” (clasele M și CO) 
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Tabel 5.2 prezintă alte metrici pentru validarea clasificării, preponderent cu 
axare asupra estimării erorilor în rezultatele prezentate. Un test suplimentar a 

constat în realizarea clasificării prin utlizarea mulțimii de antrenament și a celei de 
test considerate ca dată de intrare, din care 75% fiind pentru antrenarea modelului 
și diferenţa de 25% ca date de test pentru evaluarea rezultatului. 

 
Tabel 5.4 PP: Metrici de validare a modelului clasificator 

Clasificator: 
RANDOM TREE 

Mulţime 
antrenament 

Validare 
încrucişată 

Împărţire 75% 

Instanţe clasificate 
corect 

100% 97.69% 90.70% 

Instanţe clasificate 
incorect 

0% 2.31% 9.30% 

Eroare medie 
relativă 

0 0.02 0.09 

Eroare medie 
absolută 

0 0.15 0.30 

Eroare pătratică 
medie 

0% 4.75% 18.50% 

Eroare pătratică 
absolută 

0% 30.84% 59.18% 

 

Date fiind rezultatele foarte bune ale algorimului Random Tree s-au detaliat 
rezultate utilizării acestuia. În afara acestui algoritm din clasa arborilor de decizie, 
alți doi clasificatori din rândul aceloraşi clase (algoritmul NNge) respectiv al 

algorimilor leneși (algoritmul IB1) au oferit rezultate de luat în considerare. Sinteza 
rezultatelor cu acești algoritmi fiind prezentată în Tabel 5.5 împreună cu algoritmul 

Random Tree. 
 

Tabel 5.5 PP Meter: Clasificatorii cu cele mai bune rezultate 

Clasificator Metoda validare 
Instanțe 

clasificate 
corect 

Instanțe 
clasificate 
incorect 

Eroare 
relativă 
medie 

RANDOM 
FOREST 

Validare 
încrucișată 

97.69% 2.31% 0.02 

Împărțire 75% 90.70% 9.30% 0.09 

NNGE 

Validare 

încrucișată 
98.85% 1.15% 0.02 

Împărțire 75% 90.70% 9.30% 0.09 

IB1 

Validare 
încrucișată 

96.53% 3.46% 0.03 

Împărțire 75% 97.68% 2.32% 0.02 
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5.7 Lotul de prematuri (clasa P) 
 
Lotul de prematuri este reprezentat de o mulțime constând în 72 de 

înregistrări ale plânsului cu aplicația Neonat. Criteriul de includere în acestă mulțime 
a fost reprezentat de nașterea prematură, adică o vărstă de gestație a fătului mai 
mică sau egală cu 37 de săptămâni.  

Lotul studiat prezintă anumite particularităţi sesizate pe durata realizării 

colectării datelor, fiind subliniate în Figura 5.20, Figura 5.21 și Figura 5.22. S-au 
marcat regiuni din semnalul din plâns în care au fost sesizate similituni între 
înregistrările mai multor prematuri, forma de tranziţie dintre vârfurile de 

amplitudine fiind mult mai lină decât în cazul lotului martor.  
Cele trei figuri oferite ca exemplu prezintă numeroase similitudini și au fost 

astfel selectate pentru exemplificare. Spectrele de frecvență din capturile de ecran, 
surprind slabe încărcări energetice pe tot intervalul audibil, astfel că analiza mai 

detaliată a fonațiilor de scurtă durată a prins contur ca direcție de cercetare. Acest 
aspect va fi prezentat în capitolul 6, care este dedicat acestei analize pe „cuvinte” a 
plânsului. Figura 5.20, Figura 5.21 și Figura 5.22 conțin adnotări ale identificatorilor 
nou-născuților considerați în studiu, semnificația abrevierilor fiind de interes doar în 
cadrul studiului. 

 
Figura 5.20 Prematur ID_GOM 
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Figura 5.21 Prematur ID_CRI 

 

 
Figura 5.22 Prematur ID_RAD 
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5.7.1 Rezultatele cu VU Meter 
 
În schema din Figura 5.23 este prezentat modelul construit ce cuprinde 

clasificatorii cu rezultatele cele mai bune pentru studiul clasificării prematurilor. 
Elementele ce se regăsesc în schemă sunt similare cu cele prezentate în paragrafele 
anterioare cu următoarele mențiuni: 

- Clasificatorii cei mai buni au fost reprezentați de Random Forest 
respectiv OneR; 

- Din schemă lipsește componenta de vizualizare grafică a rezultatului. 
Acest aspect se datorează faptului ca deși algoritmul cel mai bun a fost 
din clasa arborilor  de decizie (Random Forest) acesta generează un set 

de arbori a căror vizualizare este foarte greu de urmărit, mediul Weka 
nemaipermițând vizualizarea pentru acest algoritm (dată fiind încărcarea 
excesivă a mediului pentru o asemnea vizualizare). 

 

 
Figura 5.23 Schema modelelor de clasificare cu cele mai bune rezultate cu VU Meter 

 

Rezultatele evaluării acurateței modelului clasificator realizat cu algorimul 
Random Forestprin curba ROC se regăsesc în Figura 5.24. Se obsevă în graficul 

trasat existența preponderentă a adevărat pozitivelor și adevărat negativelor, adică 
încadrarea corectă a unui număr consistent de instanțe din cele două clase (168 de 
subiecți) și un număr relativ mic de instanțe aparținând clasei M care au fost 
încadrate ca aparținând clasei P (4 cazuri),  în mod evident eronat.  
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Figura 5.24 VU: Curba ROC (clasale M și P) 

 
În Figura 5.25 se regăsește o captură de ecran din mediul Weka, în care 

sunt sintetizate o parte din metricile de evaluare ale clasificatorului Random Forest. 

Matricea de confuzie surpinde rezultate prezentate prin curba ROC asociată 
clasificatorului, adică totalul instanțelor clasificate corect, în număr de 169, respectiv 
cele 4 clasificate eronat care au fost considerate ca aparținând lotului de prematuri 
(clasa P) deși fac parte din mulțimea de martori (clasa M). 

 

 
Figura 5.25 VU: Sinteza metricilor de evaluarea a arborelui de decizie cu datele de 

test 
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Erorile calculate pentru clasificator, desemnat ca fiind cel mai bun, respectiv 
disemninarea clasificării pe tipurile de mulțime considerate (antrenament, test și 

împărțirea aleatoare a întregului lot în 75% date antrenare și restul test) se 
regăsește în Tabel 5.6. 

 
Tabel 5.6 Metrici de validare a modelului clasificator 

Clasificator: 
RANDOM FOREST 

Mulţime 
antrenament 

Validare 
încrucişată 

Împărţire 
75% 

Instanţe clasificate 
corect 

100% 98.85% 100% 

Instanţe clasificate 

incorect 
0% 1.15% 0% 

Eroare medie 
relativă 

0.01 0.05 0.05 

Eroare medie 
absolută 

0.03 0.11 0.09 

Eroare pătratică 
medie 

1.90% 10.46% 11.54% 

Eroare pătratică 
absolută 

6.54% 22.97% 18.94% 

 
După cum a fost menționat la începul prezentului subcapitol, pe lângă 

algorimul aparținând familiei arborilor de decizie, a fost găsit un alt algoritm, din 
clasa regulilor, OneR care a prezentat o acuratețe acceptabilă a clasificării, în jurul 
valori de 85%, ca medie a testelor efectuate. 

 
Tabel 5.7 VU Meter: Clasificatorii cu cele mai bune rezultate 

Clasificator 
Metoda 
validare 

Instanțe 
clasificate 

corect 

Instanțe 
clasificate 
incorect 

Eroare medie 
relativă 

RANDOM 
FOREST 

Validare 

încrucișată 
98.85% 1.15% 0.05 

Împărțirea 75% 100% 0% 0.05 

OneR 

Validare 
încrucișată 

86.71% 13.29% 0.13 

Împărțirea 75% 83.73% 16.27% 0.16 

 

 

5.7.2 Rezultale cu PP Meter 
 
În schema din Figura 5.26 este prezentată schema de sinteză a 

clasificatorilor cu rezultatele cele mai bune pentru studiul clasificării prematurilor pe 
datele provenite de la PP Meter. Spre deosebire de schema realizată pentru datele 
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provenite de la VU Meter, în acest caz au fost identificați trei algoritmi de clasificare 
cu rezultate apropiate ca performanță. Clasificatorii cei mai buni au fost reprezentați 

de Random Tree, Conjunctive Rule respectiv IB1. În schemă reapare componenta de 
vizualizare grafică a rezultatului ca urmare a utilizării algoritmului Random Tree. 
Arborele generat este prezentat în Figura 5.27. 

 
Figura 5.26 PPM: Schema modelelor de clasificare cu cele mai bune 

performanțe 

 

 
Figura 5.27 PPM: Arborele de decizie generat (clasele M și P) 
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Rezultatele evaluării acurateții modelului clasificator realizat cu algorimul 
Random Tree prin curba ROC se regăsesc în Figura 5.28. Similar rezultatelor 

obținute cu VU Meter, în graficul trasat predomină rezultatele adevărat pozitive și 
adevărat negative, cu un total de 164 de instanțe clasificate corect și un număr 
relativ mic de instanțe aparținând clasei M care au fost încadrate ca aparținând 
clasei P (9 cazuri), spre deosebire de rezultatele precedente unde încadrările 
eronate au fost în sens invers (din clasa P ca având carecteristici din clasa M). 

 
Figura 5.28 PPM: Curba ROC (Clasele M și P) 

 
În Figura 5.29 se regăsește graficul pentru măsura preciziei și al 

evaluatorului “Recall”. Graficul, scoate în evidență fals negativele rezultate în urma 
clasificării, adică încadrarea numărului de 9 instanțe din clasa P a prematurilor în 
clasa M constând din nou-născuții la termen fără probleme medicale. Comparativ cu 

rezultatul obținut în studiul cu VU Meter, acesta pe lângă o eroare mai mare, din 
punct de vedere medical, presupune lipsa intervenției ca urmare a încadrării în 
categoria fără semnalmente de patologie. Totuși, procentul redus de clasificări 
incorecte este relativ mic în contextual întregului studiu. 

 
Figura 5.29 PPM: Graficul “Precision & Recall” (clasa M și P) 
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Figura 5.30 PPM: Sinteza metricilor de evaluarea ale clasificatorului date de 
test prezintă captura de ecran din Weka, în care sunt sintetizate o parte din 

metricile de evaluare ale clasificatorului RandomTreeși matricea de confuzie. 

 
Figura 5.30 PPM: Sinteza metricilor de evaluarea ale clasificatorului date de 

test 

 

Erorile calculate pentru clasificator, desemnat ca fiind cel mai bun, respectiv 
disemninarea clasificării pe tipurile de mulțime considerate (antrenament, test și 
împărțirea aleatoare a întregului lot în 75% date antrenare și restul test) se 
regăsește în Tabel 5.8. 

 
Tabel 5.8 Metrici de validare a modelului clasificator 

Clasificator: 

RANDOM TREE 

Mulţime 

antrenament 

Validare 

încrucişată 
Împărţire 75% 

Instanţe clasificate 
corect 

100% 98.27% 93.03% 

Instanţe clasificate 
incorect 

0% 1.73% 6.97% 

Eroare medie 
relativă 

0 0.1 0.06 

Eroare medie 
absolută 

0 0.13 0.26 

Eroare pătratică 
medie 

0% 3.56% 13.88% 

Eroare pătratică 
absolută 

0% 26.71% 51.25% 

 
După cum a fost menționat la începul prezentului subcapitol, pe lângă 

algorimul Decision Tree, au fost identificați și alți doi algorimi cu performanțe de 

clasificare bune, Conjunctive Rule din familia regulilor, respective IB1 din rândul 
algoritmilor leneși. Rezultatele acestora au fost sintetizate în tabelul de mai jos. 
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Tabel 5.9 PP Meter: Clasificatorii cu cele mai bune rezultate 

Clasificator Metoda validare 
Instanțe 

clasificate 
corect 

Instanțe 
clasificate 
incorect 

Eroare medie 

relativă 

RANDOM 
TREE 

Validare 
încrucișată 

98.27% 1.73% 0.1 

Împărțire 75% 93.03% 6.97% 0.06 

CON 

JUNCTIVE 
RULE 

Validare 

încrucișată 
82.66% 17.34% 0.26 

Împărțire 75% 86.05% 13.95% 0.27 

IB1 

Validare 
încrucișată 

100% 0 0.05 

Împărțire 75% 93.23% 6.77% 0.06 

 

5.8 Studiul de clasificare al nou-născuților cu patologii 
severe (PS) 
 
Lotul format din nou-născuţi cu patologii severe (PS), constă în semnale din 

plâns provenite de la nou-născuți care au fost diagnosticați medical cu afecțiuni 
severe, dar care au fost  stabili ca stare generală la momentul realizării înregistrării 
vocale. Lotul considerat este compus din51de instanțe cu următoarele caracteristici: 

 indicele Apgar mai mic sau egal cu 5; 

 vârstă gestațională intre 28 și 40 de săptămâni 
 greutate mai mare de 1100g; 
 existența unei patologii diagnosticate: detresă respiratorie, suferință 

neurologică sau afecțiuni ale cordului. 
Un nou-nascut cu indice Apgar de 5 sau mai mic, prezintă o stare generală 

severă din punct de vedere medical şi necesită în plus manevre de reanimare şi 
terapie intensivă, care variaza în funcţie de situaţia clinică a nou-născutului: 

intubaţie, ventilaţie asistată, masaj cardiac extern și multe alte metode specific 
medicale. 

Nou-născuţii din această categorie ca şi ceilalţi prezintă diferenţe clare vis-a-
vis de lotul de referinţă al nou-născuților considerați sănătoși. Vizualizarea unei 
exemplu de secvență din plâns pentru un nou-născut din această categorie se 
regăsește în Figura 5.31. 

Rezultatele acestui studiu sunt detaliate doar pentru achiziția cu VU Meter, 

dată fiind performanța slabă a tuturor clasificatorilor utilizați în studiul valorilor 
măsurate cu PP Meter. 

BUPT



106 | 5. Studii de Data Mining în realizarea de clasificări 

 
Figura 5.31 Secvență de plâns pentru un nou-născut cu suferintă neurologică 

majoră 

 

5.8.1 Rezultatele cu VU Meter 
 
În schema din Figura 5.32 este prezentată o sinteză a clasificatorilor cu 

rezultatele cele mai bune pentru studiul clasificării secvențelor de plâns provenit de 
la nou-născuți cu patologii severe pe datele provenite de la VU Meter. Au fost 
identificați doi algoritmi de clasificare cu rezultate acceptabile. Clasificatorii cei mai 
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buni au fost reprezentați de Random Tree, respectiv algorimul bazat pe reguli de 
decizie NNge.  

 

 
Figura 5.32 VU: M – PS – Mulţimea de antrenament 

 

 
Figura 5.33 VU: Arborele de clasificare (clasele M și PS) 

 
Rezultatele evaluării acurateții modelului clasificator realizat cu algorimul 

Random Tree prin curba ROC se regăsesc în Figura 5.34. Similar rezultatelor 
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obținute în precedentele studii cu clase CO și respectiv M, în graficul trasat pentru 
această analiză predomină rezultatele adevărat pozitive și adevărat negative, cu un 

total de 148 de instanțe clasificate corect și un număr relativ mic de instanțe 
aparținând clasei M care au fost încadrate ca aparținând clasei PS (4 cazuri). Curba 
ROC se apropie şi ea de reprezentarea ideală, paralelă cu axa X. 

 
Figura 5.34 VU: Curba ROC (Clasele M și PS) 

 

În Figura 5.35se regăsește graficul pentru măsura preciziei și al 

evaluatorului “Recall” Referitor la precizie, graficul, scoate în evidență fals pozitivele 
rezultate în urma clasificării, adică încadrarea numărului de 4 instanțe din clasa PS a 
celor cu suferințe diagnosticate în clasa M constând din nou-născuții la termen fără 
probleme medicale. 
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Figura 5.35 VU: Graficul "Precision & Recall" 

 
Figura 5.36 prezintă captura de ecran din Weka, în care sunt sintetizate o 

parte din metricile de evaluare ale clasificatorului RandomTree și matricea de 
confuzie. 

 

 
Figura 5.36 Sinteza metricilor de evaluarea ale clasificatorului date de test 

 

Erorile calculate pentru clasificator desemnat ca fiind cel mai bun, respectiv 
disemninarea clasificării pe tipurile de mulțime considerate (antrenament, test și 
împărțirea aleatoare a întregului lot în 75% date antrenare și restul test) se 
regăsește în Tabel 5.10. 
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Tabel 5.10 Metrici de validare a modelului clasificator 

Clasificator: 
RANDOM TREE 

Mulţime 
antrenament 

Validare 
încrucişată 

Împărţire75% 

Instanţe clasificate 
corect 

100% 98.85% 100% 

Instanţe clasificate 

incorect 
0% 1.15% 0% 

Eroare medie 
relativă 

0.01 0.05 0.05 

Eroare medie 
absolută 

0.03 0.11 0.09 

Eroare pătratică 
medie 

1.90% 10.46% 11.54% 

Eroare pătratică 
absolută 

6.54% 22.97% 18.94% 

 
După cum a fost menționat la începul prezentului subcapitol, pe lângă 

algorimul Decision Tree, a mai fost validat un clasificator în familia regulilor de 
decizie, respectiv NNge, care a furnizat deasemnea o acuratețe bună potrivit 
metricilor. Rezultatele acestora au fost sintetizate în Tabel 5.11. 

 
Tabel 5.11 VU: Clasificatorii cu cele mai bune rezultate 

Clasificator Metoda validare 
Instanțe 

clasificate 
corect 

Instanțe 
clasificate 
incorect 

Eroare medie 
relativă 

RANDOM 
TREE 

Validare 
încrucișată 

98.85% 1.15% 0.05 

Împărțire 75% 100% 0% 0.05 

NNge 

Validare 
încrucișată 

89.48% 10.52% 0.26 

Împărțire 75% 84.22% 15.78% 0.28 

 

 

5.9 Concluzii parțiale 
 
În cadrul acestui capitol a fost realizat un studiu de Data Mining în vederea 

realizării de clasificări ale plânsului nou-născuților după încadrarea acestora în 

grupuri cu specificităţi similare. Scopul studiului a constat în determinarea unor 
clasificatori capabili ca pe baza informației de intensitate vocală măsurată cu Volume 
Unit Meter (VU Meter)  respectiv Peak Program Meter (PP Meter) din cadrul aplicației 
Neonat, să se realizeze o clasificare automată a clasei de apartenență a nou-
născutului. 
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S-a constituit un lot martor cu 101 de secvențe de plâns a câte 30 de 
secunde aparținând nou-născuților cu diagnostic medical favorabil, adică o vârstă 

gestațională apropiată de 40 de săptămâni, o naștere fără incidente (fără circulara 
de cordon ombilical la naștere) și nici o patologie semnalată de personalul medical.  

S-au construit și alte mulțimi în care au fost încadrați nou-născuți cu 
semnalmente de patologii, incidente la naștere, nou-născuți prematur sau cu 
anumiți parametri care nu corespundeau diagnosticului normal (indice Apgar scăzut, 
greutate mult sub cea normală (RCIU), izoimunizare Rh, afecțiuni pulmonare sau 
cardiace). Dintre acestea, rezultatele cele mai promițătoare au fost pentru lotul de 

nou-născuți prematur (de 72 de secvențe de plâns), lotul de nou-născuți cu circulara 
(strangulație ) de cordon ombilical la naștere și lotul de nou-născuți cu patologii 

severe (suferință neurologică majoră, prematuritate în jurul a 30 de săptămâni sau 
indice Apgar sub 5). 

Clasificarea a fost evaluată pe baza unor indicatori statistici, oferind 
rezultate foarte bune pentru cele trei loturi menționate. Astfel, pentru încadrea 
corectă a nou-născuților cu circulara (strangulație) de CO la naștere s-a obținut un 

procent favorabil de 97%-98% cu ambele intrumente de măsură prin folosirea 
arborilor de decizie (algoritmul Random Tree), având o eroare medie relativă de 
doar 0.06. 

La clasificarea nou-născuților prematuri s-a obținut o clasificare corectă a 
instanțelor de 98% de asemenea cu ambele intrumente de măsură și cu ajutorul 
aceleași familii de algoritmi, arborii de decizie, de această dată folosind algoritmul 

Random Forest. 
Cel din urmă rezultat, deasemenea relevant, este reprezentat de clasificarea 

unui lot în care au fost încadrați nou-născuți cu patologii severe. În acest caz 
rezultatul clasificării a fost pozitiv doar în cazul utilizări VU Meter, obținând o 
clasificare corectă pentru 98% dintre instanțe considerate în studiu. 

Rezultatele prezentate constituie un indicator al existenței unei diferențieri 
în plânsul nou-născutului, dat de parametri fizici ai acestuia și starea de sănătate 

dată de o serie de teste medicale, o bună parte din ele invazive. Acestea au fost 
publicate într-o formă sintetizată într-un articol știintific [103] și prezentate public în 
cadrul unei conferințe internaționale. Se întărește astfel ideea utilizării semnalului 
din plâns în vederea asistării deciziei medicale, în special în situațiile în care există 
indicatori în plâns ai suferinței care pot determina o cercetare mai amănunțită. 
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6. Analiza „cuvintelor”din semnalul de plâns 
 

Capitolul de faţă este destinat studiului elementelor consitutive ale plânsului, 
referite ca şi „cuvinte”. Cercetările realizate urmăresc două direcţii: pe de o parte 
evoluţia parametrului de saturaţie la nivel cerebral şi corelarea acestuia cu 
parametrii din plâns (frecvenţa dominantă) şi pe de altă parte evidenţierea în mod 
grafic a suferinţei neurologice, prin aplicarea transformatei wavelet discrete pe 

cuvintele extrase din plâns. Sunt utilizate în studiu echipamente noi, precum 

dispozitivul profesional de achiziţie de sunet Olympus PCM şi aparatul medical de 
măsură a saturaţiei la nivel cerebral, INVOS. Finalul capitolului rezumă rezultatele 
studiilor conduse, precum şi dificultăţile întâmpinate şi soluţionarea acestora prin 
protocoalele şi metodele de lucru create. 

 
 

6.1 Achiziția semnalului din plâns cu instrumente 

profesionale 
 
Analiza „cuvintelor” din semnalul de plâns, constă în extragerea şi urmărirea 

unor formațiuni asemănătoare limbajului matur care pot fi astfel categorisite ca şi 
cuvinte, propoziții și fraze ale semnalul vocal generat. Se va considera în continuare, 
asemenea reprezentării din Figura 6.1: 

 plânsul pe un expir echivalentul unui cuvânt; 
 o repriză de plâns care cuprinde mai multe cuvinte ca reprezentând o 

propoziţie; 
 mai multe reprize surprinse intr-o înregistrare continuă în intervalul 

120 – 180 de secunde ca formând o frază. 

 
Figura 6.1 Cuvânt, propoziție și frază pe o înregistrare de plâns 
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În vederea studierii mai în detaliu a semnalului din plâns se pot urmări 
unitățile mai mici din care acesta se constituie. Se poate astfel realiza o analiză 

lexicală a plânsului ca semnal vocal în care unitățile constituente reprezintă cuvinte, 
propoziții și fraze. Pentru a surprinde subdiviziunile menționate anterior și a le 
delimita în mod cât mai corect este necesar un instrument de achiziție și redare cu 
fidelitate foarte ridicată. S-a recurs astfel la utilizarea unui instrument profesional de 
achiziție audio, constând în echipamentul Olympus LS-100 PCM Multi-Track 
Recorder, prezentat în Figura 6.2.  

 
Figura 6.2 Dispozitivul Olympus LS-100 PCM Multi-Track Recorder 

 

În analizele din paragrafele următoare, în care studiile s-au concentrat 
asupra formațiunilor constituente ale semnalului din plâns, s-a efectuat izolarea unei 
propoziții sau a unui cuvânt din întregul semnal.  

Caracteristicile principale ale dispozitivului de achiziție audio constă în 

următoarele: 
- Sistem de două microfoane încorporate, de înaltă sensibilitate, a căror 

poziționare este prin construcţie pe o direcție la 90 de grade; 

 
Figura 6.3 Poziționarea la 90° a microfoanelor încorporate 

 
- Înregistrare necomprimată a semnalului audio și reprezentarea 

amplitudinii pe 24 bit la o frecvență de eșantionare maximă de 96 kHz; 

- Partea de achiziție audio și circuitul electric al sistemului sunt separate 
în vederea minimizării degradării sunetului; 

- Filtru trece jos activabil pentru eliminarea frecvențelor joase ce variază 

între 100Hz și 300Hz; 
- Spațiu dedicat de stocare intern auxiliar pentru preînregistrare care 

captează 2 secunde de sunet înaintea începerii înregistrării propriu-zise; 
- Posibilitatea începerii înregistrării când sunetul ajunge la un anumit 

nivel; 
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- Memorie flash NAND de 4GB încorporată; 
- Frecvența de eșantionare aleasăpentru PCM: 96 kHz 

- Caracteristici de frecvență în intervalul: 20 – 20.000 Hz. 
 

6.2 Testarea şi calibrarea dispozitivului de achiziție a 
semnalului din plâns 
 
În vederea realizării unui studiu în cadrul căruia se dorește evaluarea celor 

achiziționate atât din punct de vedere calitativ cât și cantitativ este necesară 
testarea și eventual calibrarea aparatului care realizează măsurătorile. Pentru 

studiul de față, dispozitivul Olympus a fost supus unei serii de teste în vederea 
validării rezultatelor achiziției, operațiunile întreprise fiind următoarele: 

a) Generarea unui semnal prin intermediul unui generator de semnal 
dedicat având o amplitudine configurabilă, cunoscută și o frecvență 
fundamentală (F0) în domeniul audibil (16Hz - 20 kHz). Acestea pot fi 
vizualizate cu utilizarea unui osciloscop. 

b) Transformarea semnalului generat în semnal audibil prin utilizarea unui 
amplificator care se conectează la un difuzor ce are caracteristica de 
transfer cunoscută prin date de catalog oferite de producător, sau 

determinabilă experimental. 
c) Semnalul audio rezultat este înregistrat cu dispozitivul de achiziție 

Olympus pentru care setările dispoibile utilizatorului sunt cunoscute 
(filtrele active, amplificare internă). 
Operațiunile menționate sunt creionate grafic în Figura 6.4, prezentată 
mai jos. 

Generator Semnal

Osciloscop

Amplificator   Difuzor Olympus PCM

 
Figura 6.4 Testarea echipamentului Olympus 

 
d) Pentru verificarea preciziei achiziției, următoarea operație este 

reprezentată de transferul semnalului audio înregistrat cu dispozitivul de 
achiziție Olympus într-un mediu de prelucrare și extragere a 
caracteristicilor semnalului pe PC. Semnalul transferat se compară cu cel 

generat initial, și care se află în forma reprezentată, în memoria 
osciloscopului. Prin compararea parametrilor celor două semnale, 
frecvență fundamentală, amplitudine sau fază, se poate realiza 

recalibrarea aparatului prin alegerea unei configurații diferite de a 
dispozitivului de achiziție Olympus,astfel încât caracteristicile semnalului 
generat să se regăsească în cel achiziționat (Figura 6.5). 

BUPT



6.2 Testarea şi calibrarea dispozitivului de achiziție a semnalului din plâns | 115 

Olympus PCM

PC
mediu prelucrare

A, F0, ϕ 

Semnal generat inițial 
cu caracteristici

memorate în osciloscop

-+

Ajustare parametri 
în mediu prelucrare

Olympus PCM
Calibrat

 
Figura 6.5 Schema de calibrare a echipamentului de achiziție Olympus PCM 

 

În vederea realizării calibrării conform celor specificate s-au generat o serie 
de semnale de test cu diferite caracteristici. Semnale generate au fost periodice, 
fiind reprezentate de cel dreptunghiular și cel sinusoidal, la diverse amplitudini și 
frecvențe fundamentale. 

Pentru a oferi un exemplu asupra testelor efectuate vor fi prezentate în cele 
ce urmează detalii cu semnalul de test sinusoidal care a fost produs cu ajutorul 
generatorului de semnal Sinometer YB1620A. Semnalul sinusoidal prezentat prin 

captura de ecran a osciloscopului în Figura 6.6 a fost generat cu amplitudinea în 
tensiune de 600mV și o frecvență de fundamentală de 1.007Hz. 

 
Figura 6.6 Semnalul generat și stocat în memoria osciloscopului 

 
În Figura 6.7 este prezentat spectrul semnalului achiziționat de dispozitivul 

Olympus cu marcarea prin bara vertical albastră a frecvenței dominante a 
semnalului. Spectrul a fost obținut prin aplicarea FFT asupra înregistrării semnalului 
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audio generat. Frecvența dominantă corespunde frecvenței fundamentale a 
semnalului generat, valoarea acesteia, de 1007Hz regăsindu-se cu energia cea mai 

insemnată. 

 
Figura 6.7 Frecvența fundamentală a semnalului sinusoidal achiziționat cu Olympus 

PCM 

 

În Figura 6.8 se poate sesiza o întârzere inițială de 200 ms prin urmărirea 
barei orizontale în zona superioară unde este afişat timpul înregistrării. Această 
constatare se regăseşte şi în datele altor studii efectuate asupra reportofonului, dar 
şi în datele de catalog ale acestuia [80].  

 
Figura 6.8 Evidenţierea unei latenţe iniţiale de 200 ms 

 
Pentru testarea acurateţii semnalului achiziţionat cu dispozitivul Olympus au 

fost generate două tipuri de semnale: unul sinusoidal şi unul dreptunghiular. Pentru 

fiecare din aceste semnale au fost configurate valori diferite ale frecvenţei 
fundamentale, urmărindu-se apoi comparativ valoarea achiziţionată. Valoarea 
achiziţionată a fost determinată prin utlizarea unei aplicaţii externe care produce, ca 
şi rezultat, spectrul unui semnal audio oferit la intrare. Din perspectiva studiului 
întreprins, valorile frecvenţei fundamentale a semnalului achiziţionat în fiecare caz şi 
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amplitudinea semnalului au constituit elementele de interes. În Tabel 6.1 sunt 
oferite, ca şi comparaţie, valorile de frecvenţă şi amplitudine pentru semnalele 
generate, respectiv valorile extrase din semnalul achiziţionat.  

 
Tabel 6.1 Sinteza măsurătorilor semnalului generat și a celui achiziționat 

Tip 
semnal 
generat 

Interval frecvență 
fundamentală 

semnal generat 
[Hz] 

Frecvență 
fundamentală 

semnal achiziționat 
[Hz] 

Amplitudine 
semnal 

generat[mV] 

Amplitudi

ne 
semnal 

achizițion
at [mV] 

Sinusoid
al 

[1.007 – 1.008] 1.007 302 116.8 

[2.992 – 2.999] 2.994 302 116.8 

[5.002 – 5.010] 5.003 302 116.8 

Dreptun
ghiular 

[1.008 – 1.009] 1.008 466 143.1 

[3.022 – 3.051] 3.028 466 143.1 

[5.040 – 5.056] 5.044 466 143.1 

 

În realizarea calculului amplitudinii semnalului achiziţionat s-aţinut cont de 
amplitudinea semnalului generat ca fiind cunoscută (urmare a setării în cadrul 
generatorului de semnal),  iar amplitudinea semnalului achiziţionat s-a determinat 
matematic prin cunoaşterea valorii în decibeli a amplitudinii sunetului achiziţionat 
(𝑥𝑑𝐵).  

𝑥𝑑𝐵 = 20𝑙𝑔
𝑈

𝑈0
 ,  

unde 𝑈 − tensiunea măsurată şi 𝑈0 − tensiunea de referinţă 

Rezultă astfel: 𝑈 =  10
𝑥𝑑𝐵+20𝑙𝑔𝑈0

20  

 
 

6.3 Experimentele cu dispozitivul Olympus şi echipamentul 
medical INVOS 
 

Echipamentul medical  INVOS 5100C este un oximetru cerebral şi somatic 
care ajută la determinarea non invazivă a riscului ischemic (deficitul local de sânge) 
la creier sau organe vitale, prin măsurarea oxigenării hemoglobinei chiar sub 
senzorii acestui dispozitiv, pe zona monitorizată. Acesta generează un parametru 
măsurabil, rSO2 (regional hemoglobin oxygen saturation) care reprezintă valoarea 
evaluată la nivel venos a oxigenului din hemoglobină rămas după irigarea ţesuturilor 
[81]. Dispozitivul este unul din cele patru dispozitive de oximetrie cerebrală admise 

de organismul de control din S.U.A, FDA (U.S Food and Drug Administration) [82]. 

În studiul realizat, echipamentul INVOS 5100Ca fost utilizat exclusiv ca oximetru 
cerebral, astfel că în paragrafele următoare oximetria somatică nu va fi detaliată. 

Oximetria cerebrală are o istorie relativ scurtă, datând de trei decenii, însă 
doar în ultimii 20 de ani a devenit disponibilă pentru uzul clinic. Aceasta estimează 
oxigenarea anumitor zone de țesut prin măsurători transcutanate ale cortexului 
cerebral, unde de regulă se manifestă schimbări ale cererii și aprovizionării cu 

oxigen. Măsurătorile se bazează pe abilitatea luminii de a penetra scalpul și 
determinarea oxigenării hemoglobinei pe baza cantității de lumină absorbită de 
hemoglobină, proces denumit ca spectroscopie în infraroșu apropiat (NIRS – Near 
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Infrared Sprectroscopy). În timp ce majoritatea aparatelor medicale tradiționale 
reflectă starea în întregime a corpului uman, în cazul echipamentului INVOS și al 

parametrului măsurat rSO2,  se oferă informație localizată, în timp real și continuă. 
Aparatul medical INVOS dispune în vederea efectuării măsurătorilor de o 

extensie cu plasture care se aplică pe craniul pacientului și care conține un emițător 
de lumină în infraroșu apropiat și doi senzori care recepționează lumina reflectată în 
urma trecerii de craniu și prin țesutul cerebral. Aplicarea acestui plasture și 
elementele prezentate sunt vizualizabile în Figura 6.9 [82].  

În calculul oxigenării la nivel cerebral, toate dispozitivele utilizează 

următoarea formulă de calcul [83]: 
Oxigenarea cerebrală [%] = HbO2 / (Hb + Hb O2)  

unde:  
- Hb reprezintă nivelul hemoglobinei deoxygenate 
- HbO2 corespunde nivelului de hemoglobină oxigenată  
 

 
Figura 6.9 Senzorii INVOS și aplicarea lor pe capul nou-născutului 

 
Scăderea rezervei venoase de oxigen indică un risc ischemic ridicat și o 

perfuzare deficitară a țesutului în timp ce creșterea mult peste nivelul mediu al 
saturației de bază (referință, baseline) poate determina o inundare a țesutului care 

poate cauza distrugerea unor terminații nervoase. Astfel de interpretări oferă o 
indicație utilă echipei medicale pentru necesitatea intervenției.  

Un aspect important al parametrului măsurat, rSO2 constă în dependența 

slabă a acestuia de parametri fiziologici, lucru care este extrem de util în cadrul 
studiilor medicale în care indivizii prezintă diverse particularități care pot afecta 
concluziile cercetării. Mai precis, valoarea de rSO2este independentă de: 

 Sex; 
 Greutate; 
 Înălțime; 
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 Dimensiunea cavității cefalice. 
 Dispozitivul INVOS dispune de un soft dedicat în vederea exportării și 

prezentării celor măsurate. În urma realizării unei colectări de date pot fi vizualizate 
mai apoi, în mod grafic, evoluția parametrului rSO2 în timp, evenimentele externe 
care au fost marcate în timpul măsurătorilor (setarea valorii de referință sau 
baseline, evenimentele invazive cum ar fi recoltarea sau evenimentele observabile 
care sunt predefinite în cadrul meniului echipamentului). 
 
 

6.4 Prezentarea studiului și a protocolul de lucru 
 
Studiul ce urmăzează a fi detaliat a avut ca scop principal urmărirea 

modificării saturației la nivel cerebral cu ajutorul dispozitivului INVOS ca urmare a 
recoltării de sânge de la nou-născut și corelarea acesteia cu plânsul dureros al 

acestuia achiziționat cu aplicația Neonat, dar și cu echipamentul Olympus LS-100.  
Acest studiu a fost realizat exclusiv pe nou-născuți care necesitau 

recoltarea, nedorindu-se efectuarea de teste invazive decât în cazul în care 
acestea erau solicitate de către cadrele medicale, iar recoltarea propriu-
zisă a fost deasemenea realizată de personal medical specializat. 

În Figura 6.10 este prezentată imaginea sistemului de achiziţionare în timpul 

realizării unui experiment în cadrul căruia nou-născutul este conectat la 
echipamentul INVOS pentru măsurarea saturaţiei la nivel cerebral (se pot observa 
senzorii ataşaţi pe fruntea nou-născutului). În timpul recoltării probelor de sânge, 
plânsul este achiziţionat prin intermediul dispozitivului Olympus (în stânga imaginii 
la o distanţă de aproximativ 30cm de gura nou-născutului) şi al aplicaţiei Neonat în 
vederea vizualizării în timp real a formei de undă şi a spectrului semnalului. În 

cadrul aplicaţiei Neonat preluarea semnalului vocal se realizează prin ajutorul 

microfonului aflat în imediata vecinătate a dispozitivului Olympus.  

 
Figura 6.10 Experiment: echipamentul INVOS, aplicaţia Neonat şi dispozitivul 

Olympus 

 

Recoltările sangvine postnatale sunt efectuate pentru fiecare nou-născut. 
Practica medicală obligă la realizarea a cel putin unui astfel de test pentru nou-
născuți, testul Guthrie care presupune recoltarea prin întepare a patru picături de 
sânge din călcâiul nou-născutului în vederea depistării afecțiunii denumite 
fenilcetonuria [84], [85]. Acest test, presupus ca fiind foarte puțin invaziv, nu este 
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singurul realizat în cazul în care există anumite suspiciuni privitoare la posibile 
patologii ale nou-născutului. În acest caz se efectuează și alte recoltări, de această 

dată din scalp sau din braț, care sunt deasemenea invazive producând și durere 
crescută nou-născutului.  

Dispozitivul INVOS are ca principal mod de întrebuințare urmărirea 
modificărilor parametrului rSO2în timp, monitorizarea putând fi de ordinul orelor 
[86]. Echipamentul furnizează, prin colectarea de valori de la senzori, măsuri ale 
saturației cerebrale la fiecare 5 secunde. În cadrul studiului de față s-a dorit 
evidențierea schimbărilor iminente de saturație cerebrală ca urmare a unei analize 

invazive bazate pe achiziția în tot acest timp a semanlului vocal din plâns. Durata 
monitorizării în acest scenariu fiind de ordinul a 2-3 minute. Date fiind aceste 

aspecte devine foarte importantă sincronizarea mai multor evenimente: stabilirea 
unei valori de referință pentru saturația cerebrală a fiecărui nou-născut analizat, 
evidențierea evenimentelor invazive atât pe echipamentul INVOS cât și în cazul 
plânsului provocat. Colectarea informației cu echipamentul INVOS  se realizează pe 
un singur canal al acestuia. 

Protocolul pentru realizarea studiului, rafinat în urma experienței dobândite 
pe parcursul realizării acestuia presupune urmarea unei succesiuni de pași: 

1. Sincronizarea reportofonului cu aplicația Neonat prin pornire simultană și 
setarea în concomitent a valorii de referință (baseline) pentru oximetrul 
cerebral 

a. Asocierea momentului de timp pentru aceste acțiuni, ștampila 

temporală (data, ora, minutul și secunda) 
2. Marcarea recoltării 

a. Setare eveniment prin display-ul oximetrului cerebral 
b. Semnal acustic scurt pentru dispozitivul de achiziție a sunetului și 

aplicația Neonat 

c. Asocierea momentului de timp pentru acțiuni, ștampila temporală 
d. Reținerea tipului de recoltare (craniană, din braț sau din câlcâi) 

3. Sincronizare oprire 
a. Oprire concomitentă INVOS, oprirea dispozitivului de achiziție a 

sunetului și aplicația Neonat 
 
 

6.5 Rezultatele studiului 
 
În alineatele următoare se vor prezenta rezulatele studiului 

realizat,oferindu-seşi un exemplu sugestiv pentru situațiile întâlnite. Alegerea 
acestui nou-născut în vederea exemplificării nu este aleatorie. Cazul prezentat a 
suscitat interes prin prisma scăderii la o valoare sub 50% a saturaţiei cerebrale, iar 

pe partea de semnal de plâns au fost sesizate valori foarte mari ale frecvenţei 
dominante. Ulterior, cazul prezentat a fost diagnosticat cu suferinţă neurologică ca 

urmare a unor investigaţii suplimentare efectuate. Deşi nu constituia un obiectiv al 
prezentului studiu, diagnosticul suferinţei nefiind luat în calcul, acest rezultat 
deschide o direcţie ulterioară de cercetare în vederea corelării suferinţei neurologice 
cu variaţia parametrului de saturaţie cerebrală, rSO2. 

În Figura 6.11 este prezent graficul evoluției saturației oxigenului la nivel 

cerebral (rSO2) în timpul realizării unei recoltări la unul din nou-născuți. Se observă 
marcarea evenimentelor “Set Baseline” respective “Heel prick/Lab draw” aferente 
momentelor setării valorii de referință a parametrului rSO2 și momentul înțepării 
nou-născutului în vederea recoltării de sânge. Linia verticală de culoare roșie este 
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reprezentată de cursorul de baleiere a valorilor saturației, fiind poziționat la valoarea 
minimă a acesteia pe întreaga durată a monitorizării. 

 
Figura 6.11 Exemplu de nou-născut cu scădere a parametrului rSO2 sub 

limita admisibilă 

 

În protocolul prezentat anterior s-a menționat achiziția semnalului din plâns 
concomitent cu colectarea informației asupra saturației. În Figura 6.12 este 
prezentat semnalul din plâns (achiziționat în paralel cu măsurătorile saturației ca în 
Figura 6.11) care debutează odată cu setarea valorii de referință în echipamentul 
INVOS. Durata înregistrării vocale nu este fixă, aceasta variind în funcție de pacient. 
Regula de oprire este dată de creșterea treptată a saturației către valoarea de 

referinţă, după atingerea unui minim general, sau revenirea la valoarea de referință 
după creșteri sau descreșteri ale valorii curente. 

 
Figura 6.12 Semanlul din plâns în timpul monitorizării cu INVOS(Figura 6.11) 

la recoltarea unui nou-născut 
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În Figura 6.13 se redă spectrul de frecvențe al semnalului din plâns pe 
intervalul de interes, astfel încât să fie surprins momentul înțepării (evidențiat în 

spectru) și momente premergătoare și ulterioare acestuia. 
 

 
Figura 6.13 Spectrul de frecvență aferent semanlului din plâns din Figura 6.12 

 
Având dispozitivele din acest studiu, sincronizate, s-a putut observa că 

odată cu aparaţia primului cuvânt din plâns se declanşează şi scăderea saturaţiei la 
nivel cerebral. Acest aspect este firesc şi explicabil din punct de vedere medical, prin 
mecanismul producerii plânsului care presupune un inspir mai puternic decât unul 

obişnuit urmat de un expir mai îndelungat care poate cauza o mică insuficienţă de 
oxigen pe o perioadă scurtă. Cu toate acestea, valori foarte scăzute ale saturaţiei 
pot deveni extrem de periculoase, astfel că este de mare interes urmărirea acesteia 
prin parametrul rSO2. În vederea analizării în detaliu a primului cuvânt din plâns, a 
fost realizată extragerea acestuia din întreg semnalul (Figura 6.14). Extragerea 
cuvintelor din întreg semnalul de plâns reprezintă o operaţiune realizată pentru 

fiecare înregistrare din acest studiu, cu scopul analizării individuale a fiecărei 
asemnea entităţi constitutive ale plânsului. 
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Figura 6.14 Primul cuvânt după recoltarea din braț 

 
Spectrul de frecvenţe corespunzător cuvântului din plâns din Figura 6.14 

este redat în Figura 6.15. Acest spectru este sugestiv din punctul de vedere al 
similitudinilor pe care acesta le are cu spectrele primelor cuvinte după înţepare 
provenite de la alţi nou-născuţi, unde a fost observată o scădere mare a saturaţiei 
cerebrale. Aspectul comun este reprezentat de o frecvenţă dominantă în jurul valorii 

de 1KHz şi lipsa totală de energie pe frecvenţe în intervalul 400Hz-600Hz, unde în 
secvenţe de plâns neprovocat (sau nedureros) se regăseşte frecvenţa dominantă 
(sau fundamentala) plânsului nou-născuţilor consideraţi în studiu. 

 
Figura 6.15 Spectru frecvență pe cuvânt la durere 

 
Din punctul de vedere al evoluţiei parametrului de saturaţie rSO2 s-a realizat 

o statistică a variaţiei maxime a acestuia. Astfel, pentru fiecare nou-născut 
considerat în studiul de faţă şi pentru care au fost respectaţi toţi paşii din protocolul 
convenit, neînregistrându-se erori, s-au consemnat valorile maxime de deviaţie de 
la valoarea nominală (de baseline) a parametrului de saturaţie. În Figura 6.16 se 
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regăsesc aceste deviaţii maxime ale saturaţiei pentru fiecare nou-născut considerat, 
barele roşii fiind corespunzătoare descreşterilor în saturaţie, iar cele albastre 

creşterii parametrului rSO2. 

 
Figura 6.16 Valorile maxime de deviaţie a saturaţiei la fiecare nou-născut din studiu 

 
Majoritatea situaţiilor prezentate surprind scăderi ale valorii saturaţiei 

cerebrale, unele la valori de peste 25%. Această scădere poate deveni periculoasă 
dacă este de durată semnificativă (peste 20 de secunde) şi la valori mici,de sub 
50%. Saturaţia nominală pentru nou-născuţi se consideră în jurul valorii de 90% 
sau valori foarte apropiate de aceasta. La valori nominale în jurul valori de 

70%,pentru care se constată scăderi mari ale saturaţiei, precum unele din Figura 
6.16 unde sunt reale semnale de alarmă privind riscul lezionării cerebrale a nou-
născutului în timpul recoltării. Există studii medicale ce vizează pericolul invaziv al 
recoltării mult prea îndelungate, studiul de faţă venind să întărească aceste 
îngrijorări.  

Figura 6.16 surprinde şi situaţii de creştere a nivelului saturaţiei. Dat fiind că 

stimulul dureros (înţeparea şi recoltarea) provoacă plânsul dureros care automat 
duce la o desaturare la nivel cerebral, aceste situaţii au fost considerate ca fiind 

particulare, neputânduli-se atribui pentru moment o explicaţie din punct de vedere 
medical. 
 
 

6.6 Studiul suferinței neurologice 
 
În cadrul analizei cuvintelor din plânsul nou-născuţilor, au fost realizate şi 

alte investigaţii în care nu a fost implicată şi aparatură medicală, ca în cazul 
studiului precedent, ci doar plânsul provenit de la nou-născuţi. Astfel, pe baza 
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diagosticului medical aprioric, au fost investigate semnale de plâns aferente nou-
născuţilor cu diferite afecţiuni printre care şi suferinţa neurologică. Studiul suferinţei 

neurologice, având ca suport plânsul neprovocat, va fi detaliat în cele ce urmează. 
În faza inițială a acestui studiu a fost analizat plânsul provenit de la 45 de 

nou-născuți care a fost colectat în cadrul spitalului Clinic de Urgență pentru Copii 
Louis Țurcanu, Timișoara.Ulterior acestui prim lot şi având la bază şi o serie de 
rezultate preliminare,i-au fost adăugate și alte înregistrări în vederea validării 
rezultatelor și metodei utilizate, ajungându-se la un lot total de 120 de subiecți. 
Acest lot a fost compus din nou-născuţi cu suferinţă neurologică de diverse grade, în 

număr de 40, în timp ce restul de 80 a fost reprezentată majoritar de nou-născuţi la 
termen şi sănătoşi dar şi câteva cazuri de nou-născuţi prematuri sau cu alte 

afecţiuni, diferite însă de suferinţa neurologică. Scopul acestei grupări a fost în a 
determina particularităţi în plâns, exclusiv pentru suferinţa neurologică, comparativ 
cu orice alt tip de suferinţă sau deopotrivă, stare fizică şi mentală normală. 

Spitalulul Clinic de Urgență pentru Copii „Louis Țurcanu” este o unitate 
medicală dedicată nou-născuților prematuri sau cu patologii severe care necesită 

spitalizare îndelungată, colectând o bună parte din cazurile grave de la alte 
maternități locale. Din rațiuni de mobilitate și lipsa unei zone dedicate pentru 
efectuarea înregistrărilor, colectarea semnalelor vocale a fost realizată exclusiv cu 
dispozitivul de achiziție, Olympus LS-100.  

În cadrul acestui studiu, care a constat în investigarea unor structuri din 
plâns, reprezentate de cuvinte au fost trasate o serie de reguli pentru alegerea 

acestor cuvinte din plâns. Astfel au fost considerate: 
- Cuvinte de lungime mai mare de 0.5 s–deoarece sunt structuri bine 

definite din plâns sesizabile şi de urechea umană; 
- Cuvinte vocalizate pe expir – ca urmare a detectării unor structuri 

vocale şi pe inspir,pentru acest studiu acestea nu au fost luate în 

considerare; 
- Stimulare nedureroasă – pentru a evita scăderi de saturaţie precum 

cele sesizate în studiul precedent şi care modifică evident cuvintele 
de plâns. 

Din cuvintele extrase după regulile prezentate mai sus au fost construite 
mulţimi, pentru fiecare subiect din studiu constând în cuvintele extrase dintr-o 
singură înregistrare dar şi parametri fiziologici ai acestuia la naştere,precum şi 
diagnosticul medical asociat. 

În analiza cuvintelor din plâns au fost încercate diverse abordări în vederea 

determinării unor similitudini între nou-născuţii diagnosticaţi cu suferinţă 
neurologică şi restul subiecţilor consideraţi pentru studiu. În acest sens au fost 
extraşi diferiţi coeficienţi din plâns şi aplicate diferite metode în vederea determinării 
unor aspecte comune a celor din grupul nou-născuţilor diagnosticaţi cu suferinţă 
neurologică. În cele ce urmează vor fi enumerate o parte din metodele utilizate, dar 
care nu au oferit rezultate satisfăcătoare. Va fi considerat ca exemplu pentu fiecare 

din metode un cuvânt aparţinând unui nou-născut cu suferinţă neurologică în Figura 
6.17. Cuvântul este vizualizat ca înregistrare pe fiecare din cele două canale de 
achiziţie ale dispozitivului de înregistrare, iar în alineatele următoare metodele sunt 
aplicate pe media celor două canale. 
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Figura 6.17 Cuvânt aparţinând unui nou-născut cu suferinţă neurologică 

 
- Coeficienţii Mel cepstrali ai cuvântului din plâns (Figura 6.17) 

suprapuşi pe forma de undă) se regăsesc în Figura 6.18. S-a 
încercat realizarea unei clasificări pe baza coeficienţilor Mel cepstrali 
extraşi din cuvintele nou-născuţilor cu suferinţă neurologică şi a 
restului de lot. Clasificarea a generat rezultate nesatisfăcătoare, 

adică o rată de clasificare corectă mai mică de 50% astfel că 
rezultatele şi procedeele nu vor mai fi detaliate; 

 
Figura 6.18 Coeficienţii Mel cepstrali suprapuşi peste forma de undă 

 
- Coeficienţii Bark ai cuvântului din plâns (din Figura 6.17), vizualizaţi 

şi ei ca suprapunere peste forma de undă în Figura 6.19 pentru care 
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s-a optat deasemnea pentru realizarea clasificării, rezultatele fiind şi 
în acest caz nesatisfăcătoare pentru a detalia metoda. 

 
Figura 6.19 Coeficienţii Bark suprapuşi peste forma de undă 

 

- Analiza frecvenţei fundamentale folosind metoda autocorelaţiei 
(Figura 6.20) prin care s-a încercat, asemnea studiului precedent, 

determinarea unor intervale de valori în care să fie încadraţi subiecţii 
celor două mulţimi considerate. Metoda este utilă pentru o 
aproximare bună a frecvenţei fundamentale a plânsului care prezintă 
utilitate în tandem cu transformata wavelet discretă. 

 
Figura 6.20 Funcţia de autocorelaţia aplicată cuvântului din plâns (Figura 6.17) 
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- Transformata wavelet discretă reprezintă metoda care pentru studiul 
de faţă generează observaţiile care servesc cel mai bine identificării 

suferinţei neurologice din cuvinte ale nou-născutului. În Figura 6.21 
se regăsesc coeficienţii generaţi de aplicarea transformatei wavelet 
discrete pe cuvântul din plâns prezentat şi în exemplele precedente. 
Detalierea metodei utilizate realizându-se în paragrafele ce urmează. 

 
Figura 6.21 Transformata wavelet discretă aplicată pe cuvântul din plâns din Figura 

6.17 

 

 

6.7 Analiza suferinței neurologice cu aplicarea transforma-
tei wavelet discrete 
 

Transformata wavelet reprezintă o alternativă la transformata Fourier în 
ceea ce înseamnă descompunerea unui semnal într-o serie de semnale constitutive 
mai simple. Marele aport al wavelet-urilor în analiza semnalelor îl reprezintă 
păstrarea informației temporale alături celei de frecvență în studiul semnalelor 
complexe. Aspectul negativ al transformatei Fourier, care deşi oferă o rezoluție 
foarte bună în domeniul frecvență este că îl pierde pe cel temporal [87], [88], [89], 

[90]. 
Semnale biomedicale precum electromiograma (EMG), elecrocardiograma 

(ECG) sau electroencefalograma (EEG) beneficiază de tehnici de analiză 
multirezoluție, cum este și transformata wavelet [88], [91]. Metoda transformatei 
wavelet este aplicată în două forme: transformata wavelet continuă (Continuous 
Wavelet Transform – CWT) și transformata wavelet discretă (Discreet Wavelet 
Transform - DWT). Alegerea în studiu a transformatei wavelet discrete se datorează 

utilizării acestei metode în aplicaţiile în timp real cu performanţe caracterizate prin 
viteza sporită de obținere a coeficienților finali. În cele ce urmează se va detalia 
metoda aplicată, care a generat reprezentările coeficienţilor wavelet cu cel mai 
important impact vizual în diferenţierea unor cuvinte provenite de la nou-născuţi 
diagnosticaţi cu suferinţă neurologică, faţă de restul nou-născuţilor.  

În vederea obţinerii coeficienţilor transformatei wavelet discrete se pornește 
cu segmentarea semnalului, adică divizarea acestuia în calupuri egale, cu excepția 

ultimului segment care poate avea o dimensiune mai mică, dependentă de lungimea 
semnalului analizat. Suprapunerea ferestrelor din algoritmul Fourier în vederea 

BUPT



6.8 Concluzii parţiale | 129 

conferirii continuității analizei semnalului de intrare se aplică și în cazul obținerii 
transformatei wavelet discrete. Aici, segmentele rezultate din prima etapă sunt 

extinse la stânga și respectiv dreapta cu valori nule și de dimensiune variabilă. 
Detaliile asupra acestor operațiuni și fundamentul matematic nu vor fi detaliate în 
lucrarea de față, ele fiind riguros dezbătute în articolul de referință [92] și al 
creatorilor transformatei wavelet segmentate, SegWT, în lucrarea [93]. 

Etapa clasică a transformatei wavelet discrete este constituită de filtrarea 
segmentelor create și extinse în pașii anteriori. Acestea sunt trecute concomitent 
printr-un filtru trece jos (FTJ) și un filtru trece sus (FTS), ilustrat în Figura 6.22.  

S(t)

FTSFTJ

A [ ] D [ ]

 
Figura 6.22 Filtrarea semnalului segmentat 

 

Algoritmul utilizat în studiu realizează o transformare wavelet discretă 
directă (forward DWT) peste „cuvântul” primit la intrare. În Figura 6.23 este 

prezentată o schema de filtrare peste întreg semnalul de plâns, în vederea obţinerii 
coeficienţilor wavelet care ulterior vor fi reprezentaţi. Utilitatea filtrelor este dată de 
dorinţa de eliminare a fluctuaţiilor la frecvenţe înalte, în cazul aplicării FTJ, cu scopul 
conservării tendinţelor de modificare mai lentă. FTS elimină în schimb tendinţele de 
modificare mai lentă, păstrând doar fluctuaţiile la frecvenţe înalte. Ieşirile celor două 

tipuri de filtre (A respective D) conferă o informaţie detaliată asupra semnalului de 
la intrare. 

S(t)

A1 [ ]

FTS
D1 [ ]

FTJ

   2

   2

FTS
D2 [ ]   2

A2 [ ]   2

Dn-1 [ ]

FTS
Dn [ ]   2

An [ ]   2

...

FTJ

FTJ

 
Figura 6.23 Eşantionarea diadică peste întreg cuvântul din plâns 
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Coeficienții wavelet sunt returnați ca vectori coloană la jumătatea frecvenței 
de eșantionare a semnalului analizat. Pentru simularea multi-rezoluției, în tabela de 

date din algoritm, coeficienții la o scară mai mare sunt copiați de mai multe ori 
corespunzător valorii scării (pentru o scară de 2, fiecare valoare va apărea de două 
ori, la o scară de trei aceștia vor apărea de patru ori în timp ce la o scară de patru 
aceștia vor fi multiplicați de opt ori în vederea simulării rezoluției mai slabe la scară 
mai mare). 

În Figura 6.24 a) şi Figura 6.25 a) sunt prezentate cuvinte singulare 
aparţinând unor nou-născuţi distincţi, diagnosticaţi în prealabil cu suferinţă 

neurologică. Figura 6.24 b) şi Figura 6.25 b) oferă reprezentarea coeficienţilor 
rezultaţi în urma aplicării algoritmului prezentat anterior. 

 
a)                                                                b) 

Figura 6.24 a) Cuvânt extras din plâns pentru nou-născut (ID_SN_3) cu suferinţă 
neurologică b) transformata wavelet in reprezentare 3D  a cuvântului de la a) 

 
a)    b) 

Figura 6.25 a) Cuvânt extras din plâns pentru nou-născut (ID_SN_27) cu suferinţă 

neurologică b) transformata wavelet in reprezentare 3D a cuvântului de la a) 
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În Figura 6.26 a) este oferit, în reprezentare a ambelor canale, cuvântul 
aparţinând unui nou-născut sănătos, iar Figura 6.26 b) oferă reprezentarea 

coeficienţilor generaţi de algoritmul transformatei wavelet discrete, aplicat peste 
media celor două canale. 

 

 
a)                                                              b) 

Figura 6.26 Cuvânt extras din plâns pentru nou-născut (ID_N_3) fără afecţiune b) 
transformata wavelet in reprezentare 3D a cuvântului de la a) 

 
În Figura 6.27 şi Figura 6.28 sunt evidenţiate frecvenţele dominante din 

spectrul de frecvenţă a cuvintelor din Figura 6.24 a) şi Figura 6.25 b). Deşi cuvintele 
provin de la doi născuţi distincţi, însă amândoi diagnosticaţi cu suferinţă 

neurologică, valorile frecvenţelor dominante se situează amble în jurul valorii de 
1320Hz care reprezintă o valoare extremă în contextul unui plâns neprovocat, a 

cărui plajă de valori este considerată în intervalul [400Hz-600Hz] cu eventuale 
abateri la limita superioară a acestui interval de 100Hz, 200Hz. 

 

 
Figura 6.27 Spectru de frecvenţă a întregului cuvând din Figura 6.24 
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Figura 6.28 Spectru de frecvenţă a întregului cuvând din Figura 6.25 

 
Analiza sunetelor prin aplicarea transformatei wavelet discrete, fiind o 

medotă de tip multi-rezoluţie, simulată şi în cadrului algoritmului aplicat, permite 
păstrarea componentei temporale la generarea vizualizărilor. Devine astfel posibilă o 
reprezentare precum cea din Figura 6.29, în care cuvântul din plâns este suprapus 
peste reprezentarea coeficienţilor transformatei, evidenţiidu-se maparea între 
valorile coeficienţilor rezultaţi şi forma de undă a semnalului din cuvântul din plâns. 

 
Figura 6.29 Cuvântul din plâns peste reprezentarea transformatei wavelet discrete a 

cuvântului (nou-născutul diagnosticat cu suferinţă neurologică ID_SN_11) 

 

 

6.8 Concluzii parțiale 
 
În cadrul acestui capitol au fost realizate analize asupra unor formaţiuni 

extrase din plâns, denumite “cuvinte”. Au fost realizate două tipuri de studii care s-

au concentrat fiecare pe analiza cuvintelor provenite din plâns: 
 Studiul variaţiei saturaţiei cerebrale cu echipamentul INVOS şi achiziţia 

plânsului cu dispozitivul Olympus, precumşi monitorizarea în timp real a 
caracteristicilor de plâns cu aplicaţia Neonat, la recoltarea de sânge de la 
nou-născut, obţinându-se: 

o Un protocol pentru efectuarea corectă a achiziţiei tuturor 
parametrilor de interes: saturaţia rSO2, valoarea frecvenţei 

dominante în jurul evenimentului de înţepare şi recoltare şi 
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o valorile în timp real ale intesităţilor vocale şi spectrogramele din 
aplicaţia Neonat; 

o Observarea de valori foarte ridicate ale frecvenţei dominante din 
semnalul de plâns pe durata recoltării sangvine, când valoarea 
parametrului de saturaţie este la cea mai scăzută valoare 
(majoritatea cazurilor); 

o Realizarea unei înregistrări a unui nou născut cu valoarea 
parametrului de saturaţie sub 50% pe perioada recoltării şi cu 
frecvenţa dominant peste 1kHz, diagnosticat ulterior cu suferinţă 

neurologică.  
 Studiul suferinţei neurologice la nou-născuţii diagnosticaţi cu rezultate 

prin: 
o Aplicarea transformatei wavelet discrete peste „cuvinte” provenite 

din semnalul din plâns atât pentru nou-născuţi diagnosticaţi cu 
suferinţă neurologică cât şi pentru cei sănătoşi, observându-se o 
diferenţiere la reprezentarea coeficienţilor rezultaţi în urma 

aplicării TWD pe cuvinte proveninte din semnalele de plâns ale 
celor două categorii menţionate. 

Rezultale analizelor cu echipamentul INVOS pentru fiecare nou-născut 
studiat sunt prezentate în extensie în cadrul Anexei 1. În cadrul Anexei 2 sunt 
prentate o parte din cuvintele extrase şi vizualizarea coeficienţilor wavelet pentru 
nou-născuţii consideraţi în cadrul acestui studiu. 
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7. Concluzii, contribuţii personale şi direcţii 
viitoare de cercetare 

 
 

7.1 Concluzii şi contribuţii personale 
 

Lucrarea de faţă a avut ca obiectiv principal analiza plânsului nou-născuţilor 

în vederea determinării de metode necesare interpretării acestuia, pentru sprijinirea 
diagnosticului medical obiectiv şi rapid. Plânsul nou-născutului, ca semnal vocal,a 
necesitat trasformarea în semnal electric prin intermediul unui microfon de achiziție 
și apoi în semnal digital stocabil printr-un proces de digitizare. 

Activitatea de cercetare se concretizează prin următoarele: 
1. Abordarea sistemică a asistării diagnosticului medical, în cazul nou-

născuţilor,integrând logic aspectele inginereşti, de natură științifică și cele 

procedurale, mergând pe următoarele direcţii: 
a. Clasificarea semnalelor de plâns prin utilizarea tehnicilor de Data 

Mining aplicate pe date preluate cu un instrument conceput şi 
destinat exclusiv achiziţiei şi procesării semnalului din plâns. 
Clasificarea având ca scop indentificarea de semnalmente comune 
în plânsul nou-născuţilor cu patologii similare; 

b. Corelarea informaţiei furnizate de aparatura medicală specializată 

cu informaţia extrasă din semnalul din plâns. Scopul direcţiei este 

acela de a găsi indicatori în semnalul din plâns, care să constituie 
argumente decizionale pentru echipa de medici, similare celor 
oferite de aparatura medicală. 

2. Contribuţii pe parte de documentare asupra stadiului actual al cercetării în 
domeniul temei alese. În această etapă s-a realizat o sinteză amplă a 

rezultatelor obţinute până în prezent de mai multe grupuri de cercetători, 
precum şi a metodelor utilizate de acestea în vederea asistării personalului 
medical. 

3. Dezvoltarea unui software dedicat achiziţiei semnalului de plâns, aplicaţia 
Neonat,care reprezintă în totalitate o contribuţie personală valorificată 
ştiinţific în [94], [95]. Această aplicaţie (utilizată de 2 ani în mediul 
spitalicesc de către personalul medical) permite: 

a. configurarea parametrilor de achiziţie a semnalului de plâns (de 
exemplu ordinul FFT, intervalul de reprezentare al amplitudinii 
semnalului sau numărul de canale); 

b. achiziţia propriu-zisă; 

c. stocarea datelor nou-născutului într-o bază de date externă, 
relaţionată; 

d. extragerea şi stocarea parametrilor de intensitate vocală cu 

instrumentele emulate VU Meter şi PP Meter; 
e. generarea spectrogramei semnalului pe cadre configurabile din 

plâns şi vizualizarea reprezentării spectrogramei cascadă  în timp 
real pe întreaga durată a achiziţiei 
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f. crearea automată de fişiere .arff cu parametri extraşi din semnalul 
de plâns şiîncărcarea acestora în mediu Weka în vederea realizării 

de studii de Data Mining 
4. Contribuţii în etapa de analiză a înregistrărilor de plâns prin aplicarea de 

tehnici de Data Mining în vederea realizării de clasificări între un grup de 
nou-născuţi sănătoşi şi loturi constituite din nou-născuţi cu afecţiuni şi 
caracteristici similare. Rezultatele studiului au fost validate ştiinţific prin 
prezentare publică şi publicare în [96] 

a. Rezultatele cele mai concludente au fost obţinute pentru lotul de 

nou-născuți prematur, lotul de nou-născuți cu strangulație de CO la 
naștere și lotul de nou-născuți cu patologii severe (suferință 

neurologică majoră, prematuritate în jurul a 30 de săptămâni sau 
indice Apgar sub 5). 

b. Clasificarea a fost evaluată pe bază de indicatori statistici, oferind 
rezultate foarte bune pentru cele trei loturi menționate.  

- Pentru încadrea corectă în grupul de provenienţă a nou-

născuților cu strangulație de CO la naștere s-a obținut un 
procent favorabil de 97%-98%, cu ambele intrumente de 
măsură emulate, prin folosirea arborilor de decizie 
(algoritmul Random Tree) – având o eroare medie relativă 
de 0.06. 

- La clasificarea nou-născuților prematuri s-a obținut o 

clasificare corectă a instanțelor de 98% (de asemenea cu 
ambele instrumente de măsură și cu ajutorul aceleași familii 
a arborilor de decizie), de această dată folosind algoritmul 
Random Forest. 

- Clasificarea lotului de nou-născuţi cu patologii severe prin 

utilizarea VU Meter, s-a realizat cu o acurateţe de 98%. 
c. Rezultatele ce s-au obţinut confirmă existenţa unor diferenţiatori în 

plânsul nou-născuţilor consideraţi şi capabilitatea unui model de 
învăţare de a realiza această discriminare. 

5. Analiza „cuvintelor” din plâns în care s-a utilizat tehnică profesională de 
achiziţie prin dispozitivul de înregistrare Olympus PCM. Metodele propuse 
pentru testarea şi calibrarea acestei aparaturi de achiziţie, în contextul 
utilizării ei în studiul primului plâns după naştere,reprezintă o contribuţie 
personală, primind recunoaştere ştiinţifică în [97]. În cadrul acestei etape 

au fost realizate studii proprii pentru: 
a. Corelarea evoluţiei parametrului de saturaţie al oxigenării la nivel 

cerebral (rSO2- în timpul recoltării de sânge de la nou-născut) cu 
modificări ale frecvenţei dominante a semnalului din plâns. 

- S-a utilizat în studiu aparatură medicală nouă, reprezentată 
de pulsoximetrul cerebral, INVOS, în vederea colectării 

valorilor parametrului de saturaţie cerebrală, rSO2; 
- S-a creat un sistem de achiziţie compus din oximetrul 

cerebral, dispozitivul de înregistrare şi aplicaţia Neonat, 
care pe baza  unui protocol de lucru nou creat a făcut 
posibilă sincronizarea echipamentelor şi realizarea studiului. 
Rezultatul acestuia, constând în evidenţierea unei frecvenţe 
dominante cu valoare de peste 1kHz pe durata scăderii 

masive a saturaţiei pentru majoritatea lotului de nou-
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- născuţi analizaţi, a fost trimis pentru evaluare ştiinţifică 
spre publicare [98] 

b. Stabilirea unei metode pentru evidenţierea din plâns a suferinţei 
neurologice 

- Analizarea fără rezultate cocludente cu  metode utilizate în 
aplicaţii de recunoaştere a vorbirii, precum metodele 
analizei coeficienţilor Bark sau a coeficienţilor Mel cepstrali; 

- Aplicarea în premieră pentru analiza multirezoluţie pe 
„cuvintele” din plâns a Transformatei Wavelet Discrete care 

a generat reprezentări vizuale concludente prin care se pot 
distinge cuvintele aparţinând nou-născuţilor cu suferinţă 

neurologică de cele ale nou-născuţilor sănătoşi. 
6. Efectuarea a peste 500 de înregistrări de plâns ale nou-născuţilor prin care, 

în urma experienţei dobândite, au putut fi definite protocoale de lucru 
pentru diferitele studii întreprinse pentru diminuarea efectului perturbaţiilor 
şi asigurarea de condiţii cât mai apropiate tuturor subiecţilor participanţi la 

studiu. 
a. La efectuarea de achiziţii de semnale de plâns utilizând aplicaţia 

Neonat au fost trasate reguli privind instrumentaţia de achiziţie 
utilizată şi utilizarea ei, numărul persoanelor care efectuează la un 
moment dat înregistrări, poziţionarea nou-născutului la momentul 
efectuării achiziţiei de semnal sau tipul stimulului admis în cazul 

lipsei plânsului spontan; 
b. În cadrul studiului evoluţiei parametrului de saturaţie cerebrală la 

recoltare, a fost imperativă definirea acelui set de reguli astfel încât 
datele achiziţionate să poată fi interpretate. Prin utilizarea în studiu 
a celor trei dispozitive reprezentate de: 

-  aplicaţia Neonat (pentru urmărirea semnalui de plâns în 
timp real) 

-  dispozitivul Olympus PCM (pentru o achiziţie precisă în 
vederea analizei ulterioare)  

- echipamentul medical INVOS (pentru colectarea valorii 
parametrului de saturaţie)  

a fost necesară sincronizarea acestora cu procedeul medical de 
recoltare şi a constituit obiectivul principal al protocolului creat. 

Desfăşurarea unei activităţi de cercetare în mediul de spital (terapie 

intensivă) atrage după sine depăşirea unei serii de probleme. Rolul protocoalelor de 
lucru mai sus menţionate este de a asigura, printre altele, un climat guvernat de 
reguli în care achiziţiile de semnal efectuate să aibă o cât mai bună acurateţe. 
Detalierea problemelor întâmpinate în studiul semnalului de plâns provenit de la 
nou-născuţi şi modul de combatere al acestora a constituit rezultatul principal al 
respectivei etape, fiind valorificat în cadrul unei lucrări admise într-un jurnal de 

profil medical [99]. Printre principalii factori perturbatori ai studiului ingineresc într-
un mediu de spital se numără: 

 Disponibilitatea aparaturii; 
 Lipsa unor protocoale/procedure şi metodologii de lucru; 
 Zgomotul ambiental; 
 Personal nefamiliarizat cu metodologii inginereşti; 
 Prioritatea sănătăţii pacientului în faţa oricărei alte activităţi de 

cercetare. 
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7.2 Direcţii viitoare de cercetare 
 
Rezultatele obţinute în cadrul prezentei lucrări pune bazele şi încurajează 

ideea aprofundării cercetării asupra plânsului la nou-născuţi. Scopul acestei 
activităţi, pentru viitor, îl constutuie găsirea de noi metode şi tehnici pentru 
identificarea din timp a unor semnalmente de patologii, în mod neinvaziv, utilizând 
semnalul din plâns. Dezideratul demersurilor întreprinse până acum rămâne 

realizarea unui dispozitiv de screening postnatal care, pe baza interpretării 
semnalului din plâns să faciliteze decizia medicală,  mai precis,mai rapid, să ghideze 
echipa medicală spre investigarea mai amănunţită pe anumite suferinţe. Un astfel 

de dispozitiv ar avea, de asemanea,marele avantaj al eliminării multiplelor teste 
invazive care sunt realizate asupra nou-născutului în momentul de faţă. 
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ANEXA 1 – Experimente cu echipamentul INVOS 
 

 
Anexa 1 1 Evoluţie parametru saturaţie ID_1 

 
Anexa 1 2 Spectrul de frecvenţe pe perioada monitorizării cu INVOS ID_1 

                         
Anexa 1 3 Cuvânt 1 după prima înţepare ID_1         Anexa 1 4 Cuvânt 1 dupa a 2-a  

înţep. ID_1 

 

 
Anexa 1 5 Cuvânt 2 după a 2-a înţepare ID_1
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Anexa 1 6 Evoluţie parametru saturaţie ID_2 

 
Anexa 1 7 Spectrul de frecvenţe pe perioada monitorizării cu INVOS ID_2 

 

 
Anexa 1 8 Cuvânt 1 după înţepareID_2 
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Anexa 1 9 Evoluţie parametru saturaţie ID_3 

 
Anexa 1 10 Spectrul de frecvenţe pe perioada monitorizării cu INVOS ID_3 

 

 
Anexa 1 11 Cuvânt 1 după înţepareID_3 
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Anexa 1 12 Evoluţie parametru saturaţie ID_4

 
Anexa 1 13 Spectrul de frecvenţe pe perioada monitorizării cu INVOS ID_4 

          
Anexa 1 14 Cuvânt 1 după înţep 2 ID_4       Anexa 1 15 Cuvânt 1 după înţep 1 ID_1 
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ANEXA 2 – Analiza suferinţei neurologice 
 

        
Anexa 2 1 Formă undă cuvânt 1 ID_SN1        Anexa 2 2 Cuvânt 1 DWT ID_SN1 

 
     Anexa 2 3 Formă undă cuvânt 2 ID_SN1      Anexa 2 4 Cuvânt 2DWT ID_SN1 
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          Anexa 2 5 Formă undă cuvânt 3 ID_SN1       Anexa 2 6 Cuvânt 3DWT ID_SN1 

 
Anexa 2 7 Formă undă cuvânt 1 ID_SN1         Anexa 2 8 Cuvânt 4DWT ID_SN1 
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Anexa 2 9 Formă undă cuvânt 1 ID_SN2                  Anexa 2 10 Cuvânt 1 DWT ID_SN2 

 

            
Anexa 2 11 Formă undă cuvânt 3 ID_SN2              Anexa 2 12 Cuvânt 3 DWT ID_SN2 
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Anexa 2 13 Formă undă cuvânt 6 ID_SN2                Anexa 2 14 Cuvânt 6 DWT ID_SN2 

 

 
Anexa 2 15 Formă undă cuvânt 1 lung ID_SN3 

 
                             Anexa 2 16 Cuvânt 1 DWT ID_SN3 
 

 

BUPT



Anexa 2 | 153 

 

    
Anexa 2 17 Formă undă cuvânt 2 lung ID_SN3    Anexa 2 18 Cuvânt 2 DWT ID_SN3 

      
Anexa 2 19 Formă undă cuvânt 1 lung ID_SN4      Anexa 2 20 Cuvânt 1 DWT ID_SN4 
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Anexa 2 21 Formă undă cuvânt 2 ID_SN4      Anexa 2 22 Cuvânt 2 DWT ID_SN4 

 

                  
   Anexa 2 23 Formă undă cuvânt 4 ID_SN4                 Anexa 2 24 Cuvânt 4 DWT ID4
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