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Cuvant inainte

Sinergia a doi factori: nevoia §i imaginapa au marcat, in esen^a, evolupa civilizapei 
umane. De la ideea realizarii inteligen|ei artificiale, care a aparut pe la inceputul acestui 
secol, ca pura ficpune, pana la robopi “inteligenp” de astazi, creap din nevoia de a ne 
u§ura viaja, drumul a fost extrem de anevoios, dar raportat la scara evolupei umane, 
extrem de rapid.

Semnificapa termenului de “inteligenpi” este inca o problema de dezbatere. 
Inteligen{a implica abilitatea de a deduce date utile din informapa memorata, de a face 
raponamente, de a construi arhitecturi ale gandirii.

Inca de la inceputul cercetarilor s-au conturat doua direcpi diferite de dezvoltare a 
inteligenjei artificiale:

• paradigma logico-simbolica - dezvoltarea unui soft adecvat, utilizand calculatoa- 
rele clasice existente (inteligen|a artificiala);

• paradigma conexionista - realizarea unui hard de conceppe cu totul noua, care sa 
simuleze mecanismele gandirii umane (rejelele neuronale);

Cele doua direcpi de cercetare au evoluat in paralel uneori, alteori una a focalizat 
interesul in detrimental celeilalte. S-au conturat ca un rezultat al cercetarilor din domeniul 
fiziologiei normale §i patologice a sistemului nervos uman, a fizicii, matematicii, 
calculatoarelor, §i le-au impulsionat la randul lor evolupa. Dezvoltarea re{elelor 
neuronale a fost stimulate in special de rezultate slabe ale programelor de inteligenp! 
artificiala in procesul de inva^are. Inva|area este o caracteristica esenpala a inteligen^ei 
umane, iar pentru rejelele neuronale inva^area este o caracteristica intrinseca.

Programele realizate pentru calculatoarele conventionale au e§uat in a fiimiza cadrul 
pentru reprezentarea cunoa§terii intr-o maniera care sa permita sinteze automate, 
demonstrand creativitatea inteligentei umane. Ele nu au realizat nici macar un contact real 
cu posibilitaple §i slabiciunile creierului. Se pare ca materia cenu^ie, de$i mult mai 
inceata, are o arhitectura mult mai potrivita pentru procesarea informapilor natarale. 
Oamenii sunt mai preci§i, mai fluenp, mai rapizi, in special in problemele complexe, 
imbunatapndu-$i performanta prin experienta.

Acolo unde formalismul conventional a e$uat ca urmare a exploziei combinatoriale 
$i a timpului mare de procesare datorat secvenpalitapi, retelele neuronale vin sa ofere un 
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cadru nou de procesare a cunoa§terii. In mod similar cu organizarea creierului, refelele 
neuronale utilizeaza o procesare masiv paralela §i distribuita.

In ultimii ani, odata cu revigorarea cercetarii in domeniul teoriei mulpmilor fuzzy, 
s-a afirmat tot mai mult tending fuziunii dintre rejelele neuronale §i teoria fuzzy, calculul 
neuro-fuzzy, care ofera un grad mai sporit de robuste{e §i un coeficient de inteligen{a mai 
ridicat.

Integrarea tehnicilor inteligente poate avea consecin(e spectaculoase, sinergia lor 
evoluand spre o forma de inteligen|a artificiala netradiponala.

In acest context rejelele neuronale celulare s-au dezvoltat §i au evoluat rapid ca o 
specializare aparte, permijand abordarea unor probleme complexe spapo-temporale, 
oferind solupi originale §i performante. Posibilitatea implementarii integrate pe scara 
foarte larga (VLSI) §i viteza de procesare fara precedent sunt argumente in plus ce le 
impulsioneaza afirmarea.

Lucrarea de fa(a urmare§te introducerea nopunilor fundamentale, a terminologiei 
specifice, prezentarea intr-o maniera unitara §i sintetica a bazelor teoretice ale proiectarii 
re(elelor neuronale celulare, cu avantajele §i dezavantajele fiecarei metode §i pune in 
lumina o paleta larga de posibile aplicapi practice.

Se prezinta intr-o maniera comparative memoriile asociative implementate cu rejele 
neuronale celulare. Rodul cercetarii il reprezinta o serie de solupi originale §i performante 
in cateva probleme de interes practic: recunoa§terea formelor, memoriile asociative.

Concluziile lucrarii prefigureaza perspectivele evolupei re|elelor neuronale celulare.

Lucrarea este structurata in trei parp: "Nopuni teoretice generale. Aspecte ale 
proiectarii §i implementarii rejelelor neuronale celulare", "Aplicapi ale rejelelor neurona
le celulare ca operatori" §i "Memorii asociative".

Capitolul 1 “Introducere” amplaseaza lucrarea in contextul principalelor direcpi de 
cercetare teoretica §i aplicativa realizate pana acum in domeniu. Se prezinta dezavantajele 
re(elelor neuronale celulare, dezavantaje mo§tenite de la marea categorie a rejelelor neuronale 
(ale caror descendenp sunt) §i avantajele rezultate din caracteristicile lor particulare.

Capitolul 2 “Re(ele neuronale celulare. Generalitap” introduce tipurile de re(ele 
neuronale celulare, conceptele fundamentale, care vor fi utilizate in capitolele urmatoare.

Capitolul 3 “Aspecte ale proiectarii re(elelor neuronale celulare §i modalitaple de 
implementare” abordeaza cateva aspecte fundamentale legate de proiectarea RNC §i trece 
in revista metodele de determinare a interconexiunilor RNC .

Capitolul 4 “Re(elele neuronale celulare ca operatori spapali“ ilustreaza prin cateva 
exemple utilizarea RNC ca operatori de imagini. Se prezinta o metoda de determinare a 
matricilor de interconexiune in cazul funcponarii pe baza unui tabel de adevar, 
experimentata prin detecpa parplor statice ale obiectelor in mi^care. Se abordeaza 
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reconstrucpa tridimensionala prin aproximare interpolate §i rotapa obiectelor. Sunt 
prezentate rezultatele experimentelor.

Capitolul 5 “Memorii asociative. Nopuni fundamentale“ expune nopunile teoretice 
fundamentale, aspectele legate de proiectarea §i evaluarea performan{elor memoriilor 
asociative implementate prin RNC.

Capitolul 6 “Memorii asociative ce utilizeaza regula lui Hebb” expune cateva modele 
publicate in literature de specialitate §i introduce unele noi, originale. Se analizeaza 
teoretic arhitecturile propuse, se prezinta experimentele realizate §i se comparara 
performan{ele memoriilor abordate.

Capitolul 7 “Memorii asociative obpnute prin metoda relaxarii” trateaza implementa
rea metodei relaxarii in determinarea interconexiunilor unei memorii asociative.

Capitolul 8 “Memorii asociative obpnute prin descompunerea in valori singulare” 
descrie utilizarea algoritmului descompunerii in valori singulare in implementarea unei 
memorii asociative. Se prezinta rezultatele experimentelor cu o astfel de memorie.

Capitolul 9 “Memorii asociative obpnute prin metoda pseudoinversei” trateaza 
memoriile asociative pseudoinverse. Sunt dezvoltate mai multe variante §i se prezinta 
rezultatele experimentelor.

Se prezinta un studiu comparativ al performanjelor memoriilor asociative 
implementate prin RNC.

Capitolul 10 “Considerapi finale” este dedicat concluziilor, perspectivelor RNC §i 
sintetizarii contribupilor originale.

Multumiri

Lucrarea este rezultatul activitapi de cercetare sub indrumarea competenta, atenta §i 
permanenta a domnului Prof. Ioan Nafomi{a. Ii sunt profund recunoscatoare.
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"Analogic and Neural Computing Laboratory, Computer and Automation Institute, 
Hungarian Academy of Sciences", din Budapesta, sub conducerea Prof. Tamas Roska, o 
personalitate de talie mondiala in domeniul RNC, unde am avut privilegiul de a lucre sub 
coordonarea directa a Domniei sale, in cadrul unei echipe de cercetare de exceppe. 
Mulpimesc domnului Prof. Tamas Roska pentru amabilitatea de a ma primi in cadrul 
prestigioasei sale echipe de cercetare, pentru sprijinul acordat, pentru sfaturile 
competente $i nu in ultimul rand pentru incurajarea permanenta.
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Lista de simboluri
Abrevieri

DCC - detector de componente conectate 
3D - tridimensional
MA - memorie asociativa
MAB - memorie asociativa bidirectionala
MU-RNC - ma§ina universala cu retele neuronale celulare 
RL - regiune liniara
RN - retea neuronala
RNC - retea neuronala celulara
RNCA - retea neuronala celulara analogica
RNCD - re^ea neuronala celulara discrete
RNCG - retea neuronala celulara generalizata
RRE - retropropagarea recurenta a erorii
RRE - retropropagarea erorii in timp
RS - regiune de saturate
RSP - regiune de saturate partiala
VC-dim - dimensiunea Vapnik-Chervonenkis
VLSI - integrare pe scara larga (very large scale integration)

Lista notatiilor uzuale1

I Notafiile particulare utilizate in arnimite capitole an Jost explicate in rnomeniul 
Jolosirii lor

• A -
• A' -
• b
• B -
• B' -

este matricea de conexiune de reactie;
este matricea de conexiune de reactie cu intarziere in timp;
gradul de regasire in sensul distantei Hamming
este matricea de conexiune de control;
este matricea de conexiune de control cu intarziere in timp;
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C - capacitatea echivalenta a unei celule
C,j - celula de coordonate i §i j intr-o re{ea neuronala celulara

bidimensionala
E - funcpa de eroare
EJ - funcpa de energie pentru modelul q asociata celulei Cy
h - distanja Hamming dintre doua modele
k,l - coordonatele celulelor din vecinatate
M - dimensiunea pe axa x a unei re{ele neuronale celulare 

bidimensionale
mo - complexitatea e§antioanelor
N - dimensiunea pe axa y a unei rejele neuronale celulare 

bidimensionale
Nr - vecinatatea de raza r
I - matricea de polarizare;
P - numarul modelelor de memorat
q un model oarecare dintre cele P de memorat q= 1, 2, ..., P
r - raza vecinatapi
R - robustejea
Rx - rezistenja unei celule;
t - timpul continuu
u - este intrarea independenta
x - este starea celulei
XJ - submodelul de stare corespunzator modelului q, din 

vecinatatea celulei Cy

x - este derivata starii unei celule
y - este ie§irea unei celule
y - valoarea medie a ie§irii
Y,J - submodelul ie§irilor corespunzatoare modelului q, din

vecinatatea celulei Cu
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Capitolul 1

INTRODUCERE

1.1 Stadiul actual al cercetarii Tn domeniul retelelor 
neuronale celulare

Leon Chua §i Lin Yang au fundamental in 1988, la Berkeley, re{elele neuronale 
celulare (RNC), o noua categoric de re{ele neuronale, cu o evolupe spectaculoasa in 
ultimul deceniu, ce au generat o direcpe de cercetare distincta .

In articolul fundamental, “Cellular Neural Networks: Theory” [27], ei introduc 
urmatoarea definite:

“Like a neural network, a cellular neural network is a large scale nonlinear analog 
circuit which processes signals in real time. Like cellular automata, it is made of massive 
aggregate of regularly spaced circuit clones, called cells, which communicate with each 
other directly only through its nearest neighbors. Each cell is made of a linear capacitor, 
a nonlinear voltage controlled current source and a few resistive linear circuit elements.

Cellular neural networks share the best features of both worlds; its continuous time 
feature allows real time signal processing found wanting in the digital domain and its 
local interconnection feature makes it tailor made for VLSI implementation ”.

Tamas Roska da ulterior o descriere mai sintetica [82]:

"Analog processor arrays placed on a 3D regular grid interacting within a finite 
neighbourhood: this is the CNN (cellular neural network) paradigm. Using other words: 
it is a programmable prototype machine performing nonlinear dynamic spatial 
convolutions in real time ”
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Din definitiile prezentate se contureaza cateva caracteristici esenpale ale RNC: 
structura geometrica regulata, localitatea conexiunilor §i programabilitatea, ceea ce le 
confera un potential de procesare deosebit, in timp real (vezi § 1.2.2).

Datorita conexiunilor locale, RNC ofera un model relativ simplu §i in acela§i timp 
putemic pentru o reprezentare determinista a fenomenelor spapo-temporale (descrise prin 
ecua|ii diferenpale neliniare §i cu intarziere in timp). RNC reprezinta cadrul adecvat pentru 
modelarea fenomenelor din diverse domenii : mecanica (analiza rezisten^ei materialelor), 
chimie (modele de coroziune), electromagnetism, geofizica (dinamica poluarii), biologie 
(modelul retinei, modele de morfogeneza §i de difuzie).

De la arhitectura de baza pana la inventarea ma§inii universale RNC, §i a 
supercomputerului, in 1992, rejelele neuronale celulare au cunoscut o dezvoltare fara 
precedent in §tiin{a, concentrand interesul cercetatorilor din lumea intreaga, conducand la 
formarea unor colective putemice, care colaboreaza intre ele §i a caror activitate le este 
dedicata, in mod special. De remarcat sunt :

• “The Nonlinear Electronics Laboratory” condus de profesorul L. O. Chua la 
“University of California at Berkeley”;

• “The Analogic and Neural Computing Laboratory” condus de profesorul T. 
Roska la “Computer and Automation Institute, Hungarian Academy of 
Sciences” din Budapesta;

• “The Vision Research Laboratory” condus de profesorul F. Werblin la 
“University of California at Berkeley”;

• “The Neurobiology Laboratory” condus de professorul J. H. Mori, la 
“University of Medicine in Budapest”;

• “The Analog Integrated Circuit Design Laboratory “ condus de profesorul A. 
Rodriguez-Vasquez la “University of Seville”;

• Laboratorul condus de profesorul A. Ushida la “University of Tokushima”;
• Laboratorul condus de profesorul P. P. Civalleri la “The Technical University 

of Torino”;
• “The Laboratory PASTIC” condus de professorul J. Zerubia la INRIA, Sophia - 

Antipolis, Franca;
• Laboratorul condus de profesorul J. A. Nossek, la “The Technical University of 

Munich”;
• “The Signal Processing Laboratory “ condus de profesorul G. Moschytz la ETH 

Zurich;
• Laboratorul condus de profesorul D. Wolf, la “Goethe University”. Frankfurt;
• Laboratorul condus de prof. J. Vandewalle, la ’’Catholic University of Leuven”. 

Olanda;
• Laboratorul condus de M. Tanaka la “Sophia University”, Tokyo;
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Cercetarea in domeniul RNC abordeaza o problematica cu o paleta extrem de larga, 
care acopera aproape toate domeniile activitapi umane:

• recunoa§terea formelor:
■ prelucrari simple de imagini: extragere de contur, filtrare, skeletonizare, sortare 

dupa orientare, dupa dimensiune, marire §i mic§orare de imagine, marirea 
contrastului, aproximare §i interpolare, rotire;

■ extragerea unui anumit model din imagine (detecpa gurii pe imaginile 
faciale in mi§care, detecpa manerelor de u§a din imagini pentru protezarea 
orbilor);

■ analiza §i detecpa mi§carii;
■ imbunataprea rezolupei (in faxuri, scannere, copiatoare);
■ recunoa§terea caracterelor (scrisului de mana, cu caractere latine §i 

japoneze);
■ imbunataprea imaginilor microscopice;
■ compresia imaginilor §i reconstrucpa lor bidimensionala §i tridimensionala 

etc.;
• controlul roboplor, al deplasarii lor intr-un mediu necunoscut;
• baze de date prin memorii asociative;
• in procesele tehnologice, in testarea defectelor (defectele din textura 

materialelor, din realizarea cablajelor);
• in implementarea unor modele biologice, pentru perceppa vizuala (modelul 

retinei), pentru fenomenul de difuzie intre membranele celulelor, pentru 
morfogeneza cerebratelor;

• in medicina:
■ dezvoltarea unui sistem RNC analogic pentru analiza mamografiilor in 

vederea diagnosticarii interactive a cancerului mamar;
■ detecpa carcinoamelor bronhogenetice §i alte analize tomografice 

computerizate;
■ imbunataprea imaginilor din ecocardiografia ultrasonica;
■ analiza cromozomiala, toolkit pentru partipa, identificarea $i analiza 

defectelor posibile;
• rezolvarea de ecuapi parpale diferenpale in timp real. In aceasta direcpe s-au 

obpnut rezultate promipitoare in imbunataprea imaginilor amprentelor digitale;
• rezolvarea de probleme de optimizare;
• realizarea unor supercomputere dintr-o noua generape, chipul RNC de ma§ina 

universala §i platforma pentru testarea lui;

Sute de articole avand ca subiect investigapile teoretice, aplicapile $i proiectarea 
RNC. cat $i modelarea neuromorfica prin RNC au fost elaborate, in special in ultimii 
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cinci ani. Majoritatea studiilor in domeniu au fost publicate in volumele celor trei 
workshop-uri sub egida IEEE dedicate rejelelor neuronale §i aplicapilor lor. Acestea au 
avut loc in 1990 la Budapesta, in 1992 la Munchen §i in 1994 la Roma.

“International Journal on Circuit Theory and Applications” §i “Transactions on 
Circuits and Systems” au consacrat numere speciale RNC in septembrie - octombrie 
1992, ianuarie - februarie 1996, mai - iunie 1996, respectiv in aprilie 1993 (seria I), 
martie - aprilie 1993 (seria II), 1994, octombrie 1995 (seria I).

1.2 O analiza a dezavantajelor §i avantajelor retelelor 
neuronale celulare

1.2.1 Dezavantajele

O analiza critica a retelelor neuronale celulare dezvoltate pana in prezent releva 
cateva dintre dezavantajele lor, mo§tenite de la categoria de RN, din care s-au desprins:

• lipsa unei abordari teoretice unitare;
• generarea unei solupi particulare, adecvate numai in cazul unei aplicapi 

concrete, fiind dificila adaptarea ei pentru o alta aplicape ;
• lipsa unor informapi referitoare la arhitectura necesara intr-o aplicape data, date 

sub forma unor reguli de construcpe clara (de exemplu numarul de straturi, 
numarul de neuronistrat, re{ea cu sau fara reacpe). Majoritatea implementarilor 
au evoluat experimental, prin metoda “trial and error”, strict orientate spre 
gasirea solupei intr-o aplicape concreta.

• structurile cu vecinatap de ordin superior ridica probleme, de§i datorita localitapi 
interconexiunilor RNC sunt mult mai u§or implementabile;

In cazul RNC cu matrici de interconexiune variante in spapu calculul este distribuit in 
toata masa re(elei, in concluzie depanarea este dificila, de§i mult mai accesibila decat in 
cazul altor RN $i greu este posibila localizarea componentei care duce la funcponare 
eronata la un moment dat.

1.2.2 . Avantajele retelelor neuronale celulare

Avantajele retelelor neuronale celulare sunt date de caracteristicile care le 
particularizeaza in marea clasa a retelelor neuronale §i sunt:

Localitatea conexiunilor

Localitatea conexiunilor, de inspirape biologica, reprezinta caracteristica esenpala a 
RNC $i a fost practic determinate de necesitatea implementarii VLSI. Fiecare procesor 
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elementar (celula) interactioneaza cu celelalte procesoare din rejeaua neuronala, intr-o 
vecinatate finita. Raza vecinatatii este mult mai mica decat numarul celulelor din retea. 
Matricea de interconexiuni se nume§te “cloning template”. In majoritatea aplicatiilor 
aceasta este aceea§i pentru toate procesoarele, proprietate cunoscuta sub numele de 
invariant in spatiu.

Marele avantaj fata de alte RN este ca depanarea, in cazul RNC cu matrici de 
interconexiune invariante in spatiu, este u§or de realizat, datorita actiunii locale a 
operatorilor.

Structura geometrica regulata

Toate procesoarele sunt identice ca structura electrica §i pot fi specificate in mod unic 
prin cajiva parametrii, cel mult 19 numere reale [86]. Functionarea unei RNC de orice 
dimensiune poate fi controlata prin modificarea a 19 parametrii a unui singur tip de 
circuit. Independenta de dimensiune este cheia programabilitatii atat din punct de 
vedere soft, cat §i hard.

Programabilitatea

Din punct de vedere soft, cele 19 numere pot fi interpretate ca un program ce 
implementeaza un anumit tip de functionare a neuronului, un anumit algoritm. 
Implementarea aceluia§i algoritm pe un computer digital conventional ar necesita scrierea 
unui program cu mii de instructiuni. Daca luam in considerare faptul ca ace§ti parametrii 
se pot permuta intre ei de 19! ori, fiecare situape corespunzand unei RNC distincte, 
compresia este impresionanta, fata de cazul instructiunilor unui computer digital Von 
Neumann.

Din punct de vedere hard sunt necesare doar 19 conexiuni spre exteriorul chip-ului. 
Acestea permit programarea externa, fara restrictii datorate marimii retelei. Fata de 
calculatoarele clasice seriale, unde timpul de procesare depinde exponential de marimea 
numarului de procesoare, timpul de stabilizare al unei RNC depinde linear in multe 
dintre cazuri. De fapt, pentru multe aplicatii timpul de procesare este independent de 
dimensiunea retelei.

Posibilitatea implementarii VLSI

Prin localitatea conexiunilor §i structura geometrica regulata, RNC sunt un concept 
natural pentru implementarile VLSI. Acesta reprezinta avantajul major al RNC fa[a de 
celelalte arhitecturi neuronale. Datorita proprietatii de invarianta in spatiu este posibila 
construirea de retele mari prin potrivirea conditiilor la limita, dintre chip-uri. Aceasta 
inseamna ca marimea unei RNC nu este restrictionata de numarul neuronilor ce pot fi 
implementati intr-un chip.
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Performanja realizata, de 0.3 Terra operapi analogice pe secunda, pe o suprafaja de 1 
cm2, reprezinta o viteza de procesare fara precedent, care nu face decat sa confirme 
supozipile teoretice. Implementarile optice sunt in faza experimentala, capabile de 
procesari cu viteze superioare.

Potentialul de procesare

Programabilitatea interconexiunilor de control, reacpe §i de polarizare le confera 
RNC un potential de procesare deosebit, permi|andu-le o comportare variata §i 
complexa, inclusiv ca oscilator sau simulator de haos, in aplicapi ce necesita o deosebita 
capacitate de procesare (ca de exemplu probleme de optimizare globala, de sortare, de 
numarare, de filtrare mediana). RNC pot Simula unde autogeneratoare (autowaves) pot 
produce “ Turing pattem-uri1” (intr-un mod similar reacpei de difuzie studiate de 
Turing), sau pot genera alte fenomene dinamice spectaculoase, cum ar fi undele 
concentrice, spiralele.

I Pattern - starea staponarS de curent continuu obpnuta prin comportarea dinamica 
diferenpatS a unor elemente identice, cuplate intr-o distribute spapala regulata. 
Altfel spus: celulele unei RNC genereazS pattem-un daca au ie$iri inegale in starea 
de curent continuu.
Fenomene similare care implica o rupere a simetriei sunt studiate in biologie 
(modelele morfogenetice), biochimie (modelul de difuzie intre membranele 
celulare), fizici, ecologie, electronica.

Evident comportarea rejelei depinde de condipile inipale, de condipile la limita, de 
structura geometrica §i de dimensiunile domeniilor spapale [40].

In colaborare cu neurologii a fost elaborat modelul retinei umane. Comportarea 
deosebit de complexa a RNC a permis §i generarea modelului difuziei chimice dintre 
doua membrane celulare, a unor modele morfogenetice. Astfel prin RNC se elaboreaza 
modele cu plauzibilitate biologica, ce permit o mai buna injelegere atat a anatomiei 
creierului, cat §i a procesarii cunoa§terii umane. In acela§i timp modelele RNC ofera un 
cadru experimental al degradarii func(iilor biologice la deteriorarile structurale.

Cea mai recenta invenpe in domeniu, ma§ina universala RNC [81],[83] combina 
abordarea analogica cu cea digitala . Ea este singura re(ea neuronala cu o dinamica 
similara funcpilor de “tip analogic” implementate in emisfera dreapta a creierului §i a 
funcpilor de “tip discret” implementate in emisfera stanga a creierului uman. Cu alte 
cuvinte, ma§ina universala RNC este o prima incercare grosiera a implementarii 
asimetriei a creierului uman.

S-a demonstrat ca ma§ina universala RNC este o ma§ina Turing analogica [87], ea 
fiind capabila sa rezolve orice problema ce poate fi soluponata cu un calculator clasic.

Dezvoltarea unor algoritmi de inva(are adaptivi §i utilizarea tehnologiilor optice, 
electromagnetice §i cuantice in implementarea pe scara industriala deschid noi 
perspective RNC.
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Capitolul 2

RETELE NEURONALE CELULARE.
GENERALITATIJ

2.1 Retele neuronale celulare generalizate

2.1.1 Arhitectura retelelor neuronale celulare generalizate

In 1993 L.Chua §i Guzelis au reunit in conceptul de re[ea celulara neuronala 
generalizata (RNCG) toate variantele cunoscute de RNC [44].

Definitia 1

O refea celulara neuronaid generalizata este un sistem neliniar, analogic, dinamic, 
format dintr-un numar mare de subcircuite cu o aceea§i structura, plasate pe o grila 
tridimensional^. Subcircuitele sunt sisteme dinamice, de ordin arbitrar, conectate 
local, intr-o vecinatate finita.

Altfel spus. o RNCG este un procesor paralel programabil ce efectueaza convolupi 
dinamice spapale in timp real. RNCG se pot considera o alternative tridimensionala 
analogica pentru automatul celular bidimensional inventat de von Neumann [81 ].

O RNCG are. in cazul cel mai complex m straturi. Fiecare strat. la randul sau poate 
avea o arhitectura unidimensionala. cu N( celule. notata Fl1 [9],bidimensionala. de 
N|.\N?.celule. notata n2. sau o arhitectura n dimensionala. de N| x N2 x ... x Nn celule. 

notata IT (N, fiind un numar intreg).
Numim re{ea n dimensionala cu m straturi o RNCG formata din m straturi cu n 

dimensiuni. Fig.2.1 reprezinta structura unei re[ele bidimensionale cu trei straturi. Ca in 
ligura. numarul celulelor $i tipul conexiunilor dintre ele pot diferi de la un strat la altul. 
Fiecare unitale poate ft conectata atat cu vecinii (in conformitate cu dcfmipa 2) de pe 
stratul ei cat $i cu cei de pe alte straturi. In cazul cel mai general fiecare celula a tiecarui 
strat poate fi conectata la celulele mai multor straturi.
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Fig. 2.1 Re|ea neuronala celulara generalizata bidimensionala cu trei st rat u ri

Ca de exemplu, in Fig.2.1 fiecare celula a fiecarui strat are conexiuni intr-o vecinatate 
de r=l. Stratul doi este complet conectat cu celelalte doua straturi, adica fiecare celula a 
stratului doi este conectata cu toate celulele stratului unu, respectiv trei.

Fig. 2.2 ilustreaza cateva tipuri de conexiuni posibile intr-o re(ea cu trei straturi.

Fig. 2.2 Tipuri de RNCG a) feed-forward; b) cascada; c) recurenta
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In Fig.2.2a ie§irile unita{ilor dintr-un strat k, nk, sunt cuplate la intrarile unita{ilor din 
stratul urmator nk+b caracterizand o RNCG de tip feed-forward. In Fig.2.2b, intr-o 
RNCG de tip cascada, ie§irile unitaplor stratului k sunt conectate nu numai la intrarile 
stratului k+1, ci §i la cele ale straturilor consecutive , k+2, k+3, §amd. RNCG recurenta 
din Fig.2.2c. are conexiuni bidirecponale §i/sau o bucla de reactie.

Unitaple de procesare au ca indici coordonatele spapale. O celula din stratul k al 
unei RNCG n dimensionale cu m straturi se noteaza Cibi2,. _in,k unde ij e {1,2, 
pentru top j € {1,2, ...,n} §i k e {1,2, ...,m}. In particular pentru n=l o celula se noteaza 
Ci(k respectiv pentru n=2, Cij k.

Definipa 2

Vecinatatea din stratul 1, al unei celule Ci din stratul k, al unei RNCG n 
dimensionale, cu m straturi se define§te prin relapa:

Nu = {Cv I dM(i;v) < rw, i * v = (v„v2,..., vn,l)
v, e {1,2,..., Nj} ptr. V j e {1,2, ...n}) (2J)

unde:
• dk,b(tv) este distant metrica (definipa 1 din Anexa 1) dintre vectorii de numere intregi
• (ib i2,..., in, k)T §i (vbv 2, ...,vn,l)T;

• rk>[ este raza vecinatap, un numar pozitiv intreg;

Se pot alege distance metrice diferite, pentru diferite valori k §i 1. Setul celor mai 
apropiate vecinatap pentru o celula C„ este dat de reuniunea tuturor vecinataplor N,j, din 
toate straturile.

Se observa ca in cazurile extreme, vecinatatea cea mai apropiata a unei celule poate fi 
mulpmea vida ( nici o conexiune cu celulele invecinate) sau poate conpne toate celulele 
RNCG, ca in cazul re{elei Hopfield. In cazul general, se pot alege r §i d diferite pentru 
aceea^i celula dintr-un strat, §i/sau perechi de straturi. Acest caz genereaza o topologie 
neuniforma, ceea ce nu este de dorit pentru o arhitectura neuronala. Vom considera in cele 
ce urmeaza re|ele cu acelea§i valori rk k §i dk.k pentru celulele aparpnand unui strat k, §i 
respectiv acelea§i valori rkj §i dk । pentru celulele din doua straturi diferite k, 1.

Fig.2.3 prezinta cateva tipuri de conexiuni intrastrat pentru o re{ea bidimensionala.
In Fig.2.3a conexiunile sunt date de rkk=l §i dkk=|i| - V||+|i2 - v2|, in Fig.2.3b de rkk=l 

$i dkk=max(|i( - v, |,|i2-v2|) §i in Fig.2.3c de rk.k=2 §i dk.k=|i, - v |+|i2 - v2|;
Fig. 2.4 prezinta cateva posibilitap de interconectare a unei celule intre straturi. 

Vecinataple sunt date pentru cazul din Fig.2.4a de rk k+) = 1 $i dk k.|=|i, - vj+ 1, respectiv in 
Fig.2.4b de rk.kH = 1 $i dkk= max (|i, - vj, 1).
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Fig. 2.3 Modalitaji de conectare a unei celule intrastrat

Fig. 2.4 Modalitati de conectare a unei celule intre straturi pentru o RNCG 
unidimensionala cu doua straturi
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2.1.2 Structure unei celule

Fiecare celula este un circuit neliniar, dinamic, de un ordin oarecare, astfel incat 
topologia circuitului §i/sau valorile elementelor pot diferi de la o celula la alta.

Fig.2.5 reprezinta schema bloc a unei celule. Unitatea de intrare este un circuit 
rezistiv liniar care insumeaza ponderat intrarile §i ie§irile celulelor invecinate .

A doua unitate este un circuit liniar dinamic de ordin ti? cu o singura intrare ej §i o 
singura ie§ire Unitatea de ie§ire trece intrarea printr-o neliniaritate fj(.), generand 
semnalul y(. Sistemul de ecuapi de mai jos descrie funcponarea celulei:

xi (t) = aixj(t) + bj ej (t)

^,(0= c^xi(t) + hiei(t)
(2.2) 

yi(t) = fi(^i(O)

ei(t)= Z A yv(t-T )+ Z B uv(t-Qiv)+li 
veN* veN.' i

unde:
• a, € R"x", bj, c, g R hj, A,.v, Bjv, t iiV o„v;

• li g R sunt toate constante;
• Xj(.):R —> Rn; e/.), ^(.), y^.): R -> R sunt funcpi de timp;
• x = dx/dt §i f,(.): R -* R sunt funcpi neliniare;
• Nj este mulpmea vecinataplor celulei C,;

PolarizSri {lj}

Unitatea I 
Subcircuit de 

Tnsumare a ponderilor

Unitatea II 
Subcircuit 

liniar dinamic
Unitatea III 

Nonliniaritate

Fig. 2.5 Schema bloc a unei celule
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Dupa cum se observa fiecare celula are doua tipuri diferite de intrari u,(t) §i Ip 
Intrarea de control u; se aplica ponderat prin Biv celulei Q §i celulelor vecine, in timp ce 
polarizarea Ij se aplica numai celulei Cp Timpii de intarziere Tiv §i criv sunt introdu§i 
pentru a obpne un model mai complex, realist, reflectand timpul de propagare necesar 
semnalului de reacpe yjv §i a intrarilor de control uiv de la celulele vecine pentru ac[iona 
asupra celulei C,.

Pentru celulele aparpnand vecinatapi N,, ponderile conexiunilor de control B1V 
respectiv cele de reacpe Ai v se pot reprezenta sub forma unor matrici. Aceste matrici de 
conexiune pot fi acelea§i sau pot diferi de la o celula la alta.

Defin i{ia 3

O RNC cu matrici de control, reacpe §i polarizare invariante la transformarile de 
coordonate, adica, independente de i, se numegte invarianta in spafiu.

Re[elele feed-forward multistrat §i rejelele Hopfield, abordate in Referatul 1 [5], pot fi 
considerate cazuri particulare ale acestui model. In cele ce urmeaza vom detalia studiul a 
doua cazuri particulare, RNC analogice gi RNC discrete.

2.2 Retele neuronale celulare analogice

2.2.1 Dinamica retelei

Rc{elele neuronale celulare analogice (RNCA) au fost primele introduse, de L. Chua 
gi L. Yang in 1988 [28]. Fa{a de cazul RNCG se fac urmatoarele simplificari:

• re^eaua are straturi bidimensionale. Dimensiunea unui strat k fiind de M x N 
celule, vom nota o celula cu CtJ unde i e {1,2, ...,M} gi j g {1,2, ...,N{;

• subcircuitul liniar dinamic este de ordinul intai, f = 1;
• neliniaritatea aplicabila in unitatea de iegire este o funcpe continua, liniara pe 

porpuni, definita de rela[ia:

f(x)= |(|Xi + 1| - |Xi - H) <2-3)

unde: I. I reprezinta valoarea absoluta ;

• b, = c, = 1. h, = 0 ;
• constantele a, = -a < 0 sunt aceleagi pentru toate celulele;
• fiecare celula este conectata intr-o vecinatate Nr(i,j) data de distant metrica 

d(i,j;k,l):
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d(i,j;k,l) = max(|i - k|, |j - 1|) <r (2.4)

Dupa cum se vede in Fig.2.6 vecinatatea unei celuie pentru r=l confine 8 celule, 
pentru r=2 confine 24 de celule, §.a.m.d.

r=2 r=3

Fig.2.6 Vecinatatea unei celule pentru r=1,r=2,r=3

In aceste condipi sistemul de ecuapi (2.2) se poate serie sub forma:

Ecuatia de stare

CXj,j(t) 7T*’’j(t)+ yw(t) + X Bi,j;k,| Uk,|(t) + I
Ki CweN,(M) CiuENJi.j)

pentru 1 < i,k < M si 1 < j,l < N

Ecuatia de intrare: Uij = Ej,j

Ecuatia de iesire: y^CO = |(| xu(t) + 1| - | Xj./t) - 1 |)

Conditii de stare: |y. j(0)| < 1 ; |uivj| < 1

Conditii asupra parametrilor: Ai,j;k,i = Ak,i:i,j; C > 0, R > 0

unde:
• u este intrarea independenta;
• x este starea celulei;
• y este ie^irea;
• Nr este vecinatatea de raza r a celulei;
• A este matricea de conexiune de reaepe, B este matricea de conexiune de control 

$i I matricea de polarizare;
• Rx ^i C sunt constante pozitive;
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2.2.2 . Structure unei celule

Sistemul descris de ecuapile (2.5) poate fi modelat prin circuital din Fig.2.7

Fig. 2.7 Un exemplu de circuit pentru o celula Cjj

Fiecare circuit Cjj confine o sursa independenta de tensiune, E(J, o sursa independenta 
de curent, I, o capacitate liniara C, doua rezisten^e liniare Rx §i Ry §i cel mult 2m (m 
reprezinta numarul celulelor invecinate) surse liniare de curent controlate in tensiune, 
cuplate la celulele vecine prin tensiunea de control uk| §i reacpa de la tensiunea de ie§ire yk|

Fig. 2.8 Caracteristica sursei neliniare de curent controlate in tensiune

In particular, sursele de curent controlate in tensiune sunt liniare Ix>(ij.kl) = Alj k, $i 
lxu(ij,kl) = B„ k). Singurul element neliniar este o sursa de curent controlata in tensiune Iyx = 
(l/Rj f(x,() cu caracteristica f(.) data in Fig.2.8.
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In practica, amplitudinea semnalului poate fi normalizata pentru a indeplini condipile 
parametrilor. Valorile rezistenjelor pot fi convenabil alese, ele determinand §i puterea 
disipata de circuit. Rezisten{ele Rx §i Ry au valori cuprinse intre IkQ §i 1MQ. CRX este 

5 8constanta de timp a circuitului §i este uzual aleasa de ordinul 10' -10 s.

2.3 Retele neuronale celulare discrete

2.3.1 Dinamica retelei

Aproximand ecuapa diferenpala de stare din sistemul (2.5) cu o ecuape cu diferen^e 
finite, unde t=nT, T fiind o constanta unitara de timp se poate ob[ine sistemul de ecuapi 
(2.6), care caracterizeaza o re(ea neuronala in timp discret (RNCD) [47], [48]:

Xi,j[n + 1] Z Aj,j;kj yk ।[n] + Z Bi,j;k,i uk,i[n] + I 
Ck . £Nr(i.j) CMcN,(i,j)

y[n + 1] = f(x[n]) = <

ptr. l<i<M;l<j<N
(2.6)

daca 
daca

x[n]> 1
x[n < 1

Spre deosebire de RNCA sistemul discret are doar ie§iri binare ponderate prin 
operatorul de reacpe. Ie§irea binara a unei celule este determinata de semnul tensiunii de 
stare a celulei, din iterapa anterioara §i este nedeterminata pentru o tensiune nula. Practic 
insa, exista intotdeauna un zgomot care determina o stare diferita de zero. Algoritmul este 
relativ insensibil la variapile date de toleran[a parametrilor reacpei, controlului $i 
polarizarii, daca este indeplinita condipa:

A = min| £ yk Jn] + Z ukJ[n| + I|
CkJ £ N,(i,j) CkJ t N,(i,j)

(2.7) 
ptr. l<i<M;l<j<N

Comparativ cu modelul analogic, cel in timp discret are cateva avantaje importante:
• Datorita utilizarii semnalelor binare, interconectarea mai multor chipuri este 

foarte simpla.
• Insensibilitatea parametrica data de ecuapa (2.7) determina robustejea rejelei la 

toleran(ele de fabricape, daca ponderile conexiunilor au fost proiectate corect.
• Viteza de propagare poate fi controlata intr-un domeniu larg schimband doar 

ffecven(a tactului. Aceasta u^ureaza §i testarea circuitului.
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2.3.2 Structure unei celule

Variabilele sunt tensiuni in diferite momente de timp discret. Pasul de iterate este dat 
de perioada semnalelor <f> । §i <j)2. Neglijand tranzipile parazite, momentul nT poate fi ales 
arbitral in timpul fazei de nivel "high" a semnalului 4>| (Fig.2.10).

Multiplicarea este realizata de sursele liniare de curent controlate in tensiune. 
Curentul suma este transformat in tensiunea x(nT) de rezisten|a Rx:

Xi.j(nT) = Rx ( Z Ai.j;kj ykl(nT) + I Bi.j;k,i ukJ + I)
Cm e Nr(i,j) Cm e Nr(i.j)

(2.8)

ptr. 1 < i < M ; 1 < j < N

Sursele de tensiune controlate in tensiune, F(xtJ(nT)) §i F(Zjj(nT)) au caracteristica 
neliniara:

F(v) =
daca v > 0

... daca v < 0 (2.9)

In timpul fazei de nivel "high" a semnalului 4>| condensatorul C, se incarca la 
tensiunea sau -V^. Pe durata fazei "high" a semnalului 4>?, (4>| "low"), 
condensatoarele C| $i C; sunt conectate in paralel. Tensiunea z./nT) se stabilizeaza dupa 
tranzipe la:
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z(nT) = (2.10)
CiF(xi,j(n - 1)T) + C2Zij(n - 1)T 

Ci + C2

Fig. 2.10 Diagrams semnalelor de tact pentru retelele neuronale celulare 
discrete

Deoarece §i jz,J < Vsat, pentru orice pas de iterate n, rezulta pentru C । > C2 ca:

yij(nT) = F(Xjj(n - 1)T) =
daca Xjj(n-l)T>0
daca Xjj(n-l)T<0 (2.11)

Inlocuind x,j(n-l)T dat de ecuapa (2.8), in relapa (2.11), obpnem:

y./nT) = F( Rx ( £ Ai<j;k.i ykJ((n - 1)T) + Z B,j;kJ ukJ + D)
CutV(M) CM e

(2.12)

ptr. l<i<M;l<j<N

Prin normalizarea tensiunilor la Vsat, a curenplor la Vsat/Rx a elementelor pasive la 
Rx se obpne sistemul de ecuapi (2.6).

Pentru circuital prezentat literatara ofera structari analogice echivalente eficiente.
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Capitolul 3

ASPECTE ALE PROIECTARII
RETELELOR NEURONALE CELULARE
SI MODALITATI DE IMPLEMENTARE

3.1 Metode de determinare a matricilor de conexiune

Problema esenpala care se pune in proiectarea RNC este determinarea matricilor de 
interconexiune, astfel incat rejeaua neuronala sa implementeze o anumita aplicape.

Dinamica complexa a celulelor in interacpune este determinata de matricile 
interconexiunilor de control, de reacpe §i de polarizare.

In majoritatea aplicapilor in care RNC funcponeaza ca operatori (in prelucrarile de 
imagini), aceste matrici sunt invariante in spapu. Din punctul de vedere al programabilitapi, 
matricile ponderilor reprezinta subrutine. Ele pot lua valori discrete prestabilite sau pot fi 
controlate in timp. Intrucat schimbarea ponderilor poate fi realizata mult mai repede decat 
stabilizarea retelei, se pot utiliza §i matrici de conexiune variabile in timp.

Literatura consemneaza mai multe metode de determinare a matricilor de conexiune 
intre care:

• Translatarea automatului celular, a filtrarii bidimensionale §i a procesarilor de 
imagine de tip convolupe in matrici de conexiuni a fost utilizata cu succes inca de 
la aparipa RNC [29],

• Utilizarea metodelor analitice, prin luarea in considerare a unor efectc dinamice 
simple, este o alta modalitate de construire a matricilor pondere, aplicata cu 
succes in modelul retinei $i in microscopia electronica (la deblurring) [82], [70],

• Rezolvarea unui sistem de inegalitap care asigura condipa ca ie^irea dorita sa fie 
un punct de echilibru. Metoda nu garanteaza oprirea tranzipei in minimul global, 
corespunzator ie^irii dorite. Procesarea se poate opri in minime locale. Metoda 
este adecvata in cazul in care condipile inipale nu sunt prea indepartate de ie^irea 
dorita.
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• Minimizarea unor funcjii de cost constitute ideea de baza a mai multor algoritmi 
de obpnere a unor matrici de conexiuni adecvate. Cea mai simpla metoda 
abordeaza diferenja dintre ie§irea dorita §i ie§irea curenta .

Observapi:
• Funcpa de cost poate dificil de minimizat, ea putand avea mai multe minime 

locale sau chiar globale.
• Daca nu este garantata stabilitatea RNC aceasta poate oscila sau deveni chiar 

haotica.
• Alte dificultap pot fi generate de faptul ca funcjia de cost nu este diferenpabila.

Probleme importante sunt convergent algoritmului, unimodalitatea funcpei de cost, 
selectarea unui set de date de antrenament adecvate pentru a asigura generalizarea.

Au fost dezvoltate versiuni modificate ale algoritmului cu retropropagare recurenta a 
erorii (recurrent back-propagation ) §i ale celui cu retropropagare a erorii in timp (back- 
propagation through time) pentru a asigura nu numai evolupa inspre puncte fixe de 
echilibru, ci §i dupa o anumita traiectorie.

Tehnicile de tip gradient necesita intuipe §i experien^a in alegerea adecvata a 
modelelor de antrenament §i a dinamicii locale. Pentru RNCD in [64] se folose§te o 
metoda de optimizare pentru determinarea traiectoriei, fiind in acest sens, singura de tip 
global. Pentru aceasta metoda problema care se pune este cate modele sunt necesare 
pentru o buna generalizare. In [100] se obpne §i o limita superioara a numarului de 
e^antioane.

• Utilizarea algoritmilor genetici. Algoritmii genetici au performance bune in 
cazul in care opereaza cu pupni parametrii liberi (ponderile interconexiunilor) §i 
multe variabile dependente (valorile de ie§ire ale pixelilor) [56], [94], Ei pot gasi 
minimul global in spapi de cautare zgomotoase §i discontinue, fara a utiliza 
informapa de diferenpere a funcpei de cost.

Diferite tipuri de ecuapi diferenpale parpale pot fi utilizate in forma lor discretizata 
spatial pentru a obpne matricile de interconexiune . Cazuri speciale interesante sunt 
undele autogeneratoare (autowave) §i modelul difuziei, ce utilizeaza urmatorul tip de 
ecuape:

dl(x, v t)
---- = D.divgrad(g(I(x,y,t)) + F(I(x,y,t).L) (3.1)

unde :
• I(x.y,t) este o funcpe de intensitate spapo-temporala;
• g( ) $i F( ) sunt funcpi neliniare;
• D $i L sunt constante;
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• In cazul RNC cu mai multe straturi se utilizeaza metode care combina in serie 
sau in paralei efectele cunoscute ale unor operatori simpli (considerand matricile 
de conexiuni subrutine) pentru a obtine algoritmi analogic! complec§i. Ace§ti 
algoritmi se pot reprezenta prin diagrame, limbaj de programare sau cod ma§ina 
§i necesita intuipa §i experienta proiectantului pentru descompunerea in 
elemente componente a aplicatiei.

Optimizarea ulterioara a parametrilor nominali a RNC, in raport cu toleranta 
parametrilor §i a perturbatiilor modelelor de intrare reprezinta o alta problema, un prim 
pas in luarea in considerare a constrangerilor de implementare hard. Pentru 
implementarile VLSI concrete sunt posibile simplificari importante care pot fi luate in 
considerare in faza de proiectare [77].

Prin experienta, imbinand analiza cu metodele euristice se poate dobandi o oarecare 
indemanare.

3.1.1 Algoritmi pentru convergenta la punctefixe

Pentru simplitate se va adopta cazul unei retele bidimensionale de dimensiune MxN, 
relatiile extinse fiind valabile in cazul general multidimensional. Fiind dat modelul de 
ie§iredorit, pentru fiecare celula Qj (i=l,2,...M, j=l,2,...N) apartinand unei RNCA de 
dimensiune MxN, in regiunea de saturate = 1 §i intrarea u^ se pune problema

determinarii matricilor de conexiune, astfel incat starea corespunzatoare x*. 

data de:
Xtj - X A(jkl *yw + Z ®ij,kl Ukl + Ijj 

kleNjij) klcNr(ij)

iarderivata x^ = 0. Conditiile de convergent spre starea dorita y* sunt:

= 1 sa fie

(3.2)

xj > +1 daca yj = +1 

xj < -1 daca yj = -1

Cele doua conditii se pot restrange in inegalitatea:

yij ( £ A(j u • yfj + X BM Uy + Ijj) > 1
kleN,(lj) 1 klcNjij)

(3.4)

(3.4)

In general exista P perechi de modele antrenament (modele de intrare u!pl - modele de 
ie^ire y^lpl). P>l (p= 1,2......P) §i pentru fiecare se poate obtine o inegalitate de forma 
(3.4). Sistemul de inegalitati obtinut se poate rezolva prin mai multe metode. ca de 
exemplu: metoda relaxarii [66], algoritmul perceptronului [45], algoritmul ADATRON [73].

in [35] este evitata rezolvarea sistem de inegalitati, care reprezinta partea cea mai 

laborioasa. pnn eliminarea din start a zonelor care nu pot contine stari stabile. Toata procesarea 
se reduce la o simpla testare de semn o cautare eficienta intr-un arbore binar.
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Pentru fiecare dintre algoritmii anterior menponap exista o teorema de convergent 
care garanteaza gasirea unei solupi daca aceasta exista.

In unele aplicapi (ca de ex. procesarea de imagini) este necesara invariant la rotape, 
sau izotropia matricilor de conexiune. Top algoritmii anterior menponap pot fi modificap 
pentru a incorpora aceste constrangeri suplimentare.

Relapile (3.2)-(3.4) date pentru re|elele neuronale analogice sunt adevarate §i pentru 
cele discrete daca se ia in considerare un moment de timp discret n suficient de mare ca 
re(eaua sa se stabilizeze intr-un punct fix.

in ambele cazuri nu s-au luat in considerare in procesul de invajare condipile inipale 
pentru stare x(0) §i pentru ie§ire y(0), motiv pentru care nu exista un control al bazinelor 
de atracpe. In literature se consemneaza rezultate pozitive in aceasta direcpe, valabile 
doar in cazul in care tranzipile rejelei sunt simplu monotone [77].

3.1.2 Metode de tip gradient pentru Tnvatare de traiectorii prescrise
pentru retelele neuronale celulare analogice

Proiectarea evolupei inspre puncte fixe nu garanteaza comportarea corecta a 
sistemului dinamic, din moment ce nu intotdeauna starile inipale se gasesc in bazinele de 
atracpe ale starii de ie§ire dorite.

Este necesara gasirea unui vector s (A, B, I) astfel incat ie§irea RNC d[p,(oo) sa fie cea 
dorita, pentruo stareinipalaxlpl(O) §iointrare dataulpl,pentrutoateperechiledemodele 
de antrenament (p=l,2, ...,P).

Uzual se define§te o eroare sau o funcpe de cost depenta de punctele fixe §i de ie§irile 
dorite (retropropagarea recurenta a erorii - recurrent bakpropagation) sau in general de 
traiectoria sistemului §i traiectoria dorita (retropropagarea erorii in timp - 
backpropagation through time):

P M N
E(s) = m E^x’.d’)

p=ll=l J=l
(3.5)

Derivata funcpei de mai sus in report cu ponderile poate fi utilizata pentru gasirea 
minimului local al erorii:

Pentru simplitate se va omite indexul p, deoarece oricum gradientul se insumeaza 
pentru toate perechile de modele de antrenament. Datorita Iiniaritapi pe porpuni a funcpei 
de ie$ire este mai bine sa se defineasca eroarea ca o funcpe de stare cu un parametru R [2], 
[89]:

. — |v-(l + R)|k dacav<(l + R)
e(v|R) = 'lk *

in rest (3.7)
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Funcpa de eroare de vine:

§i derivata ei:

E(xij,dij) = e(xijdij R) (3.8)

dE de(xijdij R) dXjj 
— - ---------------- . d i;.-----ds dx ij J ds

(3.9)

Parametral R define§te robuste(ea in spapul starilor, ceea ce inseamna ca eroarea 
raportata la o celula va fi zero ori de cate ori ie§irea ei ajunge la cel pupn o distant R fa(a 
de limita regiunii de saturate.

(3.11)

Retropropagarea recurenta a erorii (RRE) este o generalizare a algoritmului cu 
retropropagare a erorii (backpropag). Eroarea se raporteaza la punctele fixe de stabilitate 
(presupunand ca acestea sunt atinse):

Eij(s) = e(xij(oo)dij|R) (3.10)

§i ecuapile devin:

dE dFy 
ds J ds 

t ► CO

unde:
• Fy este membrul drept al ecuapei de stare;
• Xy e RMxN este un vector de eroare, procesat pentru sistemul 

pomind de la orice condipe inipala ^(0);

^=Aj+ I A^.f^xjoo).^,+e’(xlj(oo)dij|R).d (3.12)

Sistemul asociat dinamic este introdus numai pentru a evita inversarea unei matrici. 
Daca algoritmul gase§te un vector parametru adecvat, el nu va inva(a doar punctele fixe 
doritc ale sistemului dinamic, ci §i traiectoriile de la o anumita stare inipala la acestea.

Problema algoritmului RRE este ca RNC devine instabila in timpul procedurii de 
inva(are. daca e§ueaza in gasirea solupei. Pentru a evita acest lucru, a fost introdusa 
retropropagarea erorii in timp [77].

dinamic asociat

Retropropagarea erorii in timp (RET)
Acest algoritm permite atat inva(area punctelor de ie^ire dorite cat $i a unor traiectorii 

prescrise. Eroarea devine:
T

E,i(s) = e,(xi|(T)dij Rlfe,^^ R)dt
0

(3.13)
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§i gradientul erorii:

dE , dFfj 
------= A.--------- 

ds ds (3.14)

utilizandu-se sistemul asociat dinamic descris de :

S = "S +k|£ -e1(xij(T)dij|R).e;(xij(t)dij|R)dij (3.15)

Sistemul asociat dinamic trebuie integrat inapoi in timp din moment ce valoarea X,j 
este cunoscuta la momentul T:

X (T) = e, (x<T)d„ R). d,j fe, (x „ (OdjRJdt 
0 (3.16)

Dependent de alegerea lui e, respectiv e2 algoritmul poate invata o traiectorie 
prescrisa la ie§irea dorita sau obpne informapi din traiectorie pentru a gasi un vector 
parametru pentru a atinge ie§irea dorita intr-un interval de timp dat T.

Observa$ii
1. Toate tehmcile menponate necesita intuipa §i experien^a proiectantului pentru 

alegerea adecvata a modelelor de antrenament §i specificarea dinamicii locale.
2. 0 problema comuna tuturor algoritmilor de tip gradient este cea a mimmelor locale ale 

funcpei de eroare. Astfei incat rezultatele sunt dependente de parametrii impali. Pentru evitarea 
minimelor locale se folosesc metodele clasice, aplicabile in cazul retelelor neuronale, in general:

• selectarea aleatorie a ordinii modelelor de antrenament. Aceasta metoda are un 
mecamsm intnnsec de ie§ire din minimele locale, dar existenta mai multor 
minime globale poate genera probleme de convergenta;

• repetarea inva(ani cu parametrii initial! ale§i aleator. pana se atinge un minim 
global al eroni;

3. Rezultatele RRE $i RET sunt supenoare in raport cu vananta clasica RPE. Pentru 
ambele versiuni exista $i vanante aplicabile RNCD.

3.1.3 Metode de invatare de traiectorii prescrise Tn rejelele neuronale 
celulare discrete

Metodele de tip gradient nu sunt aplicabile in cazul RNCD, deoarece gradientul erorii 
nu exista peste tot in spapul parametnlor rejelei. datorita funcpei hard limitatoare 
(signum) utilizate.

Avantajul este ca tranzipa de la momentul n la momentul n-H poate fi descnsa pnn 
inegalitap limare . Fiind data mtrarea u $i y<0) se aplica recursiv ecuapa de stare ^i se 
obpne urmatorul set de inegalitap. in fiecare moment de timp n=0........T-l:
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XjJnJ^O daca yJn + lH+1 

xfj[n]<0 daca yijIn + l] = -l (3.17)

Din care se obpne :

yJn + lM z AijtkI •ylj|nl+ £ Bijkl • ukl + I ) > 0 f3 18) 
klcNr(ij) kleNr(ij)

Se observa ca exista mai multe traiectorii posibile §i valoarea 0 se poate inlocui in 
relapi cu o constanta R pentru a asigura robuste^ea re(elei. Solujia sistemului de inegalitap 
nu se schimba, are loc doar o scalare a solupei sistemului original. Aceasta reflecta faptul 
ca spapul solupilor unui sistem general de inegalitap de forma (3.18) este un con convex :

€ rMxn :siP|. vlpl > r > 0; vlpleRMxN pentrul<p<pj (3.19)

Prin cre§terea valorii lui R varfiil conului se indeparteaza de origine. O definipe a 
robustepi solupei s §i a modului in care se poate obpne cea mai robusta solupe este data in 
§ 3.2.

3.1.4 Algoritmi global! pentru retelele neuronale celulare discrete

Algoritmii cu inva[are globala pentru RNCD [76] proiecteaza traiectoria, ei insa§i, 
printr-o procedura de optimizare, determinand parametrii rejelei care transforma un set de 
modele de intrare intr-un set de modele de ie§ire dorite. Spre deosebire de algoritmii locali 
la care are semnificape intrarea intr-o celula, aici imaginile de intrare se aplica intregii 
re(ele.

Probleme mai complexe pot fi rezolvate astfel §i obpnute traiectorii mult mai 
complicate. Dezavantajul acestei metode este faptul ca se pare ca aparpne problemelor de 
tip combinatorial §i deci costul computational este ridicat.

Toate variantele au la baza ideea definirii unei funcpi de cost care se minimizeaza, 
determinand invajarea.

RNCD au doua comportari posibile:
• fie converg spre un punct de echilibru stabil;
• fie oscileaza periodic;

In majoritatea aplicayilor nu sunt tolerate oscilapile, de aceea ele trebuie penalizate 
prin funcpa obiectiv.

Fie s vectorul parametru care conpne ponderile interconexiunilor RNCD.
Se define^te o distant metrica Alp,(s) §i o funcpe de cost o(s) astfel:

\lpl/ a- 7 - - (yj£ (x l-d'J”) pentru punctele de ehilibru stabil (3.20)
A ( S ) — ']4ij ' '

1 pentru oscilatiile periodice
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o(s) = ZQp.A,(s) (3.21)

unde: Wjj g[0,1], Qg[0,1] §i reprezinta factori de ponderare normalizap care satisfac 
relapile:

11^ = 1 (3.22)
i=lj=l

f =1 (3.23)

In unele aplicapi pot fi tolerate oscilapi moderate, in acest caz, se utilizeaza o distant 
~ IpI

metrica modificata A (s) in care se face o mediere intr-un interval de timp al perioadei 

oscilapilor.
Datorita neliniaritapi funcpei signum a celulelor unei RNCD, funcjia obiectiv are o 

proprietate nedorita: are platouri multidimensionale de valori constante §i discontinuity 
(pante abrupte intre acestea). Deci derivata funcpei obiectiv este fie zero (pe platouri), fie 
nedifinita (pe discontinuity) astfel incat metodele clasice de optimizare ce utilizeaza 
derivate sunt inaplicabile.

Exista §i in acest caz mai multe alternative pentru soluponarea problemei:
• metode de optimizare care nu utilizeaza informape de gradient pentru 

minimizarea funcpei obiectiv o(s) [64];
• inlocuirea funcpei neliniare de tip signum cu o fiincpe sigmoida cu ca§tig 

variabil [64]. Sistemul devine astfel unul dinamic diferenpabil, pentru care 
metodele clasice de optimizare pot fi aplicate. Ideea este de a pomi cu un ca§tig 
mic pentru fiincpa sigmoida §i de a gasi minimul funcpei de cost. Ca§tigul este 
apoi crescut pupn §i din nou se minimizeaza funcpa obiectiv. Procedura se repeta 
pana cand ca§tigul e foarte mare §i funcpa sigmoida aproximeaza cu o anumita 
eroare neliniaritatea signum;

• aplicarea metodei “racirii simulate” (simulated annealing) pomind de la 
observapa ca problema de optimizare are un spapu al starilor finit poate deci fi 
abordata ca o problema de optimizare combinatoriala. Experien^a a demonstrat 
ca aceasta metoda de§i costisitoare computational este robusta §i gase^te solupi 
bune chiar §i in cazurile dificile [64];

• algoritmii genetici au fost §i ei testa^i in invajarea globala atat pentru RNCA cat 
$i pentru RNCD. Rezultatele nu sunt edificatoare. S-a stabilit insa faptul ca 
decisiva pentru succes este codarea coeficienplor, ceea ce este o directie de 
cercetare deschisa;
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Algoritmii cu invajare globala nu sunt inlocuitori ai algoritmilor locali, ci metode 
complementare pentru invajare in RNCD. Selecpa adecvata a modelelor de antrenament 
reprezinta o problema cruciala pentru algoritmii globali. Rezultatele obpnute depa§esc 
performan|ele algoritmilor locali.

3.1.5 Algoritmi oriental spre implementarea hard

Metodele de tip gradient prezentate sunt valabile pentru orice sistem descris de o 
ecuape generala de forma:

x = F(x,s) (3.24)

unde ideal F este membrul drept al ecuapei de stare a unei RNC.
Orice implementare fizica reala reprezinta o variants a acestei ecuapi, fiind posibile 

simplificari in cazul in care exista descrierea exacta a circuitului real. Literatura 
consemneaza o serie de realizari in aceasta direcpe [63], [69].

3.1.6. Algoritmi genetici

Proprietaple semnificative ale algoritmilor genetici sunt urmatoarele:
• opereaza cu o codare binara a setului de parametrii (§i nu cu parametrii propriu-zi§i);
• cautarea are loc intr-un numar de puncte a spapului parametrilor (ce formeaza o 

populape);
• in procesul de optimizare utilizeaza doar funcpa de cost (nu derivata ei sau alta 

informape);
• utilizeaza reguli de tranzipe probabilistice;

Algoritmii genetici sunt capabili sa opereze cu funcpi de cost dificil de minimizat, 
nediferenpabile, cu minime locale sau chiar mai multe minime globale. Stabilitatea re[elei 
nu trebuie asigurata prin constrangeri. Performan[ele sunt remarcabile in cazul in care 
funcponeaza cu pupni parametri liberi (valorile interconexiunilor) §i mulp parametri 
depcndenp (valorile pixelilor de ie§ire). Pe masura ce numarul parametrilor create 
performan[a re(elei scade.

Modul de codare al parametrilor reprezinta cheia succesului. "Codarea comuna" 
e^ueaza in cazul unui numar ridicat de parametrii §i in minime locale. Rezultatele 
obpnute cu codarea “incruci§area aleatoare” (random crossover) nu sunt influen(ate de 
numarul parametrilor $i performan(ele obpnute in cazul unor probleme complexe sunt 
incurajatoare. Au aparut §i algoritmi genetici hibrizi care incorporeaza ^i operatori 
specifici aplicapei.

Prin utilizarea algoritmilor genetici au fost generate matrici de interconexiune pentru 
operatori simpli de imagine [56] (mediere. detecpa unghiurilor convexe. determinarea 
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umbrei, conversia imaginilor cu nuance de gri in imagini alb-negru “halftoning” §i invers, 
“inverse halftoning”) §i au fost soluponate probleme complexe ce necesita o procesare 
masiv paralela, cum este clasificarea §i detecpa texturii materialelor, extragerea 
defectelor din acestea [94].

3.2 Robuste{ea

Se poate discuta despre:
• robustejea relativa in spapul modelelor de intrare respectiv in spapul ponderilor;
• robustejea absoluta;

Problema a fost abordata intr-o serie de cazuri concrete, atat pentru RNCD cat §i 
pentru RNCA (in absen^a reacpei inverse de la celulele vecine), cu matrici de 
interconexiune invariante in spapu [47].

Exista mai multe modalitap de defmire a robustepi unei solupi s in raport cu diferite 
norme in spapul R MxN: sgS . {seRMxN:stv(pl>0; v[p]gRMxN pentru l<p<P}.

De exemplu, robuste^ea relativa in spapul vectorilor rw(s) in raport cu norma 
euclidiana ||]| este definita de relapa [92]:

max(r) inraport cu V As eRMxN:||As|| = r||s|| => (s + As) eS (3.25)

Robuste(ea absoluta Rw(s) se define§te ca o solupe a urmatoarei probleme de 
optimizare:

s‘vlpl
(3.26)

Intr-un mod similar se poate defini §i robuste{ea relativa in spapul modelelor de 
intrare.

Se poate demonstra ca rw(s) este distanja minima a vectorului 5|||As|| la planele definite 

de modelele vlpl. Cea mai robusta solupe s* se poate obpne rezolvand ecuapa:

min||s|| inraport cus‘vlpl > ||s,pl|| pentru p = l,2,...,P (3 27)

Evident solupa nu este unica, din moment ce o scalare pozitiva nu influen(eaza 
robustetea. De aceea se poate adauga o constrangere suplimentara ||5|| = 1 problemei de 
optimizare. Se poate demonstra ca daca problema este solvabila, obiectivul $i 
constrangerile pot ft schimbate intre ele, obpnandu-se o problema echivalenta de 
programare patratica cu constrangeri sub forma unor inegalitap lineare:

min||s|| in raport cu s’vlpl > ||slpl|| pentru p=l,2,...,P (3.28)
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Solutia obfinuta este cea mai insensibila atat la tolerantele ponderilor RNC datorate 
implementarii hard imperfecte cat §i la perturbatiile modelelor de intrare.

Algoritmul "Adaptive perceptron" gase§te solutia optima a ponderilor [76] RNCD §i 
in cazul matricilor de interconexiune rotational invariante pe o vecinatate r, pentru 
RNCA bidimensionale.

Definifia 3

O matrice de conexiuni este rotational invarianta daca orice rotajie k-90°, keN, in 
jurul centrului §i orice reflexie pe diagonals (fata de centra) o lasa neschimbata.

In plus se demonstreaza ca daca aplicatia este invarianta in raport cu un grap, §i 
ponderile optimale obtinute vor fi invariante [73]. Ca un efect colateral este posibil ca 
ponderile optime sa fie invariante in raport cu un grap mai mare de transformari.

Problema robustetii a fost abordata §i in cazul aplicatiilor de tip “ca§tigatoral ia 
totul” recent dezvoltate pe structure neuronala celulara [59]. In versiunea originala, 
dimensiunea retelei era limitata la un numar de zece neuroni pentru a admite tolerante de 
fabricatie rezonabile. Ulterior, a fost propusa o extensie a algoritmului ce utilizeaza o 
func[ie de activare unipolara §i intreraperea temporara a reactiei inverse (clipping 
feedback) ceea ce confera retelei robustete atat la varia{iile relative cat §i ale celor 
absolute ale parametrilor retelei.

3.3 Domeniul dinamic

Definijia 4

j Domeniul dinamic este valoarea maxima absoluta a variabilelor de stare M>|Xij(t)|

In [28] s-a demonstrat ca M este suma valorilor absolute a tuturor matricilor de 
conexiune plus unu:

M = xm„ = 1 + RJI| + Rx maxi £ (I Ahj;k,i | + | | )| 29)
CkjtNr(i.j)

O conditie similara s-a obtinut §i in cazul matricilor de conexiune neliniare [30] §i cu 
intarziere in timp [82], Fiind dat domeniul dinamic pentru o tehnologie data 5V sau 15V, 
in tehnologia VLSI CMOS se poate determina domeniul valorilor interconexiunilor, 
pentru functionarea corecta a unei RNC.
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3.4 Stabilitatea

Stabilitatea este o problema cheie a proiectarii RNC.

Definitia 5

O RNC este complet stabila daca ea converge spre o stare cu o valoare constanta 
stabila, pentru orice intrare §i orice stare inipala.

Una dintre metodele eficiente in demonstrarea stabilitapi unei retele neuronale 
celulare, aplicabila §i in cazul RNC, este metoda Lyapunov.

Un sistem dinamic este stabil daca se poate gasi o funcpe Lyapunov care 
caracterizeaza funcponarea sistemului, descrescatoare de-a lungul tuturor traiectoriilor 

posibile, adica E(t) < 0. Funcpa Lyapunov asociata unei retele neuronale este o funcpe de 

energie E(t), dependenta de parametrii retelei, similara cu energia sistemelor fizice. 
Pentru RNC se define§te urmatoarea funcpe Lyapunov:

E(0=-|z Z AiJ,uyIJ(t)yu(t) + -^Syl^ Z Bt).kiyij(t)u,d(t)-Xi.yij(t)
Cw^NrUJ) 2.R M M CucN,(M) i.j (3.3U)

In articolul original [27] §i in [44] se demonstreaza ca simetria matricii de reacpe este 
o condipe suficienta ca aceasta funcpe sa fie monoton descrescatoare, deci sa fie 
asigurata stabilitatea RNCA.

In [44] se demonstreaza in plus ca pozitivitatea interconexiunilor este o condipe 
suficienta de stabilitate. S-a demonstrat §i modul in care stabilitatea matricilor de 
conexiune simetrice §i pozitive poate fi extinsa §i la alte categorii prin transformari 
adecvate simple [86]. Pentru matricile de interconexiune cu semne opuse s-au gasit nu 
numai condipile in care se genereaza stabilitate ci §i comportare haotica [82], In [25] se 
da o condipe pentru stabilitatea completa a RNCD cu intarziere. S-a gasit un set de 
condipi in care intarzierea nu genereaza instabilitate (ca de ex. in cazul interconexiunilor 
pozitive ca seinn). S-a demonstrat §i ca matricile simetrice ca semn sunt stabile aproape 
pcste tot. S-a studiat posibilitatea existence! punctelor multiple de echilibru.

S-a demonstrat posibilitatea comportarii oscilatorii §i haotice, care au condus la noi 
aplicapi.

Stabilitatea este, in concluzie, o problema relativ bine fundamentata teorctic, pentru 
mai multe categorii de RNC. Pentru unele matrici de conexiune, experimental stabile, nu 
exists inca o demonstrape a stabilitapi.
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3.5 Generalizarea

Definitia 6

Generalizarea reprezinta abilitatea unei retele neuronale de a opera corect §i cu date de 
intrare care nu au fost incluse in setul de antrenament.

In contextul inva|arii din exemple unul dintre aspectele esenpale este determinarea 
numarului datelor de antrenament necesare pentru o generalizare corecta.

Ca o masura a puterii de procesare a retelei s-a introdus dimensiunea Vapnik- 
Chervonenkis [53],

Definitia 7

Dimensiunea Vapnik-Chervonenkis (VCdim) este dimensiunea celui mai mare set al 
datelor de antrenament VCdim, pentru care o rejea are puterea de a implementa 2|S| 
dihotomii in spapul modelelor de ie§ire, unde |S| reprezinta numarul e§antioanelor de 
antrenament din S.

Datorita similaritapi cu arhitectura retelelor neuronale multistrat §i a invariant 
matricilor de interconexiune s-a determinat pentru o RNCD, cu NI intrari intr-o celula, 
masura Vapnik-Chervonenkis [101]:

VCdim <NI + 1 (3.31)

Considerand r raza vecinatapi, se poate calcula NI, NI=2.(2r+1 )2 §i VC dim devine:

VCdim < 2(2r + I)2 +1 (3.32)

Un model matematic care opereaza intr-un cadru probabilistic al inva(arii §i 
generalizarii este teoria aproximarii probabil corecte (probably approximately correct 
PAC). Odata ce VCdim este cunoscuta, aplicarea teoriei PAC permite calculul unei 
valori utile in practica numita, “complexitatea e§antioanelor” (sample complexity), o 
masura puterii de procesare a rejelei, a abilitapi de a realiza transformari arbitrare asupra 
spapului modelelor de intrare.

Definitia 8 |

i Complexitatea e^antioanelor este o limit! superioar! a numarul datelor de
i

antrenament necesare pentru o generalizare de incredere.
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Datorita recuren{ei, RNCD poate realiza mai multe transformari decat o re^ea feed
forward cu elemente liniare cu prag.

Presupunand funcponarea corecta a re[elei pentru datele de antrenament, 
complexitatea e§antioanelor mo(8,£) ne da o limita superioara a numarului modelelor de 
intrare pentru o generalizare corecta cu o eroare e, cu o probabilitate ce tinde spre cea a 
certitudinii, cu o eroare 8 (in condipile in care atat datele de antrenament cat §i cele de 
testare au o aceea§i distribute).

Adica daca (pentru doua valori e,8> 0) la intrarea RNCD se aplica m>mo(8,E) modele de 
antrenament atunci probabilitatea ca re^eaua sa clasifice corect toate modelele de intrare cu 
exceppa a £ modele tinde spre certitudine cu o eroare 8, ori de cate ori m>m0(8,E).

In literatura [101] se studiaza doua cazuri:
• rejeaua implementeaza transformari globale de la o intrare independenta 

constanta u(0) §i o stare inipala y(0) la o ie§ire y(T) dupa T pa§i:

m0(8,E)< —
12 2

(NI + l)lg—+ lg — 
e 8

(3.33)

• re[eaua inva^a o traiectorie a vectorului de ie§ire y(t) discretizata pe axa timpului 
in T pa§i (y(l),y(2),...,y(T)) pomind de la intrarea u(0),u(l),u(2),...,u(T-l) §i 
starea de ie§ire impair y(0).

Datorita naturii discrete §i a actualizarii paralele a strategiei de inva[are a RNCD 
problema inva[arii unei traiectorii poate fl descompusa intr-o problema de T tranzipi 
globale a MxN celule.

4 1
m0(8,E)<-

£ T.M.N
12 2

(NI + 1) lg—+ lg —
£ 0

(3.34)

Cele doua erori 8,e pot fi estimate utilizand teoria PAC, inclusiv in condipi de zgomot [96].

3.6 Implementarea hard soft

Inca de la aparipe RNC au fost strict legate de implementarea fizica concreta. Primele 
incercari au fost VLSI, imediat dupa introducerea conceptului, de§i nici implementarile 
opticc nu s-au lasat prea mult a§teptate.In prezent implementarile VLSI au o tehnologie 
rclativ bine fundamentata. Elementul esenpal este transconductanja care realizeaza 
ponderea conexiunii.

3.6.1 Implementarea soft

Pachetul de programe disponibil conpne trei simulatoare, ce pot rula pe orice 
calculator IBM-AT 80286, sau compatibil [114], [115]:

• un simulator soft in virgula fixa;
• un simulator soft in virgula mobila;
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• un simulator pentru RNC variante in spapu;
Cele trei simulatoare sunt un mediu de programare de tip user-friendly. Caracteristica 

lor esenpala este posibilitatea de simulare a refelelor multistrat. Cele doua simulatoare 
soft ofera ceva mai multe facilitap §i o mai mare flexibilitate, dar la o viteza §i la o 
capacitate de memorare mai mici decat cel bazat pe acceleratorul hard multiprocesor. 
Simulatorul in virgula flotanta ofera precizie mai mare, manipuleaza conexiuni cu 
ponderi cu valori mai mari, cu prepil unei capacitap de memorare mai mici decat cel in 
virgula fixa. O varianta mai noua permite §i implementarea unor matrici de 
interconexiune variante in spapu [115].

Simulatoarele pot implementa RNC cu mai multe straturi, atat analogice cat §i 
discrete, conectate intre ele arbitrar (numarul maxim al straturilor este de zece, pe 
simulatorul soft). Densitaple celulelor pot diferi de la un strat la altul. Conexiunile 
modelate pot fi liniare, neliniare sau cu intarziere in timp. Se pot utiliza succesiuni de 
matrici de conexiune in algoritmi complec§i. Pentru descrierea acestor algoritmi se 
utilizeaza un limbaj simplu de programare. Se pot procesa operapi logice §i aritmetice. Se 
recunosc patru tipuri diferite de formate de fi§iere pentru imagini. Se pot crea fi§iere care 
sa permita restaurarea mediului §i chiar sa redea evolupa intregului experiment (fara o 
noua procesare). Se pot afi§a pe ecran mai multe imagini, tranzipile celulelor selectate, 
informapile cele mai importante despre simularea curenta. Se poate utiliza §i un adaptor 
multidisplay pentru maximum patru monitoare.

3.6.2 Acceleratorul hard

Realizarile analogice VLSI sunt cele mai performante in ceea ce prive§te viteza de 
procesare. Numarul relativ redus al celulelor implementate pe chip (pana in prezent de 
ordinul miilor), programabilitatea limitata, restrange insa complexitatea aplicapilor.

Dezvoltarea acceleratorului hard [85], cu 1 milion de pixeli, sub forma PC add-on 
board, transforma instantaneu un calculator personal intr-o stape de lucru (workstation) 
capabila sa emuleze RNC la o mare viteza §i la o fracpune din prepil de cost al unui 
calculator de mare viteza care proceseaza identic.

Acceleratorul hard utilizeaza circuite integrate VLSI §i reprezinta cea mai buna 
solupe din punctul de vedere al programabilitapi, flexibilitapi, complexitapi al prepilui 
de cost.

Arhitectura acceleratorului conpne 4 DSP standard, pentru calculul raspunsului 
tranzitoriu al unei RNC cu un strat, ce are 0,25.106 - 0,75.106 celule neuronale analogice 
(dependent de tipul matricii de conexiune). Arhitectura $i principiile de proiectare sunt 
independente de numarul procesoarelor
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3.6.3 Workstation pentru refele neuronale celulare

Continua dezvoltare a mediilor de programare existente a dus la conceperea unei 
arhitecturi ce confine [112]:

• un scanner optic;
• o videocamera interfa(ata cu calculatorul printr-un frame grabber;
• grafica interactiva;
• fi§iere de tip ASCI;
• un simulator soft de uz general cu o biblioteca de imagini §i templates;
• un simulator dedicat chipului cu logica programabila duala;
• un simulator bazat pe acceleratorul hard, care utilizeaza numere in virgula mobila;
• acceleratorul hard;

Sistemul de tip workstation este deci un pachet integral hard-soft ce poate fi instalat 
pe orice computer compatibil IBM PC-AT, fiind un instrument util pentru proiectarea de 
noi algoritmi de invajare §i matrici de conexiune in RNC .

3.6.4 RNC cu ponderi fixe

Conexiunile locale §i structura geometrica regulata a RNC sunt doua avantaje majore 
pentru implementarea fizica. In literature de specialitate s-au publicat mai multe variante 
pentru versiunea analogica.

Primul chip testat, in 1991, a inregistrat o performan{a remarcabila, o constanta de 
timp de 100 ns la o densitate de 32 celule/mm2. Viteza de procesare de 1 Terra operapi pe 
secunda calculata la o suprafaja de siliciu de 1 cm2 este remarcabila. Versiunea analogica 
are §i avantajul unui numar mai mic de componente, §i deci o suprafa^a redusa a chipului 
(deoarece tranzistorele MOS nu sunt utilizate numai ca §i comutatoare) [52]. Pe de alta 
parte, RNCA sunt mult mai sensibile la perturbapi decat RNC discrete. O alta direcpe de 
cercetare este deci implementarea discreta. Pentru versiunea discreta a RNC s-a realizat 
un chip in tehnologia capacitaplor comutate. Performan(a cea mai buna raportata fost o 
frecven(a de procesare de 10 Mz.

In prezent este disponibil un prim chip 80170 al companiei Intel, care implementeaza 
transconductance programabile.

Implementarea optica asigura procesarea cu viteze foarte mari (apropiate de viteza 
luminii). S-au realizat optic doar matrici de conexiune directe, cele de reacpe fiind 
implementate cu componente discrete numerice.

3.6.5 RNC dual programabile

In 1990 a fost realizat primul chip programabil de RNC. Acesta combina operapile 
logice cu cele analogice realizand o procesare duala. Spre deosebire de procesarea 
hibrida, aici nu exista convertoare (care ar putea introduce erori). Singura codare este cea 
spapala, prin intermediul conexiunilor. In chipul de RNC cu logica duala, matricile de 
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conexiune pot fi programate continuu sau discret, §i controlate de o logica standard. Se 
pot implementa algoritmi complec§i, care conpn succesiuni de matrici de conexiune serie, 
sau paralei, prin memorarea locala a rezultatelor intermediate.

3.6.6 Marina universala RNC

Cea mai semnificativa generalizare a RNC este cea mai recenta invenpe din domeniu, 
ma§ina universala RNC (MU-RNC) §i supercomputerul [81], [82], care incorporeaza la 
nivelul fiecarei celule, intr-o mica suprafaja a chip-ului, o memorie analogica locala, o 
memorie logica locala §i o unitate de control §i comunicare pentru interfa[area locala §i 
cea globala. Aceasta adevarata revolupe in conceppe transforma RNC cu interconexiuni 
programabile intr-un program memorat de RNC care mo§tene§te caracteristicile 
programabile ale unui computer digital, dar are avantajul procesarii in timp real. Au fost 
dezvoltate un limbaj RNC [102] §i un sistem de operate RNC care permit utilizatorului 
scrierea unui program pentru procesarea unei imagini printr-o succesiune de straturi 
RNC, fiecare avand un alt tip de conexiuni, pentru a indeplini o anumita sarcina .

Deoarece fiecare “template” necesita pentru procesare 1 ps, un mare numar de matrici 
de conexiune succesive poate fi procesat intr-un interval de timp real.

Circuitele de memorare logica §i analogica ocupa o suprafaja foarte mica a chip-ului, 
deoarece sunt necesare doar cateva locapi de memorie - ele sunt similare registrelor §i 
bufferelor dintr-un calculator clasic. Spre deosebire de varianta clasica unde fiecare 
cuvant este memorat ca un §ir de numere binare, aici fiecare cuvant din memoria logica 
conpne o singura stare (“Da” sau “Nu”) Aceasta memorie logica “primitiva” este 
elementul cheie al ma§inii universale RNC.

Programul memorat pentru ma§ina universala RNC este numit “Analog-Logic” 
deoarece implica atat operapi analogice (cu dinamica in timp real) cat §i logice. O 
estimare grosiera a performance lor ma§inii demonstreaza o capacitate de procesare mai 
mare decat supercomputerele actuale de scop general. S-a demonstrat ca ma§ina 
universala RNC este o ma§ina Turing analogica [86], ea fiind capabila sa rezolve orice 
problema ce poate fi soluponata cu un calculator clasic.

Marina universala RNC poate fi realizata ca un chip monolitic. Acest chip nu e cu 
nimic mai prejos decat microprocesorul care a dus la expansiunea industriei 
calculatoarelor. Foarte probabil ca MU RNC va fi utilizata ca un microprocesor analogic 
intr-o noua generate de computere inteligente cu procesare in timp real.

Ea este singura re[ea neuronala cu o dinamica similara funcpilor de “tip analogic” 
implementate in emisfera dreapta a creierului $i a funcpilor de “tip discret” implementate 
in emisfera stanga a creierului uman. Cu alte cuvinte, ma§ina universala RNC este o prima 
incercare grosolana a implementarii asimetriei creierului uman.

Este previzibila aparipa unei noi industrii de supercomputere bazate pe MU-RNC 
care sa prelucreze informapa intr-o maniera similara creierului uman.
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3.7 Concluzii

In acest capitol au fost trecute succint in revista aspectele fundamentale ale proiectarii 
RNC §i modalitaple de implementare soft §i hard ale acestora.

S-au prezentat diferite metode locale §i globale de determinare a interconexiunilor. 
Trebuie remarcat faptul ca ponderile optime odata determinate pentru o aplicape raman 
fixe, ceea ce evident faciliteaza implementarea fizica. Reprezentarea datelor de intrare 
intr-o forma adecvata, respectiv codarea lor, incorporarea unei informapi locale 
specifice aplicapei, sunt cheia succesului §i, din pacate deocamdata mai mult o arta decat 
o §tiinja. De aceea familiaritatea cu domeniul de aplicape, respectiv experien^a in 
domeniul proiectarii RNC, este esenpala. Metoda “trial and error” a devenit un principiu 
al cercetarii. Performanjele algoritmilor de tip global sunt superioare celor locali. In 
ultimii ani au aparut mai multe versiuni ale algoritmilor globali. Ei nu vor fi inlocuitori ai 
algoritmilor locali, ci complementari, datorita avantajelor implicate de cei din urma.

Robuste^ea §i stabilitatea sunt doua aspecte importante in proiectarea unei RNC, 
abordate pana in prezent doar in cateva cazuri concrete. O serie de modele viabile practic 
nu §i-au gasit inca fundamentarea teoretica.

Pentru a putea face o comparape, timpul de procesare pentru diferitele implementari 
ale RNC, pentru o mie de celule este:

• 0.1-1 ps pentru circuitele VLSI analogice;
• 1-10 ms, pentru acceleratorul hard;
• 1-10 s pentru soft;

Pe langa criteriul viteza de procesare, in alegerea unei anume modalitap de 
implementare, intr-o aplicape concreta, trebuie avute in vedere toate celelalte avantaje §i 
dezavantaje, care au fost deja expuse.

Realizarea intr-un chip monolitic a ma§inii universale RNC §i in perspectiva a unui 
supercomputer, al carui element de baza va fi, deschide calea obpnerii unui imens 
potential de procesare §i posibilitatea realizarii unor noi §i diverse aplicapi.

In viitor, ca dispozitive de procesare a RNC, ar putea fi utilizate orice materiale cu 
proprietap spapo-temporale descrise prin ecuapi parpale diferenpale, ce demonstreaza o 
dinamica asemanatoare RNC, in forma lor discretizata spatial. Aspecte esenpale sunt 
modalitatea de fumizare a semnalului de intrare, respectiv de preluare a celui de ie§ire. 
Prompatoare in aceasta direcpe sunt unele fenomene chimice care demonstreaza 
capabilitatea de a procesa imagini. Tesuturile vii cu o structura geometrica regulata ar 
putea fi $i ele utlilizate in implementarea RNC .

Dezvoltarea unor algoritmi de inva^are adaptivi §i utilizarea in implementare a 
tehnologiilor optice, electromagnetice, biologice $i cuantice va avea cu siguran^a 
implicapi spectaculoase asupra aplicapilor RNC.
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Capitolul 4

RETELELE NEURONALE
CELULARE CA OPERATORI

4.1 Aplica|ii posibile

Exista doua direcpi de proiectare a RNC in funcpe de natura aplicapei, care considera 
intregul sistem ca un operator spapal, respectiv ca o memorie.

RNC, prin structura geometrica, spatial regulata, reprezinta cadrul ideal pentru 
procesarile de imagini. Sute de publicapi, rodul unei intense activitap de cercetare au 
aparut in ultimii ani, avand ca obiect cele mai diverse aplicapi ale RNC ca $i operatori 
locali de imagini:

• prelucrarile simple de imagini: extragerea de contur, filtrarea, detectarea de 
contur, detecpa de colpiri concave, de colpiri convexe, skeletonizarea 
imaginilor alb-negru §i a celor cu nuance de gri, sortarea dupa orientare, dupa 
dimensiune, accentuarea contrastului, marirea §i mic§orarea de imagine;

• detectarea de caracteristici (de exemplu detectorul de componente conectate, 
“connected component detector”, care da proiecpa figurii, de exemplu pe 
orizontala, pe verticala, pe direcpa de +45° sau -45°);

• imbunataprea rezolupei;
• eliminarea zgarieturilor din imagini, care pot proveni dintr-o fotocopiere 

defectuoasa;
• compresia $i decompresia imaginilor §i reconstrucpa lor bidimensionala $i 

tridimensionala;
• conversia imaginilor cu nuan(e de gri in imagini alb negru (halftoning) invers, 

a imaginilor alb negru in imagini cu nuance de gri (inverse halftoning);
• clasificarea texturilor ;
• clasificarea obiectelor dintr-o imagine, dupa profunzime, direcpc. marime;
• numararea obiectelor;
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• determinarea drumului cel mai scurt dintre doua puncte, cu evitarea punctelor 
interzise;

• simularea difuziei controlate;
• impiedicarea falsificarii bancnotelor prin fotocopiere;
• simularea unor iluzii optice (de exemplu iluzia Muller-Lyer);
• implementarea unor funcpi arbitrare booleene;
• analiza §i detecpa mi§carii;
• extragerea unui anumit model dintr-o imagine statica sau in mi§care ;

RNC poate realiza orice transformari care implica convolupi §i deconvolupi spapale, 
fiind practic un filtru trece sus, local, in domeniul Fourier.

Unele dintre aplicapile enumerate pot ft implementate printr-un singur template, care 
incorporeaza acpunea unor operatori elementari (ca de exemplu clasificarea texturilor se 
realizeaza prin acpunea unui operator care are atat fiincpa de detector de componente 
conectate cat §i de conversie a imaginilor cu nuance de gri in imagini alb-negru), printr-o 
procesare masiv paralela.

4.2 Analiza $i detectia mi^carii

Analiza §i detecpa mi§carii este una dintre preocuparile permanente ale cerceta- 
torilor, datorita implicapilor potenpale in intreaga sfera a activitapi umane.

Este incitant modul elegant, rapid, prin care evolupa fiin|elor vii a rezolvat problema 
detecpei §i estimarii mi§carii. O descoperire faimoasa a neurologilor Hubei §i Wiesel 
arata ca deplasarea unei bare intr-o anumita regiune a campului vizual al unei pisici, intr-o 
anumita direcpe §i cu o viteza in jurul unei anumite valori determina activarea unor 
anumip neuroni in cortexul vizual.

Rezultatele cercetarilor arata ca RNC au capabilitatea abordarii problemei intr-o 
maniera similara neuronilor corticali.

Din punctul de vedere al RNC in analiza $i detecpa mi§carii exista cinci tipuri de 
probleme [78]:

P.l. Determinarea existence! mi§carii avand o viteza data intr-o anumita direcpe;
P.2. Detecpa existen[ei mi§carii cu o valoare absoluta a vitezei ce se incadreaza intr-un 

domeniu dat (direcpa deplasarii nu conteaza);
P.3. Estimarea vitezei mi§carii dupa o direcpe data (orizontala sau verticala);
P.4. Estimarea componentelor vx respectiv vyatunci cand obiectul se deplaseaza intr-o 

direcpe oarecare;
P.5. Separarea parplor mobile respectiv a celor statice ale imaginilor in mi^care.
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Abordarea analizei §i detecpei mi§carii se poate face in doua tipuri de circumstance 
posibile:

• Cazul ideal cand fondul este alb iar obiectul in mi§care negru;
• Cazul real cand trebuie sa se pna cont de efectele disturbante posibile: imagini pe 

scara nuanjelor de gri, prezenp reflexiilor de lumina, a zgomotului §i blurring- 
ului, existenja unor mici perturbapi in direcpa de mi§care, umbre sau 
incertitudini datorate rezolupei finite;

RNC poate funcpona in doua moduri, in funcpe de tipul imaginii de intrare, ce poate fi 
continua sau e§antionata.

Literatura de specialitate ofera solupi pentru problemele Pl, P2, [79], [84], atat 
pentru imaginile continue cat §i pentru cele e§antionate. Exista rezultate promi|atoare §i in 
detecpa obiectelor in mi§care aflate intr-un mediu zgomotos [84]. Separarea parpi mobile 
a imaginilor ce conpn obiecte in mi§care a fost de asemenea abordata [84]. In acest 
paragraf se completeaza solupa data la P5, prin proiectarea operatorului RNC pentru 
separarea parpi statice a imaginilor in mi§care. Rezultatul poate fi folosit pentru analize 
complexe de imagini, care necesita succesiuni de matrici, aplicate intr-un mod similar 
instrucpunilor unui algoritm implementat pe un calculator clasic.

4.2.1 Cadrul general al retelelor neuronale celulare pentru mi^cari 
continue

In cazul imaginilor aflate in mi§care, este necesara utilizarea matricilor de conexiune 
cu intarziere in timp. Fazele consecutive ale mi§carii sunt generate de matricile de 
intarziere.

in modul de funcponare continuu, dinamica unei celule C,j a unei RNC de 
dimensiune MxN este descrisa de urmatoarea ecuape de stare:

CXi.j(t) ~Xi,j(t) + 22 Ai,j;k.l Ykj (t) + 22 UkJ (0 +

K* CwtN,(i,j) CklcN,(i.j) ZJ , v
(4.1)

+ £ AVjjaJk.iO-1) + 22 + I
CMcNr(H> Cu£Nr(M)

unde:
• Ar matricea de interconexiune de reacpe cu intarziere in timp;
• Bx este matricea de control cu intarziere in timp;
• celelalte marimi au aceea$i semnificape ca cea data in § 2.2;

Ecuapile de intrare §i de ie§ire, constrangerile impuse asupra starii celulelor, 
respectiv parametrilor re[elei sunt acelea§i ca in cazul RNCA date in § 2.2.

Pixelii imaginii au valori intre +1 pentru nivelul de negru §i -1 pentru nivelul de alb.
Obiectul in mi^care este reprezentat de imaginea P=P(t) (de aceea^i dimensiune cu 

cea a RNC), la care intensitatea pixelilor variaza continuu in timp. P(t) se aplica la 
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intrarea RNC, astfel incat Uy = P(t). Starea ini{iala a retelei este uzual identica cu imaginea 
de intrare la t=0, Xy(O) = P(0). Fazele consecutive ale mi§carii sunt generate de matricile 
de intarziere. RNC trebuie sa fie mult mai rapida decat mi§carea insa§i, astfel incat timpul 
de intarziere trebuie ales in concordanja cu viteza mi§carii. Relay a dintre timpul de
intarziere t §i timpul de stabilizare a circuitului ts este t »ts.

Pentru a face diferenja dintre doua imagini consecutive Po §i Pi, cele doua imagini se 
aplica independent, ca intrare a retelei Uy = Po, respectiv ca stare Xy = P| .Operapa de 
extragere a unei imagini din cealalta se realizeaza conform tabelului de adevar 4.1, unde
Pd este y,j ie§irea celulei dupa stabilizarea circuitului.

Pentru a implementa Tabelul 4.1 se poate utiliza urmatoarea succesiune de matrici de
conexiune:

I = -1 (4.2)

Tabelul 4.1
Tabelul de adevar pentru diferenta a doua imagini

Po / Uy Pl 1 Pd / y ij (oo)

-1 -1 -1

-1
I

1 1

1
i
i -1 -1

1 ! 1 -1

In Fig.4.1 este prezentat rezultatul diferen[ei a doua imagini. in cazul imaginilor care 
variaza continuu, nu putem utiliza starile impale ca intrari independente, §i pentru 
diferen|a lor sunt necesare intarzieri [79]. Un template care extrage imaginea intarziata 
P(t-r) din cea curenta P(t) $i fumizeaza continuu diferen[a in timp este urmatorul:

(4.3)
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Fig. 4.1 Diferenta a doua imagini succesive

intr-o situape reala, imaginea de intrare are reflexii de lumina §i alte perturbapi. Este 
necesar un template mai complex, pentru a face o diferenta §i o filtrare a zgomotului.

Matricile pe care le cautam trebuie sa fie independente de direcpe, deci simetrice fa|a 
de centru:

c c c

A =
0 0 0" 

0 1 0 

_0 0 0.
, B =

a a a 

aba 

a a a
, I, A=[0|

B = c d c a, b, c, d, I constante

(4.4)

c c c

Aceste matrici vor genera RNC stabile intotdeauna, fiind simetrice. in plus se poate 

dcmonstra ca tranzipile sunt monotone in timp (fiecare variabila este strict descrescatoare 
sau strict crescatoare in intervalul 0 < t < ts (vezi Anexa 2).

4.2.2 Metoda de determinare a matricilor de conexiune pentru 
separarea partii statice a imaginilor ce conpn obiecte in mi^care

in problemele de detecpe apare de multe ori necesitatea separarii parplor statice de 
cele mobile ale imaginii in mi§care, in vederea unor prelucrari ulterioare.

Se prezinta o metoda de determinare a matricilor de conexiune pentru construirea 
unui operator ce implementeaza un tabel de adevar oarecare, particularizata pentru 
separarea partii statice a imaginilor (Tabelul 4.2).

Prima coloana este pentru imaginea intarziata P(t-r), coloana doi pentru imaginea 
curenta P(t), iar coloana trei pentru rezultatul tranzipei Pd.
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Tabelul 4.2
Tabelul de adevar pentru separarea parplor statice a 

imaginilor in mi^care

P(t-T) / U|j(t<) P(t) / U|j(t) Pd / yij (00)

-1 -1 -1

1 1 1

-1 1 -1

1 -1 -1

In conformitate cu primul rand, daca un pixel este alb atat in starea curenta cat §i in cea 
intarziata, indiferent de vecini, celula Cy va genera la ie§ire tot nivelul de alb. Jinand cont 
de scrierea ecuapei (4.1) sub forma matriceala §i de condipa de monotonie a tranzipei, 
vom obpne inegalitatea:

x,j = -Xjj(t) + y^t) + I- b±8a-d±8c<0 (4.5)

Semnul ± arata ca inegalitatea trebuie sa aiba loc indiferent de starea vecinilor.
Similar, pentru randurile doi, trei, patru din Tabelul 4.2 sunt valabile inegalitaple:

xij = -Xij(t) + y^p) + I + b±8a + d±8c>0 (4.6)

Xu = -Xij(t) + y^t) + I + b±8a-d±8c<0 (4.7)

xtj = -Xij(t) + y^t) + I- b±8a + d±8c<0 (4.8)

Orice tabel de adevar se poate transpune sub forma unui sistem de inegalitap, in 
conformitate cu aceasta metoda. Daca inegalitaple sunt contradictorii, nu exista solupe. 
Se pot obpne condipi suplimentare luand in considerare starea admisa a pixelilor dintr-o 
vecinatate pentru o situape concreta. Daca inegalitaple sunt redundante, evident se pot 
neglija cele inutile. Daca se considera inegalitaple (4.5) - (4.8), la momentul t=0, vom 
avea x(J(0) = y(|(0). Daca inegalitaple sunt satisfacute la t=0, ele vor fi adevarate §i la 
0<t<tM in concordanja cu monotonia tranzipei. Astfel se obpn urmatoarele inegalitap:

I -b±8a+d±8c<0

I-b±8a-d±8c< 0 (4.9)

I + b±8a + d±8c > 0 (4.10)

I + b ± 8a - d ± 8c < 0 (4.11)

(4.12)
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Aceste inegalitap determina un poliedru convex in spapul cu cinci dimensiuni al 
necunoscutelor. Cei cinci parametri necunoscup a, b, c, d §i I vor fi localizap in interiorul 
poliedrului. Alegand a=c, o solupe adecvata poate fi SI: a=0, b=3., c=0, d=3., I=-3.

Intr-o situape reala imaginea extrasa are reflexii de lumina §i alte perturbapi. Sunt 
necesare matrici de conexiune mai complexe pentru a selecta partea statica §i pentru a 
filtra zgomotul. Se propune solupa S2 care realizeaza in plus o mediere a zgomotului: 
a=0.125, b=3.2, c=-0.125, d=3.2., I=-3.

Pentru selectarea parpi mobile a unei imagini in mi§care trebuie implementat Tabelul 
de adevar nr 4.1. Una dintre solupile ce pot fi obpnute in urma rezolvarii sistemului de 
inegalitap dezvoltat din tabelul de adevar este: a=0.25, b=2, c=-0.25, d=-2,1= -4,75.

4.2.3 Rezultatele simularii

Fig.4.2 prezinta imaginea unui ceas in funcponare, in doua momente de timp diferite. 
Imaginea evolupei ceasului, in timp, a fost luata cu o videocamera §i transformata intr-un 
fi^ier de date accesibil simulatorului soft, §i aplicata acestuia ca intrare. Aratatorul se 
mi^ca, in timp ce restul ceasului este static. Rezolupa imaginii este de 44 x 44. S-a ales 
solupa S2 care asigura separarea parpi statice §i eliminarea zgomotului datorat reflexiilor 
de lumina $i a micilor perturbapi in sistemul de preprocesare.

input ---------------------------- --------------------------- output

Fig. 4.2 Selectarea parpi statice a unui ceas, in mi^care, in doua momente de 
timp diferite

Fig.4.3 prezinta rezultatele procesarii imaginii in mi^carc de catre operatorul de 
e.xtragere a parpi mobile.
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Fig. 4.3 Selectarea par^ii mobile a imaginii unui ceas, in doua momente de timp 
diferite

Observa{ii
• Aplicand imaginea diferen{a la intrarea unor straturi succesive se poate continua 

analiza mi§carii.
• O varianta a acestei metode de proiectare a fost utilizata cu succes pentru detecpa 

mi^carii unui obiect in mi^care continua independenta de direcpe, atunci cand 
viteza sa se incadreaza intr-un domeniu dat (de ex. 1 pixel / perioada de e^antio- 
nare). Matricile de interconexiune obpnute sunt:

0 0 0‘ o 0 o’

A = 0 1 0 5 B = 0 6 0
0 0 0 0 0 0.

0.68 0.68 0.68 0 0 0
A! = 0.68 0.68 0.68 , B = 0-3 0

0.68 0.68 0.68 .0 0 0

-2

(6.13)
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4.3 Reconstructia obiectelor tridimensionale prin interpolare 
aproximare

O suprafaja descrisa prin cateva puncte (specificate dispersat) poate fi reconstruita 
prin metoda interpolarii sau prin cea a aproximarii folosind calculatoarele digitale, dar cu 
o viteza de calcul redusa datorata procesarii secvenpale.

Utilizand re{ele neuronale celulare, calculele vor avea loc in paralei cu o viteza 
semnificativ mai mare.

In cazul interpolarii suprafaja determinata se potrive§te exact in punctele specificate, 
in timp ce in cazul aproximarii suprafa^a nu este reconstruita exact prin punctele date, ci 
aproximativ.

4.3.1 Modelul pentru descrierea unei suprafete

Exista o infinitate de suprafete care pot fi definite prin punctele date, dar dintre 
acestea doar una singura este cea corecta. Pentru a obtine suprafa^a dorita, se considera un 
model fizic, §i anume cel care descrie comportarea unei placi subpri supusa unor 
constrangeri speciale.

in cazul interpolarii, constrangerile sunt date prin fixarea suprafetei in punctele 
specificate, in cazul aproximarii constrangerile sunt date prin salturi fa|a de punctele 
specificate.

Utilizand rejeaua neuronala celulara se simuleaza potenpalul de energie al unei placi 
rotunde subpri. La echilibru, potenpalul de energie al unui sistem mecanic este minim. 
Suprafaja placii subpri se gase§te deci in minimul potenpalului de energie §i corespunde 
constrangerilor date.

Descriind suprafaja cu o funcpe z=v(x,y) urmatoarea relape define§te potenpalul de 
energie al placii :

Epi.c. = If Q Yav)2 - (1 - oXv"v'^ _ VxvVxv)dxdy - JJ gvdxdv -
(4.14)

- J.np(s)vds- knm(s)vnds + fwX[v(xi,yi)-Zi]2
i

Funcpa de energie are cinci termeni:
• Primul termen este energia interna a placii. Factorul o reprezinta constanta 

Poisson. El este folosit cand au loc modificari in dimensiune, ca de exemplu 
intinderea longitudinala a placii;

• Cel de al doilea termen este dat de acpunea gravitapei;
• Urmatorii doi termeni reprezinta energia distribuita de-a lungul marginilor placii 

unde:
■ p(s) reprezinta for|ele exteme aplicate pe perimetrul placii;
■ m(s) este momentul de curbura al perimetrului placii;
■ Q reprezinta suprafa^a placii;
■ 6Q este perimetrul placii;
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■ s este lungimea arcului de-a lungul perimetrului;
■ vn reprezinta derivata direcponala a vectorului v , normala la perimetrul 

placii;
• Ultimul termen reprezinta energia salturilor, unde w este saltul §i x^ y,, z, sunt 

cele trei coordonate ale punctului dat.
In cazul aproximarii, nu sunt aplicate for^e exteme §i nu sunt luate in considerare 

efectele gravitapi. Relapa (4.14) devine:

Eaproximare = //(V^ + 2vJy + V Jy )dxdy + (v(Xi, y.) - Zi]2

in cazul interpolarii, salturile nu sunt utilizate §i astfel relapa se simplified:

Eaproximare =+ 2vJy + )dxdy (416)

4.3.2 Discretizarea modelului

Fie suprafa(a descrisa de funepa z=v(x,y). Pentru reconstrucpa suprafejei cu o re(ea 
neuronala celulara este necesara discretizarea acesteia. in locul funepei z=v(x,y) se 
utilizeaza o grila bidimensionala de valori v^jj, unde v^ reprezinta altitudinea punctului 
de coordonate (i,j). Daca dimensiunea grilei este de mxm, se specified mxm valori v(ij). 
Acestea pot fi date sub forma unui vector v.

Pentru discretizarea funepei de energie, termenii diferenpali se aproximeaza prin 
diferen^e de termeni:

vL(M) = -7lv(blJ> ^v^ + v^.p]2 +O(h2) 
h

Vyy (Uj) = ~ 2v(|>j) + V(j,j-l)l +0(11 ) (4.17)

- n — vu i.pi) + vh-i,j d 1 +O(h )4n

Integralele se aproximeaza cu sume. Funepa de energie devine :

E(x) = I Z(v0 KJ, - 2v(t p + v(hlJ))2 + - 2v(i p + v„+
1 = 1 j=0 1=0 j=l

(4.18)
+ 2 S I(v(M> - - v(t H) + v(M H,)- + - z,)-

1=0 j=0 i

Relapa data este utila in cazul aproximarii. in cazul interpolarii ultimul termen al 
relapei (4.18) lipse$te .
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4.3.3 . Gasirea minimului prin utilizarea unei metode de tip gradient. 
Interpolated

Pentru determinarea vectorului v (care reprezinta suprafa(a cantata) trebuie 
minimizata funcpa sa de energie E(v). Se utilizeaza o metoda de tip gradient folosind 
urmatoarea regula de iterate:

v(k + l) = v(k) - PgradE(y) , lim Y(k) = vmin (4.19)
k—>30

unde P este o constanta.
Pentru o abordare prin RNC se folose§te 0 formula modificata. Starea staponara a 

urmatoarei ecuapi permite determinarea vectorului corespunzator energiei minime:

= -p.gradE(y) (4.20)
at

Funcpa de energie poate fl exprimata ca suma produselor dintre doua elemente ale 
grilei §i o constanta:

E(Y) = |Z Z C(ij,kl)vOj)v(kl), r = 2 (4.21)
Z (i,j)(k,l)cNr (i,j)

O coordonata a gradientului este data de suma produselor dintre elementele grilei §i o 
constanta. Vectorul v are m x m coordonate, deci §i gradientul are mxm valori 
corespunzatoare.

dE-- -----= £C(ij,kl)v(k r = 2 (4.22)
<7V(jj) (k,l)eNr«.j)

Derivand relapa (4.23) in raport cu v(k4) se obpne:

a2E
(4.23)

0 v * (k.l)

Comparand ecuapa obpnuta prin metoda gradientului (4.23) cu formula ecuapei 
diferenpale a unei celule (2.5), (starea unei celule fund corespunzatoare funcpei de 
energie E(v)), se pot obpne valorile interconexiunilor de reacpe A^:

A ij.ki = - C(ij, kl) +1 (4.24)

Re^eaua neuronala celulara de interpolate are urmatoarele caracteristici:
• Curentul de polarizare I este zero;
• Matricea de control B este zero;
• Funcpa neliniara aplicata starii unei celule este f(x) = x;

• Matricea de reacpe A este varianta in spapu §i elementele ei se determina cu relapa 
(4.24);
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• Punctele specificate se merlin ca stari fixe ale celulelor RNC corespunzatoare;

4.3.4 Aproximarea

Prin interpolare se reconstruie§te suprafaja exact prin punctele date. Daca printre 
punctele date un singur punct este gre§it, suprafaja obpnuta este deformata fa|a de cea 
dorita. In acest caz, suprafaja va corespunde aproximativ punctelor date.

Se dore§te ca suprafaja sa fie neteda §i sa se potriveasca bine in punctele date. Un 
factor de pondere w va determina important relativa a celor doua cerin^e. Daca w este 
mic, suprafa{a se va potrivi aproape exact prin punctele date, deci procesarea va avea un 
rezultat similar interpolarii. Daca w este mare netezimea suprafe^ei este mai importanta, 
potrivirea suprafe^ei nu este exacta prin punctele date.

R.N.C pentru aproximare prezinta urmatoarele diferen^e fa(a de cea de interpolare:
• Pentru celula Cy corespunzatoare unui punct dat, elemental central al matricii de 

reacpe A este mai mic decat la re^eaua de interpolare:
^aprox (central) —^interp (ccntral)“2-W

• Curentul de polarizare I este diferit de zero: Iaprox =2w.Zj
• Nici o celula nu are starea menjinuta fixa.

4.3.5 Rezultatele simularii

Utilizand relapile (4.22), (4.23) §i (4.24) au fost determinate in “Mathcad 6 Plus” 
interconexiunile de reacpe ale RNC de raza r=2 care realizeaza reconstrucpa unei 
suprafe^e prin interpolare, pentru diferite dimensiuni ale suprafejei simulate.

Rezultatele procesarii sunt sintetizate in Tabelul 4.3, care prezinta matricea de 
interconexiune a celulei de coordonate i,j. Literele a, b, c, d, e, f desemneaza tipurile de 
matrici de baza, prezentate in cele ce urmeaza. Litera x ata§ata unei matrici semnifica 
reflexia acesteia dupa axa x, iar litera y reflexia dupa axa y. Litera t are semnificapa de 
transpunere a matricii la care este ata§ata.
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Matricile de baza determinate sunt urmatoarele:

II 
II 

*

—

0 0 -2 0 O'
0 -4 16 -4 0
2 16-39 16 0 
0 -4 16 -4 0
0 0 -2 0 0.

0 0 0 0 C
0 0 0 0 C
2 12 -21 12 -2
0 -4 12 -4 C
00-200

0 0 0 0 ।
0 -4 12 -4
0 12-35 16 -
0 -4 16 -4

.0 0-2 0

r

।
1

1
1.

0
0
2
0
0

X*
 • 

• 

II
II 

__
__

__
__

__
__

__
__

__
__

_

-

0 0 0 0
0 -4 12 -4
2 16-37 16 -
0 -4 16 -4
0 0-20

0 0 0 0
0 0 0 0
0 8 -19 12 -
0 -4 12 -4
.0 0-2 0

0 0 0 0 O'
0 0 0 0 0
00-7 8-2
00 8-4 0

.0 0 -2 0 0.

0 
0 

-2
0 
0 

O' 
0 
2 
0 
0.

Fie de exemplu matricea de interconexiune corespunzatoare celulei din pozipa (0,m-2), 
dtx. Ea este o matrice de tipul d, transpusa §i apoi reflectata dupa axa x.

Transpusa matricii d este:

dt =

0 0 0 0 o'
00 8-40
0 0 -19 12 -2
0 0 12-4 0

.0 0 -2 0 0.

In urma reflexiei dupa axa x se obpne:

dtx =

0 0-2 0 O'
0 0 12-4 0
0 0 -19 12 -2
00 8-40

.0 0 0 0 0.

Respectand condipile date anterior, in paragraful 4.3.3 s-a experimental in 
simulatorul soft variant in spapu reconstrucpa unor suprafeje de diferite dimensiuni.

Punctele date ale suprefe{ei. in spapul tridimensional sunt specificate prin trei 
coordonate i, j, z. Coordonatele i ^i j sunt coordonatele cuantizate pe axa x axa y, 
coordonatele z reprezintS altitudinea suprafe^ei in punctul (i,j) al grilei.
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Interpolarea

Exemplul 1

Se dore§te reconstruct prin interpolare a unei suprafe^e plane de dimensiune 5x5, 
specificandu-se opt puncte, cu valori in intervalul (0,0.5). Punctele care definesc 
suprafa|a sunt date prin starea inijiala a celulelor corespunzatoare RNC. Aceste stari 
pentru interpolare, trebuie menpnute fixe. Matricea de interconexiune pentru 
dimensiunea de 5x5 este cea obpnuta din Tabelul 4.3.

Fig. 4.4 Intrarea, ie^irea starea fixa a RNC in momentul initial

Fig. 4.5 prezinta starea RNC de interpolare dupa 100r, unde t este constanta de timp a 
sistemului. RNC se stabilizeaza dupa 900 de pa§i la starea ilustrata in Fig.4.6

Fig.4.5 Intrarea §i ie^irea RNC dupa 100 de iteratii
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Fig. 4.6 Intrarea ie^irea RNC de interpolare dupa stabilizare

Folosind mediul de calcul “Matlab” pentru reprezentarea starilor celulelor RNC dupa 
stabilizare, se poate vizualiza suprafaja obpnuta (Fig.4.7).

Fig. 4.7 Suprafata interpolate

Se obsen a ca suprafaja obpnuta nu este una neteda. Aceasta se datoreaza dimensiunii 
reduse a re(elei $i intervalului de valori restrans [-1, 1] in care opereaza simulatoruL

Exemplul 2

Se rcconstruie^te o piramida de dimensiune 7x7, prin metoda interpolarii. pnn 10 
puncte cu valori in intervalul (0,0.8). Fig 4.8 prezinta o stare intermediara a RNC dupa 
I ■’r, tar Fig.4.9 starea finala stabila dupa 250r.
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Fig. 4.8 Intrarea §i ie^irea RNC dupa 17t

Fig. 4.9 Intrarea §i ie^irea RNC dupa stabilizare

Fig. 4.10 Suprafata interpolate dupa 17 r
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1

Fig.4.10 ilustreaza suprafa^a interpolate intr-o faza intermediara a procesarii (la 17r) 
§i Fig.4.12 dupa stabilizare.

Exemplul 3

Se reconstruie§te o piramida de dimensiune 20x20, precizandu-se 60 de puncte 
(15%), cu valori in intervalul (0,0.8). Fig 4.12 este reprezentarea tridimensionala a starii 
initiate RNC. Graficul tridimensional 4.13 reprezinta suprafaja simulata dupa 2000 de 
iterapi.

Se poate observa ca precizia de reconstrucpe este mult mai buna, suprafaja obpnuta 
fiind mai neteda.

0 0
Fig. 4.12 Reprezentarea tridimensionala a starii initiate a celuleior RNC pentru 

interpolarea unei piramide de dimensiune 20x20
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Fig. 4.13 Suprafata interpolate

Aproximarea

Exemplul 4

Se dore§te, ca pe baza punctelor de intrare date, sa se reconstruiasca prin metoda 
aproximarii cu o RNC de dimensiune7x7 o suprafata piramidala, pin acelea§i opt puncte 
ca in exemplul 2.

Matricile de interconexiune de reacpe §i de polarizare utilizate in acest caz difera de 
cele de la interpolare in conformitate cu precizarile din paragraful 4.3.3. Se introduc in 
RNC acelea§i stari initiate pentru celule, ca in exemplul 2 dar nici una nu este menpnuta 
fixa. Se alege parametrul w=5. Fig. 4.14 ilustreaza suprafata piramidala construita.

Fig. 4.14 Suprafata aproximata cu w=5
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Fig. 4.15 Suprafafa aproximata cu w=2

RNC s-a stabilizat dupa 402t, deci dupa un interval de timp mai indelungat decat in 
cazul interpolarii. Suprafaja obpnuta nu este la fel de neteda ca in cazul interpolarii. 
Eroarea de reconstrucpe este mult mai mare. Daca se alege w mai mic, de exemplu w=2, 
eroarea de aproximare este mai mica dupa cum se vede in Fig. 4.15.

Exemplul 5

Fig. 4.16 ilustreaza reconstrucpa prin aproximare a unei piramide de dimensiune 
20x20 data prin starea inipala din exemplul 2 §i w=2. In cazul in care w este mai mic, 
w=0.5, precizia aproximarii este mult mai buna, deci suprafa{a ob^inuta este mai neteda 
a§a cum se poate observa in Fig. 4.17.

Fig. 4.16 Supra|a aproximata cu w=2
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Fig. 4.17 Suprafaja aproximata cu w=0,5

Observa|ii
• Reconstrucpa prin interpolate §i aproximare cu RNC are doi parametrii 

important:
■ eroarea de reconstrucpe
■ timpul de stabilizare

• Este evident faptul ca eroarea de reconstrucpe scade odata cu cre§terea 
numarului de constrangeri inipale (punctele date). Cu cat numarul punctelor 
specificate inipal cre§te, cu atat timpul de stabilizare al RNC create §i el. Intr-o 
situape reala, timpul de procesare este esenpal, astfel incat trebuie gasit un raport 
optim intre precizia reconstrucpei §i viteza de procesare, de la caz la caz.

• RNC de dimensiuni mai mari au un potential de procesare mai mare decat cele de 
dimensiuni mai reduse. Precizia de reconstrucpe este mai buna in detrimentul 
timpului de stabilizare.

• In urma experimentelor efectuate am constatat ca procesarea depinde §i de 
densitatea §i pozipa punctelor specificate. Daca densitatea punctelor pentru 
diferite zone variaza, eroarea de reconstrucpe este mai mare decat in cazul in care 
densitatea are valoarea medie (corespunzatoare mediei densitapi diferitelor 
zone).
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4.4 Rotatia obiectelor

In procesele de recunoa§tere (unde pentru a fi recunoscut modelul este rotit) rotapa 
este o operape uzuala, varianta in spapu §i simetrica.

Structura RNC folosita pentru aceasta aplicape, prezentata in Fig.4.18, este 
constituita din doua straturi: unui care confine informapa varianta in spapu codata, numit 
strat de control, §i cel de-al doilea strat ce conpne obiectul care trebuie rotit, cel de 
referinpi. In exemplul ilustrat in Fig.4.18 se utilizeaza o cale circulara in stratul de control.

Fig. 4.18 Structura unei RNC care realizeaza rotatia obiectelor

Argumentul funcpei de decodare f este determinat printr-un calcul local, de exemplu 
prin diferen^a valorilor pixelilor vecini, yjj-ykl.

Ie$irea acestei funcpi genereaza elementele matricii neliniare de interconexiune de 
reacpe variante in spapu, care este aplicata stratului de referin^a .

=f(yljco„-y^on) (4.23)

Structura prezentata este descrisa de urmatoarea ecuape de stare:

(k + D = (1 - h)x„f(k) + h[ £ Aljkl yijref + X Bljkl uijrefl + l (4 24)

unde h este pasul de iterape.

4.4.1 Deplasarea unui singur pixel negru pe o cale circulara

Fie un obiect format dintr-un singur pixel negru. de valoare +l, situat undeva pe 
imagine (necentral). Scopul este de deplasa pixelul pe o cale circulara in jurul centrului.
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Direcpa §i viteza mi§carii depinde de pozipa pixelului fa^a de centra. Aceasta informape 
poate fi codata intr-o fereastra de 3x3 (Fig.4.19).

Fig 4.19 Codarea locala a informatiei necesara rotatiei, in imaginea de control

Codarea direcpei necesare pentru deplasarea pixelului pe o cale circulara poate fi 
inclusa intr-o funcjie circulara in trepte, ilustrata in Fig. 4.20 .

100.

80-

60-

Fig.4.20 Imaginea de control §i reprezentarea ei 3D
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Pasul acestei funcpi are o valoare bine determinata 5. In fereastra din figura 4.21 
diferen^a dintre valoarea pixelului elementului central §i valoarea pixelului adiacent este: 
5 in direcpa de mi§care, -8 in direcpa opusa, §i mult mai mare in toate celelalte direcpi 
(cele interzise).

Fig. 4.21 Detaliu corespunzator ferestrei din Fig.4.20.Reprezentarea starii 
celulelor adiacente din imaginea de control

Informapa de direcpe poate fl obpnuta din imaginea de control intr-un mod similar cu 
modul de procesare al binecunoscutului operator detector de componente conectate 
(DCC) (connected component detector). El conpne doar trei valori diferite de zero: 2 in 
centru, -1 in direcpa de mi§care §i 1 in direcpa opusa. DCC muta un punct pe o dreapta. 
Daca s-ar putea realoca valorile -1 §i 1 in funcpe de pozipe, s-ar putea transforma DCC 
intr-un operator variant in spapu.

Diferen|ele posibile intr-o vecinatate data corespunzatoare ie§irilor funcpei de 
decodare sunt:

0 , pentru y ij.con y kl.con = 0
1 , pentru y ij.con y kl.con = 6

Ij.kl f ( V ij.con V kl.con ) ~ '

-1, pentru y ij.con y kl.con = -8 (4.25)

0 , pentru y ij.con y kl.con »8

Fig. 4.23 prezinta funcpa neliniara de control capabila sa aloce valori adecvate 
elementclor matricii de reacpe, in concordanpi cu diferen(ele dintre valorile pixelilor din 
imaginea de control. Fig.4.24 ilustreaza modul in care funcpa de decodare aloca valori 
potrivite intr-o fereastra de dimensiune 3x3.
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0 1 0
0 2 0
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0 0 1
0 2 0
0-10

0 0 1
0 2 0
-10 0

0 0 1
-12 0
0 0 0

0 0 0
-1 2 1
0 0 0

Fig. 4.24

4.4.2 Rotirea a doi pixeli

Daca se exprima pozipa pixelului in coordonate polare cu central de rotape ca origine. 
direcpa de deplasare depinde de o variabila unghiulara, in timp ce viteza pixelului 
depinde de distant acestuia fa{a de centra. Aceasta ultima proprietate poate ft expnmata 
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printr-o funcpe neliniara cu trepte multiple, in care viteza este codata prin marimea 
treptelor (cuantelor). Fig.4.25 prezinta funcpa de decodare in cazul a doua puncte cu 
distance radiale diferite. Imaginea de control utilizabila este cea din Fig. 4.26.

Fig.4.25 Funcpa neliniara care codeaza distanfa radiala pentru rotirea a doi 
pixeli aflap la distante diferite de centru, cu aceea^i viteza unghiulara

Fig. 4.26 Imaginea de control pentru rotirea a doi pixeli
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300

250

900

0 0

Fig. 4.27 Reprezentarea tridimensionala a imaginii de control pentru rotirea a doi 
pixeli

4.4.3 . Rezultatele simularii

Fig. 4.28 reprezinta starea inipala a RNC care realizeaza rotapa unui pixel. Funcpa 
data in §4.4.2 este aplicata atat pentru generarea interconexiunilor de reacpe din stratul 2 
cat §i ca funcpe neliniara in stratul 2. In timpul procesarii, pixelul negru din stratul de 
referin{a este deplasat pe conturul din stratul de control, cift) "urma" devansata de un pixel 
negru §i unul alb. Cateva dintre starile intermediare din timpul procesarii sunt 
reprezentate in Fig. 4.29.

Fig. 4.28 Starea initiala a RNC pentru rotirea unui pixel
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Fig. 4.29 Cateva start intermediare ale RNC in timpul rotatiei unui pixel

4.5 Concluzii

In acest capitol se prezinta cateva aplicapi ale RNC ca operatori in prelucrarile mai 
complexe de imagini. Scopul este exploatarea vitezei mari de calcul a RNC data de 
dinamica lor analogies paralelS.

Se descrie o metodS generals de determinare a matricilor de conexiune pentru 
implementarea unui tabel de adevSr oarecare, care caracterizeazS comportarea re|elei in 
timp. Se prezinta rezultatele experimentSrii matricilor de conexiune obpnute in detecpa 
pSrpi statice, respectiv a celei mobile a unei imagini in mi§care. Se abordeaza detecpa 
mi§carii unui obiect in condipi de zgomot. Aplicand imaginea obpnuta la intrarea unor 
straturi succesive se poate continua prelucrarea ei. Rezultatul procesarii va fi acela§i §i in 
cazul imaginilor cu nuan|e pe scara de gri.

Se studiazS reconstrucpa obiectelor 3D prin interpolare §i aproximare cu RNC §i se 
prezinta rezultatele simulSrilor. Se abordeaza problema rotapei obiectelor 3D. Rotapa 
poate fi implementatS cu douS straturi RNC invariante in spapu. Metoda expusS poate fi 
generalizatS in continuare prin implementarea altor operapi variante in spapu care pot fi 
codate local (mic$orarea, marirea obiectelor). Este posibilS utilizarea metodei §i in 
algoritmi recursivi, cu o imagine de control in mi§care. Comportarea deosebit de 
complexS a acestor algoritmi necesitS insS studii aprofundate.

Pentru o situape reals implementarea aplicapilor prezentate poate fi facuta fie pe 
acceleratorul hard, fie VLSI, beneficiind de avantajul programabilitSpi chipurilor de 
RNC.
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Capitolul 5

MEMORII ASOCIATIVE. NOTIUNI
FUNDAMENTALE

5.1 Generalitati

Intr-o baza de date (memorie) implementata pe un calculator clasic memorarea se 
face sub forma de liste imbricate. Apelul unui model din memorie se face secvenpal, 
ceea ce implica un timp indelungat de acces, dependent de numarul elementelor 
memorate.

intr-o memorie asociativa neuronala apelul unui model se face printr-un proces de 
relaxare, de minimizare a unei func|ii de energie asociate. Timpul de acces nu depinde de 
numarul modelelor memorate, ci este o caracteristica a arhitecturii retelei.

Modelele memorate se gasesc in minimele energetice locale ale funcpei Lyapunov 
care caracterizeaza sistemul (Fig.5.1). Fiind dat un model de intrare, rejeaua va converge 
spre una dintre starile sale stabile posibile. Gasirea unui minim local, cel mai apropiat de 
starea inipala a sistemului, opre§te procesarea. Acest mecanism de cautare reprezinta 
avantajul major al memoriilor asociative neuronale fa(a de cele clasice. El este similar 
recunoa^terii de modele in sistemele nervoase biologice §i explica de ce timpul necesar 
recunoa^terii figurilor familiare este acela§i la varsta de cinci, douazeci :?i cinci, sau 
cincizeci de ani.

Aglomerarea modelelor memorate poate afecta precizia clasificarii, deoarecc 
modelele similare pot avea bazine de atracpe care se suprapun.

Se $tie ca dimensiunea retelei trebuie sa depa^easca numarul de modele pe care dorim 
sa le memoram, pentru ca sistemul sa nu inveje modele noi cu pre(ul uitarii altora .

In ultima decada s-a depus un efort intens de cercetare in direcpa memoriilor 
asociative implementate cu retele neuronale celulare. Au fost elaborate modele analogice 

discrete, ce implica atat conexiuni de ordinul intai , cat $i de ordin superior.
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Fig. 5.1 Func|ia Lyapunov care caracterizeaza o memorie asociativa

Definitia 9

Memoriile asociative implementeaza o transformare intre o mulpme de modele 
aparpnand spapului de intrare §i o mulpme de modele aparjinand spapului de ie§ire. 
Ori de cate ori la intrare se aplica un model particular, la ie§ire se obpne modelul 
asociat acestuia.

Un caz particular este autoasocierea, cand un model este asociat cu el insu§i. Scopul 
procesarii este completarea de model sau eliminarea zgomotului, asociindu-se modelul de 
intrare, incomplet, sau afectat de zgomot cu el insu§i la ie§ire.

Exista trei modalitap de proiectare a re{elelor neuronale ca §i memorii asociative, 
care asigura convergent c^tre:

• puncte de echilibru stabil;
• solupi periodice;
• traiectorii haotice;

Fig. 5.2a prezinta structure unei re|ele neuronale formata din unitap stabile iar 
Fig.5.2b cea a unei RN formate din oscilatoare. Conexiunile de autoreacpe §i cele dintre 
diferitele unitap sunt reprezentate prin linii, iar sensul legaturii prin sagep.

Literature de specialitate consemneaza rezultate doar in implementarea unor memorii 
asociative cu puncte de echilibru stabil. Celelalte doua modalitap de implementare raman 
subiecte de cercetare deschise.
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a) b)
Fig. 5.2 Retea neuronala celulara 

a) cu unitati stabile; b) cu oscilatoare

In implementarea unei retele neuronale asociative exista doua faze:
• invatarea celor p perechi de modele de asociat;
• aplicarea la intrarea retelei a oricaruia dintre modelele memorate va genera la 

ie§ire modelul asociat (recall);

Scopul este objinerea unei memorii asociative cu :
• capacitate de memorare cat mai mare. Capacitatea de memorare este numarul 

modelelor distincte pe care sistemul le poate invaja cu precizie §i rememora, deci 
coda §i decoda.

• capabilitate de corecfie a erorilor. Daca se aplica la intrarea retelei unul dintre 
modelele de intrare, afectat de o eroare, rejeaua ar trebui sa convearga catre 
modelul asociat dorit (in conditiile unei erori cat mai mari);

• evitarea modelelor nedorite (spurious patterns). Parametrii retelei trebuie 
ajustaji astfel incat rejeaua sa memoreze doar modelele dorite, nu §i altele, 
parazite;

• numar redus de interconexiuni. Sunt de dorit interconexiuni de ordinul intai, 
$tiut fiind faptul ca cele de ordin superior genereaza probleme in implementarile 
VLSI;

• algoritm de determinare a ponderilor interconexiunilor rapid §i aditiv in cazul 
necesitatii incorporarii unui model nou.

Figurile Fig.5.3a §i Fig.5.3.b ilustreaza caracteristicile unei MA performante, 
respectiv ale unei MA ineficiente . Modelele care reprezinta informatia utila sunt 
reprezentate prin cercuri goale, iar cele nedorite prin cercuri pline. Este de dorit ca in 
cazul in care modelele nedorite nu pot fi evitate ele sa fie cat mai indepartate de punctele 
in care se memoreaza informatia utila.

Memoriile asociative pot fi implementate ca §i sisteme dinamice continue:

x(t) = Fw(x(t),u) (5 1)
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sau discrete:

x[n + l]=Fw(x[n],u) (5.2)

parametrizate de o matrice W (sau mai multe ) care codeaza asocierile, unde:
• x este starea sistemului;
• u este intrarea, care poate fi independenta sau aplicata ca o condipe inipala x(0), 

respectiv x[0].
Fiecare celula dintr-o rejea de MxN are o aceea§i structura simpla, descrisa de 

ecuapile (2.5) pentru RNCA sau (2.6 ) pentru RNCD.

a) b)
Fig. 5.3 Memorie asociativa 

a) cu performanta ridicata; b) cu performanta redusa

5.2 Capacitatea de memorare

Exista inca controverse asupra modului de definire a capacitapi de memorare.
Uzual capacitatea de memorare se refera la comportarea asimptotica a memoriei 

asociative atunci cand numarul neuronilor tinde la infinit.
In [67] se propune urmatoarea definite :

! Definitia 10

i Capacitatea de memorare este numarul maxim al modelelor aleatoare ce se pot 
' inmagazina cu o probabilitate mai mare decat un prag adecvat (de ex. 0.95).

Datorita localitapi conexiunilor este de a§teptat ca in cazul RNC sa avem o capacitate 
de memorare mai mica decat in cazul re(elei Hopfield care este total conectata.

Nu exista o modalitate teoretica de determinare a capacitapi de memorare a unei 
memorii asociative implementate cu o RNC in cazul general. Experien^a demonstreaza 
ca. in esen^a, capacitatea de memorare depinde de tipul interconexiunilor dintre celulele 
rejelei neuronale.
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Ea a fost determinata in cateva cazuri particulare, pentru fiecare caz in parte (vezi 
cap.6, cap.7, cap.8, cap.9).

Pentru RNCD variante in spapu, nereciproce exista un studiu [67] care fimdamenteaza 
estimarea empirica a capacitapi de memorare dependent de tipul, marimea vecinatapi §i 
largimea bazinului de atracpe (cunoscuta §i sub denumirea de margine de stabilitate):

C = b.cA (5.3)
cu b §i c date de relapile:

b = sd + t
b = s’d + t’

unde:
• d este numarul de conexiuni;
• s = 1.8, t =-7.6, s= 0.0013 §i t = 0.15;
• A este marginea de stabilitate;

Relapa a fost determinata in absen[a autoreacpei, pentru a menpne numarul starilor 
nedorite la minimum, §i in cazul considerarii unor interconexiuni nereciproce, pentru a 
avea un grad de libertate cat mai mare.

5.3 Determinarea bazinului de atractie

Problema determinarii bazinului de atracpe prezinta o deosebita important in 
implementarea memoriilor asociative fiind legata atat de robuste(ea rejelei cat §i de 
analiza convergence! §i a stabilitajii. Pentru o re(ea neuronala este deosebit de important 
ca atunci cand la intrare se aplica un anume model sa existe un singur punct de echilibru in 
care sa se stabilizeze re(eaua.

In [90] se abordeaza pentru prima oara aceasta problema in cazul unei RNC cu 2 
celule. O extensie a metodei pentru estimarea a bazinului de atracpe, pentru fiecare punct 
de echilibru al unei RNC de ordin mai mare, s-a publicat recent [68]. Metoda consta in 
determinarea a$a numitului arbore de regiuni cuplate la fiecare punct de echilibru $i se 
bazeaza pe urmatoarele definiyi §i teoreme:

Definifia 11

O RNC opereaza in regiunea liniara, subspapul RL, daca variabilele sale de stare nu 
sunt saturate

RL= {xe Rn :| xj< 1, i = 1,2....nj (5.4)
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Defin itia 12

O RNCopereaza in regiunea k de saturate (RS) k=l,2,...2n, daca toate variabilele 
sale de stare sunt saturate.

RS = {x e Rn :| xj > 1, i = (5.5)

Defini|ia 13

O RNC opereaza intr-o regiune de saturateparfiala (RSP) k , k=l,2,...,3n-2n-ln, 
daca unele dintre variabilele sale de stare sunt saturate §i altele nu.

RSP = {xeRn :| xj > 1,| x,|< 1, ieP, jeQ }unde PuQ = N, PnQ = 0 (5.6)

Definitia 14

Arborele de regiuni asociat unei regiuni de saturate cu un punct fix de echilibru 
(radacina) este format din radacina §i ramuri, care sunt regiuni ale spapului starilor ce 
indeplinesc urmatoarele condipi:

• regiunea de radacina confine un punct de echilibru stabil;
• fiecare ramura a arborelui consta din regiuni ce reprezinta o cale a traiectoriei de 

stare cStre regiunea radacina;

Definifia 15

Vectorul destinafie a traiectoriei are:
• dimensiunea egala cu numarul hiperplanurilor de separare a regiunii prin care 

trece:
■ pentru o RL dimensiunea este 2n;
■ pentru o RS dimensiunea este n;
■ pentru o RSP dimensiunea este dependenta de tipul regiunii RSP, pe care o 

traverseazS traiectoria §i poate fi n+l, n +2, n+n+1;
• fiecare dintre componentele vectorului corespunde unui hiperplan de separare a 

regiunii §i are valoarea:
■ 1 daca traiectoria este direcfionata spre exteriorul regiunii;
■ -1 dacS traiectoria este direcfionata spre interiorul regiunii; j
■ 0 dacS exists traiectorii care sunt direcfionate spre exteriorul regiunii §ij 

traiectorii direcfionate spre interiorul regiunii;
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Teorema 1

Intr-o regiune de saturate exista cel mult un punct de echilibru.

Teorema 2

Daca exista un punct de echilibru intr-o regiune de saturate, atunci intreaga regiune 
de saturate aparpne bazinului de atracpe a punctului de echilibru.

Teorema 3

Daca este indeplinita condipa Aji> 1 atunci orice punct de echilibru dintr-o regiune de 
saturape parpala §i din regiunea liniara este instabil.

Teorema 4

Toate starile unei RNC sunt marginite in orice moment de timp t>0.

Teorema 5

Daca exista un punct de echilibru intr-o regiune de saturape data, atunci toate 
componentele traiectoriei n dimensionale sunt egale cu -1.

Teorema 6

Se considera componentele vectorului destinape a traiectoriilor pentru regiunile RL, 
RSP $i RS fara puncte de echilibru. Daca este indeplinita condipa A^l, exista cel 
pupn o componenta a vectorului destinape cu valoarea 0 sau +1.

Criteria
Daca cel pupn una dintre componentele vectorului destinape a traiectoriei are 

valoarea 0 sau 1, pentru o anumita regiune, atunci acea regiune va fi adaugata arborelui 
(daca traiectoria aflata la limita dintre o anumita regiune §i alte regiuni ale arborelui poate 
parasi regiunea in cauza).

Teorema 7

Daca o regiune aparpne unui singur arbore , toate regiunile ramurilor conectate prin 
aceastS regiune cu rad^cina arborelui, aparpn bazinului de atracpe a punctului de 
echilibru stabil (din rSdacina).

Demonstrapile teoremelor 1- 4 se gasesc in [28] §i ale teoremelor 5-7 in [68],

75

BUPT



Procedura de determinare a bazinului de atracpe
Fie regiunea de radacina RS care confine punctul de echilibru stabil. In conformitate 

cu Teorema 5, nivelul 2 al arborelui va confine toate cele n regiuni vecine regiunii de 
saturate considerate. Se iau in discupe acum toate regiunile vecine fiecarei regiuni de pe 
nivelul 2 al arborelui. Daca este satisfacut criteriul 1, regiunile considerate vor fi adaugate 
nivelului 3 al arborelui. Aceste regiuni pot fi de tip RSP, RS fara puncte de echilibru sau 
RL, §i in conformitate cu Teorema 6, traiectoria starii va gasi o cale de a le parasi. 
Procedura se opre§te cand toate regiunile posibile au fost vizitate §i pentru fiecare punct 
de echilibru a fost generat un arbore.

Metoda este utila §i permite determinarea traiectoriei, respectiv a ie§irii in cazul in 
care se cunosc condipile inipale ce sunt situate intr-o zona ce aparpne unui singur arbore 
de decizie. Ea permite determinarea regiunilor care aparpn in intregime bazinului de 
atracpe al fiecarui punct de echilibru §i a regiunilor in care se gasesc limitele dintre 
bazinele de atracpe.

Metoda de estimare a bazinului de atracpe este de ordinul intai, pentru ca atunci cand 
condipile inipale sunt situate in zone ce aparpn mai multor arbori de decizie nu se §tie 
unde va ajunge traiectoria ce pome§te din ele.

5.4 Metode de proiectare

5.4.1 Pentru memorarea informatiei in punctele de echilibru stabil

Uzual, matricile de conexiune de control, de reacpe §i de polarizare sunt determinate 
astfel incat perechile de modele dorite sa reprezinte puncte de echilibru stabil ale rejelei, 
cu un bazin de atracpe de distant metrica data.

Numarul punctelor de echilibru pentru o RNC cu N celule este de 2N. Practic 
condipile de proiectare fiind mai dificile decat in cazul binecunoscutei re{ele complet 
conectate Hopfield, care are o limita a capacitapi de memorare data, de 0.14N, numarul 
maxim al modelelor ce se pot memora este mai mic (vezi §5.2 )

Fiind dat modelul de memorat, pentru celula , din regiunea de saturate yf = l§i

intrarea uM, trebuie determinate matricile de conexiune astfel incat starea corespunzatoare 
lx ’ I = I sa fie data de:

= I Ayu ykl[n|+ I Bj) kl uu|n|+I (5 7)
IdeNjij) kleNjij)

iar derivata x(J = 0. Condipa de convergent spre starea dorita y‘ sunt

x' > +1 daca y^ = +1

x^ < -1 daca y' = -1
(5.8)
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Cele doua condipi se pot restrange in inegalitatea:

^ij.kl 
kleNJij)

■y^+ Z B^u,,+ !„)>!
J kleNJij) J J (5.9)

In general exista P modele de memorat, date de §i modele de intrare

posibile (q=l,2,...,P). Pentru fiecare pereche de modele, model de intrare - model de 
ie§ire dorit, se poate obpne o inegalitate de forma (5.9). Sistemul de inegalitap obpnut se 
poate rezolva prin mai multe metode, ca de exemplu: metoda relaxarii [67], algoritmul 
perceptronului [45], prin algoritmul ADATRON [73]. Pentru fiecare dintre ace§ti algoritmi 
exista o teorema de convergent care garanteaza gasirea unei solupi daca aceasta exista.

in unele aplicapi (ca de exemplu procesarea de imagini) este necesara invariant la 
rotape, sau izotropia matricilor de conexiune. Top algoritmii anterior menponap pot fi 
modificap pentru a incorpora aceste constrangeri suplimentare.

5.4.2 Pentru memorarea informatiei ca oscilatii periodice

Memorarea informapei sub forma de oscilapi ofera noi posibilitap:
• cu acela§i numar de parametrii pot fi proiectate sisteme cu mult mai multe solupi 

periodice (potenpale modele de memorat) decat numarul punctelor de echilibru 
posibile. In cazul extrem, sistemele haotice au un numar infinit de solupi 
periodice instabile.
Aplicand la intrare un model identic sau unul apropiat de unul memorat, 
traiectoria sistemului va fi blocata in ciclul periodic corespunzator, sau va vizita 
mai des zona in care modelul corespunzator este memorat.

• Oscilatoarele permit §i operapa de “segmentare”.
Fie doua modele binare in care proporpa de 1 este mult mai mica decat cea de 0. 
Daca se aplica la intrarea re|elei unul dintre modele, re^eaua il va regasi in 
maniera anterior prezentata. Daca se prezinta intrarii un model care este suma 
celor doua. traiectoria sistemului va trece de la un model la celalalt. Aceasta 
reprezinta cea mai simpla versiune a segmentarii.

• Sistemele haotice au §i o alta proprietate utila, o solupe se “plimba” in jurul 
atractorului.

• In cazul nerecunoa§terii modelului, traiectoria parcurge toate modelele fara sa 
demonstreze o corelape mai putemica cu unele decat cu celelalte. E§ecul cautarii 
poate fi interpretat ca absenpi unui model anumit in memorie, in timp ce sistemele 
bazatc pe puncte fixe de echilibru se vor bloca in stari nedorite. Fenomenul este 
similar celui din cortexul olfactiv, unde in absen^a stimulului traiectoria se 
“plimba” intr-o stare bazala haotica. care este un fel de atractor cu aripi multiple. 

Exploatarea potenpalului oscilapilor stabile sau instabile pentru regasirea unui model 
este oricum dificila. Au fost propuse mai multe metode pentru stabilizarea solupilor 
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periodice instabile ,care formeaza teoria “controlului haosului”. De§i au fost raportate 
cateva rezultate pozitive in aceasta direcpe [100], [1], se §tie foarte pupn despre 
memorarea unui anume model dorit, despre proiectarea unui sistem cu orbite periodice 
dorite.

5.5 Concluzii

In acest capitol s-au introdus §i discutat nopunile fundamentale ale MA §i metodele 
specifice de determinare a matricilor de interconexiuni.

A fost data o relate aproximativa, empirica, de estimare a capacitapi de memorare 
dependenta de tipul , marimea vecinatapi §i largimea bazinului de atracpe, in absen(a 
autoreacpei. Capacitatea de memorare a fost calculata doarpentru cateva cazuri concrete, 
care vor fi trecute in revista in capitolele ce urmeaza, determinarea ei teoretica in cazul 
unei RNC oarecare ramanand o problema de cercetare deschisa.

A fost abordata §i problema bazinului de atracpe, expunandu-se o metoda de ordinul 
intai pentru determinarea traiectoriei, respectiv a ie§irii in cazul in care se cunosc 
condipile inipale ce sunt situate intr-o zona ce aparpne unui singur arbore de decizie.

In ceea ce prive§te modelele nedorite, in cele ce urmeaza, se va preciza pentru fiecare 
metoda in parte, daca procedura de sinteza permite sau nu evitarea lor.

Metodele uzuale de proiectare a MA prin RNC urmaresc memorarea informapei ca 
puncte fixe de echilibru ale sistemului. S-au inregistrat rezultate promi^atoare in memorarea 
informapei ca oscilapi periodice stabile §i nestabile (generate de sisteme haotice). Cercetarile 
neurologice (in special in simpil mirosului) din ultimii ani vin sa confirme ipoteza ca modul 
procesare al informapei in creierul uman este de tip “haotic”. Din pacate pana in prezent se §tie 
foarte pu{in despre proiectarea unui sistem haotic care sa memoreze modele dorite. 
Exploatarea potenpalului de procesare a sistemelor haotice deschide noi perspective MA.

Algoritmii genetici nu pot fi folosip in cazul MA implementate prin RMC. Ace§tia 
funcponeaza bine cu un numar redus de necunoscute, dar chiar $i atunci necesita un timp 
indelungat de procesare. In cazul memoriilor asociative, se lucreaza cu matrici de 
interconexiune variante in spapu, astfel incat numarul parametrilor de decizie este mare, 
fiecare celula avand propriul ei template.
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Capitolul 6

MEMORII ASOCIATIVE CE
UTILIZEAZA REGULA LUI HEBB

6.1 Modelul Vandewaale

6.1.1 Caracteristicile retelei ?i conditiile impuse modelelor de memorat

Pentru simplitatea analizei se considera exclusiv versiunea in timp discret a RNC [86] 
fara reacpe, cu polarizare nula §i actualizare sincrona:

Xij(n + 1| = f( Bij.kj uM |n])

unde f(.) este funcpa sign(.);
Fie un set de P modele binare, de dimensiune M x N, §i b o distant de regasire data ( b 

se considera in sensul distance! Hamming, astfel incat un model diferit de un model 
oarecare q, prin distant de regasire b, ar trebui sa conduca la regasirea modelului q). Cea 
mai simpla metoda de determinare a conexiunilor astfel incat modelele binare date sa 
reprezinte puncte fixe stabile ale retelei cu bazinul de atracpe b este regula lui Hebb [50]. 
Daca proiectarea garanteaza realizarea bazinelor de atracpe de marime prescrisa, pentru 
fiecare punct stabil, aspecte ca starile parazite stabile, nopunea de completa stabilitate 
devin irelevante. Cel mai important aspect devine capacitatea de memorare.

Considerand cazul RNC cu vecinatate unu vom face o analiza locala, asupra 
submodelului elementar de dimensiune 3x3 celule, rezultatul putand fi extins asupra 
intregii re(ele [97], Submodelul centrat in jurul celulei C,, este :

Nu(X) =

Xi-l.jH

Xi-I.j

Xi.J’1

X|.j Xi^i.j (6.2)

xi-1. j-i Xi.j.1 Xi^i.j-1
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Pentru toate cele P modele de memorat 1, 2, P, se poate defini o succesiune de 
submodele X1, X2,Xp, pentru fiecare celula Cy, i=l, 2,..., M, j=l, 2,..., N

X^NJq) unde q = 1,2,..., P (6.3)

Aplicand regula lui Hebb, ponderile conexiunilor de control ale celulei Cy pot fi 
determinate cu:

Bijkl = £ X2i XU ptr. i-1 < k< i + 1 sij-1 < 1 < j + l (6.4)

Se observa ca regula lui Hebb este locala, in sensul ca orice pondere este determinata 
de starile celulelor invecinate §i aditiva, astfel incat orice model adiponal poate fi u§or 
incorporat in proiectare, prin adunarea ponderilor determinate de noul model la matricea 
de conexiune a re(elei deja proiectate.

Fie h cea mai mica distant Hamming (definita conform Anexei 1) dintre submodelele

Teorema 8

Condipa necesara §i suficienta de regasire, in bazinul de atracpe de raza b, a P 
submodele memorate cu regula lui Hebb este data de inegalitatea [97]:

9 - 2b - (P - 1)(9 - 2h + 2b) > 0 (6.5)

Demonstrate:
Se observa ca pentru cele P submodele corespunzand celulei CM, pentru i-1 < k < i+1 §i 
j-1 < 1 < j+l, avem:

9 - 2h ptr. q* t(q,t = l,2,...,p)
1X2) XL = (6.6)
kl 9 ptr. 1 = t (q, t = 1,2,.. p)

Fie X1 un model dat, la distant Hamming b de submodelul X'. Conform definipei, se 
poate vedea imediat ca:

= • [ < 9 - 2h +2b ptr. q * t (q,t = l,2,...,p)
EXL.Xkl = (6.7)
kl [ > 9 - 2b ptr. q = t (q,t = 1,2, ..p)

Daca X* este aplicat ca stare inipala, considerand polarizarea nula, intrarea in celula 
C„ va ft:
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= t p = t p _ t

Uij = I Bijkl.xw = Z(Z xfbxjid) .Xu = Zx; ( ZX^Xu) (6.8)

_ Pentru ca re(eaua sa convearga catre submodelul X‘, atunci cand la intrare se aplica
X', este necesar sa fie indeplinite urmatoarele doua inegalitap:

(a) X’j = +1 > (9 - 2b).(+l) - (p- 1).(9 - 2h +2b) > 0 (6.9)

(b) Xlj = -1 U,j < (9 - 2b).(-l) + (p-l).(9 - 2h +2b) < 0 (6.10)

Din inegalitaple (6.9) §i (6.10) obpnem condipa (6.5), q.e.d.
Acest rezultat local poate fi extins la intreaga rejea, de dimensiune M x N = 3m x 3n. 

Fie bmin, bmax, distan(a minima, respectiv maxima a regasirii locale, iar pmin, pmax, numarul 
minim, respectiv maxim al submodelelor memorate. Din teorema 1 rezulta ca numarul 
modelelor care pot fi memorate, C, de intreaga re(ea cu distanja de regasire d, este:

Pl” C < p:.; (6.11)

unde d este limitata in domeniul dat de relapa:

m.n.bmin < d < m.n.braax (6.12)

Analiza locala a relevat cateva restricpi ale memoriei asociative. Daca fiecare 
submodel de dimensiune 3x3 trebuie sa memoreze cel pupn doua submodele, atunci din 
relapa (6.5) rezulta ca h, cea mai mica distant Hamming dintre submodele trebuie sa 
indeplineasca condipa: h > 2b.

De exemplu daca b=3, h > 6. Se constata ca de§i potential capacitatea de memorare 
este relativ mare (de ex. ptr. o re(ea de 30x 30 §i ptr. o distant de regasire b=2, C=2100 cu 
d=200), practic exista limitari serioase.

6.1.2 Rezultatele simularilor

Experimentul realizat a constat in memorarea celor trei modele ideale Ph P;, P3, din 
Fig.6.1, de dimensiune 12x12, raportate §i in [97], aplicate ca intrare in RNC. S-a utilizat o 
valoare de +1 pentru pixelii negri §i -1 pentru cei albi. Matricile interconexiunilor de 
control au fost determinate in Borland C, utilizand regula lut Hebb. Starile initiate 
zgomotoase au fost obpnute prin inversarea pixelilor din modelele dorite. Pentru 
verificarea memoriei proiectate a fost folosit simulatorul soft de RNC [115], variant in 
spapu. Modelele de intrare, aplicate ca intrare independenta, au avut 11% din pixeli 
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inversap fa^a de cele ideale. Se poate constata ca la ie§irea re|elei RNC au fost obpnute 
modelele ideale.

Practic, memoria are limitari serioase, in ceea ce prive§te condipile ce trebuie 
indeplinite de modelele de memorat, astfel meat ea prezinta doar interes istoric, fiind unui 
dintre primele MA implementate.

Fig. 6.1 Un exemplu de simulare a unei memorii asociative cu modelul 
Vandewaale

6.2 Memorie asociativa cu reactie inversa

6.2.1 Structura retelei dinamica

Pomind de la ideea memoriei asociative bidirecponale [57], se propune o structura 
neuronala celulara discreta cu doua straturi. avand o reacpe inversa intre cele doua 
straturi data de regula lui Hebb [ll] [12], ilustrata in Fig.6.2. . Fiecare strat are MxN 
celule cu o aceea^i structura simpla.
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Strata I 1 [A] Strata I 2

Fig.6.2 Memorie asociativa bidirectionala

Se poate deduce u§or ca ecuapile de stare care caracterizeaza dinamica re(elei sunt 
urmatoarele:

Xi.ijjn + 1] = S Ajjj.ki y2kl[n] (6.13)
CM c Nr(i,j)

X2.ij[n+l| Aijjjkl y, k| 1^1
CM c Nr(i,J)

(6.14)
for 1 < i,k < M ; 1 < j,l < N

unde:
• X|,ij (x?JJ) este starea celulei C»j al primului (celui de al doilea) strat;
• Aj.u.ki este matricea ponderilor conexiunii de la ie§irea y2 k| la intrarea celulei

CU|. adica :

Alj.,J=a.£y;.y;
q = l

• b $i a constant, b e (0,1);
• y।,ki (Yi.ki)este ie§irea celulei Ck.i al primului (celui de al doilea) strat. Funcpa de 

ie^ire este signum ;
• Nr este vecinatatea celulei CM de dimensiune r;

Se poate observa u$or ca, utilizand regula lui Hebb in determinarea matricilor de 
conexiune, se implementeaza binecunoscuta regula de invajare din memoria asociativa 
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bidirecponala (A=XT.X), aplicata pe vecinatatea fiecarei celule (structura elementara 

locala) a RNC.
Ecuapile (6.13) §i (6.14) sunt adevarate pentru orice celula Citj §i in orice moment 

discret de timp n. Celulele unui strat sunt actualizate sincron. Ponderea conexiunii intre 
celula C,,j §i celula Ck) este calculate cu regula lui Hebb §i este egala cu cea a conexiunii 
inverse de la Ckt la Cy. Fiecare conexiune este bidirecponala §i exista o singura pondere 
pentru fiecare legatura. Matricile de conexiune de reacpe inversa pentru fiecare celula Cy 
sunt dependente de coordonatele celulei, astfel incat este necesara utilizarea simulatorul 
soft pentru RNC variante in spapu [115].

6.2.2 Caracteristicile retelei condipi impuse modelelor de memorat

Se dore§te determinarea matricilor de conexiune astfel incat P modele dorite 1,2,..., P 
sa fie puncte de echilibru stabil ale unei RNCD cu doua straturi bidimensionale MxN, 
conectate printr-o reacpe inversa intr-o vecinatate r. Daca metoda de proiectare 
garanteaza dimensiunea bazinului de atracpe aspecte ca modele nedorite sau stabilitatea 
complete devin neimportante. Capacitatea de memorare devine cel mai important aspect 
[97],

Se considera structura elementara de dimensiune 3x3 in jurul celulei Cy date de relapa 
(6.2) respectiv secven(a de submodele X1, X2, ...,XP, pentru toate cele P modele de 
memorat definite de (6.2). Matricea de conexiune pentru celula Cy se determina cu:

Aijw = J Xg4 XJ ptr. i -1 < k < i + 1 si j -1 < 1 < j +1 (6.15)

q =1

Fie h cea mai mica distant Hamming intre submodelele de memorat X1, X2, ...,XP, 
pentru celula C,r

Condipa de convergent spre aceste puncte de echilibru poate fi scrisa ca in relapa [77]:

yj jln + l] X Aij,ki ykjln _ l|>0 (616)
CkieNr

In condipile date, relapile (6.6) §i (6.7) raman valabile .Daca X‘ este starea inipala de 
ie^ire a celulei elementare de 3x3, deoarece modelele de memorat sunt binare $i funcpa de 
ie^ire este signum, starea XtJ va fi:

Xij— X Aj.jjc.i • Xk| — Xkj X^) -Xk| — J Xq( Xxkj Xkl ) 

kJ kJ q=l q=l kJ
(6.17)

pentru i-l<k<i + l,j-l<l<j + l
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Astfel condipa de convergent (6.16) (la X‘, cand intrarea este X') poate fi scrisa:

(a) Y/j = +1 Xi,j (9 - 2b).(+l) - (p -1).(9 - 2h + 2b) > 0 (6.18)

(b) = Xi,j<(9-2b).(-l) + (p-l).(9-2h + 2b)<0 (6.19)

Condipa necesara §i suficienta ca P modele sa fie memorate cu un grad de regasire 
locala b, utilizand regula lui Hebb poate fi dedusa din ultimele doua inegalitap :

9-2b-(p-l)(9-2h + 2b)>0 (6.20)

Daca fiecare structura elementara de 3x3 trebuie sa memoreze cel pupn doua 
submodele, atunci din (6.20) se observa ca distant minima dintre submodele trebuie sa 
satisfaca condipa h > 2b. Pentru un grad de regasire locala b>2 (0 < b < 9) distant minima 
dintre modele trebuie sa fie mai mare decat patru. Astfel distant dintre doua modele 
poate fi calculata cu relapa:

d = b . m . n (6.21)
Aceasta reprezinta o limitare serioasa asupra modelelor de memorat.

6.2.3 Capacitatea de memorare

Considerand b gradul de regasire locala al unei RNC, cu o vecinatate r egala cu 1, se 
poate obpne o formula simpla pentru calculul capacitapi de memorare:

C = b. m.n (6.22)
Practic capacitatea de memorare este chiar mai mica datorita celulelor de margine, 

pentru care vecinatatea trebuie completata cu celule de stare nula.

6.2.4 Rezultatele simularilor

Programul pentru determinarea matricilor de conexiune de reacpe a fost implementat 
in Borland C+\ utilizandu-se regula lui Hebb. S-a utilizat o valoare de +1 pentru pixelii 
negri $i -1 pentru cei albi. Pentru celulele din marginea retelei, pentru construirea 
matricilor de interconexiune, s-au extins modelele cu pixeli de valoare zero (in 
vecinatatea aleasa). Modelele de intrare au fost aplicate ca stare a RNC. Aceasta a permis 
modificarea dinamica a starii RN sub acpunea interconexiunilor de reacpe .

Memoria asociativa obpnuta a fost testata cu simulatorul soft de RNC variante in spapu.
MAB. obpnuta utilizand regula lui Hebb, a fost testata pentru diferite modele. care 

respects sau nu condipile restrictive ale algoritmului (6.20), modele de diferite 
dimensiuni, diferite vecinStap §i in diferite condipi de zgomot (gaussian $i binar). 
Modelele afectate de zgomot binar au fost obpnute din cele ideale prin inversarea valorii 
pixelilor.
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Exemplul 1

Am testat memorarea a cinci modele de dimensiune 10x10 (conform ie§irilor din 
Fig.6.3), care satisfac condipile de proiectare (6.20), utilizand o vecinatate de r=l, in 
condipi de zgomot gaussian cu medie nula §i dispersie ne(0,l) §i de zgomot binar.

Cele cinci modelele au fost corect apelate din memorie pentru un zgomot gaussian 
<5=0.9 (Fig.6.3). Pentru o=l patru modele au fost corect apelate din memorie §i unui cu o 
eroare de 3 pixeli. Fig.6.4 ilustreaza modelele de intrare aplicate, avand o eroare de 
inversare a pixelilor de 25% §i modelele de ie§ire spre care a convers RNC, reprezentand 
modelele ideale memorate .

Prin memorarea modelelor complementare s-a obpnut o aceea§i matrice de 
interconexiune, dupa cum era de a§teptat [57].

Fig. 6.3 Modelele de intrare afectate de un zgomot gaussian cu medie nula $i 
dispersie a = 0.9 ie$irile corespunzatoare unei MAB de dimensiune 10x10
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Fig. 6.4 Modelele de intrare, reprezentand cele 5 modele memorate afectate cu 
o eroare binara de 25% cele de ie$ire dupa stabilizarea unei RNC de 

dimensiune 10x10
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Exemplul 2

Cele zece modele din Fig.6.5 au fost memorate cu o MAB de dimensiune 10x10. In 
alegerea modelelor nu s-a urmarit respectarea restricpilor de proiectare cerute de 
algoritm, ci s-au utilizat modele uzuale de testare a memoriilor asociative neuronale, cu o 
suprapunere cat mai mare, pentru a testa eficacitatea memoriei.

Fig.6.6 prezinta modelele de intrare afectate cu un zgomot gaussian cu medie nula §i 
dispersie cr=0.4. Figura ilustreaza intrarea §i ie§irea doar a unuia dintre cele doua straturi, 
pentru cel de-al doilea ele fund identice. Memoria a regasit cinci dintre modelele ideale, 
celelalte fiind afectate cu o eroare de 3-4 pixeli.

Fig. 6.7 prezinta rezultatele procesarii pentru o eroare binara a modelelor de intrare de 
15%, 7 modele au fost corect apelate din memorie, 2 cu 1 pixel eroare §i unui cu 6 pixeli 
eroare.

Fig.6.5 Modelele ideale memorate de o MAB de dimensiune 10x10
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Fig. 6.6 Cele zece modele de intrare afectate de un zgomot gaussian cu medie 
nula si dispersie a=0.4 §i ie^irile corespunzatoare

Fig.6.7 Modelele de intrare, reprezentand cele 10 modele memorate afectate de 
un zgomot binar 15% §i cele de ie$ire dupa stabilizarea re|elei de dimensiune 
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Fig. 6.7 Continuare

Exemplul 3

Modele similare cu cele din exemplul 2 au fost memorate cu o re{ea de dimensiune 
12x12. dupa cum se vede in Fig.6.8.

Fig.6.8 Modelele ideale memorate de o MAB de dimensiune 12x12
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Fig.6.9 prezinta modelele de intrare afectate cu un zgomot gaussian cu medie nula §i 
dispersie cr=0.4. Figura ilustreaza intrarea §i ie§irea doar a unuia dintre cele doua straturi, 
pentru cel de-al doilea ele fiind identice. RNC a apelat 7 modele corect din memorie, doua 
cu o eroare de 1 pixel §i unui cu 6 pixeli eroare.

Fig. 6.9. Cele zece modele de intrare afectate de un zgomot gaussian cu medie 
nula si dispersie <5=0.4 aplicate la intrarea unei MAB de dimensiune 12x12 §i 

ie^irile acesteia, corespunzatoare primului strat

Fig.6.10 prezinta modelele de intrare, afectate de o eroare de 15% $i modelele de 
icsire dupa stabilizarea recelei. Opt modele au fost corect apelate din memorie, unui cu o 
eroare de l pixel ^i unui cu o eroare de 3 pixeli.

Se poate constata ca la o aceea^i dispersie a zgomotului gaussian, respectiv la un 
acelaiji procentaj de eroare pentru zgomotul binar aplicat modelului de intrare, re|eaua de 
dimensiune 12x12 a avut performance net mai bune decat ale celei de dimensiune I Ox 10 . 
In concluzie performanjele MAB se imbunata{esc cu dimensiunea, in aceleasi condipi de 
funeponare.
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Fig. 6.10 Modelele de intrare, reprezentand modelele memorate, afectate cu o 
eroare binara de 15% $i cele de ie$ire dupa stabilizarea re{elei de dimensiune 

12x12
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Exemplul 4

In urma experimentelor am observat ca daca introducem un factor de ponderare a 
regulii lui Hebb rezultatele obpnute au fost sensibil mai bune. Aceasta demonstreaza ca 
regula lui Hebb este foarte sensibila la reglaje §i ca, in cazul unei aplicapi concrete, 
experien^a programatorului are o influenza majora.

Cu o MAB de dimensiune 9x9 au fost memorate ideogramele chineze§ti din Fig. 6.11.

Fig. 6.11 Modelele ideale memorate reprezentand 25 de ideograme chineze^ti 
de dimensiune 9x9

Se poate observa ca exista submodele care impun $i o distant de regasire b=l. 
Capacitatea de mcmorare ar fi deci C=1.3.3=9. Cum nu intre toate modelele exista 
restricpa impusa asupra distan^ei de regasire b=l, se poate constata practic, ca in 
condipile in care zgomotul este mic, memoria apeleaza corect toate cele 25 de modele .

Ain ponderat regula lui Hebb cu un factor constant, subunitar:
• pentru autoreacpe: 

p 
A — 3 v v ij.ij “ J ij V ij

q-l

• pentru interacpunea cu celulele vecine:

ui.ij
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Tabelul 6.1 prezinta rezultate testelor efectuate cu a=0.5 §i b=0.1, cu o vecinatate de 
r=l. Modelele de intrare au fost afectate cu un zgomot gaussian de medie nula §i dispersie 
q cuprinsa intre 0.2 §i 0.7.

In cazul in care zgomotul este binar memoria nu regase§te modelele ideale.
Fig.6.12 prezinta modelele de intrare afectate de un zgomot cu c=0.3, care au fost 

corect apelate de memoria asociativa.

Fig. 6.12 Modele de intrare reprezentand cele 25 de ideograme chineze^ti 
afectate cu un zgomot gaussian de medie nula $i dispersie a =0.3
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Tabelul 6.1

Zgomot / vecinatate Vecinatate r=1

gaussian 
ct = 0.3

25 modele corect apelate din memorie

gaussian 
ct = 0.4

18 modele corect apelate din memorie, unui cu 
2 pixeli eroare, restul cu 1 pixel eroare

gaussian 
ct = 0.5

9 modele corect apelate din memorie, 8 cu o 
eroare de 1 pixel, restul cu 2-3 pixeli eroare

gaussian 
ct = 0.6

5 modele corect apelate din memorie, 14 cu o 
eroare de 1 pixel, restul cu o eroare de 2-3 pixeli

gaussian 
ct = 0.7

2 modele corect apelate, 7 cu 1 pixel 
eroare, restul cu 2t4 pixeli eroare

Memoria a fost testata §i pentru o vecinatate r=2, respectiv r=3, pentru toate 
exemplele anterior prezentate. Rezultatele obtinute au fost in general mai bune, dar nu 
semnificativ astfel incat sa justifice continuarea studiului §i marirea vecinatapi in vederea 
unei aplicapi concrete.

6.2.5 Observatii

Memoria asociativa bidirecponala introduce o structura noua cu o performan{a buna 
in regasirea modelului in conditii de zgomot, mai buna decat a modelului Vandewaale.

Numarul modelelor memorate create cu dimensiunea retelei §i raza vecinatapi. De§i 
regula lui Hebb este relativ simpla §i u§or de utilizat, ea are limitari serioase: nu 
garanteaza ca fiecare model va fl inmagazinat ca un punct de echilibru stabil, atunci cand 
modelele de intrare nu indeplinesc condipile. Intrucat nu se pun conditii asupra 
traiectoriei, exista posibilitatea ca, in cazul in care nu sunt indeplinite condipile de 
distant dintre modele, memoria sa e§ueze in minime locale. Capacitatea de memorare 
este relativ mica. Pentru apelul corect al modelelor din memorie se impun restricpi asupra 
modelelor de memorat.

Regula lui Hebb este foarte sensibila la reglaje. In cazul unei aplicapi concrete poate 
deveni utila doar dupa experimente indelungate.

Ar trebui imbunatapta performanta memoriei, prin incorporarea unei informapi 
suplimentare, adaugate regulii lui Hebb, astfel incat sa se poata pune problema unei 
aplicapi concrete.
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6.3 Algoritm rapid de mvatare a ponderilor

6.3.1 Prezentarea algoritmului a bazelor sale teoretice

Algoritmul propus pentru ob{inerea unor matrici de interconexiune variante in spapu 
[95] este rapid, are o buna convergent §i este mai pupn sensibil la variapa parametrilor.

Fie o rejea neuronala celularS analogies, bidimensionala, de dimensiune D=MxN.
Fie regiunea de saturape RS, data prin definipa 12.
Se determinS o condipe suficientS ca vectorul de stare x sS reprezinte un punct de 

echilibru stabil pentru matricile de ponderi date A, B §i I.

Teorema 9

Vectorul de stare x este un punct de echilibru daca x g RS §i y = sgn (x) indepline§te 

condipa sgn(x) = Gy. Matricea G este diagonals, de dimensiune DxD, §i este 

obpnutS din matricea unitate fixand unele elemente de pe diagonals la zero [35]:

i = l,...,D (6.23)
0 pentru x = 0

unde D = MxN este dimensiunea rejelei

DacS G este chiar matricea unitate, echilibrul este stabil.
In regiunea de saturape ecuapa de stare a unei celule este:

x = -U.x+ v (6.24)

unde v este un vector constant,v A. y+ B. u+ I.

Aceasta inseamnS cS toate valorile proprii sunt egale cu -1. DacS exists puncte de 
echilibru in afara regiunii de saturape RS , ele vor fi asimptotic stabile. DacS valoarea 
funcpei signum a stSrii este egalS cu valoarea funcpei signum a derivatei stSrii atunci 
solupa rSmane in interiorul lui S.

Se dore^te memorarea a P modele bipolare. Se pune deci problema determinSrii 
matricilor de conexiune A, B §i I atunci cand se cunosc ie§irile dorite (modelele de 
memorat).

Fie ecuapa de stare a celulei C(J in regim staponar:

xM= I Ajjtkl.yw +cM
W£N' (6.25)

unde cM este un vector constant dat de relapa:

C ij — — B ij.kl * U kl + I Ij 
’ McS, ' (6.26)
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Cele doua solupi posibile pentru starea staponara a unei celule sunt date de:

a. y,j > 1 , implica Xij>l,deci Z A,ikl.ykl+cH >1 (6.27)
kleNr

b. y(J <-1 , implica Xjj<l,deci Z Aijkl.ykl +0^ <-l (6.28)

Inegalitaple (6.27), (6.28) se pot sintetiza in relapa:

I Alj.kl.yk,.ylj+clj.yij)l (6.29)
k,leNR(ij)

Punctele de echilibru trebuie localizate suficient de departe de frontiera regiunii 
liniare pentru a avea o stabilitate robusta. Fie E o constanta pozitiva care caracterizeaza 
valoarea punctului de echilibru al unei celule.

Aj.Yiryij + ciryij>E>l (6.30)

unde:
• A^ este transpusa matricii de conexiune de reacpe;
• Yy este submodelul ie§irilor in jurul celulei

Intrarea independenta nu este utilizata in acest caz. Inlocuind deci vectorul constant Cy 
se obpne:

Aj.Yy.yy + Iy.y^E (6.31)

Notand produsul \-Y.j = Pu ecuapa (6.31) devine:

Aj.Py+Iy.y^E (6.32)

Singura restricpe este ca E > 1. Inegalitatea (6.32) trebuie sa fie adevarata pentru 
fiecare model q, dintre cele P de memorat, $i toate celulele re(elei:

a; .p;+id .y;=Eq > EPtr. q=1,2,..., p
i = 1,2,...,M; j = 1,2,...N

Problema care se pune este determinarea matricii de conexiune Au pentru toate 
celulele re(elei astfel incat sa fie indeplinita condipa (6.33). Se poate alege o metoda arbi- 
trara pentru determinarea lui A, ca de exemplu regula lui Hebb cunoscuta, YM yrj = P,j 
ponderata cu un coeficient de ca$tig w(J pentru fiecare model q:
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Matricea Ay poate fi procesata iterativ, pomind de la o valoare inipala arbitrara, ca de 
exemplu zero:

AJn + lHAJnI + tbAv;!” (6.35)
n=l

Coeficientul de ponderare 5 • poate fi o constanta pozitiva de valoare mica, sau o 
funcpe de Eq. Fie funcpa liniara data de Fig.6.13a., definita in jurul punctului de echilibru, 
prin relapa:

S.wJ = X.(E - Eq) cu X > 0 (6.36)

unde X este o constanta pozitiva, de valoare arbitrara;
O condipe mai pupn restrictiva, in care punctul de echilibru ia valori intr-un interval 

(EL,ER), este prezentata in Fig.6.13 b §i este data de:

Fig. 6.13 Variatia coeficientului de ponderare 8w in funcpe de E.

EL<Eq<ER (6.37)

Procedure de sinteza este descrisa de urmatorul algoritm:
I. Pentrutoatecelulelere(eleiCy i=l,2,...,M §i j=l,2,...,Nseinipalizeazamatricea 

de conexiune Ay §i matricea de polarizare Ijj la zero.
2. Pentru fiecare model q, dintre cele P de memorat, se proceseaza submodelul P’.
3. Se inipalizeaza Eq la zero.
4. Pentru fiecare model q= 1,2,...,P, pentru fiecare celula Cy se calculeaza Eq cu relapa 

(6.33).
5. Se calculeaza coeficientului de ponderare 6.Wy cu expresia (6.35) sau cu (6.37)
Daca Eq = E : S.Wjj = 0
Daca Eq * E : 8.wJ = ME - Eq) cu X > 0
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6. Se determina Ajj[n+1 ] cu relapa (6.36) §i Iij[n+1] cu relapa:

IijIn + l] = Ilj[nJ + 8.wij.yij (6.38)

A^fn+l] §i Ijj[n+1] reprezinta matricile de interconexiune cautate pentru celula C,r

6.3.2. Rezultatele simularii

S-a experimental memorarea celor 25 de ideograme chineze§ti din Fig. 6.11.
Programul pentru determinarea matricilor de interconexiune a fost implementat in 

Borland C^.
S-au utilizat doua tipuri de semnale aleatoare nedorite, suprapuse peste semnalul util 

§i necorelate cu acesta: un zgomot gaussian cu medie nula §i dispersie s g [0.0,0.7] §i unul 
digital, cu un procentaj de inversare a valorii pixelilor intre 5 % §i 10 %. Modelele afectate 
de zgomot gaussian cu cr=0.7 sunt prezentate in Fig.6.14.

Capabilitatea de corecpe a erorii a fost testata ca o funcpe de [EL,ER]. Rezultatele 
experimentelor sunt sintetizate in Tabelul 6.2 pentru Eg [1.2,2] §i in Tabelul 6.3 pentru 
Eg[3,10],

Tabelul 6.2

Zgomot / vecinatate Vecinatate r=1 Vecinatate r=2

gaussian 
o=0,2

25 modele cored apelate din 
memorie

25 modele corect apelate din 
memorie

gaussian 
ct=0,5

8 modele cored apelate din 
memorie

17 modele corect apelate din 
memorie

gaussian 
a=0,7

toate modelele afectate cu o 
eroare de 1 -8 pixeli

11 modele corect apelate din 
memorie

binar 5% 
pixeli inversati

8 modele corect apelate din 
memorie

8 modele corect apelate din 
memorie

binar 10% 
pixeli inversati

toate modelele afectate cu o 
eroare de 1 -8 pixeli

5 modele corect apelate din 
memorie

Cu cat E este mai mare cu atat capabilitatea de corecpe este mai buna §i tranzipa mai 
rapida. Datorita metodei de invajare, autoreacpa A,^ este intotdeauna mai mare decat 
ponderile conexiunilor cu celulele invecinate. In cazul unei valori E mai mari ponderile 
au valori mai mari. celulele din jur nu pot compensa ac(iunea celulei centrale, eroarea nu 
poate fi mic^orata.

Daca se utilizeaza un interval mai mare pentru E re^eaua poate converge spre un alt 
model.

Pe masura ce vecinatatea create, performance memoriei asociative neuronale sunt 
mai bune.
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Tabelul 6.3

Zgomot / 
vecinatate Vecinatate r=1 Vecinatate r=2 Vecinatate r=3

gaussian 
o=0,2

25 modele corect apelate 
din memorie

25 modele corect 
apelate din memorie

25 modele corect 
apelate din memorie

gaussian 
o=0,5

17 modele corect apelate 
din memorie, restul cu o 

eroare de 1 pixel

25 modele corect 
apelate din memorie

25 modele corect 
apelate din memorie

gaussian 
o=0,7

toate modelele afectate cu o 
eroare de 1-8 pixeli

13 modele corect 
apelate din memorie

25 modele corect 
apelate din memorie

binar 5% pixeli 
inversati

15 modele corect apelate 
din memorie

7 modele corect apelate 
din memorie

15 modele corect 
apelate din memorie

binar 10% pixeli 
inversati

toate modelele afectate cu o 
eroare de 1 -8 pixeli

6 modele corect apelate 
din memorie

11 modele corect 
apelate din memorie

6.4 Algoritm rapid cu un numar redus de conexiuni

6.4.1. Considerate teoretice

Memoria asociativa propusa in acest paragraf este generata de un algoritm rapid de 
procesare a interconexiunilor, care are performance bune in condipi de zgomot §i toate 
avantajele unui numar redus de conexiuni [14]. Metoda propusa determina convergent 
recelei inspre puncte fixe, de echilibru stabil.

Considerand matricea de control B zero , condipa de convergent se reduce la [35]:

k Aij;kl .ykl.yij + Iiryfj >E>1 (6.39)

unde E este o constanta pozitiva mai mare decat 1 (cu cat E este mai mare cu atat 
stabilitatea in regiunea de saturate este mai robusta);

Am ales urmatoarele valori impale pentru ponderile interconexiunilor de reacpe:
• pentru elementul central al vecinatapi:

(6.40)
A1.J;J01 = a.f(y;-y;)(y;-y;) 

q-l

• >i pentru celelalte elemente ale vecinatapi:

AUJ,|0| = b.f(y;,-y^My’-yj) (6.41)
q-l

unde:
• a $i b sunt constante pozitive ;
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_ q q

* y ij (y ki) este valoarea medie a pixelului ij (respectiv pixelului kl) pentru 

modelul q de memorat;
Ponderile de interconexiune de reacpe pentru fiecare celula Cy se calculeaza iterativ 

cu:

pAijjJn + l] = AyjJnl + JdJ.AyulOl (6.42)

unde:
• P este numarul modelelor de memorat;
• dj este o constanta pozitiva mica, calculate pentru fiecare model q §i fiecare 

celula Cy cu formula:

d;=X.(E-E;> (6.43)

unde :
• k este o constanta mica pozitiva;
• EJeste o fiincpe de energie calculate cu relapa:

X Aym-y^-yJ + Iij.yu = Ey (6.44)
kleNr v '

Curentul de polarizare este determinat cu:

p
IJn + l^Mnl + EdJ.y? (6 45)

Fie P modele de memorat (bipolare cu valoarea de -1 pentru alb §i +1 pentru negru), 
de dimensiune MxN .

Procedura de memorare a lor intr-o RNC asociativa, de dimensiune MxN, este 
urmatoarea:

1. Pentru fiecare celulaCy, i=l,2, ...M §i j=l,2, ...N interconexiunile de reacpe sunt 
inipalizate cu (6.40) §i (6.41), I §i EJ la zero, X la o valoare arbitrara pozitiva mica 

(suficient de mica pentru a asigura o variape gradata a ponderilor de interconexiune, de 
ex. 0.01) $i E la o constanta .

2. Pentru fiecaremodel q(q= 1,2,3... ,P) secalculeaza EJ §i testeaza condipa(6.39).

Daca EJ < E atunci {
Daca DA EJ > E atunci dJ=O

Daca NU dj este determinata cu relapa (6.43).
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Interconexiunile de reacpe sunt determinate cu (6.42) §i cele ale 
curentului de polarizare cu (6.45). }

Se salveaza matricile §i Iy §i se trece la o noua celula.

6.4.2 Rezultatele simularii

Modelele ideale de memorat au fost cele 25 ideograme chineze§ti de dimensiune 9x9, 
din Fig.6.11, acelea§i raportate §i in [60], [95]. Am testat performanyle rejelei aplicand 
la intrarea ei modele afectate de un zgomot gaussian cu medie nula §i dispersie a in 
intervalul [0,0.7] .

In Fig.6.14 sunt prezentate modelele de intrare cu un zgomot gaussian c=0.7.
Am utilizat a=0.5 sau mai mare §i be (0.01,0.5). Daca b a fost mai mare celula 

centrala nu a putut compensa efectul celulelor invecinate.
Tabelul 6.4 prezinta cateva dintre rezultatele simularii (pentru a=O.5,b=O.l,E=5 §i 

E=10), pentru o vecinatate r=l, interconexiuni de reacpe date de relayile (6.40) §i (6.41), 
un curent de polarizare nul §i pentru doua valori diferite ale constantei E .

Tabelul 6.4

Zgomot / valoare E E = 5 E = 10

gaussian
<7=0,3 25 modele corect apelate din memorie 25 modele corect apelate din 

memorie

gaussian 
ct=0,4

22 modele corect apelate din memorie, 
restul cu o eroare de 1 pixel

25 modele corect apelate din 
memorie

gaussian 
ct=0,5

i
1 14 modelele corect apelate din
I memorie, 2 modele cu 2 pixeli eroare, 

restul cu o eroare de 1 pixel

6 modele corect apelate din 
memorie, 12 cu o eroare de 1 

pixel, restul cu o eroare de 2 pixeli

gaussian 
o=0,6

j 4 modele corect apelate din memorie, 
j 9 cu 1 pixel eroare, restul cu o eroare
‘ de 2 pixeli

6 modele corect apelate din 
i memorie, 6 cu o eroare de 1 pixel, 

restul cu o eroare de 2 pixeli
i

Datorita inipalizarii particulare date de relayile (6.40) $i (6.41) a interconexiunilor de 
reacpe, procedure genereaza o matrice de reacpe rare, care constituie un avantaj in 
comparape cu simpla regula a lui Hebb. in cazul implementarii VLSI.
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Fig. 6.14. Cele 25 de modele memorate afectate de un zgomot gaussian cu 
medie nula dispersie a=0.7

Tabelul 6.5 prezinta cateva dintre rezultatele simularii pentru cazul in care curentul de 
polarizare este diferit de zero. Se observa ca pentru o aceea§i valoare E = 5, rezultatele au 
fost mai bune comparativ cu situajia in care curentul de polarizare a fost nul.

Tabelul 6.6 prezinta rezultatele simularii pentru o valoare a lui E mai mare $i un curent 
de polarizare diferit de zero (pentru a=0.5, b=0.l, E=10).

Cu cat E este mai mare, cu atat capabilitatea de corecpe este mai buna ^i tranzi(ia mai 
rapida. Valoarea E caracterizeaza robuste(ea retelei. Cu cat E este mai mare, stabilizarea 
re(elei are loc mai departe de punctul de echilibru dorit, in bazinul de atracpe al accstuia. O 
valoare E foarte mare genereaza ponderi de valori mari, ceea ce nu este de dorit. datorita 
limitarilor de implementare.

In toate experimentele rezultatele procesarii au fost mai bune pentru vecinatap mai 
man (r^2 si r=3).

MA poate apela $i suma a doua modele memorate (dupa cum era de a^teptat [60]). In 
Fig.6.15 sunt prezentate cateva combinapi posibile afectate cu un zgomot gaussian. cu 
medie nula ^i dispersie cr=0.7. Toate au condus la modelele ideale.
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Tabelul 6.5

Zgomot / 
vecinatate Vecinatate r=1 Vecinatate r=2 Vecinatate r=3

gaussian 
o=0,4

25 modele cored apelate 
din memorie

25 modele corect 
apelate din memorie

25 modele corect 
apelate din memorie

gaussian 
o=0,5

21 modele cored apelate 
din memorie, restul cu o 

eroare de 1 pixel

25 modele corect 
apelate din memorie

25 modele corect 
apelate din memorie

gaussian 
o=0,6

11 modele cored apelate 
din memorie, 12 cu o eroare 
de 1 pixel ?i 2 cu o eroare 

de 2 pixeli

16 modele corect 
apelate din memorie, 

restul cu o eroare de 1 
pixel

21 modele corect 
apelate din memorie, 

4 cu o eroare de 1 
pixel

Fig. 6.15 Combinatii ale modelelor memorate, afectate de un zgomot gaussian 
cu medie nula dispersie cy=0.7
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Tabelul 6.6

Zgomot / 
vecinatate Vecinatate r=1 Vecinatate r=2 Vecinatate r=3

gaussian 
o=0,4

25 modele corect apelate 
din memorie

25 modele corect 
apelate din memorie

25 modele corect 
apelate din memorie

gaussian 
o=0,5

21 modele corect apelate 
din memorie, restul cu o 

eroare de 1 pixel

23 modele corect apelate 
din memorie, restul cu o 

eroare de 1 pixel

25 modele corect 
apelate din memorie

gaussian 
o=0,6

17 modele corect apelate 
din memorie, restul cu o 

eroare de 1 pixel

20 modele corect apelate 
din memorie, restul cu o 

eroare de 1 pixel

24 modele corect 
apelate din memorie, 1 
cu o eroare de 1 pixel

gaussian 
o=0,7

5 modele corect apelate 
din memorie, 10 cu o 

eroare de 1 pixel, 5 cu 2 
pixeli eroare, restul cu 3,4 

pixeli eroare

12 modele corect 
apelate din memorie, 10 
cu o eroare de 1 pixel, 3 

cu 2 pixeli eroare

23 modele corect 
apelate din memorie, 2 
cu o eroare de 1 pixel

binar 0,8%
(1 pixel inversat)

2 modele corect apelate 
din memorie

23 de modele corect 
apelate din memorie

25 modele corect 
apelate din memorie

binar 1,6% 
(2 pixeli inversati)

6 modele corect apelate 
I din memorie, 11 cu o
I eroare de 1 pixel, 8 cu 2 

pixeli eroare

24 modele corect 
apelate din memorie, 

1 cu 1 pixel eroare

binar 2,5% 
(3 pixeli inversa^)

i
i 5 modele corect apelate 

dine memorie, 5 cu 2 
pixeli eroare, 15 cu 3 

pixlei eroare

14 modele corect 
apelate din memorie, 
15 cu 1 pixel peroare
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6.4.3 Aplicatie. Ghidarea automata a unui vehicul

6.4.3.1 Considerafii teoretice

O aplicape posibila a memoriei asociative neuronale celulare este ghidarea unui 
vehicul automat de-a lungul unei traiectorii marcate pe o podea [15].

Schema bloc a unitapi de control a vehiculului automat este prezentata in Fig.6.14. 
Unitatea analogica de control realizata cu RNC consta din doua straturi: primul strat este o 
memorie asociativa care realizeaza eliminarea zgomotului din marcajele detectate §i 
recunoa§terea de model, iar cel de-al doilea strat este un detector de componente 
conectate care interpreteaza modelul.

Fig. 6.16 Schema bloc a unitapi de control a vehicolului automat

Matricea de interconexiuni a memoriei asociative a fost obpnuta conform 
algoritmului anterior prezentat (§ 6.4).

Detectorul de componente conectate (DCC) [113] are urmatoarele matrici de
interconexiune:

A =
"0 0 0 '
12-1 B =

’ooo‘ 
000 I = 0

000 000
(6.46)

Modele proiectate pentru diferitele direcpi de deplasare sau acpuni ce trebuie 
indeplinite (ca de exemplu: oprire, ridicare platforma) trebuie sa satisfaca urmatoarele 
cerinje:

• direcpa de deplasare, sau acpunea vehiculului sa poata fi u$or determinata 
dintr-un model particular;

• modelul sa contrasteze cu fondul podelei §i sa fie robust;
Modelul elementar ales este reprezentat in Fig.6.17. Trei parametri definesc fara 

ambiguitate modelul. Ei sunt a, p §i y . Parametrul a, poate fi setat in concordanja cu 
campul vizual al detectorului. Proiecpa orizontala a modelului este determinata de 
lungimea diagonalei lungi $i a celei scurte, atunci cand modelul este rotit in campul 
vizual.
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Fig. 6.17 Modelul elementar de control

Direcpa spre inainte este corespunzatoare situapei in care proiecpile celor doua 
diagonale sunt egale. Vehiculul se deplaseaza spre dreapta cand proiecpa orizontala este 
mai scurta §i spre stanga cand aceasta este mai lunga, comparativ cu direcpa de rotape 0. 
Lungimea proiecpei este:

h((p)= max{x.sin((p + p)y.sin(<p + y)} (6.47 )

unde este rotapa corespunzatoare direcpei de urmat §i ia valori in intervalul
[-a, 90°-P]. Valoarea parametrului -a poate fi procesata cu ajutorul celorlalp 

parametrii ale§i. Se poate demonstra [34] ca din modelul elementar §i proiecpa sa 
orizontala poate fi determinata inversa funcpei h((p) pentru a se afla orientarea dorita, deci 
direcpa de deplasare.

Corespunzator cu principiile anterior enunjate, cat §i din considerapi practice [34], 
parametrii ale§i ai modelelor de control sunt urmatorii:

a = 5.25cm p = 41,88 y = 57,11°

Modelele de control alese, de dimensiune 33x 33 sunt ilustrate in Fig.6.18. Proiecpa 
orizontala a modelelor reprezinta direcpa dorita §i ea este determinata cu detectorul de 
componente conectate.

107

BUPT



Fig. 6.18 Modelele memorate

6.4.3.2 Rezultatele simularii

Am testat unitatea de control RNC in condipile funcponarii cu modele de intrare 
afcctate de un zgomot gaussian cu medie nula §i dispersie cr=0.6 . Modelele perturbate 
prczentate in Fig.6.19 au fost aplicate ca stare a primului strat a unitapi de control RNC, 
simulata prin software-ul de RNC variante in spapu [114]. Matricile de interconexiune au 
fost determinate in Borland C++. Dupa ce rejeaua s-a stabilizat, la ie§irea memoriei 
asociative a fost obpnut unui dintre modelele ideale memorate, iar la ie§irea stratului al 
doilea proiecpa orizontala a acestuia.

Am testat unitatea de control §i intr-o situape reala. Cateva modele au fost scanate cu 
o video camera ^i digitizate (cu frame-graber-ul). Fig. 6.20 prezinta un astfel de exemplu.

Fig. 6.19 Modelele de intrare afectate cu un zgomot gaussian cu medie nula $i 
dispersie a=0,6
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Fig. 6.20 Intrarea digitizata, ie^irea primului ?i a celui de-al doilea strat ale 
unitatii de control cu RNC

6.4.3.3 Concluzii

Simularile au demonstrat ca modelele de control au fost corect apelate din memorie, 
eliminandu-se zgomotul §i generand la ie§ire proiecjia orizontala. Din modelul elementar 
^i proiec|ia orizontala poate fi determinata rotapa vehiculului. Utilizarea memoriei 
asociative RNC in unitatea de control a unui autovehicul automat este o solupe viabila 
intr-o aplicape practica pentru eliminarea zgomotului §i recunoa§terea de model, 
procesarea avand loc intr-o maniera similara celei din creierul uman.

RNC, cu posibilitatea utilizarii chipului VLSI, ofera o solupe in timp real, flexibila la 
schimbarea traseului §i este mai ieftina decat metodele conventionale. Abordarea prin 
RNC are ^i avantajul toleran^ei erorilor, a instalarii u§oare §i a unui control local.

Datorita potenpalului RNC eventuale imbunatapri pot fi aduse fara dificultay. 
Singura limita este data de capacitatea de memorare.

6.4.4 . Observatii

Algoritmul prezentat este simplu $i genereaza o matrice de reacpe cu un numar redus 
de conexiuni diferite de zero. Memoria propusa este eficienta $i in cazul unor matrici de 
control ^i de reacpe nule , $i a unei vecinatap utilizate de r=l, in cazul in care zgomotul 
este redus Modelul obpnut. avand un numar redus de interconexiuni de ordinul
intai poate fi u^or implementat in tehnologie VLSI.
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Algoritmul este practic instantaneu pe un calculator PC AT 90 MHz PENTIUM, mult 
mai rapid decat oricare dintre cei raportap in literature. El garanteaza ca fiecare model 
dorit poate fi inmagazinat ca un punct de echilibru stabil. Sistemul poate converge §i in 
modele nedorite, intrucat nu exista nici o constrangere asupra traiectoriei.

6.5. Concluzii

In fiecare paragraf al acestui capitol s-au facut observapi pe baza studiului teoretic §i 
a rezultatelor experimentale.

Tabelul 6.6 sintetizeaza, comparativ, performanjele memoriilor asociative ce 
utilizeaza regula lui Hebb, pe baza unor criterii general acceptate in domeniu.

Modelul Vandewaale [96] este ,cronologic, prima memorie asociativa, cu informapa 
inclusa in matricile de interconexiune de control. Ea are restricpi asupra modelelor de 
memorat, §i practic, o capacitate de memorare §i capabilitate de corectare a erorilor 
redusa. Importanta acestei MA este doar istorica.

MAB propusa in [11] introduce, pentru prima oara, informapa in matricile de reacpe . 
Comparativ cu modelul Vandewaale performan|ele MAB sunt superioare, de§i, §i aici 
asupra modelelor de memorat trebuie impuse restricpi. in cazul in care modelele 
memorate (5 modele pentru o RNC de dimensiune 10x10) respecta condipile impuse de 
proiectare, MAB corecteaza un zgomot gaussian cu medie nula §i dispersie cr=0.9 §i un 
zgomot binar de 25 %. MAB asigura o corecpe mai buna a zgomotului gaussian in 
comparape cu algoritmul rapid propus in [95] chiar in condipile care modelele memorate 
nu respecta restricpile de proiectare.

Memoria asociativa proiectata de Szolgay & al., in [95], utilizeaza un algoritm rapid, 
aditiv pentru procesarea interconexiunilor, are o foarte buna capabilitate de corecpe a 
erorilor gaussiene cu ct=0.7 §i medie nula, dar in condipile unei vecinatap cu r=3, ceea ce 
o face dificil de implementat VLSI.

Memoria asociativa propusa in [14] este proiectata printr-un algoritm simplu §i rapid 
de procesare a interconexiunilor, care genereaza o matrice rare de reacpe, are 
performance bune in condipi de zgomot §i toate avantajele unui numar redus de 
conexiuni. Comparativ cu celelalte metode ce utilizeaza regula lui Hebb algoritmul 
propus asigura cea mai buna capabilitate de corecpe a erorilor pentru o vecinatate de r=l, 
respectiv eliminarea unui zgomot gaussian cu dispersie o=0.4 pentru cazul memorarii a 
25 de modele oarecare intr-o RNC de dimensiune 9x9. In cazul in care vecinatatea este 
r=3 performan[ele sunt similare algoritmului rapid [95].

In paragraful 6.4.3 este prezentata o aplicape concreta a memoriei propuse in unitatea 
de control a unui vehicul automat care se deplaseaza de-a lungul unei traiectorii marcate 
pe o podea. A fost testata atat in condipile teoretice ale funcponarii cu modele de intrare 
afectate de un zgomot gaussian cu medie nula $i dispersie cr=0.6 cat $i intr-o situape reala. 
Memoria asociativa a realizat eliminarea zgomotului $i apelul modelului ideal in ambele

110

BUPT



Tipul retelei $i al invdtarii

I
RNCD 

modelul Vandewaale [96]
RNCA 

MAB [11]
CNN 

algoritm rapid [95]
RNCA 

algoritm rapid cu un numar 
redus de conexiuni [14]

Tipul interconexiunilor ce 
utilizeaza regula lui Hebb interconexiuni de control interconexiuni de reactie interconexiuni de reactie interconexiuni de reactie

Dimensiunea retelei 12 x 12
1. 10x 10
2. 9 x 9

9x9 9x9

VecinStatea r = 1 r = 1
1. r= 1
2. r = 3 N

 - 
;

II II G
O

Numarul de modele 
memorate 3

1. 5 modele care respecta 
conditiile de proiectare

2. 25 modele care nu respecta 
conditiile de proiectare

25 modele 25 modele ?i combinatiile lor 
liniare

Nr. de interconexiuni 1296 1.900
2. 729

1. 729 (unele pot fi zero) 
2. 3969 (unele pot fi zero)

1.729 (multe sunt zero) 
2. 3969 (multe sunt zero)

Nr. de modele / 
nr de interconexiuni

0.0023 
(teoretic)

1.0.005
2. 0.0343

1. mai mare decat 0.0343
2. mai mare decat 0.0063

1. mai mare decat 0.0686
2. mai mare decat 0.0126

Capabilitatea de corectare a 
erorilor

mica
zgomot binar 11 %

1. mare,
zgomot gaussian: o=0,9 
zgomot binar 25%

2. mica
zgomot gaussian: o=0.3

mare
zgomot gaussian

1. o=0,2
2. o=0,7

zgomot binar: 1 pixel

mare
zgomot gaussian

1. o=0,4
2. o=0,7

zgomot binar: 1 pixel

Capacitatea de memorare 
(cu restrictii) redusa (cu restrictii) redusa (cu restrictii) mare (25) mare (50)

Memorarea aditiva da da da da

Stari nedorite da da da da

Complexitatea simpla simpla relativ simpla simpla

Viteza de invatare mare mare mare foarte mare
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situajii. Memoria prin RNC, cu posibilitatea utilizarii chipului VLSI, ofera o solujie 
viabila, operajionala in timp real, similara cu procesarea umana. Metoda este flexibila la 
schimbarea traseului §i este mai ieftina decat variantele conventionale. Abordarea prin 
RNC are §i avantajul toleranjei erorilor, a instalarii u§oare §i a unui control local. Datorita 
potenjialului RNC eventuale imbunata|iri pot fi aduse fara dificulta|i. Singura limita este 
data de capacitatea de memorare.

Toate memoriile ce au la baza regula lui Hebb i§i imbunata|esc performan|ele cu 
cre§terea vecinatapi. Algoritmii propu§i nu asigura controlul traiectoriei, deci teoretic 
este posibila blocarea in minime locale, nedorite. Practic insa, situapile in care sistemul a 
convers spre stari nedorite au fost extrem de rare.

Simplitatea, aditivitatea, §i de aici viteza de procesare a metodelor ce utilizeaza 
regula lui Hebb, similaritatea cu modul de procesare a neuronilor umani sunt cateva dintre 
argumentele continuarii cercetarilor in aceasta direcjie, in ciuda faptului ca rezultatele 
obpnute pana in prezent, nu sunt spectaculoase.

Un studiu comparativ al MA ce utilizeaza regula lui Hebb cu MA objinute prin alte 
metode este prezentat in capitolul 9 (§ 9.6).
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Capitolul 7

MEMORII ASOCIATIVE REALIZATE
PRIN UTILIZAREA METODEI
RELAXARII

7.1 Consideratii teoretice

Limitele memoriei asociative ce utilizeaza regula hebbiana, au condus la studiul altor 
metode pentru determinarea matricii de conexiune.

Un exemplu este memoria asociativa care utilizeaza metoda relaxarii, elaborate de 
R.Perfetti §i G.Martinelli [65].

Se considera modelul analogic al RNC introdus de sistemul de ecuapi (2.1). Se 
presupune ca vecinatatea unei celule este data de r= 1, ca nu exista intrare de control, B=0 
^>i polarizarea este nula 1=0. Se impune condipa de simetrie , care garanteaza completa 
stabilitate [27]:

Aij.kl = Akl;ij

Se ^tie ca daca Au kt > 1 , singurele solupi observabile corespund ie§irilor bipolare +1 
sau -1.

S-a demonstrat [96] ca o condipe necesara $i suficienta pentru existen[a unor solupi 
asimptotice stabile, bipolare, este:

A^k., yu -1 Odaca = +1
(7.2) 

- A^mY, - 1 > Odaca = -1

Aceasta condipe poate fi folosita fie pentru a determina parametrii re[elei. fie pentru a 
verifica daca un vector bipolar reprezinta sau nu o solupe a re[elei. Impunand restricpile 
(7.2) tuturor celor P modele de memorat, se poate obpne un set de constrangeri liniare. 
care pot fi rezolvatc fie prin metoda relaxarii numerice [109], fie prin programarea liniara. 
[inand cont de simetria conexiunilor (7.1), legatura dintre doua celule se caracterizcaza 
printr-o singura pondere.
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Presupunand ca autoreacjia A^y se alege apriori, numarul parametrilor 
nedeterminap este:

L = (N - 1).M + (M - 1).N - 2.(N - 1).(M - 1) (7.3)

Pentru a obpne cele L necunoscute trebuie satisfacute P x M x N constrangeri 
simultane. Fie S spapul solupilor. Se introduc urmatoarele notapi:

• Ao, autoreacpa comuna tuturor celulelor (Ao 1);
• A = [A11,12 A|Ui A1U2 ...j € Rl, matricea interconexiunilor necunoscute de 

reacpe;
• Ai(j g RMxN i g {1,2, ...M}, j g {1,2, N}, un subvector care confine

necunoscutele relative la celula C^:
— [Ai,j;i-|j-l Ajjjj.jJ Aj j;j-| j+f Ajj^jj+i AjJjj+l.j.! AjjjJ. Aj J;!* ] j + 11

• Y^g {-l,+ l}MxN un vector care coniine doar ie§irile relative la celula CtJ 

pentru modelul q de memorat, exceppe facand termenul y;j :
Xj — [yi-l,j-l Yi-lj Yi-lJ+l Yij-1 Yij+1 Yi+lj-1 Yitlj Yi+l.j+l]

Algoritmul de invatare este urmatorul:
1. Se inipalizeaza arbitrar A g RL
2. Pentru q=l pana la P (numarul modelelor prezentate re(elei),

Pentru fiecare i=l M §i j=l N,
Daca (y=l)5i ( A,/Y,} + A,-l <0 )

■ A -a ,A'<TVJ+A.-I
Atunci: At.; - Ai.j - 2------------- ;----- • x(j

ii yj ir

Daca (yij = -1) S> (~A..,' Y? + An -1 < 0 )

An A 2 y/y,;-A„-l
Atunci: Ai.j - Ai.j - 2--------------;------.Y(j

IIYJ ||

3. Daca DA , A t S atunci Stop.
Daca NU se reia procedura din pasul 2.

7. 2 Rezultatele simularii

In fig.7.1 se prezinta rezultatele simularii [65] unei memorii asociative construita 
prin metoda relaxani pentru memorarea celor $ase imagini ideale P’.P2.......P“ 
Algoritmul expus a procesat L=l 10 valon pentru conexiuni $i a convers dupa 105 
iterapi. La intrare au fost aplicate modele afectate de zgomot $i re^eaua care a utilizat 
ponderile calculate a generat ca stare finala imaginile dorite.
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Fig. 7.1 Modelele de intrare afectate de zgomot binar

Observatii
Metoda garanteaza ca solupile sistemului de inegalitap ob(inut (daca exista) 

reprezinta stari stabile ale re(elei. Algoritmul este relativ laborios si el necesita 
reproiectare pentru incorporarea in memorie a unui nou model.

Calculand raportul dintre numarul de modele $1 numarul de interconexiuni. obpnem 
valoarea de 0.0545. o valoare buna comparativ cu a unei rc^elc neuronale complet 
conectate.
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Capitolul 8

DE TERMINAREA MATRICI I DE CONEXIUNE
PRIN METODA DESCOMPUNERII IN
VALORI SINGULARE

Interconexiunile simetrice sunt dificil de implementat in tehnologie VLSI, motiv 
pentru care ar trebui evitate. Interconeconexiunile de tip complet (RN fully connected), 
care pot determina intersecpi de legaturi chiar in cazul in care numarul neuronilor este 
redus, pun ele probleme deosebite in implementarile fizice concrete. Astfel, s-a impus 
neccsitatea proiectarii unor re{ele nesimetrice §i cu un numar redus de conexiuni. Una 
dintre metodele cele mai eficiente in proiectarea re[elelor neuronale utilizate ca memorii 
asociative este metoda descompunerii in valori singulare a modelelor de intrare.

8.1 Consideratii teoretice

In 1993 D. Liu §i A.N. Michel [59] au publicat o procedura de sinteza pentru 
memorarea unui set de modele dorite, pentru RNCA nesimetrice cu interconexiuni locale 
predeterminate.

Se considers RNCA, cu n celule, descrisS de sistemul de ecuapi:

x = -C.x + A.f(x) + I
(8.1) 

y = f(x)

unde:

• x este derivata in funepe de timp a vectorului de stare al celulelor re(elei iji are 
dimensiunea n;

• C este o matrice diagonals cu c, 0 = diag [c(, c2......cn] pentru i e [1.2, . ..nJ;
• A este matricea de reaepe inversa. de numere reale ^i dimensiune n x n.

A- [A,,] e Rnxn;
• I este vectorul polarizSrilor, I = (I,, L......In)' ;
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• y=f(x) = (f(X|),f(x2), ...,f(xn)]T este vectorul ie§irilor, yeYn, iar funcpa f(.) este o 
fiincpe sigmoida data de relapa:

f(Xi) =
1 daca Xj > 1
Xj daca — 1 < xf < 1
-1 daca Xj < -1

(8.2)

Se presupune ca starile initiate ale celulelor satisfac condipa |x,(0) < 11 pentru
Vie {1,2, ...,n}. Pentru simplitate se poate considera c— 1.
Fie P vectori n dimensionali a1,a2, ...,ap, modelele pe care dorim sa le memoram.

Pentru Va g Bn, Bn = {x g Rn: Xj=-1 sau Xj=l, Vi g {l,2,...n}} se define§te
D(a) = {x g Rn: xtaj > 1, Vi g {1,2, ...,n} }.

Lema 1

Daca vectorul 0= Aa +1 g D(a), atunci 0 este un punct de stabilitate asimptotica a 
sistemului (8.1)

Deoarece aj= ±l,din relapa (8.1) rezulta ca f(x) = a pentru orice xeD(a). Pentru 
xgD(q) ecuapa (8.1) poate fi scrisa sub forma:

x = - C.x + A.a + I (8.3)

Se observa ca solupa ecuapei (8.3) este xc=A.a+I, deoarece in stare stabila valoarea 
derivatei din (8.3) este nula (in conformitate cu cele afirmate la stabilitate) §i xe=0GD(a) 
reprezinta singurul punct de echilibru. Acest punct de echilibru este evident $i asimptotic 
stabil, deoarece sistemul descris de ecuapa (8.3) are toate cele n valori proprii egale cu -1 
(Solupile negative reale sunt condipa necesara §i suficienta pentru existen(a starilor 
stabile intr-o ecuape diferenpala).

DefinipaH

; DacS g R" este un punct de echilibru asimptotic stabil al sistemului (8.1), atunci
। yt=f(Q se nume§te vector memorie {memory vector) al sistemului.

Sistemul (8.1) poate atinge un vector memorie y< daca exista o vecinatate Nr a lui yt 
astfel incat pentru orice x(0) g Nr n Yn. vectorul de ie§ire y(t) al sistemului (8.1) tinde 
asimptotic catre y« cand t->oo.

Fie vecinatatea Nr a unei celule Ct J, conform definipei 1, data de relapa:

Nr = { CM : max { |k - i|, | I - j | } < r (8.4)
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Pentru fiecare raza r se poate defini o matrice index S=[Sijiki]eRnxn (unde n=MxN 
pentru o re|ea bidimensionala), care arata apartenen^a celulei Ckl la vecinatatea Nr a 
celulei Cy.

Sij,ki = l daca CkleNr(«j)
Sij.ki = 0 »n rest (8.5)

Fie W|S=[hj j] g Rnxn restricpa lui W=[Wjj] g Rnxn pe matricea index S, ale carei 
elemente sunt date de relapa:

dacaS^ =0 

daca Sjj = 1
(8.6)

Definifia 12

Vom spune ca sistemul (8.1) reprezinta o refea neuronala cu o matrice de 
interconexiune rara daca exista o restricpe A= A|S. (In literature o matrice de 
dimensiune nxn se nume§te rara daca numarul elementelor sale nenule este « n2).

Fiind date cele P modele pe care dorim sa le memoram a1,a2, ...,ap §i numerele intregi 
pozitive r, n, M, N, n=MxN, care definesc re(eaua neuronala, problema care se pune este 
determinarea matricii de reacpe inversa A (care sa reprezinte restricpa matricii S date, 
definite ca in (8.6)) §i a matricii I de polarizare.

Procedura de sinteza confine urmatorii pa§i:
1. Se alege C matricea identitate. Se determina matricea S ca in (8. 5) S=[S, J g Rnxn.

2. Se alege un numar real k>l §i P vectori n dimensionali p1, p2,..., pp astfel incat 
P1 = k.ot1.

3. Se proceseaza matricea Y de dimensiune n x (m-1), Y=[yl,y2,...ypl] = 
[a'-aP. aPI- ap] §i Z=[z‘, z2....... zM]=[ p1- pp, p2- pp,pP l- pp], 
Notam cu y-[y'i, y'2,...,y'n]T §i cu z-[z'i, z'2, •••,z'n]T pentru iG {1,2,..., m-1 J.

4. Se noteaza randul i a matricii index S cu S^ Sn, S12, ...,Sin_. Pentru fiecare
i g [ 1,2......n} se construiesc doua mulpmi de numere M, $i N„ astfel incat:
M, u N, = {i = 1,2, ...,n}
M, nN, = 0.
S( J = 1 daca j g M, $i S(J = 0 daca jeN,.
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in Mj se gSsesc, in ordine crescStoare, indicii elementelor diferite de zero din 
n

randul i al matricii S, M, = ( CTj( 1),.unde nij = ^jS^i o,(k) < q,(1) daca 
j=i

1 < k < 1 < m, (se observa ca m, este numSrul elementelor de 1 din randul i al 
matricii S). Mulpmea N, confine in ordine crescatoare, indicii elementelor egale 
cu zero din randul i al matricii S.

5. Pentru i= 1,2 ...,n §i 1= 1,2, ...,P-1 fiey, = (y'o(ib ...,y'^pn/ Din fiecare coloanS a 

matricii Y se extrag acele elemente care sunt determinate de indicii Qj.

6. Pentru i=l, 2,..., n se proceseazS matricile Y, de dimensiune mj x (m - 1), Y^fy/, 
•• ^-1) §i vectorii Zj de dimensiune 1 x (P-1), Zj = [zb ...,zP.|]. Matricele Y, sunt 
formate pe coloane din vectorii determinap la punctul 5, iar Zj reprezintS randul i 
al matricei Z determinatS la punctul 3.

7. Pentru i = l,...,n, se realizeazS o descompunere in valori singulare matricilor Y„
obpnandu-se:

(8.7)

unde:
• D, e Rpixpi, este o matrice diagonals, care conpne pe diagonals valorile singulare 

nenule ale matricei Yj §i p, reprezintS rangul matricei Y^
• matricile U §i V rezultate din descompunere sunt matrici ortogonale (a se vedea 

Anexa2) §i dimensiunile lor sunt:
Uipmixpi U12: m, x (mrpi)
VhUP-Oxp. Vi2: (P-1) x (P-l-pi)

Observape. In continuare se considers cS s-a realizat descompunerea in valori 
singulare pentru matricea Y,. In Anexa 2 se prezintS algoritmul de descompunere 
in valori singulare ce utilizeazS transformate Householder.

8. Se calculeazS pentru i=l,...,n vectorii G( in modul urmStor: 
G,=[G„.....G,mi]=Z,.V„.D1'.U,lT+W,.Ui;T,

unde W, este un vector real oarecare de dimensiune 1 x (m^p,).

9. Matricea A=[A,J se proceseazS astfel:
• A,,=0 dacS S,j=O
• A,j=Gtk dacS $i daca j=a,(k)

119

BUPT



Deoarece in fiecare vector Gj se gasesc m, elemente, rezulta ca §i in linia i a 
matricei Q se gasesc tot m, elemente. Matricea A corespunde cu matricea Q cu 
singura diferen^a ca in locul elementelor diferite de zero confine vectorii Gi.

10. Se determina elementele vectorului de polarizare, I=[Ii,...,In]T, cu relapa 
Ii= PjP- Aj.ap, pentru i=l,...,n, unde A, este randul i al matricii A.

Procedura descrisa mai sus asigura ca a1,a2, ...,ap sa fie vectorii memorie pentru o 
RNCA descrisa de ecuapa (8.1). Starile p',...,pP corespunzatoare vor deveni puncte de 

echilibru asimptotic stabil.

1. In procedura descrisa mai sus s-a ales matricea C matrice identitate. pentru 
simplificarea calculelor. Daca se alege C=diag[C|,c2,...,cn], cu c,>0, este necesar sa 
schimbamZ, in pasul 6 cuZ^c.Zn c,z1P.|] §i vectorul I( inpasul 10 cu I, = a1*piP-A,xaP.

2. Daca in matricea index S exista q>l randuri identice, se pot proiecta simultan cele 
q randuri din matricea A. Pentru aceasta se modifica pupn pa§ii 5-9. Printr-o alegere 
adecvata a matricii S se poate obpne o matrice cu pupne intersecpi ale interconexiunilor 
sau chiar deloc.

Validitatea procedurii se bazeaza pe urmatoarele teoreme:

Teorema 10

Intotdeauna exista solupi pentru problema descompunerii in valori singulare, daca 
exista S„=l pentru i= 1,2,3,...,n
Procedura de sinteza garanteaza ca matricea de interconexiuni de reacpe A este o 
restricpe la matricea S, A=A|S
Procedura de sinteza garanteaza ca top vectorii din Lan Bn> inclusiv a1,a2, ...,ap sunt
memorap de sistemul (8.1), unde La=Aspan(a',a2, ...,ap).
Procedura de sinteza expusa poate fi aplicata oricarei mulpmi de modele dorite 
a1,a2, ...,ap g B n.

Teorema 11
1 । ■* p
! Se presupune ca a ,a‘, ...,a sunt vectorii memorap de sistemul proiectat prin
i procedura modificata. Fie tp o combinape liniara a vectorilor a1,a2, ...,ap §i |

(p e Bn. Atunci procedura expusa garanteaza ca cp reprezinta un vector memorat de 
sistemul (8.1).!__________ __ _________________________________________________________ I

Demonstrapile celor doua teoreme sunt date in [60].
Observapi:
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3. Daca dorim obpnerea unei re|ele care nu utilizeaza vectorul de polarizare, I = 0, 
procedura de sinteza se modifica astfel:

• In pasul3 se alege Y=[a',a2, ...,ap ] §i Z=[p',...,pp ]

• In pasul 10 se ia 1=0. In particular, fiecare -a1 §i -p1, i=l,2,...,m va fi de 
asemenea un vector memorie, respectiv un punct de stabilitate asimptotica 
pentru sistemul considerat.

4. Prin algoritmul anterior expus se memoreaza §i combinapile liniare ale modelelor 
inmaganizate.

5. In 1996 s-a pus la punct un simulator soft cu matrici de conexiune variante in spapu 
in virgula flotanta [112]. Foarte probabil insa ca precizia necesara nu va putea ft prea 
curand abordabila in implementarile analogice.

8.2 Rezultatele simularii

Pentru a demonstra aplicabilitatea metodei s-au facut mai multe experimente.
Algoritmul a fost implementat in MATLAB, atat pentru cazul in care polarizarea a 

fost zero, cat §i pentru cazul in care a fost diferita de zero. Matricile de interconexine au 
fost obpnute pe arhitectura unei RN de tip complet conectate, in care s-a pnut cont de 
localitatea conexiunilor RNC. Acestea au fost modificate, in Borland C, intr-o forma 
adecvata simulatorului soft RNC, variant in spapu.

Se observa ca in pasul 2 al algoritmului valoarea k, respectiv in pasul 8 vectorul W, 
pot fi alese. Pentru exemplele considerate in aceasta lucrare am ales k=2 si Wj= -10 x Om, x U^, 
unde Omi =[1,1, ...,1] §i are dimensiunea 1 x m, §i Ul2 este matricea de la pasul 7.

Exemplul 1

Fie urmatoarele modele de memorat, de dimensiune M=4, N=3 :

a1 = (1,-1,1,1,-1,1,1,1,1,-1,-1,1 r

a1 = |1,1,1.1, -1,-1,1,-1,-1,1,1,1|T

aJ = |1,-1,1,1,-1,1,1,1,1,1,1,1 r
a4 = |l,-l,-l,l,-l,-l,l,-l,-l,l,l,l|r

Fig.8.1 prezinta cele patru modele ideale.
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Fig. 8.1 Cele 4 modele memorate de MA de dimensiune 4x3, ob^inuta prin 
metoda descompunerii in valori singulare

Daca se alege vecinatatea RNC, r=l, matricea index S este:

i 1001100000 o3 

111011100000 

011101110000 

001100110000 

110011001100 

111011101110 

011101110111 

001100110011 

000011001100 

000011101110 

000001110111 
lo 0000011001 J

Am ales in procedura de sinteza C matricea identitate, matricea de polarizare I diferita 
de zero.

Matricea de interconexiuni obpnuta este aceea^i cu cea data in [59]:

- I OOOOOOOOOOOOOOOOe^OO1 

I OOOOOOOOOOOOOOOOe-001 
II(WOOOOOOOOOOOOOe-OOO 
(IiHHIOOtMWOOOOOOOe’OOO

-O 9090999999999960c*OOO 

1 OOOOOOOOOOOOOOOOc'OOI

OOOOOOOOOOOOOOOOc-OOO 

OOOOOOOOOOOOOOOOc'OOO

0. OOOOOOOOOOOOOOOOc^000
- I OOOOOOOOOOOOOOOOc-001 
00000000000000000c-000 
0 0000000000000000c-000

- 1 9999999999999990c'OOO

- I OOOOOOOOOOOOOOOOc-00 I 

() (>000000001 )000000c - 000 

0 OOOOOOOOOOOOOOOOc'000

0.0000000000000000c-000

O.OOOOOOOOOOOOOOOOc-OOO 
0.0000000000000000c-000 

0 OOOOOOOOOOOOOOOOc'000

- 4 0000000000001 )000c' 000

- 39999999999999990c’000 

0 OOOOOOOOOOOOOOOOc '00(1 

0 OOOOOOOOOOOOOOOOc'000
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O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

- 1 OOOOOOOOOOOOOOOOe+OOl
- 1 .OOOOOOOOOOOOOOOOe+OO1
- 1 .OOOOOOOOOOOOOOOOe+OO1
O.OOOOOOOOOOOOOOOOe+OOO

-9.9999999999999980e+000
- 1 OOOOOOOOOOOOOOOOe+OOl
- 1 .OOOOOOOOOOOOOOOOe+OOl 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO
-9.9999999999999980e+000
- 1 OOOOOOOOOOOOOOOOe+OO1 
-6.6666666666666680e+000

O.OOOOOOOOOOOOOOOOe+OOO
- 1 OOOOOOOOOOOOOOOOe+OO1
- 1 OOOOOOOOOOOOOOOOe+OO1 
-7.333333333333332Oe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
0OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
-9 9999999999999980e+000 
-6 OOOOOOOOOOOOOO1Oe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
0OOOOOOOOOOOOOOOOe+OOO 
-1 OOOOOOOOOOOOOOOOe+OOl 
-6. OOOOOOOOOOOOOOOOe+OOO

0OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
0OOOOOOOOOOOOOOOOe+OOO 
0 OOOOOOOOOOOOOOOOe+OOO

-2.6666666666666670e+000
- 1 .OOOOOOOOOOOOOOOOe+OO1 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO
- 1 .OOOOOOOOOOOOOOOOe+OO1 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

-4.000000000000001Oe+OOO
- 1 OOOOOOOOOOOOOOOOe+OO1 
9.8224878080175680e-016 
O.OOOOOOOOOOOOOOOOe+OOO

-4.4000000000000000e+000
- 1 .OOOOOOOOOOOOOOOOe+OO1 
1.1575131833431020e-015 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO
- 1 .OOOOOOOOOOOOOOOOe+OO1 
-1.333333333333334Oe+OOl 
-6.6666666666666680e+000

O.OOOOOOOOOOOOOOOOe+OOO
-9.9999999999999980e+000
- 1 2666666666666670e+001 
-7.3333333333333320e+000

O.OOOOOOOOOOOOOOOOe+OOO
- 1 .OOOOOOOOOOOOOOOOe+OO1
- 1 .OOOOOOOOOOOOOOOOe+OO1
- 1 .OOOOOOOOOOOOOOOOe+OO1

O.OOOOOOOOOOOOOOOOe+OOO
O.OOOOOOOOOOOOOOOOe+OOO
- 1 4000000000000000e+001 
-6.000000000000001Oe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
-1 4000000000000000e+001 
-6.0000000000000000e+000

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
-1 .OOOOOOOOOOOOOOOOe+OO1 
-1 .OOOOOOOOOOOOOOOOe+OO1

4.6666666666666670e+000
-2.6666666666666680e+000
O.OOOOOOOOOOOOOOOOe+OOO
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO
O.OOOOOOOOOOOOOOOOe+OOO
O.OOOOOOOOOOOOOOOOe+OOO
O.OOOOOOOOOOOOOOOOe+OOO

3,9999999999999990e+000
-2.OOOOOOOOOOOOOOOOe+OOO
-2.OOOOOOOOOOOOOOOOe+OOO
O.OOOOOOOOOOOOOOOOe+OOO

4.4000000000000000e+000 
-1.2000000000000000e+000 
-1,2000000000000000e+000 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
6.0006244518627630e-016 
6.0006244518627630e-016 
-1 .OOOOOOOOOOOOOOOOe+OO1

O.OOOOOOOOOOOOOOOOe+OOO
9.9999999999999920e-001
9.9999999999999940e-001
- 1 .OOOOOOOOOOOOOOOOe+OO1

O.OOOOOOOOOOOOOOOOe+OOO
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO
O.OOOOOOOOOOOOOOOOe+OOO 
1.85O53436238432OOe-OI5 
-1 .OOOOOOOOOOOOOOOOe+OO1

O.OOOOOOOOOOOOOOOOe+OOO 
0OOOOOOOOOOOOOOOOe+OOO 
2.1351110827315980c-016 
-1 OOOOOOOOOOOOOOOOe+OO1
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Matricea de polarizare este:
1 2000000000000000e+001
2.2000000000000000e+001
1.2000000000000000e+001
1 0000000000000000e+001

5.9999999999999980e+000 
1,4000000000000000e+001 
2.0000000000000000e+001 
2.0000000000000000e+001

-1,2666666666666670e+00
-1.4400000000000000e+001
-4.8849813083506880e-001
1.20000000000000006+001

Au fost corectate modelele de intrare afectate de o eroare o=0.2, conform figurii 8.2
MA obpnuta prin descompunerea in valori singulare a modelelor de intrare, de 

aceasta dimensiune, are §i o slaba capabilitate de corecpe a zgomotului binar, corecpa 
obpnuta fiind de 1 pixel.

Fig. 8.2 Modelele de intrare, reprezentand cele 4 modele memorate afectate de 
un zgomot gaussian cu medie nula §i dispersie o=0.2

Exemplul 2

Modelele memorate sunt linii verticale §i orizontale, intr-o RNC de dimensiune 4x4.
Fig. 8.4 prezinta modelele de intrare, cu o eroare gaussiana cu medie nula $i dispersie 

crl ie^irilc MA dupa stabilizarea rejelei, reprezentand chiar modelele dorite.
Marind dispersia zgomotului am putut constata o mai buna corecpe la zgomot mai 

mare, pentru liniile de margine, pentru r=2 fiind corectap inclusiv pixelii eronap din 
copuri. Cele 4 modele corectate pentru cr=1.2 au fost liniile de pe cele patru laturi ale 
imaginii.

Acest fenomen a fost mai evident in cazul corectarii zgomotului binar. Pentru 
modelele care implica linii de interior corecpa a fost mai slaba decat in cazul liniilor de 
margine. De exemplu 2 pixeli au fost corectap in orice situape pentru liniile de margine. 
pentru cele din interior au fost corectati doar in cazul in care modelul eronat a conpnut cel 
pupn 3 pixeli din linia ce trebuia reconstituita. Am constatat ca in cazul in care 3 pixeli de 
pe o linie au fost corecp modelele ideale au fost corect apelate din memorie. Fig.8.6 
prezinta cateva situapi in care memoria a corectat un zgomot binar de 18°b cu o raza a 
vecinatapi r=2.
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Tabelul 8.2

ISHBHBS

Zgomot / 
vecinatate Vecinatate r=1 Vecinatate r=2 Vecinatate r=3

gaussian 
0=1

8 (toate) modele corect 
apelate din memorie

8 modele corect apelate 
din memorie

8 modele corect 
apelate din memorie

gaussian 
Q=1 ,1

3 modele corect apelate 
din memorie, restul 

modelelor afectate cu o 
eroare de 2-3 pixeli

4 modele corect apelate 
din memorie

6 modele corect 
apelate din memorie

gaussian 
o=1,2

2 modele corect apelate 
din memorie, restul 

modelelor afectate cu o 
eroare de 1 -6 pixeli

I

4 modele corect apelate 
din memorie

6 modele corect apelate 
din memorie

binar
1 pixel inversat 8 modele corecte 8 modele corect apelate 

din memorie
8 modele corect 

apelate din memorie

binar
2 pixeli inversati

4 modele corecte, celelalte 
4 diferenflat in func(ie de 

pozi(ia pixelilor erona(i

4 modele corecte, 
celelalte 4 diferen(iat in 

func(ie de pozi(ia
। pixelilor eronaji

6 modele corect 
apelate din memorie

E 

□

Fig. 8.3 Modele de intrare, reprezentand cele 4 modele memorate, afectate de 
un zgomot gaussian cu medie nula $i dispersie a=1 $i ie^irile obpnute dupa 

stabilizarea retelei
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Fig. 8.4 Cateva exemple de modele cu un zgomot gaussian de 3 pixeli apelate 
corect de MA pentru o vecinatate r=2

Fig. 8.5 Cele 20 de modele memorate de o MA de dimensiune 10x10, ob^inuta 
utilizand metoda descompunerii in valori singulare

Exemplul 3

Cele 20 de modele ideale memorate sunt liniile verticale !ji orizontale. din Fig.8.5. 
intr-o RNC de dimensiune I Ox IO.
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Tabelul 8.3

Zgomot / 
vecinatate Vecinatate r=1 Vecinatate r=2 Vecinatate r=3

gaussian 
o=0,8

20 modele corect apelate 
din memorie

20 modele corect 
apelate din memorie

20 modele corect 
apelate din memorie

gaussian 
o=0,9

3 modele corect apelate 
din memorie, restul cu o 

eroare de 2-4 pixeli

20 modele corect 
apelate din memorie

20 modele corect 
apelate din memorie

gaussian 
0=1

toate modelele afectate cu 
o eroare de 1-4 pixeli

20 modele corect 
apelate din memorie

20 modele corect 
apelate din memorie

gaussian 
0=1,1

—
19 modele corect 

apelate din memorie, 
unui cu 2 pixeli eroare

20 modele corect 
apelate din memorie

gaussian 
0=1,1

—
17 modele corect 

apelate din memorie, 3 
j cu 4 pixeli eroare 
I I

20 modele corect 
apelate din memorie

gaussian
Q=1 ,3

— 20 modele corect 
apelate din memorie

gaussian 
n=1,4 — I 

i

19 modele corect 
apelate din memorie

binar 7% pixeli 
inversafi 20 modele corecte

I

!

i 20 modele corect
' apelate din memorie

20 modele corect 
apelate din memorie

binar 10% pixeli 
inversafi

binar 15% pixeli 
inversa|i

| toate modelele afectate cu 

o eroare de 2-3 pixeli
20 modele corect 

j apelate din memorie

20 modele corect 
apelate din memorie

20 modele corect
i apelate din memorie
IL

20 modele corect
; apelate din memorie

binar 20% pixeli 
inversati

[

trebuie experimentate trebuie experimentate
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Fig. 8.6 Cele 20 de modele memorate afectate de un zgomot gaussian cu medie 
nula §i dispersie q=1,3

Tabelul 8.2 sintetizeaza relzultatele testelor efectuate atat pentru un zgomot gaussian 
cu medie nula §i dispersii cat §i pentru zgomot gaussian, in condipile unor diferite 
vecinata[i.

Se poate constata ca performan{a a crescut cu dimensiunea vecinatapi.
Cea mai buna performanja a fost inregistrata de o MA cu vecinatate r=3, care a permis 

apelul corect al modelelor memorate in cazul cand ele au fost afectate la intrare cu un 
zgomot gaussian cu medie nula §i dispersie o=l,3, prezentate in Fig. 8.6.

Pentru r=3, MA obpnuta a avut o foarte buna corecpe a zgomotului binar pentru 
accstc modele. Am observat dependent capabilitapi de corecpe de distribupa 
zgomotului. Performan|ele prezentate in tabel sunt in cazul in care fiecare linie din model 
a avul cel pupn 6 pixeli corecp.

Exemplul 4

S-ii experimental memorarea celor 25 de ideograme chineze§ti din Fig. 6.11.
S-au utilizat doua tipuri de semnale aleatoare nedorite, suprapuse peste semnalul util 

:si necorelate cu acesta: un zgomot Gaussian cu medie nula $i dispersie o e [0.0, 0.7] $i 
unui digital, cu un procentaj de inversare a valorii pixelilor intre 5 % $i 10 %. Modelele 
afectate de zgomot gaussian cu cr^O.7 sunt prezentate in Fig.6.14.

In [60] se raporteaza o corecpe a zgomotului gaussian cu medie nula $i dispersie ct= I.
Rezultatele mai proaste obpnute aici se datoreaza probabil metodei de iterate folosita 

de simulatorul CNNM variant in spapu, metoda lui Euler cu aproximape spre inainte. 
Exista algoritmi mai complec$i cu performance mai bune, dar in [60] nu se precizeaza 
tipul folosit.

S-a testat ^i rolul parametrilor K. $i Wi.
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Tabelul 8.4

Zgomot / 
vecinatate Vecinatate r=1 Vecinatate r=2 Vecinatate r=3

gaussian 
ct=0,4

25 modele corect apelate 
din memorie

25 modele corect 
apelate din memorie

25 modele corect 
apelate din memorie

gaussian 
o=0,5

12 modele corect apelate 
din memorie, restul cu o 

eroare de 1 pixel

25 modele corect 
apelate din memorie

25 modele corect 
apelate din memorie

gaussian 
o=0,6

toate modelele afectate cu 
o eroare de 1-3 pixeli

10 modele corect 
apelate din memorie, 
2 modele cu 2 pixeli 
eroare, 2 cu 3 pixeli 
eroare, 2 cu 4 pixeli 

eroare, restul cu 1 pixel 
eroare

25 modele corect 
apelate din memorie

gaussian 
o=0,7 — — 25 modele corect 

apelate din memorie

gaussian 
o=0,8 — — 18 modele corect 

apelate din memorie

MA obpnuta nu elimina zgomotul binar.
S-a ales K=l,5; 2; 4, obpnandu-se un numar mediu de iterapi necesar stabilizarii de 

1.5, 8.8 7.5. Concluzia este ca pe masura ce K cre§te, numarul iterajiilor scade.
Modificand aleator Wb am constatat ca in unele situapi re^eaua a inceput sa oscileze. 

W, s-a ales in funcpe de matricea U obpnuta in urma descompunerii in valori singulare, 
deci probabil ca e legata de modelele de memorat. Rolul lui W( nu se poate preciza.

8.3 Concluzii

Avantajul principal al algoritmului este ca nu este iterativ (adica o imagine nu trebuie 
inva^ata de mai multe ori). Toate imaginile sunt invajate identic, indiferent de compozipa 
lor.

Dezavantajele sunt urmatoarele:
• metoda expusa este laborioasa $i nu este aditiva. Atunci cand se dore§te 

adaugarea unui model nou trebuie reproiectata matricea de interconexiuni;
• generarea matricii de interconexiuni necesita un timp mai mare de procesare 

decat alte metode, ca de exemplu cele care utilizeaza regula lui Hebb;
• Expresia [(2.n>+l).N-ny.(ny+l)].[(2.nx+l).M-nx.(nx+l)] determina numarul de 

elemente de valoare 1 din matricea S, unde nx si ny reprezinta numarul de celule 
vecine pe direcpa x respectiv y. Acest numar este numarul interconexiunilor din 
rejea. Se poate observa ca el depinde de dimensiunea retelei (M, N) de numarul 
de vecini intr-un mod exponential. Cre^terea vecinatapi determina deci cre^terea 
duratei algoritmului.
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La fiecare utilizare trebuie determinat un numar de n=M x N matrici Y,, a caror 
dimensiune depinde de m;, m, fiind numarul de 1 de pe linia i a matricei S, care la 
randul sau depinde de vecinatate. Dimensiunea matricii Y( depinde §i de numarul 
de imagini memorate ca vectori memorie pentru rejeaua neuronala celulara, 
aceasta dependents fiind una liniara. Cre§terea numarului de imagini memorate 
de catre rejeaua neuronala influen{eaza intr-o masura mai mica viteza 
algoritmului.
in aceasta metoda matematica laborioasa precizia are un rol semnificativ.

Se poate constata ca performan|ele memoriei s-au imbunatapt cu cre§terea 
dimensiunii re{elei §i a vecinatapi, depinzand de modelele memorate.

In §9.6 se prezinta un studiu comparativ cu performance obpnute de MA proiectate 
prin alte metode.
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Capitolul 9

MEMO RI I ASOCIATIVE OBTINUTE 
PRIN METODA PSEUDOINVERSEI

De^i, la o prima evaluare, metoda pseudoinversei, expusa in Anexa 4, este radical 
difcrita de invajarea hebbiana, se poate demonstra [51] ca matricea data de regula lui 
Hebb Y.Xt este un prim termen in dezvoltarea seriala a matricii de interconexiune 
obpnuta prin formula pseudoinversei Y.XT

9.1 Memorie asociativa discreta

Metoda propusa in [18] exploateaza proprietaple pseudoinversei.
Fie modelul discret al RNC descris de ecuapa:

x[k + l|= A.v|k| + I
(9.1) 

y|k| = f(x[kl)

f(x)= |(|2x + l|-|2x - 1|) (9,2)

unde:
• X ..... '.M"
• y =ly,.y...... y.)'eR"
• । ..... lnlT eR"
• matricea de reacpe A este o matrice rara, care pnc cont de localitatea 

conexiunilor RNC;

Fie m modele de memorat y1 .y‘...... yn’ $i o re[ea neuronala celulara cu n celule. Fiecare 
vector de memorie x trebuie sa fie un punct asimptotic stabil [60],

131
BUPT



Teorema 12

Fie ecuapa de echilibru:
x = A.y + 1 (9.3)

Daca y' = ±1 §i y1 . x1 >1, i=l,2,..,n, atunci vectorul x este un punct asimptotic stabil 
pentru sistemul (1).

Demonstrapa teoremei este data in [21].

Constrangerea (9.3 ) poate fi satisfacuta daca se considera:
x* = A.y*+ 1 i=l,2,...,m (9.4)

unde:
. x' = (x;,x‘,..„x‘]T gR"
• y‘=[y^y^...,y,nlTeRn
• x‘ = k.y] §ik>l;

Ecuapa (9.4) poate fi scrisa §i sub forma matriceala:
X = A.Y+I (9.5)

unde:
. X = [xl,x2,...,xm] eR™"”

• Y = |y' ,y2,...,ym 1 € R™

‘ I = [!,!,...,I] GR“m
Se introduc urmatoarele matrici:

T = [Yt|J]

I = [I,I,...,11 € Rnxm

J =[1,1,...,11T gR""1 

w^ia^a^aJijgR'^ 

Xj = ......x71€RUm

Ecuapa (9.5) poate fi scrisa pentru fiecare celula Q sub forma:

T.w[ = x[ j = l,2,...,n (9.6)

Se introduce o matrice patratica, matricea index, ca in [60], S^SJeR1"", astfel:

1 daca i > i si i apartine vecinatatii celulei i
S = (9.7)

,J 0 in rest
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Matricea index S permite obfinerea unei matrici T reduse, Trj g Rmxhj respectiv a 
vectorului w redus, wrj g Rlxhj , obpnute prin eliminarea coloanelor al caror indice 
corespunde elementelor nule din randul j al matricii S, cu :

h-i+ts* 
J k=l

Pentru prima celula, ecuapa (9.6) devine:

T^.w^xJ ptr. j = 1,2,...,n (9.8)

Ecuapa (9.8) are solupa:

Wrl=TH’Xl' (9.9)

unde T+d este pseudoinversa matricii Tr) (a se vedea Anexa 4).

Expandand in pozipile adecvate wrj cu elemente nule se obpne vectorul ponderilor 
interconexiunilor Wj.

Observape
Metoda propusa se bazeaza pe determinarea pseudoinversei matricii modelelor de 

memorat §i pastreaza arhitectura RNCD. Transformarea realizata, intre intrare §i ie§ire, 
este transformarea optimala, in sensul celei mai mici erori §i asigura performance bune 
comparativ cu alte proceduri de sinteza.

9.2 Memorie asociativa discreta avand capabilitatea de a mvaja 
uita modele

Procedura de sinteza propusa pentru RNCD in [19] permite inva(area de modele noi 
de intrare $i uitarea unor modele memorate, fara a fi necesara reprocesarea intregii matrici 
de interconexiune. Abilitatea de a inva(a §i uita modele, fara a afecta celelalte puncte de 
echilibru, este o caracteristica importanta a re(elelor neuronale, demonstrata pana acum 
doar de memoriile asociative ce utilizeaza regula lui Hebb.

9.2.1 Memorie asociativa discreta cu capabilitatea de invatare

Fie sistemul descris de ecuapile (9.1) $i (9.2).
Odata proiectata memoria asociativa, prin procedura de sinteza data in § 9.2.1, se 

dore^te inva{area unui nou model y"1'1 corespunzator punctului de echilibru xn’ '.
Intr-un mod similar procedurii anterior expuse. se definesc matricile Xm-i ,Ym.| ,Im,b 

Tm. । respectiv se introduce vectorul a:
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Matricea index S permite objinerea unei matrici T reduse, Trj g Rmxhj respectiv a 
vectorului w redus, wrj g Rlxhj , obpnute prin eliminarea coloanelor al caror indice 
corespunde elementelor nule din randul j al matricii S, cu :

n 
hj = 1+ ZS,k 

J k=l

Pentru prima celula, ecuapa (9.6) devine:

Tri-wJ,=x[ ptr. j = 1,2,...,n (9.8)

Ecuapa (9.8) are solupa:

WH=TH-Xf (9.9)

unde T+ri este pseudoinversa matricii Tri (a se vedea Anexa 4).

Expandand in pozipile adecvate wrj cu elemente nule se obpne vectorul ponderilor 
interconexiunilor Wj.

Observape
Metoda propusa se bazeaza pe determinarea pseudoinversei matricii modelelor de 

memorat §i pastreaza arhitectura RNCD. Transformarea realizata, intre intrare §i ie§ire, 
este transformarea optimala, in sensul celei mai mici erori §i asigura performance bune 
comparativ cu alte proceduri de sinteza.

9.2 Memorie asociativa discreta avand capabilitatea de a mvata 
uita modele

Procedura de sinteza propusa pentru RNCD in [19] permite invacarea de modele noi 
de intrare $i uitarea unor modele memorate, fara a fi necesara reprocesarea intregii matrici 
de intcrconexiune. Abilitatea de a invaCa §i uita modele, fara a afecta celelalte puncte de 
echilibru, este o caracteristica importanta a reCelelor neuronale, demonstrata pana acum 
doar de memoriile asociative ce utilizeaza regula lui Hebb.

9.2.1 Memorie asociativa discreta cu capabilitatea de invatare

Fie sistemul descris de ecuapile (9.1) $i (9.2).
□ data proiectata memoria asociativa, prin procedura de sinteza data in § 9.2.1, se 

dore^te invacarea unui nou model y"’"1 corespunzator punctului de echilibru xm l.
Intr-un mod similar procedurii anterior expuse, se definesc matricile XnlH ,Ym-i 

Tm. । respectiv se introduce vectorul a:
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Xm. = |x',x2,...,x"',x"*'| eR”"m*"

J = |1,1,...,1|T eR"*1"1

T... = |YL,|J ) e R(m'l>‘l"*,> 

a = [(ym+,)T|l]eRlx(n+,)

Fiecare vector y' corespunde unui punct de echilibru, daca, §i numai daca, este 
indeplinita condipa (9.2) §i in plus, pentru ym+l este satisfacuta relapa:

X^' = A>ym+' +I (9.10)

Ecuatia matriciala care trebuie soluponata este:

Tm+l" Wm+I.J = Xm + I,j j=l,2,...,n (9.11)

unde:
• m+i,j = IA p, A A jn I j ] g R’x^n+este vectorul necunoscut, al ponderilor
• Y — [v1 Y2 Ym Ym + 1 1 C R 1X(mfl)

Am + l,j 5 A j J e

Fie matricearedusaa lui T m+ij ,Tm+ l rj g R<m+|)xh., respectiv vectorulredusal lui wm+), 
wm+| rj g Rlxhj , obtinute prin eliminarea coloanelor al caror indice corespunde 

elementelor nule din randul j al matricii index S (introduse prin (9.7)).
Se calculeaza pseudoinversa matricii Tm+i,rj, utilizand informapa referitoare la 

pseudoinversa matricii Tm rj:

V..,., = ITiX |T (9.12)

unde a, este un subvector, de dimensiune (Ixhj), al lui a .
Se poate demonstra [19] ca:

= (9.13)

unde bj este un vector unidimensional, de dimensiune (1 xh,). ales astfel incat, este 
indeplinita relapa:

T JUj-ipT.,,.!.,.,)- daca (Ih - Tjrd.(Tjr,)'.a2 * 0
b| ~ -T.,,) '.a^U + a.-erL,.^,,) '.a2| 1 in rest <914>

I y m.r.j m,r.j z j * j y m.r.) m,r,j z j *
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unde Ih este o matrice identitate, de dimensiune (hjXhj).
Din ecuapa (9.11) se obpne: 

wI.i r i = L.i r i-xI+i i j = l,2,...,n (9.15)

Procedura de sinteza:
Pentru fiecare j= 1,2,...,n
1. Se proceseaza vectorul aj;
2. Se determina vectorul bj conform rela(iei (9.14);
3. Se calculeaza matricea j cu relapa (9.12);
4. Se determina vectorii necunoscup ai ponderilor w^lrJ;
5. Se completeaza adecvat cu elemente nule vectorul pana cand se obpne 

vectorul wL,.;

9.2.2 Memorie asociativa discreta cu capabilitatea de uitare

Fie matricile §i obpnute din matricile X, Y, T prin interschimbarea pozipei 
vectorilor x', y' cu vectorii xm respectiv ym, adica:

y; = ly1,y‘~\ym,yi+lym l,y‘] eRnxm

Xsm ( = |x1,...,x,-,,xm,xi+,...,xm-']eRnx,m n

Prin eliminarea vectorilor x', y1 din matricile de mai sus se obpn matricile:

My^...,yi ^y^y^.•.,ym l|eRnx,m l,

K = ky; )t|J| e R”......

K., =ky; ,)T|j|eR""

d = |(y‘ )T|1| e R"lh"

Prin eliminarea elementelor cu acela§i indice ca §i cel al elementelor nule din randul j 
al matricii index S, din matricile §i T^, se obpn restricpile corespunzatoare $i 
T’>u j . In mod similar, se obpn vectorii de restricpe dj $i wmU,r.r

Se poate demonstra ca:

t^kt; (9.16)

• unde d, este un subvector, de dimensiune (1 xhj), al lui d .

135

BUPT



Matricea (T^ j)+ poate fi exprimata in funcpe de ultima coloana qj astfel:

(T^r = i^Qj] (9.17)

Utilizand proprietaple pseudoinversei se poate serie relapa:

(Kr = [(T;.,,^ <1 (9.18)

• unde Cj este un vector unidimensional (Ixhj) ales astfel incat este indeplinita
relapa:

T 
c. =

daca }.d[ * 0

l(T;_,.rJ^T;_lrJ-\d[.{l + d^ in rest
(9.19)

■ unde Ih este o matrice identitate, de dimensiune (hjxhj).

Comparand relapa (9.17) cu (9.18) se obpne:
p, = CC, -el-d/T^,,.,)- (9'20)

q, = < (9.21)
Din ecuapile (9.20), (9.21) rezulta:

('Cl.r.,r=(ih-q1.d))-,.p,

Deci, se poate determina solupa sistemului:

'vLl...1=(K_l.rJ)'.(X’m_1„.l)Tj=l,2,...,n (9.23)

Pseudoinversa (T^rj)+ se poate obpne prin simpla interschimbare a coloanei i cu 
coloana m, in matricea pseudoinversa T*r p pnand cont de urmatoarea proprietate:

(T’ )’ = (T* )’V m.r.j ' 1 /

Procedura de sinteza :
Pentru j=1,2,...,n
1. Se determina din (T* .)+ din T* . ;
2. Se calculeaza cu relapile (9.22) §i (9.23) Pj $i din (T^r j)+ ;
3. Se proceseaza d^
4. Se determina (T^j p cu relapa (9.24);
5. Se calculeaza vectorii necunoscup ai ponderilor w^lrj ;
6. Se completeaza adeevat cu elemente nule vectorul d pana cand se obpne 

vectorul wL, •
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Observa|ie
Rejeaua neuronala a fost inzestrata cu capabilitatea de invajare §i uitare fara a afecta 

echilibrul existent §i menpnand localitatea interconexiunilor.

9.3 Memorie asociativa complet stabila

Metoda propusa, bazata tot pe determinarea pseudoinversei, asigura in plus condipa 
de simetrie a matricii de interconexiune, deci stabilitatea completa a re{elei neuronale.

Se consider! RNC descrisa de urmatoarea ecuape :

x = -C.x + A.f(x) + I
(9.24)

y = f(x)

S-a demonstrat ca daca matricea de reacpe inversa este simetrica, RNC este complet 
stabila [21],[27].

Fiind date m modele de memorat y1, i=l ,2,..,m §i o re{ea neuronala celulara cu n celule 
trebuie indeplinite condipile:

• fiecare vector de memorie x trebuie sa fie un punct asimptotic stabil;
• re^eaua neuronala trebuie sa fie complet stabila, deci A simetrica;

Relapile (9.3)-(9.9) sunt valabile §i pentru sistemul continuu (9.24).
Pentru obpnerea unei matrici de reacpe A simetrice trebuie indeplinita in plus 

condipa Tkj=Tjk, astfel incat din ecuapa (9.6) se obpne:

Trj-< = < ‘ S/JAk Ptr- J = -n (9-25)

Ecuapa (9.25) se poate rezolva determinand T+n pentru j= 1,2,...,n §i luand in 
considerare randul k al matricii Y , yk e Rlxm.

Utilizand matricea index S, sunt procesate doar elementele nenule ale matricii de 
reacpe. In plus, datorita structurii matricii S, toate coloanele matricii T $i ale vectorului j 
sunt eliminate pana la j-1 §i in timpul evaluarii interconexiunilor Tjk,k= 1,2,...,j-1 este 
indeplinita $i condipa de simetrie. Procedura de sinteza expandeaza adecvat cu 
elemente nule $i cu interconexiuni simetrice Ajk, k= 1,2,...,j-1, pentru obpnerea lui wr
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9.4 Memorii asociative de ordin superior ce utilizeaza metoda 
pseudoinversei

Rejelele cu conexiuni de ordinul intai au limitari intrinseci in ceea ce prive§te 
capacitatea de memorare. De§i complexitatea proiectarii §i implementarii create, in cazul 
conexiunilor de ordin superior, avantajul imbunatatirii capacitapi de memorare poate fi 
esenpal in unele aplicapi.

Metoda de sinteza expusa [22] permite proiectarea unei MA cu interconexiuni de 
ordinul intai §i superior, exploatand proprietaple pseudoinversei.

Se introduce urmatorul model pentru o RNC discreta in timp, cu interconexiuni de 
ordinul intai §i superior:

n n-1 n
xJk + l^LAuyJkl+S Z Hiji.yj[kl.y1[kl + Ii 

j=i j=n=j+i

ptr. i = l,2,...n (9.26)

yjk] = f(x[k]) = i(|X1[k] + 1| - Ixjkl - 1|) 
Xi

unde:
• Ay este interconexiunea de reacpe, de ordinul intai, de la celula Cj la celula C,, 

intr-o vecinatate finita de raza r ;
• H,ji este interconexiunea de reacpe, de ordinul doi, de la celula Cj la celula C| din 

vecinatatea predefinita a celulei Cj;
Ecuapa (9.26) poate fi scrisa in forma vectoriala urmatoare:

x|k + l}=-A.y[kl + H.z[k| + I 
y[kl = f(x[kl) (* }

unde:
• z=lyi-y2, yi.y3...., yi.yn, y2.y3, y2.y4, ... yi.yn,—, yn-i.ynlTe Rd este vectorui 

produselor ie§irilor celulelor RNC, cu d=n.(n-l)/2; In cele ce urmeaza z va fi 
reprezentat ca z=[zb z2, ... zd]T cu z,= z, (yi.y2)=f(xi)f(x2);

• A=[Aij]€Rnxn este matricea interconexiunilor de reacpe de ordinul intai;
• H=[H,jGRnxdeste matricea interconexiunilor de reacpe de ordinul doi;

Matricile A §i H sunt matrici rare care pn cont de arhitectura locala a RNC, fiind 
dependente de raza r a vecinatapi. Pentru o vecinatate r=l exista 9 interconexiuni de 
ordinul intai $i d=9.8/2=36 de ordinul doi. In general pentru o vecinatate de raza r care 
conpne q celule numarul interconexiunilor de reacpe de ordinul doi este d=q.(q-l )/2.

Pentru analiza stabilitapi modelului introdus se rescrie ecuapa (9.27) sub forma:
x|k + l| = A*.f’(x[k| )+ I (9.28)
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unde:
• A* =[A|H] e Rnx(n+d) este matricea interconexiunilor de ordinal intai §i doi obpnuta 

prin extinderea matricii A cu matricea H;

f*(x[kl) =
f(x[k])' 
z(x[k]) g R<n+d);

Orice punct x0 e Rn este un punct de chilibru al sistemului dinamic (9.28) daca:

x0 = A*.f*(x[k] ) + I (9.29)

Analiza stabilitapi se face in [22].
Procedura de sinteza descrisa in continuare se bazeaza pe liniarizarea problemei, 

derivata din alegerea starii corespunzatoare punctului de echilibru dorit, x01=±l pentru 
f(x0|) =±1, i=l,2,...n.

Se dore§te determinarea matricilor de interconexiune A, H, I, ale unei RNC cu n 
celule, astfel incat, fiind date cele m modele de memorat y1, i=l,2,..,m, trebuie indeplinite 
condipile:

• fiecare model de memorat y1, i=l,2,..,m corespunde unui punct de echilibru x1 al 
re(elei;

• fiecare punct de echilibru x1, i=l ,2,..,m trebuie sa fie un punct asimptotic stabil;

I Teorema 1 ;
i • Ii Fiecare vector y' corespunde unui punct de echilibru, daca, §i numai daca, estej
(indeplinita condipa: i

x* = A.y' + H.z‘ +1 (9.30)j
: unde: ;

. x‘= [xj,x‘,,...,x‘n]T g Rn :
• y' = ly^yi......y‘ ]T gR”
• =|zj,zi......z'nlT g Rd

Procedura de sinteza asigura indeplinirea condipei (1). Constrangerea (2) poate fi 
satistacuta [22]. impunand ca x1 =f(x‘) = y1, adica y'j = Xj = ±1, pentru i=l,2...,m $i 
j= 1.2...,n.

Omi(and pentru simplitate pasul de iterape. ecuapa (9.27) poate fi scrisa compact sub 
forma:

X= A.Y + H.Z + I
(9.31)
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unde:
• X = [x1,x2,...,xm]eRnx,n
• Y = [y',y2,...,yn,l eRMm

• Z = [z',z2,...,zm] €Rdx,n
* I = [I,6R”*

Se introduc urmatoarele matrici:

T = [Yt|zt|j1 €Rmx<n+d+1)

J = eRmxI

wi=|Ai„AJI,...,Ajn|c)„C12,...,Cid| IJeR.....

Ecuapa (9.31) devine:

T.w[ = X^ j = l,2,...,n (9.32)

Ecuapa (9.32) trebuie soluponata pnand cont de localitatea conexiunilor RNC.
Se introduc doua matrici patratice, S=[Sjj]eRnxn §i S=[Siq]GRnxn astfel:

[ 1 daca j apartine vecinatatii celulei i
,J (0 in rest

fl dacaambele celule referite deindiceleq apartin vecinatatii celulei i
,q [0 in rest

Matricile S §i S e permit obpnerea unei matrici T reduse, Trj e Rmxh„ obpnuta prin 
eliminarea coloanelor:

• al caror indice corespunde elementelor nule din randul j al matricii S;
• al caror indice corespunde elementelor nule din randul j al matricii S: 

n d
h, = l + ZSii + ZS„ 

j=l q=l

Intr-un mod similar se determina vectorul redus wn€ Rlxh(, prin eliminarea coloanelor 
corespunzatoare din w .

Ecuapa (9.32) are solupa:

S=Tr?x* (9.33)

unde Tt este pseudoinversa matricii Trj.

Expandand in pozipiie adecvate wn cu elemente nule se obpne vectorul pondenlor 
interconexiunilor \vr
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Procedura de sinteza:
Pentru fiecare j=1,2,... ,n
1. Se alege X=Y;
2. Se determina matricea S;
3. Se calculeaza matricea S ;
4. Se proceseaza matricea Tt;
5. Se determina vectorii necunoscup ai ponderilor wV;
6. Se completeaza adecvat cu elemente nule vectorul w* pana cand se obpne vectorul 

T

Observajie
Metoda propusa se bazeaza pe determinarea pseudoinversei matricii modelelor de 

memorat §i pastreaza arhitectura RNC. Metoda propusa este flexibila. Ea este o 
generalizare a metodei 9.1, care se poate obpne daca se considera S -0 §i H=0. Daca se 
dore§te implementarea unei RNC de ordinul 2 se considera S=0 §i A=0. Prin incorporarea 
procedurilor 9.2 §i 9.3 se pot aduce imbunatapri ulterioare metodei, obpnandu-se o 
memorie cu capacitatea de invajare §i de uitare. Transformarea realizata, intre intrare §i 
ie^ire, este transformarea optimala, in sensul celei mai mici erori §i asigura performance 
bune comparativ cu alte proceduri de sinteza.

9.5 Rezultatele simularii

Pentru a testa performan{ele memoriei obpnute prin metoda pseudoinversei am facut 
mai multe experimente.

Algoritmul a fost implementat in MATLAB. Matricile de interconexine obpnute pe 
arhitectura unei RN de tip complet conectate, conform procedurilor expuse au fost 
modificate, in Borland C, intr-o forma adecvata simulatorului soft RNC, variant in spapu.

Exemplul 1

Au fost memorate utilizand metoda pesudoinvresei din §9.1, cu o RNC cu vecinatate 
r=l, primele trei modele ideale din Fig.9.1 (literele N,E,T), de dimensiune 6x6, acelea§i 
din [ 18]. Testele au fost efectuate atat pentru zgomot binar (obpnut prin inversarea valorii 
pixelilor in literele N,E $i T din Fig.9.1) cat §i pentru zgomot gaussian (primele trei litere 
din Fig.9.2), cu medie nula §i dispersie a g (0, 1.5).
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Tabelul 9.1

Zgomot / vecinatate Vecinatate r=1

gaussian 
(7=1 ,4 toate cele 3 modele corect apelate din memorie

gaussian 
q=1,5

un model corect apelat din memorie, celelalte doua 
cu 2 pixeli eroare

binar 22% 
(8 pixeli inversati) toate cele 3 modele corect apelate din memorie

Fig. 9.1 Modele ideate §i afectate de zgomot binar (8 pixeli eronati), memorate 
cu o RNC , proiectata prin metoda pseudoinversei

Fig. 9.2 Modele afectate de zgomot gaussian cu o = 1.4, memorate cu o RNC, 
proiectata prin metoda pseudoinversei

Cele mai bune rezultate obpnute sunt prezentate sintetic in Tabelul 9.1.

Tabelul 9.2

Zgomot / vecinatate Vecinatate r=1

gaussian 
(7=1 ,4 toate cele 4 modele corect apelate din memorie

gaussian 2 modele apelate din memorie cu 1 pixel eroare.
(7=1 ,5 unul cu 3 pixeli eroare $i unul cu 4 pixeli eroare

binar 22% 
(8 pixeli erona|i) toate cele 4 modele corect apelate din memorie
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Reproiectand re|eaua au fost memorate prin aceea§i metoda 4 modele. Rezultatele 
experimentului sunt prezentate sintetic in Tabelul 9.2.

Fig. 9.3 Modele ideale memorate cu o RNC de dimensiune 4x3, proiectata prin 
metoda pseudoinversei

Se poate constata ca pe masura ce numarul modelelor cre§te performan|ele memoriei 
scad, ceea ce era de a§teptat.

Exemplul 2

Au fost memorate modelele din Fig.9.3, acelea§i raportate §i in [27] intr-o RNC de 
dimensiune 4x3.

Matricea de interconexiune de reacpe este:

0.000000000000e+00 
().000000000000c+00 
0000000000000e+00 
0 0000000()0000e+00

0.000000000000e+00
1.333333373O7Oe+OO
1 333333373O7Oe+OO
0.000000000000e+00

0.000000000000e+00 
1.875669758400c-17 
-1.333333373O7Oc+OO 
O.OOOOOOOOOOOOc+OO

I 110087499354c-16 
5 686019413657c-16 
0000000000000cf00 

1 049290862531c-15

4.000000000000e+00
-6.697621862838e-16
0.000000000000c+00
2.000000000000c+00

1.487210284394c-15
-1.035196234289c-15
O.OOOOOOOOOOOOc-OO
O.OOOOOOOOOOOOc-OO

-2 000000000000c^00
0 OOOOOOOOOOOOc+OO
0 OOOOOOOOOOOOc+OO
0 OOOOOOOOOOOOc-OO

1 912749472699c-15
1 000000000000c+00
1 OOOOOOOOOOOOc+OO
1 OOOOOOOOOOOOc+OO

O.OOOOOOOOOOOOc-OO 
5.507747036226c-17 
-1 000000000000c-00 
2.83844l287567c-16

40M0'7164574c-0I 
407407164574c-01 
40^407164574c-0l

4 ^0480558936^16

-6.722053469410c-18 
7407407164574c-01 
2.962962985039c-01
3 333333432674c-Ol

-7 407407164574e-Ol 
-1.48148!492519e-01 
-1 48I48I4925I9c-O1 
O.OOOOOOOOOOOOc-OO

V'3333432674c-Ol 
(> (>66666X6 5 349c-01 
0 ()0000000(H)00c’00 
l) (lOOOOOOOOOOOc-OO

1 666666626930c-00
1 666666626930c-00
9 230769276619c-01
9 23O'692?66I9c-O1

0 000000000000c-00
0 OOOOOOOOOOOOc-OO
-9 2307692'6619C-01
-3 0'69231 91 54'c-Ol

il 000000000000c-00 

.; x"09b't>265'2e-01 
• 3 X'09t>"6265'2c-01 
.; x’O9n't>265'2c-OI

9 230'692'6619c-01
3 8'096'6265”2c-0 1
2 4516129493"lc-00
■5 1 61 29(11 6X'62c-0 1

-3.0'692319154'c-01
5 I6I29016X'62c-DI
5 16129016X'62c-01
5 X1566045'21 2c-16
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-4.000000059605e-0l l.200000047684e+00 0.000000000000e+00
4.000000059605e-0l 1,200000047684e+00 0.000000000000e+00
-I 200000047684e+00 -3.209238430557e-l7 0.000000000000e+00
0.000000000000e+00 1.714285731316e+00 -5.714285969734e-01

0.000000000000e+00 1.714285731316e+00 -5.714285969734e-01
0.000000000000e+00 0.000000000000e+00 0.000000000000e+00
-3.333333432674e-0l -6.666666865349e-01 -1.666666626930e+00
-3.333333432674e-01 1.666666626930e+00 -3.035766082959e-17

0.000000000000e+00 0.000000000000e+00 0.000000000000e+00
-6.661338147751 e-16 1.226883178385e-15 0.000000000000e+00
2.3939l8396848e-l6 4.000000000000e+00 0.000000000000e+00
0.000000000000e+00 0.000000000000e+00 0.000000000000e+00

Matricea interconexiunilor de polarizare este:

5.5570782350744530e-016
8.8817841970012520e-016
3.0769230769230770e-001
5.7142857142857130e-001

-5.8069868358323620e-016
2.9629629629629600e-001
-1.5483870967741930e+000
-6.6666666666666700e-001

-1.7618285302889450e-016
6.6666666666666610e-001
4.0000000000000080e-001
-4.2891037943526560e-016

Tabelul 9.3. prezinta rezultatele testelor efectuate. Se poate observa ca aceasta RNC 
de dimensiune 4x3 comparativ cu cea de dimensiune 6x6 este capabila sa corecteze un 
zgomot gaussian (cu medie nula) cu o dispense semnificativ mai mica. (a=0,9 comparativ 
cu q=1,4). Comportarea este evident mai pupn performanta §i in cazul corecpei 
zgomotului binar. MA RNC de dimensiune 4x3 ce utilizeaza metoda pseudoinversei nu 
este capabila sa corecteze 2 pixeli eronap.

Fig. 9.4 ilustreaza modelele memorate peste care s-a suprapus un zgomot gaussian cu
medie nula §i dispersie <j=0,9.

Tabelul 9.3

Zgomot / vecinatate Vecinatate r=1

gaussian 
o=0,8 toate cele 4 modele corect apelate din memorie

gaussian 
o=0,9 toate cele 4 modele corect apelate din memorie

gaussian 
0=1

toate cele 4 modele au fost apelate din memorie cu o 
eroare de 1 pixel

binar 2.8% 
(1 pixel eronat)

3 au fost corect apelage din memorie, unui a fost corect 
dependent de pozifia pixelului eronat

binar 5,6% 
(2 pixeli erona|i)

1 model uneori corect apelat din memorie, dependent de 
pozifia pixelului eronat §i trei cu 1 pixel eroare
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Fig. 9.4 Modelele memorate afectate cu zgomot gaussian cu medie nula ?i 
dispense o = 0,9

Exemplul 3

S-a testat modul in care MA obpnuta prin metoda pseudoinversei apeleaza din 
memorie cele opt modele din Fig. 8.3. Fig. 9.5 prezinta modelele memorate afectate de un 
zgomot gaussian cu medie nula §i dispersia o=0,6. Aceastea aplicate la intrarea in RNC au 
generat la ie§ire modelele ideale.

Tabelul 9.4

Zgomot / vecinatate Vecinatate r=1

gaussian 
ct=0,6 । toate cele 8 modele cored apelate din memorie

gaussian 
ct=0,7

2 modele cored apelate din memorie, restul cu 1 pixel 
eroare

binar
1 pixel eronat toate cele 8 modele cored apelate din memorie

binar
2 pixeli eronati toate modelele afectate cu 1 pixel eroare

Fig. 9.5 Modelele memorate afectate de un zgomot gaussian cu medie nula §i 
dispersie <j=0,6
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De§i aceasta MA are dimensiune mai mare decat cea din exemplul 2, capabilitatea ei 
de corecpe a zgomotului gaussian este mai slaba. Se poate deduce dependen|a 
performance! memoriei de modelele memorate.

Comparativ cu MA obcinuta prin metoda descompunerii in valori singulare care a 
corectat un zgomot gaussian cu n=l, performanCa acestei memorii este mai slaba. In ceea 
ce prive§te zgomotul binar ambele au corectat doar 1 pixel eroare.

Exemplul 4

Au fost testate cele 20 de modele din Fig. 8.5. Rezultatele experimentelor sunt 
sintetizate in tabelul 9.5.

Tabelul 9.5

Zgomot / vecinatate Vecinatate r=1

gaussian 
q=0,6 toate cele 20 modele corect apelate din memorie

gaussian 
o=0,7

18 modele corect apelate din memorie. restul cu 1 pixel 
eroare

binar
1 pixel eronat toate cele 20 modele corect apelate din memorie

binar
2 pixeli eronati toate cele 20 moddle corect apelate din memorie

binar
3 pixeli erona|i 13 modele corect apelate, 7 cu 1 pixel eroare

Fig. 9.6 prezinta modelele memorate afectate cu un zgomot gaussian cu medie nula §i 
<5=0.6.

Se observa o imbunatapre a performancelor in ceea ce prive§te eliminarea zgomotului 
binar faca de exemplul 2.

In comparacie cu MA obcinuta prin metoda descompunerii in valori singulare, 
performancele obpnute prin metoda pseudoinversei sunt mai slabe. In primul caz a fost 
eliminat un zgomot gaussian cu medie nulS $i cr=l, pe cand aici doar cr=0,6. §i in cazul 
zgomotului binar. performancele descompunerii in valori singulare au fost net superioare, 
fiind corectap 7 pixeli inversap fata de 2 aici.
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Fig. 9.6 Modelele memorate afectate cu un zgomot gaussian cu medie nula ?i 
dispersie o=0,6

Exemplul 5

S-a experimental memorarea celor 25 de ideograme chineze§ti din Fig. 6.11.
S-au utilizat doua tipuri de semnale aleatoare nedorite, suprapuse peste semnalul util 

$i necorelate eu acesta: un zgomot Gaussian cu medie nula $i dispersie s g [0.0, 0.6] ^i 
unui digital. Modelele afectate de zgomot gaussian cu cr=0.7 sunt prezentate in Fig.6.14.

Rezultatele testelor sunt prezentate in Tabelul 9.6. Se poate remarca ca odata cu 
cre^terea numarului de modele memorate a scazut semnificativ capacitatea de corecpe. In 
plus nu a putut fi corectat zgomotul binar.
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Tabelul 9.6

Zgomot / vecinatate Vecinatate r=1

gaussian 
ct=0,4 25 modele corect apelate din memorie

gaussian 
o=0,5

15 modele corect apelate din memorie, restul cu o 
eroare de 1 pixel

gaussian 
_______________o=0,6_______________toate modelele afectate cu o eroare de 1 -5 pixeli

binar
1 pixel toate modelele afectate cu o eroare de 1 pixel

Exemplul 6

Prin metoda 9.3 s-a obpnut o memorie complet stabila, de dimensiune 4x3, cu care au 
fost testate modelele din Fig.9.3, intr-o MA RNC de dimensiune 4x3. Matricea de 
interconexiune de reacpe sunt cele date in continuare, acelea§i obpnute §i in [27].

Matricea de interconexiune de reacpe este:
1.3333333333333330e+000 1.8756697583999220e-017
1 333333333333333Oe+OOO -1,333333333333333Oe+OOO
O.OOOOOOOOOOOOOOOOe+OOO O.OOOOOOOOOOOOOOOOe+OOO
O.OOOOOOOOOOOOOOOOe+OOO O.OOOOOOOOOOOOOOOOe+OOO

1.8756697583999220e-017
7.3496625417084290e-018 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
0OOOOOOOOOOOOOOOOe+OOO

1 333333333333333Oe+OOO 
8.8888888888888880e-001 
8 88888888888889l0e-001 
0OOOOOOOOOOOOOOOOe+OOO

-1 333333333333333Oe+OOO
-8 8888888888888870c-00l 
9259259259259228Oe-OO2 
0OOOOOOOOOOOOOOOOe+OOO

4.000000000000001Oe+OOO 
-7.3767675960205670e-018 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

7.3725747729014300e-018 
-2 .OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

7.3496625417084290e-018 
-8.8888888888888870e-001 
-4.8463837110102040e-017 
O.OOOOOOOOOOOOOOOOe+OOO

-7.3767675960205670e-018 
-9.2592592592592260e-002 
-3.7O37O37O37O369OOe-OO2 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

7.3725747729014300e-018 
-2.8818093744664700e-016
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

2.OOOOOOOOOOOOOOOOe+OOO 
7.7325298941666170e-016 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

-2.OOOOOOOOOOOOOOOOe+OOO 
1.8518518518518460e-002 
1.8518518518518450e-002 
O.OOOOOOOOOOOOOOOOe+OOO

0OOOOOOOOOOOOOOOOe+OOO
0OOOOOOOOOOOOOOOOe+OOO
0 OOOOOOOOOOOOOOOOe+OOO
0OOOOOOOOOOOOOOOOe+OOO

0OOOOOOOOOOOOOOOOe+OOO
8 8888888888888910e-001
I 373015873015873Oe+OOO
1 373015873015873Oe+OOO

-2.8818093744664700e-016 
1.8518518518518460e-002
-1.851851851851755Oe-OO2 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
9 259259259259228Oe-OO2 
-4 576719576719573Oe-OO 1 
-4 5767195767195770e-001

7.7325298941666170e-016
2.0092592592592580e+000
2.0092592592592590e+000 
0.00000000000OOOOOe *000

O.OOOOOOOOOOOOOOOOe+OOO 
0 000000000OOOOOOOe-000 
O.OOOOOOOOOOOOOOOOe-OOO 
0OOOOOOOOOOOOOOOOe+OOO
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O.OOOOOOOOOOOOOOOOe+OOO 
-4.8463837110102040e-017 
-4.5767195767195730e-001 
-8.3975812547241240e-001

O.OOOOOOOOOOOOOOOOe+OOO
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
1.3730158730158730e+000 
1.7872260015117140e+000

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
-4.5767195767195770e-001 
-8.3975812547241240e-001

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
-3.7037037037036900e-002 
2.7396069538926700e+000 
-6.3945578231292500e-001

O.OOOOOOOOOOOOOOOOe+OOO 
1.8518518518518450e-002 
6.3945578231292530e-001 
-8.4013605442176880e-001

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
-8.3975812547241240e-001 
-8.3975812547241240e-001

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
-6.3945578231292500e-001 
2.1914210128495840e+000

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
-6.8456525170734750e-016 
3.2898715041572240e-001

O.OOOOOOOOOOOOOOOOe+OOO 
-1.8518518518517550e-002 
6.3945578231292530e-001 
-6.8456525170734750e-016

O.OOOOOOOOOOOOOOOOe+OOO 
2.0092592592592590e+000 
8.4013605442176880e-001 
3.2898715041572180e-001

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
-8.4013605442176880e-001 
3.2898715041572240e-001

O.OOOOOOOOOOOOOOOOe+OOO 
O.OOOOOOOOOOOOOOOOe+OOO 
3.2898715041572180e-001 
4.0000000000000000e+000

Matricea de polarizare este:

-5.5570782350744530e-016
2.5540189176516870e-016
-4.5767195767195750e-001
-8.3975812547241270e-001

9.9529759434169300e-017
-3.7037037037036900e-002
-1.2603930461073320e+000
-9.6844293272864720e-001

2.7300210703185000e-016 
-1.8518518518518190e-002 
3.1046863189720340e-001 
-2.2204460492503130e-016

Rezultatele experimentelor sunt prezentate in Tabelul 9.7.
Comparativ cu MA din exemplul 2 obpnuta se poate constata ca prin simetrizarea 

interconexiunilor, pentru a se obpne o memorie global stabila, s-a pierdut din performan^a 
re^elei.

Tabelul 9.7

Zgomot / vecindtate Vecinatate r=1

gaussian 
a=0,8 toate cele 4 modele cored apelate din memorie

gaussian 
o=0,9 3 modele au fost cored apelate, 1 cu o eroare de 1 pixel

gaussian 
0=1

2 modele cored apelate din memorie ?i doua cu 2 pixeli 
eroare

binar 2,8% 
(1 pixel eronat)

3 au fost cored apelate din memorie, unul a fost cored 
dependent de pozitia pixelului eronat

binar 5.6% 
(2 pixeli eronaji)

2 modele cored apelate din memorie $i doua cu 1 pixel 
eroare
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Observa(ii
In acest capitol sunt prezentate cateva variante ale metodei pseudoinversei bazate pe 

arhitectura specifics RNC.
Prin simentrizarea interconexiunilor in conformitate cu §9.3 este posibila obtinerea 

unei retele neuronale complet stabile. Generalizand metoda pseudoinversei se poate 
obtine o RNC cu conexiuni de ordin superior, cu avantajul cre§terii capacitapi de 
memorare.

Pentru invajarea de noi modele sau uitarea unora intr-o memorie obtinuta prin metoda 
pseudoinversei, matricile de interconexiune se pot determina pomind de la cele existente 
fara a fi necesara reproiectarea.

MA obtinuta prin aceste metode are performance mai slabe comparativ cu cea 
obpnuta prin metoda descompunerii in valori singulare, in acelea§i condipi de proiectare 
(acea§i precizie, in acela§i mediu de calcul MATLAB) §i de funcponare (acelea§i modele 
memorate).

in cele ce urmeaza se prezinta un studiu comparativ §i cu alte metode de proiectare a 

MA, luand in considerare cativa parametrii general! acceptap pentru caracterizarea 
preformantelor RN.

9.6 . Studiul comparativ al performantelor memoriilor asociative

Din tabel se observa ca prin toate metodele implementate au putut fi memorate cele 25 
de modele testate. Algoritmul rapid cu numar redusde conexiuni §i descompunerea in 
valori singulare au determinat implicit §i memorarea combinapilor liniare ale modelelor 
memorate (practic au fost testate sumele modelelor).

Pentru o aceea$i vecinatate de r=l, toate metodele cu exceppa algoritmului rapid au 
dcmonstrat o capabilitate similara de apel al modelelor ideale din memorie in condipi de 
zgomot gaussian. §i pentru o vecinatate r=3 toate metodele testate au aceea§i performanta 
pentru cele 25 de modele memorate.

In ceea ce prive§te zgomotul binar, toate memoriile asociative au o slaba capabilitate 
de corcctare cu exceppa MA obpnuta prin descompunerea in valori singulare.

Performanta MA RNC depinde de numarul §i tipul modelelor memorate (daca 
prezinta regularitap sau nu) de dimensiunea RNC $i a vecinatapi, $i distribupa 
zgomotului. Cu cat dimensiunea RNC §i a vecinatapi create, MA are o performanta mai 
buna.

Metodele care utilizeaza regula lui Hebb au o mai buna capabilitate de corectie in 
zona centrala a imginii spre deosebire de descompunerea in valori singulare care conduce 
la o mai buna corectie in zonele marginale. Aceasta se datoreaza modului specific de 
calcul al interconexiunilor prin fiecare metoda in parte.

Nu se poate face o apreciere exacta relativ la numarul de interconexiuni generate 
pentru memorarea acelora$i modele, deoarece de fapt multe dintre ele sunt nule.

150

BUPT



Tabelul 9.8

Tlpul refelei ?i al invdtdrii
RNCA 

algoritm rapid

RNCA 
algoritm rapid cu un numar 

redus de conexiuni

RNCA 
descompunere in valori 

singulare

RNCA 
metoda pseudoinversei

Dimensiunea refelei 9x9 9x9 9x9 9x9

Vecinatatea
1. r= 1
2. r = 3

1. r= 1
2. r = 3

1. r= 1
2. r = 3

r = 1

Numarul de modele 
memorate 25 modele 25 modele $i combinatiile lor 

liniare
25 modele $i combinatiile lor 
liniare 25 modele

Nr. de interconexiuni 1. 729 (unele pot fi zero)
2. 3969 (unele pot fi zero)

1. 729 (multe sunt zero)
2. 3969 (multe sunt zero)

1. 729
2. 2601 729

Nr. de modele / 
nr de interconexiuni

1. mai mare decat 0.0343
2. mai mare decat 0.0063

1. mai mare decat 0.0686
2. mai mare decat 0.0126

1. mai mare decat 0.0686
2. 0.019 mai mare decat 0.0126

Capabilitatea de corectare a 
erorilor

mare
zgomot gaussian

1. o=0,2
2. a=0,7

zgomot binar: 1 pixel

mare
zgomot gaussian

1. o=0,4
2. o=0,7

zgomot binar: 1 pixel

mare
zgomot gaussian

1. o=0,4
2. o=0,7

zgomot binar: 3 pixeli

mare
zgomot gaussian 

o=0,4
zgomot binar: nu

Capacitatea de memorare 
(cu restrictii) mare (25) mare (50) mare (50) mare (25)

Memorarea aditiva da da nu nu

Stari nedorite da da da da

Complexitatea relativ simpla simpla complexa complexa

Viteza de invatare mare foarte mare mica mica
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Avantajul major al memoriilor ce utilizeaza regula lui Hebb este faptul ca 
incorporarea unui nou mode este foarte simpla, aditiva comparativ cu metoda 
descompunerii in valori singulare, unde este necesara reproiectarea. Metoda 
pseudoinversei, de§i nu necesita reproiectare, se bazeaza pe o procedura mai complicate.

Nici una dintre metodele expuse nu garanteaza evitarea modelelor nedorite (care 
practic sunt foarte rare), nerealizand un control al traiectoriei din starea inipala in cea 
finala.

Costul computational §i deci timpul de procesare implicat de metodele ce utilizeaza 
regula lui Hebb este mai redus decat cel solicitat de celelalte metode.

Simplitatea, aditivitatea, viteza de procesare a metodelor ce utilizeaza regula lui 
Hebb, similaritatea cu modul uman de procesare a informapei, cu performance similare cu 
cele ale altor metode, sunt argumente ale cercetarii in aceasta direcpe.
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Capitolul 10

CONSIDERATII FINALE
De la cercetarea fundamentala teoretica, la realizarea produsului de serie care 

implementeaza rezultatele acesteia in aplicapi practice, drumul este foarte lung. Prin 
localitatea conexiunilor, complexitatea comportamentului §i viteza de procesare, RNC 
par sa fie o solupe viabila, implementabila practic, aplicabila in timp real intr-o arie 
extrem de larga de domenii.

Este fireasca problema ridicata de tradiponali§ti §i anume daca un sistem clasic, bazat 
pe un model de calcul pur matematic, nu ar putea fi o solupe la fel de buna, sau chiar 
perfecta pentru o anume aplicape. Raspunsul este DA, DAR cu condipa ca utilizatorul 
sa gaseasca acel model. Re{elele neuronale sunt necesare pentru acele fenomene 
complexe a caror cunoa§tere este incerta, incompleta sau principial dificila.

Re{elele neuronale celulare nu reprezinta un panaceu, ci instrumente utile pentru a 
patrunde in domenii aflate inca sub dominapa naturii sau imaginapei. Ele ofera cadrul 
adecvat modelarii §i studiului unor fenomene complexe, mai pupn cunoscute.

10.1 Perspective ale evolupei RNC

Reticle neuronale celulare $i aplicapile lor constituie unui dintre focarele de interes 
ale cercetarii intemaponale curente, iar potenpalul lor extraordinar va permite noi 
abordari in cele mai diverse domenii ale activitapi umane, evident in stransa legatura cu 
evolupa tehnologica a implementarilor fizice.

In cadrul general al RN este previzibila evolupa ascendenta a interesului pentru RNC.
Gama aplicapilor in care se utilizeaza reside neuronale celulare este extrem de 

vasta, depajjind cu mult preocuparile legate de tehnica in general ^i de electronica in 
particular. In ultimii ani au fost raportate rezultate incurajatoare privind folosirea 
acestora in medicina, pentru modele biologice (modele morfogenetice. modelul de 
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difuzie intre membranele celulelor, modelul retinei), in sistemul bancar §i altele. Viitorul 
va duce cu siguranta la diversificarea §i inmupirea aplicatiilor.

Posibilitatea comportarii haotice a RNC este o premiza pentru memorarea informapei 
intr-o maniera similara creierului uman. Exploatarea acestui potential ar putea aduce 
rezultate spectaculoase.

Integrarea algoritmilor genetici in RNC §i elaborarea unor algoritmi genetici hibrizi 
ce incorporeaza §i operatori specifici aplicapei, deschide noi perspective RNC. 
Elaborarea unor algoritmi de invajare adaptivi §i utilizarea tehnologiilor optice, 
electromagnetice §i cuantice in implementarea pe scara industriala sunt alte posibilitap de 
dezvoltare a RNC.

Ma§ina universala RNC tinde sa revoluponeze lumea supercomputerelor. Foarte 
probabil ca ea va reprezenta pentru inteligenta artificiala ceea ce reprezinta 
microprocesorul pentru calculatoarele tradiponale.

10.2 Perspective ale evolutiei RN in contextul inteligentei 
artificiale

Prin aplicapile in solutionarea unor probleme dificile ca de exemplu estimarea, 
identificarea, predicpa, optimizarea, RN au un impact tot mai mare in domeniul viepi 
sociale, in luarea deciziilor economice §i chiar politice.

Evolupa RN a fost legata inca de la aparipe de dezvoltarea a§a numitelor “programe 
de inteligenta artficiala”. In sprijinul integrarii celor doua metode de abordare a 
cunoa§terii vin §i ultimele descoperiri din neurologic care confirma existenta a doua 
mecanisme de procesare a informatiei in creierul uman:

• unul rapid, eficient, subcon§tient;
Retelele neuronale par a fi cadrul adecvat acestui nivel de prelucrare a 
informapilor, de abordare directa a lumii inconjuratoare.

• celiilalt lent, serial, con§tient;
Prin intermediul acestuia se evalueaza gandurile curente, se abordeaza con^tient 
probleme, se dezvolta idei noi. Oamenii con$tientizeaza acest proces, putand da 
explicapi asupra raponamentelor.

“Programele de inteligenta artificiala” au o maniera similara de procesare .
Sisteme hibride care incorporeaza atat o RN cat $i un sistem expert funcponeaza in 

prezent cu succes, ca de exemplu in controlul unor procese industriale. Este previzibila 
continuarea cercetSrii in aceasta directie in vederea imbunataprii performantelor.

In ultimii ani odata cu revigorarea cercetarii in domeniul teoriei mulpmilor fuzzy s-a 
afirmat tot mai mult tendinta integrarii celor doua direcpi de cercetare in inteligenta 
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artificiala. Teoria mulpmilor fuzzy reprezinta un instrument foarte putemic pentru 
tratarea ambiguitaplor de natura nestatistica §i pentru modelarea raponamentului nuan^at 
§i aproximativ. Aceasta teorie a fumizat rejelelor neuronale modele care le permit o mai 
buna abordare a datelor incomplete, ambigue, sau chiar contradictorii. §i invers, calculul 
neuronal este folosit in proiectarea §i optimizarea sistemelor fuzzy. Exista aplicapi in care 
se folosesc ambele modele, initial cu o funcponare independents, ulterior intr-o 
arhitectura omogena.

Este previzibila o evolupe rapida a cercetarii in domeniul de fuziune dintre rejelele 
neuronale §i teoria fuzzy, calculul neuro-fuzzy, care ofera un grad mai sporit de robuste^e 
§i un coeficient de inteligenpi mai ridicat.

Integrarea tehnicilor inteligente poate avea consecinje spectaculoase, sinergia lor 
evoluand spre o forma de inteligen(a artificiala netradiponala.

10.3 Contributii personale

In cercetarea efectuata asupra aspectelor teoretice §i aplicative ale RNC autorul §i-a 
adus urmatoarele contribupi:

• Caracterizarea intr-o maniera unitara §i sistematica a tipurilor de RNC dezvoltate 
pana in prezent, a aspectelor importante in proiectarea lor §i a modului de 
abordare intr-o aplicape curenta (Cap.2, Cap.3), a catorva aplicapi posibile ca 
operatori in probleme complexe de prelucrari de imagini (Cap.4), a 
caracteristicilor §i modalitaplor de sinteza a memoriilor asociative (Cap.5);

• Determinarea matricii de interconexiune (in MATHCAD) pentru detecpa parpi 
statice a imaginilor in mi§care(§ 4.3);

• Implementarea unui program (in MATHCAD) de determinare a matricilor de 
interconexiune a RNC pentru reconstrucpa obiectelor tridimensionale prin 
interpolare §i aproximare, pentru rotirea lor in spapu (§4.3)

• Introducerea unei noi structuri de RNC funcponand ca memorie asociativa 
bidirecponala, ce utilizeaza regula lui Hebb, pentru determinarea 
interconexiunilor de reacpe (§ 6.2), fundamentarea teoretica , determinarea 
condipilor impuse asupra modelelor de intrare, a capacitapi de memorare $i 
experimentarea MA obpnute;

• Implementarea in C" a algoritmului rapid de determinare a matricilor de 
interconexiune a unei memorii asociative [95], experimentarea memoriei 
obpnute (§ 6.3);

• Dezvoltarea unui nou algoritm ce utilizeaza o regula a lui Hebb modificata. 
bazata pe mediere, pentru determinarea matricilor de interconexiune de reacpe $i 
de curent. implementarea in Borland C” §i experimentarea practica a memoriei 
proiectate (§ 6.4.);
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• Aplicarea metodei regulii lui Hebb modificate , din § 6.4 in conducerea 
automata a unui vehicul (§ 6.4.3);

• Dezvoltarea modelului memoriei asociative ce utilizeaza descompunerea in 
valori singulare in MATLAB §i C, testarea memoriei obpnute in condipi de 
perturbapi ale modelelor de intrare (Cap.8);

• Determinarea interconexiunilor unei memorii asociative prin metoda 
pseudoinversei in MATLAB §i studiul MA obpnute (Cap.9);

• Studiul comparativ din punctul de vedere al performan|elor tuturor modelelor de 
memorii asociative cunoscute pana in prezent, cu evidenperea avantajelor §i 
dezavantajelor fiecaruia (§ 6.5), (§ 9.5);
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Anexa 1
Distanta metrica

Definipa 1

Distant metrica dkl(i,v) este o funcpe cu valori reale care satisface urmatoarele 
axiome:

1. dk.i(i,v) = dkj(v,i) pentru Vi,v
2. dw(i,v) < dkJ(i,q) + dkJ(q,v) pentru top i,v,q = {ibi2,-,U}> ij e {1,2,.-,NJ pentru 

toti j e {l,2,...,n}
3. dkl(i,v) 0 pentru V i v
4. dkl(i,i)=0

Distanta Hamming dintre doi vectori v v. n dimensionali in 
functie de produsul lor scalar

Definitia 2

Distant Hamming dintre doi vectori Vj v2 (HD(V|,v2)) n dimensionali, este data de 
numanil biplor prin care difera cei doi vectori.

Produsul scalar al celor doi vectori n dimensionali se poate serie ca numarul biplor 
(din aceea^i pozipe) identici in cei doi vectori minus numarul pozipilor prin care difera:

Vi • v, =(n - HD(vm vj)) - HD(vm vj (A 1.1)
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Anexa 2
Fie urmatoarele matrici de interconexiune:

0 0 o' a a a

A = 0 Ao o , B = a b a , I, A=[0]

_0 0 0. a a a
c c c

BT = c d c

c c c

(A2.1)

unde: Ao ,a, b, c, I sunt constante §i Ao > 1.
Ecuapa de stare, respectiv cea de ie§ire a circuitului, pentru C=lm F §i R=1 kQ sunt:

Xij(t) = -Xi.j(t) + Ao.yi,j(t).bui,j(t) + a. Z uk,i(t) + d.Uij(t-T) +
CM C Nr(<j) (A2.2)

+ b. Z Uk,i(t - t) + I ptr. l<i<M;l<j<N 
Cu e Nr(ij)

y(<) = f(xM(0) = 0.5 (|xij (t) +1| - |xij (t) -1|) (A2 3)

Daca intervalul de timp in care variaza intrarea este mult mai mic decat intervalul de 
timp al tranzipei re|elei atunci template-ul dat de relapa (A2.1) nu este doar complet stabil 
(avand conexiuni pozitive), ci §i variabilele de stare sunt monotone in timp:

dac3 x(t0) - 0 atunci x(t) < 0 (t > t0)
(A2.4)

daca x(t0) > 0 atunci x(t) > 0(t > t0)

Se serie ecuapa de stare sub forma:
xM(0 = -xM(t) + AoyUj(t) + gM (A2.5)

unde:
S.j = bui,j(t) + a ZCweNAjlUk.i(t) + dui./t-T) + bZCwCsadUmG-t) + I (A2.6) 

este de fapt independenta de timp pentru ca imaginea de intrare nu se modifica 
semnificativ in timpul tranzipei. Starea staponara a celulei C(J este determinata de:

-xu + AoRxi j) + gt j = 0 unde = lim, », xU1(t) (A2.7)
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Reprezentand grafic ecuapa Ao f(Xjj) = Xjj - gjj constatam ca avem trei cazuri:
a) Daca Ao - 1< gjj atunci avem un singur punct de echilibru la O| (Fig.A2.1a). 

Valoarea proprie a circuitului echi valent liniarizat in punctul O] este X = -1, din moment 
ce punctul de echilibru este stabil. Este evident ca in timpul tranzipei x,/t) < Ao + gij. De 
aceea din (A2.7) rezulta ca:

Xjj(t) > 0, t > to (A2.8)
Se remarca ca starea celulei va cre§te ca valoare monoton de la Xj /O) pana la x^, unde 

atinge asimptotic punctul de echilibru.

b) Similar, daca - (Ao - 1) > gij atunci avem un singur punct de echilibru la O2 
(Fig.A.2.lb). In timpul tranzipei avem x./t) > Ao + gir De aceea din (A2.7) rezulta ca:

xSJ(t)<0, t>to (A2.9)

Se observa ca variabila de stare a celulei va descre^te monoton de la x./O) 
panii la xLJ, unde atinge asimptotic punctul de echilibru O2.
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c) Daca -(Ao -1) < gij < Ao -1, atunci exista trei puncte de echilibru (Fig.a2.1c). Doua 
dintre ele Ch §i O2 sunt localizate in regiunea orizontala a funcpei f(xf J. Punctele Ot §i O2 
sunt local stabile,iar O3 nu este stabil pentru ca valoarea proprie a circuitului liniarizat 
echivalent in acest punct este a = 1/(AO. i) > 0.

Se poate demonstra ca, daca:
• Xi.j(to) = (Ao - l)Xi,j(t0) + gj.j >0, t > to atunci x,j va create pana va 

atinge punctul Ob Asta inseamna ca starea celulei va create ca valoare 
monoton de la Xjj(O) pana la x^ , unde atinge asimptotic punctul de echilibru O(.

• Xj.jCto) = (Ao - l)Xi.j(to) + gjj < 0 atunci xitJ va descre§te pana atinge O2.
Din demonstratia prezentata rezulta ca variabila de stare este strict crescatoare sau 

strict descrescatoare pentru to < t < ts. Circuitul va gasi intotdeauna un punct de echilibru 
stabil in regiunea orizontala a caracteristicii liniare pe porpuni f(xitJ).
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Anexa 3
Algoritm pentru descompunerea Tn valori singulare

Se prezinta un algoritm de descompunere in valori singulare pentru cazul 
general al unei matrici cu m-linii si n-coloane.

Daca A este o matrice reala de tip m x n, atunci exista matricile ortogonale U §i 
V de ordin m, respectiv n, astfel incat:

D
O

Ut.A.V = daca m > n, sau

D
0

(A3.1)
ut.a.v = daca m < n.

unde:

• D=diag(Q|,o2,- -,cyr) este o matrice diagonals de dimensiune rxr, cu r=min{m,n} 
§i scalarii a(,Q2, -• - ,CTr sunt valorile singulare ale matricii A. Descompunerea data 
de relapa (A3.1) este descompunereadupa valorile singulare (DSV) a matricii A

• coloanele lui U se numesc vectorii singulari la stanga lui A, iar coloanele lui V 
vectorii singulari la dreapta.

Ortogonalitatea se refera la coloanele matricii U §i V :

zuik.uu = i

Zulk.uu = i

(A3.2)

(A3.3)

Determinarea descompunerii in valori singulare se face eficient in doua etape:
• reducerea lui A la forma bidiagonala ;
• diagonalizarea formei bidiagonale;

In procesul de calcul se utilizeaza exclusiv transformari ortogonale [89],
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Reducerea la forma bidiagonala

Pentru simplitate, in continuare, se considera m < n, iar pentru cazul m < n se vor 
menpona doar deosebirile.

Se utilizeaza transformarile ortogonale de tip Householder.

Defin i{ia 1

Se nume§te transformare Householder o matrice de forma :

U = In - 2.u.u‘ , cu u e R“ si u‘.u = 1

Se poate verifica u§or ca U este simetrica si ortogonala. Matricea U se nume§te 
reflector elementar.

Daca u'.u = 1 si u 0, se poate evita normalizarea §i se poate serie:

U = In - 2.^- = In - B.u.u* ,cuB=——7 (A3.5)
u .u u.u

Inmulpnd la stanga sau la dreapta o matrice A g Rnxn cu o transformare Householder 
construita adeevat, se pot anula simultan mai multe elemente dintr-o coloana, respectiv 
linie a lui A. Aceasta proprietate, impreuna cu ortogonalitatea, justifica larga aplicare a 
transformarilor Householder.

Daca se aplica altemativ transformari la stanga §i la dreapta lui A corespunzator 
alese, matricea A poate fi adusa la forma bidiagonala. Transformarile aplicate la stanga 
lui A anuleaza mai multe elemente de pe o anumita coloana, iar transformarile la dreapta 
lui A anuleaza simultan mai multe elemente de pe o linie a lui A.

Pentru m = 5 $i n = 4 transformarile se efectueaza conform urmatoarei diagrame:

X X X X X X X X X X 0 0'

X X X X 0 X X X 0 X X X

A, = A = X X X X , A2 U| • Ai1 0 X X X 9 A3 = Ai.Vi = 0 X X X

X X X X 0 X X X 0 X X X

_x X X x_ 0 X X x_ .0 X X x_

X X 0 0 X X 0 0 -
X X 0 o’

0 X X X 0 X X 0 0 X X 0
A4 - U2. Aj — 0 0 X X 5 A, = A4.V 2 ~ 0 0 X X 5 A6 — U j • A 5 “ 0 0 X X

0 0 X X 0 0 X X 0 0 0 X

.0 0 X x_ _0 0 X X 1L0 0 0 x_
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A? — U4 • Ae “

X X 0 0 

0 x x 0 

0 0 x x 

0 0 0 x 

.0 0 0 0.

Daca m n, matricea finala are forma de mai jos (pentru m = 4, n = 6):

co
 

II

x x 0 0 0 0
0 x x 0 0 0
0 0 x x 0 0

.0 0 0 x x 0.

Observatie:
Prin convenpe, in diagramele de mai sus x indica un element nenul al matricii.
Construcpa transformarii Householder, pentru un vector x e R" cu x 0 se face cu 

urmatorul algoritm:

1. Se calculeaza s = max{|Xj|}, i=l,...,n. Daca s = 0, atunci STOP (in acest caz toate 
elementele lui x sunt nule, deci nu se mai aplica transformarea);

2. a) Se calculeaza :

xf x2
r = sign(xf).s. Vs s

b) X! se inlocuie§te cu xl+r;

c) Se calculeaza:

1
B=----- 

r.Xi

(A.3.6)

(A.3.7)

3) Vectorul u al transformarii este: u=[0,0.... xI+r,i,xl+r+2,...,x^r+n];

Observa(ii
1) Elementele lui x au fost scalate, pentru a evita aparipa depa^irilor aritmetice la 

evaluarea lui r.
2) In algoritmul de mai sus transformarea u a fost calculate pentru coloana i. 

Componentele lui x=(xi,x2,....x,.....xn) vor ramane neschimbate pana la indicele i, xi se 
modifica. iar componentele de la i+1 la n vor deveni nule.

3) Analog se calculeaza transformarea v cu deosebirea ca x=(x(.....xm).
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Algoritmul de calcul nu formeaza efectiv matricea U, problema se reduce la operarea 
asupra coloanelor lui A. Astfel, notand A=(ai,...,am), unde a, este coloana i a lui A, 
i=l ,...,m, rezultaca UxA=(Uxai,...,Uxam), deci problema se reduce la calculul produsului 
Uxa, cu a g Rn. Putem serie Uxa=(In - pxuxu')xa =a - 0x(u,xa)xu. Practic se aplica 
transformarea U, pe rand, fiecarei coloane in parte. In acest mod se reduce mult durata de 
calcul la realizarea bidiagonalizarii.

Programul realizat in aceasta lucrare implementeaza urmatorul algoritm, ce 
determina rezultatul aplicarii lui U §i V asupra unui vector a, cu vectorii u, a g Rn si 0 g R.

1) Se calculeaza t= 0x(U(xa); Daca t=0, atunci STOP;
2) Se inlocuie§te vectorul a cu (a - txu). Daca a=(ab...,an) si u=(u!,...,un) se poate 

inlocui a, cu (a, - txuj, i=l,...,n.
Matricea bidiagonala finala B este data de

B=Ukx...xU2xU1xAxV1x...xV1,
unde: k = min{n,m-l} si l=min{m,n-2}.
Este u§or de vazut ca, in general, nu se poate realiza diagonalizarea lui A utilizand 

astfel de transformari. (Transformarea V, trebuie sa nu perturbe zerourile introduse de U,.

Diagonalizarea formei bidiagonale

Evident in urma transformarii ortogonale aplicate, valorile singulare ale lui B coincid 
cu valoririle singulare ale lui A.

In cazul in care liniile nule finale ale lui B pot fi eliminate, deci, daca m(n,reducerea la 
forma bidiagonala a lui A conduce la o matrice bidiagonala de ordin n.

in cazul m n, matricea bidiagonala rezultata este de tip m x (m+1). Totu§i, adaugand o 

linie nula se obpne o matrice bidiagonala de ordin (m+1) ale carei valori singulare sint 
cele ale lui A, plus o valoare singulara zero. Astfel, problema se reduce la determinarea 
valorilor singulare ale unei matrici bidiagonale patrate, de ordin p ( p = n sau m+1, dupa 
cum m > n, respectiv m < n), de forma:

(A.3.8)

Diagonalizarea lui B se poate face prin aplicarea repetata a unor transformari 
ortogonale (rotapi plane), care sa anuleze elementele de deasupra diagonalei matricii B $i 
in acela$i timp sa pastreze zerourile de sub diagonala.
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Definitia 2

O rotape plana in planul (i.j) este data de matricea:

1

G(i,j) =

1
c s ...

— s c ...
1

• • •

1

(A3.9)

Aceasta coincide cu In cu exceppa elementelor (i,j ),(i,i),(j ,i) si GJ)- Daca se inmul(e§te 
la stanga matricea B cu transformarea G(i,j), se obpne o matrice care difera de B doar in 
liniile i si j. Similar, matricea BxG(i,j) difera de B doar in coloanele i si j.

Prin determinarea unor rotapi plane V23,...,VP.|>P si U|2,...,Up.)tP astfel incat: 
B’=Up.i(P ... U23xU12xBxV12xV23 ... VP.I1P este o matrice bidiagonala, se poate 
efectua o i terape a algoritmului.

x x 0 0 0 x x f 0 0
f x x 0 0 0 x x 0 0

B.Vu = 0 0 x x 0 B, = U?2.B.Vn = 0 0 x x 0
0 0 0 x x 0 0 0 x x

.0 0 0 0 x .0 0 0 0 x_

Operapile sunt ilustrate in diagramele de mai jos, pentru p = 5.
x x 0 0 0 x x 0 0 0

0 x x 0 0 0 x x f 0
Bi.Vu = 0 f x x 0 => b2 = uL.B.Vu = 0 0 x x 0

0 0 0 x x 0 0 0 x x

0 0 0 0 x. .0 0 0 0 x_

Astfel sunt anulate altemativ elementele nenule de sub diagonala de deasupra 
diagonalei. Fiecare astfel de operape, exceptand-o pe ultima, genereaza un nou element 
nenul (fin diagrame), care este apoi la randul sau anulat. Se poate demonstra ca elementul 
ep । va tinde rapid spre zero.Alte elemente tind mai lent la zero. Studiile teoretice si 
practice au aratat ca prin scaderea din elementele diagonale ale matricii B, a valorilor 
proprii a submatricii principale finale de dimensiune 2x2 din BXBT, cea mai apropiata de 
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sp2, se mare§te viteza de convergen{a a algoritmului. Pentru a decide daca un element de 
deasupra diagonalei eb este neglijabil, se poate utiliza relapa:

|ej < err • (|s1+1| + |s(|) (A3.10)

Observape: e] este cel mai mic numar pozitiv, reprezentabil pe calculator, astfel incat 
float( 1 +err) 1, unde float(a) este valoarea reprezentarii in virgula mobila a numarului a. 
Valoarea se calculeaza in program. Aceasta eroare err este principalul factor ce limiteaza 
precizia de descompunere deoarece ea decide daca o valoare este singulara sau nu.

Cand ep.i este neglijabil, sp poate fi acceptat ca valoare singulara aproximativa, iar 
iterapa continua cu submatricea de ordin p - 1 a lui B, care conpne celelalte valori 
singulare.

Pentru matrici de dimensiuni mari, este posibil ca in cursul procesului un 
element eb 1 p-1,sa devina neglijabil. Acest caz nu reprezinta convergenta; totu§i, valorile 
singulare ale lui B sunt chiar cele ale submatricilor de ordin 1, respectiv p-1, deci problema 
se poate descompune. Aplicand algoritmul separat pentru fiecare din aceste submatrici, se 
poate reduce considerabil efortul de calcul pentru obpnerea vectorilor singulari.

O tratare speciala o necesita valorile singulare nule ale lui B. O valoare S| este 
neglijabila daca:

|si| < err • (|ebi| + |e(|) (A3.11)

Cand S| este neglijabil, problema poate fi redusa prin una din urmatoarele doua cai:
Cazul in care 1 p. Punand s(=0 si inmulpnd la stanga matricea B curenta cu secven(a de 

rotapi Uu+i , Uu+2 ,..., U|.p , elemental nenul din linia 1 este deplasat succesiv spre 
drcapta, rezultand in final o matrice bidiagonala avand linia 1 nula. Procesul este ilustrat 
de diagramele de mai jos (p=5,1=2):

X X 0 0 0
0 0 X 0 0

Bi — 0 0 X X 0
0 0 0 X X

.0 0 0 0 X

X X 0 0 0
0 0 0 0 f

B, = 0 0 X X 0
0 0 0 X X

_0 0 0 0 X

x x 0 0 0
0 0 0 f 0

b2 0 0 X X 0
0 0 0 X X

.0 0 0 0 X -

X X 0 0 o’

0 0 0 0 0
b4 = 0 0 X X 0

0 0 0 0 X
0 0 0 0 x_
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Se observa din diagrame ca elemental nenul de pe linia 1=2 este deplasat spre dreapta 
pana cand se anuleaza.

Cazul in care 1 = p, adica sp=0 (sp este neglijabila). In acest caz, inmulpndnd matricea 
B curenta cu secvenja de rotapi Vp.Lp, Vp.2,p,..., VjiP, elemental nenul din coloana p este 
deplasat succesiv in sus, rezultand in final o matrice bidiagonala avand coloana p nula, 
deci sp=0 este acceptata ca valoare singulara nula, deoarece si cpi=0. Procesul este ilustrat 
de diagramele de mai jos (p = 4):

II 
II

— 
<*> 

Q
Q 

C
O

x x 0 0 

0 x x 0 

0 0 x x 

.0 0 0 0.

x x 0 f 
0 x x 0 

0 0x0 

.0 0 0 0.

x 0 0
X X f 
0x0 

0 0 0

x 0 0 

x x 0
0x0
0 0 0,

Calculul vectorilor singular!

Matricile transformarilor utilizate pentru a reduce pe A la forma bidiagonala pot fi 
inmulpte intre ele pentru a obpne matricile ortogonale U si V ( B=UTxAxV ). Pentru a 
calcula vectorii singular! este necesar ca toate rotapile etichetate cu U si V sa fie inmulpte 
la dreapta cu U , respectiv V, de indata ce sunt generate.

Aplicand in mod repetat algoritmul descris mai sus se obpne in final descompunerea 
in valori singulare a matricii A, avand forma

D, 

v 0

oA
A = U.

O'
(A3.12)

unde D, este matricea ce conpne pe diagonals valorile singulare nenule ale lui A.

167

BUPT



Anexa 4
Metoda pseudoinversei

Fie setul de m vectori de intrare x’,x2 §i setul de m vectori dorip de ie§ire 
y',y2 ,...,ym, de o aceea§ dimensiune Ixn.
Se pune problema determinant unei transformari liniare sau a unui operator matricial 

W care minimizeaza norma euclidiana a diferen(ei dintre raspunsul dorit y* §i ie§irea 
curenta W. x* pentru i=l,2,...,m.

Daca se define§te matricea modelelor de intrare X= [x’,x2 ,...,xm] e R1”"" respectiv a 
celor de ie§ire Y=[y',y2 ,...,ym]GRnxm, problema se poate reformula astfel:

Fiind date matricea X, a modelelor de intrare §i matricea Y, a modelelor de ie§ire 
dorite, sa se determine transformarea liniara sau operatorul matricial W, care 
minimizeaza norma euclidiana a unei matrici, definite ca diferenja dintre raspunsul dorit 
Y §i ie§irea curenta W.X.

Norma matricii erorii de asociere este ||Y-Wx X||. Conform metodei pseudoin
versei solupa W care minimizeaza norma matricii de eroare, in sensul celor mai mici 
patrate este data de [50] :

unde X este pseudoinversa matricii X.
Ecuapa (A4.1) reprezinta regula de inva(are a pseudoinversei $i o memorie astfel 

proiectata se nume^te memorie pseudoinversa (pseudoinverse memory).
O condipe suficienta pentru o asociere perfecta este sa avem:

X .X = I (A4.2)

unde I este matricea identitate
Cand este satisfacuta condipa (A4.2), raspunsul curent generat la aplicarea matricii X 

prin intermediul matricii de interconexiune W, va fi chiar Y:

W.X=Y.X . X=Y (A4.3)
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Condipa (A4.2) poate fi satisfacuta daca se utilizeaza un set de vectori de intrare 
(coloanele matricii X) care sunt liniar independent Aceasta condipe, la randul ei implica 
inegalitatea n>m, adica dimensiunea spapului modelelor de intrare sa fie mai mare decat 
numarul asocierilor.

In aceste condipi matricea pseudoinversa se define§te prin:

X+ =(XT.X)_,.XT (A4.4)

unde XT este transpusa matricii X.
Se poate observa ca, (A4.2), condipa pentru asocierea perfecta este indeplinita 

imediat.
Proprietaple matricii pseudoinverse sunt:

x.x.x = x
x.x.x+ = x

X.X =(X.X )T 
X\X = (X\X)T

(A 4.5)
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