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Prefata

Vreme de sute de milioane de ani, creierele vii, create si perfectionate continuu prin
eternul proces evolutionar al selectiei naturale, au fost singurele dispozitive capabile
sa efectueze procesarea informatiei.

Fiintele umane au inventat calculatorul digital, un dispozitiv artificial de pro-
cesare a informatiei, care a creat perspectiva efectudrii de calcule arbitrare inafara
sistemelor nervoase biologice. Totusi, curand, a devenit evident faptul ca, sub anumite
aspecte, proprietdtile calculatoarelor digitale sunt mult diferite de cele ale creierelor
vii.

In primul rand, avem de-a face cu o diferentd de structurd: calculatoarele
digitale (de obicei) poseda o singurd unitate de procesare, care este, totusi, destul
de puternicd. Creierele, dimpotrivd, sunt alcatuite din neuroni intens interconectati,
lucrdnd in paralel, fiecare constituind o unitate simpla (comparativ) de procesare.
In privinta capacitétii de procesare a informatiei, insa, diferenta structurald nu este
cea mai importantd, intrucat toate calculatoarele poseda abilitatea de a simula alte
structuri decat cea proprie.

Mai importanta este diferenta in modul de a castiga abilitatea de a efectua noi
functiuni: creierele invatd, in vreme ce calculatoarele trebuie programate. Pentru
a efectua o sarcina data, calculatorul digital necesita software, programe care sd
implementeze in detaliu modul in care acea sarcind poate fi efectuata. Un calculator
fard un program nu poate sa proceseze informatie sau sa efectueze calcule. De
obicei, o fiintd umana trebuie sa inteleaga o functiune data de procesare a informatiei
si sda dezvolte un algoritm care s-o implementeze, si abia dupa aceea calculatorul
poate fi programat sd efectueze acea functiune. Exista insd o multitudine de
probleme pentru care inca nu exista algoritmi formali, sau pentru care este virtual
imposibil sa se enumere o serie de pasi logici care sa determine calculatorul sd
ajunga la raspunsul corect. Asemenea probleme de obicei presupun observarea unui
mare numar de reguli complexe, dependente de context, dintre care majoritatea
incd nu sunt cunoscute.Exemple de asemenea probleme sunt cele compiexe de
recunoastere a tiparelor, intalnite in recunoasterea vorbirii, identificarea scrisului
de mana, recunoasterea fizionomiilor, sau interpretarea spatiald a imaginilor bi-
dimensionale.

Adesea, insd, este posibil sa specificAm o problema destul de precis oferind un
set mare de exemple, care sa precizeze modu! in care obiectele din spatiul intrarilor
trebuie asociate cu obiecte din spatiul iesirilor. fn mod uzua!, oamenii pot invata sa
rezolve asemenea probleme, intrucat creierele animalelor superioare au evoluat catre
o buna generalizare atunci cand |i se prezintd un numar de exemple. Acest fapt a
condus la dezvoitarea de Retele Neuronale Artificiale [74], [77], dispozitive proiectate
sa modeleze activitatea retelelor neuronale biologice la un anumit nivel de detaliu,
pentru a atinge (cateva dintre) capacitatile creierului uman? .

Ca si in realitate, o retea neuronala artificiala este un sistem de elemente simple
de procesare, masiv paralel interconectate. In aceasts privinta, retelele neuronale
artificiale se bazeaza pe cunostintele noastre actuale legate de sistemele nervoase
biologice. Trebuie remarcat insa faptul cd un creier uman este cu cateva ordine de
marime mai complex decat oricare retea neuronala artificiala existenta. Se estimeaza
[79] ca in creierul uman existd circa 10'°~10'! neuroni. Fiecare dintre acesti neuroni
receptioneaza semnal de intrare de la mii si chiar zeci de mii de sinapse care il
conecteaza la al{i neuroni, iar rezultatu! activitatii neuronului poate fi transmis prin
intermediul altor mii de sinapse catre alti neuroni, influentandu-le astfe! activitatea
viitoare.

Inteligenta artificiala (AI) este un domeniu de cercetare in care se depun eforturi

! Cercetdrile in materie mai sunt cunoscute sub denumirea de Conectionism (datoritd rolului important
jucat de conexiunile din retea) sau Procesare Paraleld Distribuitd (PDP) [Rumelhart86], insa denumirea de
retele neuronale artificiale pare sa aiba o rezonanta deosebitd si este un termen larg utilizat.
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variate in vederea modelarii si/sau re-credrii aspectelor inteligentei naturale. Una
dintre cele doud paradigme luate in consideratie de comunitatea Al se bazeaza pe
ideea re-credrii comportarii inteligente prin imitarea arhitecturii creierelor biologice.
Asemenea imitatii sunt intalnite de obicei sub denumirea de retele neuronale artificiale,

iar programele utilizate pentru executia lor sunt denumite simulatoare de retele
neuronale.
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1 Introducere

Retelele neuronale nu sunt programate sa indeplineascd o anumitd sarcind. Ele
trebuie sa invete sarcina datd prin metoda incercdrilor si a erorilor, in care un
supervizor furnizeaza retelei neuronale raspunsurile corecte la toate intrdrile. Regula
de antrenare cea mai raspandita este cea denumita algoritmul backpropagation.

Totusi, antrenarea acestor retele neuronale artificiale este o sarcind foarte
costisitoare din punct de vedere computational, necesitdnd milioane de inmultiri
in virgulad flotanta, chiar si pentru retele si probleme de dimensiuni reduse. De
asemenea, ele necesitd volume mari de memorie. Acesti doi factori determind ca
retelele neuronale sa fie mari consumatoare de timp si impun limitari efective asupra
dimensiunii problemelor care pot fi tratate.

Exista mai multe cadi de compensare a acestor dezavantaje.

O metoda ar fi reducerea dimensiunii problemei prin pre-procesarea datelor de
intrare, reducand astfel fie numarul de iteratii necesare antrenarii retelei, fie chiar
dimensiunea retelei [103]. Trebuie retinut insa cd asemenea solutii sunt aproape
Tntotdeauna specifice problemei, si aceastd abordare nu poate fi generalizata pentru
acoperirea tuturor tipurilor de probleme.

O alta posibilitate ar fi imbunatatirea performantelor regulii de antrenare cu
backpropagation, fie prin modificari ad hoc, fie aplicand rezultate din teoria optimizarii
numerice. Lucrari care trateazd asa-numitele metode ale gradientului conjugat
[42, 44, 60] apartin ultimei categorii. in ultimul timp, o serie de eforturi au fost
orientate spre investigarea acestei metode si imbunadtatirea performantelor acestora:
metode hibride [93, 19, 17, 18], metode de evaluare a erorii de invatare [21, 38,
40, 55] sau combinarea metodei gradientului conjugat cu metode de pre-procesare
[46, 27, 51, 65]. Totin aceasta categorie mai figureaza si abordari paralele ale metodei
gradientului conjugat [11].

O a treia abordare consta in accelerarea algoritmilor existenti, fie prin im-
plementarea lor direct in hardware (utilizdnd tehnici VLSI [89], optice [1]) sau
prin adaptarea lor in vederea executarii pe o arhitecturd paralela. Aceastd ultima
abordare a revitalizat interesul spre acest algoritm de antrenare cu backpropagation
[52, 70, 62, 95, 91, 92, 87, 102], interes care scazuse anterior datorita limitarilor
prezentate mai sus. Majoritatea implementadrilor paralele din ultimii ani au vizat
arhitecturi dedicate [50, 78, 101, 80, 49]. Cresterea puterii de calcul la statiile de
lucru si a vitezei de interconectare a lor a condus spre implementari distribuite ale
algoritmului backpropagation [66, 88, 45].

In cadrul lucrdrii de fatd s-a ales aceastd ultima varianta: paralelizarea
algoritmului de invatare backpropagation, utilizind o retea de calculatoare. Dupa cum
se va vedea, este o varianta promitatoare, mai ales prin costul redus al echipamentului.

Teza de fatd este rezultatul original al investigatiilor efectuate in directia
gasirii unei modalitdti avantajoase de imbunatatire a performantelor in etapa de
antrenare a retelelor neuronale, pe baza resurselor computationale existente in cadrul
Departamentului Calculatoare. Cercetarile au fost axate pe dezvoltarea unor algoritmi
paraleli care sa evolueze intr-o retea de calculatoare, care sd accelereze procesul de
invatare si sa depaseasca limitdrile in puterea de calcul, pentru a permite investigatii
ulterioare in domeniul retelelor neuronale.

Necesitatea unor asemenea algoritmi a provenit dintr-o problema concreta:
antrenarea unei retele neuronale, pe o singurd masina, dura circa o saptamana, pentru
ca dupd un asemenea interval de timp, in care trebuia ca nimeni sa nu se “atingd”
de acea masind, sd se descopere cd reteaua neuronald nu prezenta convergenta,
intrucdt parametrii de invdtare nu au fost alesi corect si trebuia reluat procesul, cu
alti parametri. Utilizdnd algoritmii prezentati in lucrare, s-a reusit reducerea timpului
de antrenare pentru o retea neuronald, de la circa o saptdmana, la cateva ore, ceea
ce a permis efectuarea mai multor experimente, pe diferite seturi de parametri de
antrenare, pana la obtinerea de rezultate satisficatoare.
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2 Introducere

1.1 Obiective

Principalul obiectiv al acestei teze a fost construirea unei baze solide pentru procesarea
distribuit3 a fazei de antrenare a retelelor neuronale intr-o retea de calculatoare. Telul
final a fost lmplementarea a doua simulatoare diferite pentru antrenarea re;elelor
neuronale si masurarea performantelor lor, comparatlv cu varianta secventiala, atat
pentru configuratii generice de retele neuronale, cat si testarea lor pentru o serie
de aplicatii reale de retele neuronale. Pentru aceasta, pot fi formulate urmatoarele
obiective stiintifice:

1. Conceperea unor algoritmi care sa permita accelerarea procesului de antrenare a
unei retele neuronale, prin distribuirea acestui proces intr-o retea de calculatoare
si tratarea in paralel a mai multor tipare de antrenare.

Pornind de la o implementare secventiald a algoritmului de antrenare cu back-
propagation, capitolul 4 isi propune sa rezolve urmatoarele aspecte:

e proiectarea unei scheme de colectare a gradientilor partiali generati de
fiecare masina.

e evaluarea necesarului de memorie.

» realizarea unei variante avansate, care sa elimine redundanta care apare prin
memorarea intregii retele neuronale pe fiecare dintre masinile care participa
la rularea algoritmului.

s evaluarea performantelor simulatorului bazat pe aceastd varianta avansata,
cu investigatii asupra factorilor care pot afecta evolutia algoritmului.

2. Realizarea unor algoritmi care sa permitd procesarea unor retele de dimensiuni
mari, mai mari decdt cele permise de memoria existenta intr-un calcuiator,
fara pierderi in performanta. Distribuirea retelei neuronale se va face prin
“sectionarea” acesteia si plasarea unui numar de neuroni de pe fiecare strat,
pe fiecare magind din reteaua de calculatoare. Un simulator bazat pe aceasta
strategie este prezentat in capitolul 5, pornind de la o serie de cerinte:

» simulatorul trebuie sa poata fi rulat intr-o retea de calculatoare de dimen-
siune oarecare, conectate printr-o retea de tip Ethernet.

¢ rescrierea formulelor care intervin in algoritmul backpropagation, in vederea
minimizarii transmisiei de date intre magini — elementul identificat ca fiind
principala cauza pentru care nu se va putea obtine accelerarea ideala.

* se vor efectua o serie de experimente in vederea evaluarii performantelor
s!mulatorulm, cu identificarea factorilor care inflenteaza accelerarea si efi-
cienta care se pot obtine.

3. Formularea unor recomandari in abordarea unor astfel de probleme.

Simulatoarele realizate vor permite investigatii ulterioare in domeniul antrenarii
retelelor neuronale — determinarea parametrilor optimi de invatare si a dimensiunii
necesare a retelelor neuronale.

1.2 Limitari

Pe parcursul acestui studiu a fost utilizat algoritmul backpropagation clasic de
antrenare a retelelor neuronale feed-forward. Nu au fost luate in consideratie tehnici
de preprocesare si alte modalitati elaborate in vederea accelerarii procesului secvential
de antrenare.

Pentru masurarea performantelor simulatoarelor concepute s-au utilizat retele
neuronale generice, fara aplicabilitate practicd, de dimensiune convenabil3, iar seturile
de tipare utilizate au fost generate aleator. Nu s-au urmarit performantele de invatare
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a retelelor neuronale - care de obicei se mdsoard in numar de iteratii necesare
atingerii unui anumit grad de calitate a invatarii - ci s-a dorit sa se compare evolutia
simulatoarelor distribuite realizate cu cea a unui simulator secvential, pentru aceeasi
problema de retele neurnonale.

1.3 Continutul tezei

Rezultatele obtinute sunt sintetizate in teza de fata, pe parcursul a trei sectiuni.
Prima sectiune, introductiva, prezinta, pe parcursul capitolului 2, o trecere in
revistd a conceptelor fundamentale privitoare la retelele neuronale, de la modelul
biologic la modelele conexioniste, respectiv retelele cu backpropagation.
Cea de a doua sectiune prezintd doua strategii de paralelizare si algoritmii
dezvoltati in cadrul cercetdrilor intreprinse. Au fost identificate doua modalitati de
distribuire a activitatii (capitolul 3):

» partitionarea datelor - algoritmul clasic de antrenare se executa in paralel pe mai
multe calculatoare, pe seturi diferite de invatare, dupa care datele sunt colectate
si combinate.

» partitionarea retelei - reteaua neuronald este distribuita si evolueaza pe mai
multe calculatoare, comunicarea intre neuroni realizandu-se prin intermediul
retelei in care sunt interconectate calculatoarele.

Tot in capitolul 3 sunt prezentate elementele de analizd a acestor algoritmi
paraleli, sunt enumerate cateva dintre cauzele care ar putea duce la o eficientd scazuta
a paralelizarii, precum si propuneri de experimente si masuratori de realizat.

Capitolul 4 prezinta in detaliu algoritmul de partitionare a datelor si simulatorul
DataParSim. Mai multe masini executa in paralel si independent acelasi algoritm de
antrenare, ins@ pe seturi de date diferite. O masina “administrator” se ingrijeste de
distribuirea initiald a configuratiei retelei neuronale si a seturilor de date de antrenare,
iar mai tarziu colecteaza rezultatele si le combinad intr-o noua configuratie a ponderilor
din reteaua neuronald, reluand procesul pana la atingerea performantelor prescrise in
privinta calitatii invatarii. Sunt prezentate si analizate rezultatele unor experimente in
vederea evaluarii performantelor.

Algoritmul pentru varianta cu partitionarea retelei si simulatorul NetParSim sunt
prezentate in capitolul 5. Reteaua neuronald este divizatd astfel incat fiecare dintre

calculatoarele utilizate simuleaza o portiune din retea. In acest caz, antrenarea se
face pe un singur set de date, iar evolutia masinilor implicate este sincrona.

Spre deosebire de varianta cu partitionarea datelor, cand singura diferenta fata
de varianta secventiald, clasica, este timpul necesar antrenarii, partitionarea retelei
permite procesarea unor retele de dimensiuni mult mai mari, care attfel ar fi imposibil
de simulat pe un singur calculator, datorita limitdrilor de memorie. Rezultatele
experimentelor realizate sunt prezentate si analizate in finalul acestui capitol.

Sectiunea a treia este dedicata prezentarii si analizei rezultatelor experimentale
pentru o serie de aplicatii clasice de retele neuronale. Testele efectuate au vizat
atat studierea performantelor algoritmilor prezentati, in comparatie cu algoritmul
secvential clasic (efectuat pe acelasi tip de masind), cat si studierea limitarilor impuse
ca urmare a paralelizarii asupra performantelor de invatare. Este vorba despre
studiet:ea atat a aspectelor cantitative cat si a celor calitative.

In capitolul 7 sunt prezentate concluziile finale si perspectivele de cercetare in
continuare.

Testele efectuate au fost realizate pe trei categorii de magini: o retea cu pani la
12 calculatoare IBM RS6000, intr-o retea ethernet 10 BaseT, respectiv doua retele
de pana la 16 statii SunBlade 150 si de PC-uri, intr-o retea ethernet 100 BaseT.
Desigur, atat algoritmul cu partitionarea datelor cat si cel cu partitionarea retelei,
au fost comparati cu algoritmul secvential executat pe acelasi tip de masina.
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Capitoiul 6 prezinta rezultatele experimentale pentru simulatoare de retele
neuronale “clasice”, utilizate de obicei pentru testarea performantelor: NETtalk,
recunoastere de caractere (fonturi X11), compresie de imagine, recunoastere de
imagini (OCR), recunoasterea {intelor de sonar.

Teza se incheie cu o serie de concluzii desprinse pe parcursul tratarii subiectelor
propuse in tucrare, rezumatul contributiilor, si perspectivele de continuare a cerceta-
rilor in domeniul paralelizarii fazei de antrenare a retelelor neuronale.

Se mentioneaza faptul ca@ testele au fost efectuate pe reteaua de statii IBM
RS6000 din cadrul Laboratorului de Grafica al Departamentului de Ingineria Calcu-
latoarelor si a Programarii, Universitatea “Politehnica” din Timisoara, respectiv pe o
retea de statii SunBiade 150 si pe o retea de PC-uri Hp-Compagq, cu amabilitate puse
la dispozitie de Mobile Networks Division din cadrul Alcatel-Lucent SA, Romania.
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2 Modele conexioniste

2.1 Celula nervoasa

Celula nervoasa — sau neuronul — este elementul fundamenta! al sistemului nervos.
Schematic, in figura 2.1 este redat simplist un lant de neuroni, avind mentionate
componentele semnificative din punctul de vedere al utilitatii in modelele matematice
ulterioare [31]:

dendnite nucleu

N
i7
axon \ e I‘% ®

fhaud
celular

N
72

Figura 2.1: Conexiune neuronald

Celula nervoasa are diametrul de ordinul micronilor si este alcatuita din:

e corpul celular — contine nucleul neuronului si guverneaza transfomarile biochi-
mice de sinteza a enzimelor necesare functionalitatii celulei nervoase;

¢ dendritele — sunt extensii filiforme cu ramificatii arborescente ale corpului celular,
avand diametrul de ordinul zecimilor de microni si lungimi de pana fa 10 microni.
Dendritele sunt principalii receptori de semnal ai neuronului.

¢ axonul — este o prelungire fibroasa, de lungime considerabild in comparatie cu
restul celulei nervoase, variind intre 0,2-1 centimetru pentru neuronii din cortex
si 10 centimetri pentru neuronii periferici. Axonul reprezintd conexiunea de iegire
a semnalului procesat de catre neuron.

Modalitatea de interconectare spatiala a celulelor nervoase este realizatd prin
intermediul unor zone cu conductanta electricd imbunatatitd, denumite sinapse, si care
constituie practic o legatura intre axonul unui neuron si o dendritd a unui alt neuron,
cu rol de comunicare intre cele doua celule.

Masuratorile au ardtat ca eficienta energeticd a creierului uman este de
aproximativ 10~ ¢ J/goperatie-s) [23], in timp ce cele mai performante calculatoare
au o eficienta de 10°° J/(operatie-s).

Neuronii au caracteristici comune cu cele ale celulelor vii in general, insa ca
organizare gi sistem biochimic prezinta individualitdti ce permit specializarea lor in
realizarea unor functiuni specifice ca:

e primesc semnale de la neuronii vecini,
e conduc semnalul nervos,

¢ integreazd semnalele primite,
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« amplificd sau mediaza semnalul nervos rezultant,

e transmit semnalul nervos pe canale preferentiale spre neuronii receptori.

2.2 Retele neuronale

2.2.1 Modele neuronale artificiale

in forma cea mai generald - si in acceptia initiald - o retea neuronald este un
algoritm proiectat sa modeleze modul in care creierul realizeaza o anumita functiune,
estimandu-se empiric, cu aproximatii acceptabile, modalitatea de procesare a infor-
matiei de catre cortex. Acest scop este valabil doar pentru cazul primelor modele.
Ulterior modelele neuronale au parasit ideea initiala de simulare a propagarii si
procesarii semnalului nervos, pastrand insa specificul nomenclatorului biologic pentru
desemnarea unor etape. Astfel, aplicatiile tratate in continuare se vor referi la retele
neuronale care isi realizeaza scopul propus printr-un proces initial de invatare. Pentru
o bund performanta aplicativa, reteaua isi creeaza ponderi de interconectare intre
unitdtile de intrare si cele de iegire, unitati care vor fi denumite neuroni sau unitati
de procesare. O definitie simplistd a notiunii actuale de retea neuronala este data de
Aleksander si Morton, in [3]:

l O retea neuronala este un procesor cu distributie paraleld care are o
i mare capacitate de a stoca cunostinte dobandite din experimente, in

scopul utilizarii active ale acestora.

Simularea actiunii cerebrale este elocventd in cele doud actiuni de baza:
¢ cunostintele sunt acumulate in timpul unui proces de invatare,

» stocarea cunostintelor se realizeaza prin valoarea conexiunilor interneuronate,
denumite si ponderi sinaptice.

2.2.2 Scurt istoric

1943 Warren McCulloch, un neurofiziolog, si Walter Pitts, un tanar matematician
publica un articol [53] despre cum s-ar putea sa lucreze neuronii. Au modelat o
retea neuronala simpla prin intermediul unor circuite electrice.

1949 Donald Hebb publica o carte [32]), Organization of Behavior, in care reitereaza
cgnceptul de neuroni si modul lor de lucru. Ei enuntd o regula care afirma faptul
ca traseele neuronale se accentueaza de fiecare data cand acestea sunt utilizate.

1950~ Primele modelari (rudimentare), efectuate de Nathanial Rochester in labora-
toarele IBM [71]. Prima incercare a fost nereusitd, insa urmatoarele au fost
incununate de succes. Era perioada infloririi metodelor traditionale de calcul si
cercetarile in domeniul neuronal au trecut in planul secund.

1956 Dartmouth Summer Research Project on Artificial Intelligence impulsioneaza
cercetarile atat in domeniul inteligentei artificiale cat si in cel al retelelor
neuronale. in anii care au urmat, John von Neumann sugereazad imitarea
functiunilor simple ale neuronilor prin intermediul releelor telegrafice si al
tuburilor electronice. De asemenea, Frank Rosenblatt la Universitatea Cornell,
incepe studiul Perceptronului. Acesta, implementat hardware, este cea mai
veche retea neuronal@ incd utilizata in zilele noastre. Din pacate, limitarile
perceptronului au fost evidentiate destul de curand, ceea ce a dus la o perioada
de stagnare. Abia in 1969, Marvin Minsky si Seymour Papert demonstreaza
matematic ineficienta lui si ofera si rezolvarea [58].
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1959

1982

1982

1985

1987

1989

1990

Bernard Widrow si Marcian Hoff de la Stanford dezvoltda modelele denumite de
ei ADALINE si MADALINE — primele retele neuronale aplicate in probleme reale,
eliminarea ecoului pe liniile telefonice, care se utilizeaza si in zilele noastre.

A urmat o perioada de stagnare, datorata si lipsei de finantare, dar si exagerarilor
in aprecierea potentialului retelelor neuronale, care au dus chiar la teama de
asemenea “masini ganditoare”. Scrierile lui Isaac Asimov reflectd aceste temeri
prin imaginarea unor lumi in care robotii preiau toate sarcinile oamenilor. Alti
scriitori imagineaza scenarii si mai sinistre, un singur exemplu fiind HAL din 2001
A Space Oddissey.

John Hopfield de la Caltech prezintd o lucrare la Academia Nationald de Stiinte
[34]. Abordarea lui este nu doar simpla modelare a creierului, ci crearea de
dispozitive utile. El demonstreaza clar, analitic, cum ar putea lucra asemenea
retele si ce s—ar putea face cu ele.

La Kyoto, in Japonia, are loc US-Japan Joint Conference on Cooperative/Compe-
titive Neural Networks. Ca urmare, Japonia anunta efortul catre Generatia a
Cincea, generand o ingrijorare in SUA ca americanii ar putea ramane in urma.
Curand, finantarea nu a mai fost o problema.

American Institute of Physics organizeaza ceea ce va deveni o intadlnire anuala —
Neural Networks for Computing.

Institute of Electrical and Electronic Engineer’s (IEEE) organizeaza prima Inter-
national Conference on Neural Networks, la care iau parte mai bine de 1800 de
participanti.

La conferinta Neural Networks for Defense, Bernard Widrow afirma ca deja a
fnceput al IV-lea Razboi Mondial, in care campul de batdlie sunt productia si
comertul.

US Department of Defense Small Business Innovation Research Program nomi-
nalizeaza 16 teme care vizau explicit retelele neuronale, iar alte 13 mentioneaza
posibilitatea utilizarii retelelor neuronale.

2.2.3 Modelul McCulloch & Pitts

Inainte de descoperirea modaliitatii de functionare a sistemului nervos celular [33],
pentru care Hodgkin, Huxley si Eccles au primit Premiul Nobel in 1963, in 1943,
McCulloch si Pitts au elaborat un model simplist al functionarii unui neuron, pornind
de la functionalitatea acestuia [53]. Ei au presupus ca neuronul se comporta in
modul urmator: din sinapse, prin dendrite, acesta acumuleazad o sarcind electrica ce
provine de la axonii neuronilor vecini; in momentul in care valoarea sarcinii depageste
o anumita valoare T — numita prag — neuronul devine activ, transmitand prin axonul
sau un curent constant U. Aceasta functionare poate fi descrisd matematic prin:

_J U pentrud” z,>T
°= { 0 pentruS¥ o < (2.1)

unde z; = intrarea i;

o = iegire.

Schematic, modelu! este redat in figura 2.2:
O astfel de unitate este denumita unitate de procesare. Considerand valoarea

pragului T = 1 si valoarea tensiunii de iegire U = 1, se pot construi, cu aceste unitatj
de procesare unitare, circuite logice de tipul AND, NAND, OR, si respectiv celule de
memorie, in modul sugestiv prezentat in figura 2.3.
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x1
x2 Up------ o0
Xn / T
Figura 2.2: Schema modelului matematic McCulloch & Pitts
x1 =
AND(xi) X2 | [y - - - - NAND(xi)
F——— ——-—>
xn / T=n
b)
1
OR(xi) ; 0
— =1 >
-1
c) d)

Figura 2.3: Circuite logice realizate cu unitati de procesare McCulloch & Pitts

Cei doi matematicieni au sugerat posibilitatea ca si creierul uman sa fie o
aglomerare de asemenea circuite logice, care ar procesa informatia intr-un mod similar
cu calculatoarele digitale, al caror mode! era definitivat in aceeasi perioada.

Aceasta prezumtie s-a dovedit a fi gregitd, insa are valoare intuitiva, deoarece s-
a dovedit ulterior ca neuronii functioneaza oarecum dupa modelul activarii la atingerea
unui prag.

Acest model neuronal este caracterizat prin formalism si printr-o definire
matematicd elegantd, avand un potential de calcul considerabil. Simplitatea sa
presupune:

o stari binare de tip 0 si 1,
e asumarea operarii in timp discret,

¢ sincronicitatea operarii tuturor neuronilor.

2.2.4 Modelul Hebb

in 1949, Daniel Hebb, un biolog care se ocupa cu studiul comportamentului primatelor,
presupune ca prin modificarea sinapselor conectivitatea celulelor nervoase este intr-o
continud schimbare, pe masura ce organismul isi dezvolta diferite aptitudini. Avand la
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baza prezumtiile lansate de laureatu!l Nobel Ramon y Cajal inca din 1899, (republicate
in 1995, in Histology of the nervous system [10], Hebb a enuntat o regula a invatarii
[32], conform careia

Valoarea efectiva a variabilei de conexiune intre doi neuroni creste
prin activarea repetata a conexiunii.

Cartea a avut un rasunet imens printre psihologi, dar a fost neglijata de ingineri,
fapt ce a dus la ignorarea acestei reguli de invatare in domeniul retelelor neuronale.
Abia Tn 1956 a fost utilizatd aceasta regulad de invatare, evidentiindu-se fenomenul de
inhibitie a conexiunii neuronale [71].

Conform regulii de invatare a lui Hebb, sinapsele care conecteaza neuronii nu
transmit axonului neuronului receptor decat o parte a sarcinii electrice primite de la
axonul neuronului transmitdtor. Reprezentarea matematica a acestei reguli se obtine
utilizdnd un coeficient subunitar de transmisie, numit pondere si notat cu w.

Ponderile sunt asociate neuronului receptor si isi pot modifica valorile in timp
conform regulii:

e dacd neuronul transmitator si neuronul receptor sunt ambii activi in acelasi
interval de timp, valoarea ponderii asociate conexiunii creste;

¢ daca fenomenul de activare concomitenta se repeta de mai multe ori sau daca
intervalul de timp al dublei activari este mare, valoarea ponderii asociate va
creste considerabil;

o dacd neuronul transmitdtor si neuronul receptor nu sunt simultan activi intr-o
perioada de timp mare, valoarea ponderii asociate conexiunii scade.

Ulterior, s-a dovedit ca intr-adevar, aceasta reguld este valabila, si sta la baza
mecanismului de invatare, respectiv uitare, in creierele naturale.

Plecdnd de la aceastd regulda, se poate descrie o unitate de procesare, cu
ponderi asociate, care este modelul matematic utilizat si in prezent, cu variatiuni
nesemnificative. Astfel, considerand o unitate cu indicele i, cu =n intrdri de indice
j, fiecare avand asociata o pondere w;, functionarea acesteia se poate descrie prin:

{ 1 pentrud "z, w; >T
0; = -

0 pentru} " z; w; <T (2.2)

sau prin schema din figura 2.4.

X —> wy

Y2 w2 \@ IR . — o;

Figura 2.4: Schema modelului matematic Hebb

Pentru simplificare, se va nota suma ponderata care reprezinta intrarea totala
in unitatea de procesare cu h;:

hi — Zw] - T, (2.3)
7=1
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O asemenea unitate poate fi privita ca un procesor de informatie foarte primitiv.
Dac3 se conecteazd un numar de astfel de procesoare intre ele, se obtine o refea
neuronald artificiald, sau, mai corect spus, o structurd de calcul conexionista*.

Modul de conectare a acestor procesoare reprezintd topologia retelei si deter-
mind modul de calcul al ponderilot, si, implicit functionalitatea ret;elei

Calculul ponderilor este denumit invatare sau antrenare, iar metodele iterative
de calcul sunt cunoscute sub denumirea de algoritmi de invdtare sau de antrenare.

Ashby, in cartea sa Desrgn for a brain, [5], destinata comportamentulm adaptlv
presupune Si argumenteaza cd un sistem natural nu se nagste invatat, ci ajunge la
anumite performante prin corelarea variabilelor ce descriu evenimentele percepute
sistemocentric. Cartea trateazd aspectele dinamice ale organismului viu ca sistem
abstract, mecanic, si evalueaza conceptul de stabilitate.

in 1954, teza de doctorat a Iui Minsky [56], se constituie ca prolog al lucrarii
Steps toward artificial intelligence [57], ce constituie si astazi unul din capitolele
fundamentale in domeniul retelelor neuronale.

Steinbuch, in Die lernmatrix [84] continua ideea lansata de Taylor in Electrical
simulation of some nervous system functional activities [90] despre o memorie
asociativa realizabild prin asa-numitele matrici de invatare, care ar fi interpuse intre
campuri de senzori receptori si efectori motori.

Contributii semnificative la teoria memoriei asociative au adus ulterior si
Anderson in A simple neural network generating an iteractive memory [4], Kohonen
in Correlation matrix memories [47] si Nakano in Associatron - @ model of associative
memory [61], in acelasi an (1972); independent, au introdus ideea unei matrici
corelative de memorie (“correlation matrix memory”), care utilizeazd o regula de
invatare bazata pe produsul de iesire al algoritmuiui.

O figurad particulara in contextul evolutiei conceptului retelelor neuronale a fost
von Neumann, care a utilizat ideea de redundantd@ pentru proiectarea unei retele
neuronale privita ca un ansamblu unitar cu un comportament cert, alcdtuit din neuroni
care pot fi priviti separat ca si componente cu comportament incert. Aceasta idee a fost
dezvoltata de Winograd si Cowan, care au utilizat o reprezentare redundant distribuita
a retelelor neuronale [99].

2.3 Modelul Rosenblatt — perceptronul

Dupa 15 ani de la enuntarea modelului McCulloch & Pitts, devenit clasic, un prim
pas spre rezolvarea problemei recunoasterii tiparelor il face Rosenblatt, prin lucrarea
“The perceptron: A probabilistic model for information storage in the bra/n" [72], in
care enuntd teorema convergentei perceptronului, si prin lucrdrile adiacente, in care
dezvolta aceasta teorie [73], [75], [74].

Topologia cea mai simpla este asociatd unei structuri conexioniste, denumita
perceptron, a carui structurd schematica este prezentatd in figura 2.5.

In forma cea mai simpla, el este compus dintr-un vector de intrare n-
dimensional, r, o unitate de procesare si 0 singurd iesire. Menirea unei astfel de
unitati este de a invata o transformare de tipul T: {~1,1} — {—1,1} utilizdnd seturi de
tipare cu intrari de tip r §i iegirile corespunzitoare o = T(x).

Unitatea de iesire a unui preceptron este un element liniar cu prag, care
calculeaza iesirea o conform relatiei:

Xn:w.- -+ 6 (2.4)

i=1

'Expresia structurd de calcul conexionists reprezinta de fapt no;uunea descriptiva la care s-a ajuns pnn
incercarea de a exprima matematic teoriile de moment ce sugereaza posibilitati de modelare a propagarii
semnalului prin sistemul neural uman. Este practic o expresie mult mai adecvata atribuit3 algoritmilor astfel
obtinuti, care nu isi mentin scopul initial, ci il adopta pe cel al aplicatiilor pentru care au fost dedicat;i.
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—»0
iesire

6
prag

Figura 2.5: Structura schematicd a perceptronului

in care functia F este functia Heaviside sau signum, iar 6 poate fi orice functie sau
constanta care ajusteaza conexiunile astfel incat sa se obtina iesirea doritd. In acest

caz, functia F este:
. 1 entrui >0
F@ = { o Bt (2.5)

Un tipar de invatare binar pentru un asemenea perceptron consta dintr-o
pereche de vectori cu valori binare, unul de lungime n (numarul de unitati de intrare),
jar celdlalt de lungime m (numarul de unitdti de iesire). Numarul total de tipare
alcatuieste o baza de invétare.

Algoritmul de invatare este urmatorul:

1. Se prezintd la intrarea retelei primul vector al unui tipar, activand unitatile
corespunzatoare valorii 1.

2. Se prezinta la iesirea retelei vectorul 2 al aceluiasi tipar, activand unitatile de pe
nivelul 2 corespunzator valorilor 1.

3. Se cauta perechi de unitati care sunt conectate si activate simultan, si se
ajusteaza valoarea ponderii conexiunii dintre acestea cu o valoare mica 7.
Valoarea lui n se alege in functie de numarul tiparelor de invatare.

4, Se reiau pasii 1, 2, 3, pentru fiecare tipar - pereche de vectori din baza de
invatare.

S. Dupd prezentarea tuturor tiparelor din baza de invatare, ponderile se vor
modifica astfel incat prezentand la intrare un vector 1 dintr-un tipar, activand
corespunzator unitatile de pe primul nivel si calculand iesirile din unitatile de pe
nivelul 2, se obtine vectorul 2 din tiparul de invatare respectiv.

2.3.1 Regula delta

in 1960, Widrow si Hoff au introdus algoritmul celor mai mici pdatrate (“Least Mean
Square Algorithm” — LMS), cunoscut si ca Regula Delta, ca algoritm de corectie a
ponderilor in retea [98]. Astfel a luat nastere elementul liniar adaptiv, denumit si
ADALINE (“"ADAptive LINear Element”).

Mecanismul de functionare care utilizeaza aceasta reguld de corectie a ponde-
rilor este prezentat sugestiv in figura 2.6.
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-1+ 41

Figura 2.6: Schema algoritmului cu LMS pentru corectia ponderilor

Widrow si Hoff realizeazd practic o generalizare importantd a algoritmului de
antrenare a perceptronului, extinzand tehnica intrarilor si iesirilor continue. Regula
delta a fost aplicatd mai ales unitatilor cu iesiri pur liniare.

Pentru un astfel de perceptron, cu o singura unitate de iegire, iesirea este data
de relatia:

o:Zw]:cj—*r() (2.6)
J

Functia erorii, asa cum o indicd numele de “cel mai mic patrat”, este suma
patratelor erorilor. Deci eroarea totald E este definita ca:

E=Y E°- %Z(d”—a”)z (2.7)

unde indicele p evolueaza pe setul datelor de intrare, iar E?P reprezinta eroarea setului
indice p. Variabila d” este iegirea dorita la aplicarea setului p, iar «? este iesirea actuala
pentru acest set. Procedura LMS gasegste valorile tuturor ponderilor care minimizeaza
eroarea functiei, prin metoda numitd a gradientului descendent. ldeea este de a
efectua o schimbare in pondere, direct proportionald cu negativul derivatei erorii
determinata pe setul curent, in concordanta cu fiecare pondere:

OE?

PP _ T
APuw? = Upyor (2.8)
unde 7 este o constanta de proportionalitate. Derivata este
OFE?  JEP da*
3~ dar ow (2.9)
Datoritd liniaritatii unitatilor,
da® . OFF
Bu7 = % si Bar = —(d? - a®) (2.10)
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astfel incat
Afut =néfr, (2.11)

unde

0% =dF —a” (2.12)
este diferenta dintre iesirea dorita si actuala iegire pentru setul p. Regula delta modifica
ponderea corespunzatoare iesirii dorite pentru orice polaritate si pentru unitati cu
intrari-iegiri continue sau binare. Aceste caracteristici au deschis un bogat camp de
noi aplicatii.

Spre deosebire de algoritmul initial, ce utilizeaza incrementarea progresiva,
acest algoritm ia in considerare si greselile pe care le face reteaua si incearcd sa
le corecteze prin schimbarea valorilor ponderifor.

Acest algoritm are rezultate mai bune decat regula Iui Hebb simpla din sectiunea
2.2.4, mai ales in cazul prezentarii repetate a bazei de invatare, luand de fiecare data
tiparele intr-o altd ordine, de preferinta aleatoare.

Etapa de traversare o data a retelei de catre intreaga baza de invatare poarta
numeie de epocd, iar numarul epocilor in care reteaua invata cu precizia dorita intreaga
baza de invatare este un factor de performanta al retelei.

O deficienta a modelului conexionist este faptul ca precizia de invatare a tiparelor
variaza de la un tipar la altul, in functie de modul in care se incadreaza tiparul in logica
ponderatd a bazei.

In cazul in care se doreste ca reteaua sa obtina la iegire vectorul caracteristic
unui vector de intrare care nu face parte din baza de invatare, dar este asemanator
ca distributie cu vectorii de intrare din baza de invatare, este necesarda definirea
unui parametru ce caracterizeaza performanta de invatare si anume eroarea totald

— relativa la toate tiparele:
E = Z Z i (2.13)

Eroarea maxima a retelei este
Engz=m-p
daca vectorii au valori binare de tipul (0.1), si
Emaz=2-m-p

daca valorile sunt de tipul (—1.1).
Raportul
E

este eroarea relativa procentuala a retelei, si este utilizat ca si criteriu de oprire a
etapei de invatare a retelei.

Datorita avantajului acestui model, de a recunoaste vectorul de iesire in cazul
prezentarii la intrare a unui vector care nu face parte din baza de invatare, perceptronul
a fost utilizat pe scara larga.

Pe scurt, diferentele principale dintre ADALINE si Perceptron sunt:

e la ADALINE are loc o ponderare liniara, ce se formeaza adaptiv (printr-o metoda
de antrenare supervizatd), care produce semnalul de raspuns dorit pentru vectori
de intrare diferiti; rezultatul este optim, In sensul celor mai mici patrate.

» la Perceptron, existd o unitate de procesare suplimentara, pentru extractia com-
binatiilor de semnal din tiparele de intrare. Circuitele de iesire au ca singur scop
sesizarea diferentei dintre vectorii de intrare, fiecare din ei corespunzand unei
clase diferite de tipare.

Dupad ADALINE, Widrow propune si realizeazd pentru prima data o retea neu-
ronala stratificata, antrenabild, cu elemente adaptive multiple, in Generalization and
information storage in networks of adaline "neurons” [97].
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2.3.2 Problema XOR

Euforiei generate de perceptron i-au pus capat in 1969 Minsky si Papert, care utilizand
argumente matematice simple dar elegante, au demonstrat cd un perceptroncu un

singur strat, numit in continuare perceptron uni-strat are limitele sale [58]. In acest
context, una dintre problemele care au ramas drept istorice este problema imposibi-
litatii unui perceptron uni-strat de a reprezenta o functie sau-exclusiv (XOR).

+1

7

Figura 2.7: Perceptron uni-strat cu 2 intrari

in perceptronul din figura 2.7, valoarea totala a intrarii este dat3 de
i=wy Ty +wo -T2+ 60 (214)

_ _Pentru 0 constanta § , iesirea perceptronului este intr-unul din semiplanele
delimitate de linia de diviziune definitd de ecuatia

Wy T+ we T =—6 (215)
Conform figurii 2.8, spatiul de intrare constd din cele patru puncte (cercuri);

cercurile pline, localizate la (1, -1) si (~1,1) nu pot fi separate printr-o linie dreapts de
cercurile goale, localizate ta (—1,~-1) si (1.1).

X; X X;
o\{\o e o]0
\xz X2
A DS e

AND OR XOR

A2

Figura 2.8: Reprezentarea geometricd a spatiului intrérilor pentru perceptronul uni-strat

2.3.3 Perceptronul multistrat

Tot Minsky si Papert au dat si solutia, introducand un nou strat, conectat la toate intri-
;(”OeR Au extins astfel reteaua la perceptronul multistrat, care poate rezolva problema
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Figura 2.9: Perceptronul cu doud intréri gi unitate ascunsa pentru problema XOR

Rezolvarea problemei XOR este prezentata in figura 2.9.
De data aceasta, cele doud grupuri de puncte sunt separate spatial printr-un
plan de separare, ca in figura 2.10.

(LL,1)
O

O
(-1,-1,-1)

Figura 2.10: Reprezentarea spatiald a separarii celor doua grupuri de puncte.

Acest exempiu simplu demonstreaza cd adaugarea unor unitdti ascunse creste
clasa de aplicatii rezolvabile de catre perceptronul multistrat.

In figura 2.11 se prezinta schema unui perceptron avand la intrare un vector de
dimensiune n, iar la iesire un vector m-dimensional. Fiecare intrare i este multiplicata
pentru toate unitatile din retea, care vor avea n intrari.

O problema importanta intainita in proiectarea retelelor tip perceptron multistrat
a fost problema acordarii de credit neuronilor din stratul ascuns al retelei (“credit
assignment theory”). Cel care a introdus pentru prima data terminologia de credit
assignment a fost tot Minsky [57], ulterior caruia in anii ‘60 stradaniile cercetatorilor
din domeniu au fost dedicate problemelor legate de aceasta teorie, cu rezultate con-
tradictorii, fara a o rezolva definitiv. A trebuit sa vina perioada anilor ‘80 pentru a gési
solutiile de iesire din impas. Printre motivele unei asemenea intarzieri:

e tehnologic — nu existau calculatoare personale sau statii de lucru suficient de
performante care sa permitd experimentarea;
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Figura 2.11: Structura schematicd a unui perceptron multistrat.

» psihologic — monografia [58] nu a fost deloc incurajatoare pentru continuarea
studiilor in domeniu;

e financiar — derivat din cel psihologic, care nu incuraja nici o agentie in lansarea
unor programe de cercetare in domeniu.

Din nefericire, aceste motive, si altele, au dus la sistarea interesului pentru stu-
diul retelelor neuronale. Singurele cercetari ale anilor ‘70, totusi colaterale domeniului,
au fost cele in psihologie si neurologie. De aceea, aceastd decada a fost caracterizata
ca fiind “the dormancy decade” (decada de somnolentd).

2.4 Modelul Hopfield

in 1982, Hopfield a utilizat ideea unei functii de energie [34], pentru a reformula un
nou mod de intelegere a calculelor dintr-o retea neuronala, folosind conexiuni sinaptice
simetrice, si stabilind o analogie intre o retea neuronala recurentd si modelul Ising
utilizat in fizica statistica. Aceste tipuri de retele sunt cunoscute sub denumirea de
retele Hopfield.

2.4.1 Modelul fizic Ising

Conform acestui model, un material magnetic este compus dintr-o retea regulata de
atomi cu proprietati magnetice, care au asociatd o marime numitd spin magnetic,
orientat vectoria! in sensul dat de compunerea fortelor magnetice la care este supus
atomul. Pentru cazul ipotetic in care este permisa orientarea spinului pe o singura
directie, in doud sensuri, valoarea acestuia poate fi memorata intr-o variabild binara
s,. Alegand pentru aceasta variabild valorile -1 si 1, se obtine un mode! simplificat -
modelul Ising (figura 2.12):

Fiecare spin s, este influentat de campul magnetic H,, care este compus din
campu!l magnetic exterior H.,, si cdampul produs de atomii invecinati.

Ising a propus pentru calculul lui H; relatia:

H, :Zpij'51+Hert (216)

2

unde p,j este un coeficient dat de pozitia relativa dintre atomii i si j.
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51:1 32:'1 532'1
=1 ss=1 ss=-1

Figura 2.12: Modelul fizic Ising.

Materialul magnetic poate avea inmagazinata o energie potentiala a carei va-
loare poate fi calculata cu relatia:

H—-—— Zpu S0+ 8y — Hent (2.17)

Pentru simplificarea discutiei in ce priveste utilizarea modelului Ising la con-
structia unei retele neuronale, in continuare se va considera H.,: = 0.

2.4.2 Definirea modelului Hopfield

Trecerea de la modelul Ising la o structura conexionista a fost definitivata de Hopfield
in 1984 [35]. Reteaua conexionistd bazata pe acest model este topologic diferitd
de perceptron, avénd fiecare unitate legata de celelalte unitati, toate legaturile fiind
ponderate. Nu exista diferentiere intre unitatile de intrare si cele de iesire, iesirea
fiecarei unitati fiind multiplicata ca intrare catre toate unitatile, inclusiv ea nsasi.
Ponderile reprezintd o matrice de dimensiune N x N, unde N este numarul de unitati.

Functionarea retelei este, de asemenea, diferita de cea a perceptronului. Astfel,
daca la o retea structuratd pe straturi de intrare, respectiv de iesire, aplicdm un
vector de intrare primului strat si calculam activarile din cel de al doilea strat pentru
a determina iesirea, pentru noua retea vom considera ca intrare o stare generala, a
intregii retele, reprezentabila printr-un vector de stare S = [$1,5,,...,Sn~].

Datorita campului magnetic exercitat asupra lor, atomii dintr-un material mag-
netic isi pot schimba spinul. Acceptand prin conventie ca o unitate este activa daca are
spinul egal cu 1 si este inactivd daca are spinul egal cu -1, in modelul Ising, vaioarea
spinului se poate calcula cu functia signum. Astfel, dacd semnul valorii cdmpului din
locatia atomului este pozitiv, atunci si spinul este pozitiv, iar daca este negativa spinul
este si el negativ. Considerdnd ca h; = H;, (intrarea intr-o unitate este egald cu
cdmpul) si w;; = p,; (ponderea unei intrari este egald cu coeficientul de interactiune
dintre atomi), se poate afirma ca unitatile acestei retele conexioniste au urmatoarea
functie de transfer:

. B 1 daca h; >0
si = signum(h) = ¢ _| gacd h, <0

b5t ler

Pzw “muunwlcﬂ

(2.18)

numita /ege dinamica de evolutie, unde:

N
hiz E Wi 85
=1

T,mz\" s "I .‘

BUPT



18 Modele conexioniste

Un astfel de sistem caut3 s3 ajungd intotdeauna intr-o stare de energie potenti-
ald minima. Unit3tile isi vor schimba valoarea de activare pana la un moment in care
schimbarea activarii oricarei unitdti nu va mai duce la scaderea energiei potentiale a
intregului sistem. R

Se poate demonstra ci un astfel de sistem ajunge intotdeauna intr-o stare de
minim energetic — stabild. Considerand energia potentiald data de relatia:

N N
H:—%ZZwUs,, (2.20)

i=1 3=1

si s' = sign(h.), ea fiind starea urmatoare a lui s,, vor putea exista doua situatii:
1. —s. = s; = unitatea i nu isi schimba activarea = AH =0
2. —s, = —s, = unitatea isi schimba activarea

in primul caz, H' = H, deci energia rémane aceeasi. in cel de-al doilea caz,

' 1 , 1
AH=H —-H= -—5 Zw.-Js,sj + '2— Zw,-js,'sj (221)

(] 3,7

Iniocuind s; cu —s,, se obtine:
AH = Zs.— > wis; = Zsih: (2.22)
1 3 ®

Avand in vedere ca semnul iui h; este gi semnul lui s" §i ca s; = s}, rezultd ca AH
este intotdeauna negativ atunci cand o unitate isi schimba activarea, deci sistemul va
evolua intotdeauna catre o stare de minim energetic.

Pentru un singur tipar de invatare ¢ constand dintr-un vector binar cu compo-
nente (—1,1) de lungime N x N, relatia de calcul a ponderilor va fi:

1 [
wi; = NfiEJ (i=1LN;j=1N) (2.23)

deci matricea de ponderi va fi 0 matrice simetricd.
Pentru mai multe tipare de invatare, ¢* (u = 1,p) relatia de calcul a ponderilor
va fi:

p
1 o — L —
w.‘J:-N Elgl“fj‘ (i=1,N;j=1,N) (2.24)
I_‘:

Avand in vedere capacitatea limitatd de memorare si posibilitatea aparitiei sta-
rilor mixate ca o combinatie liniard a starilor invatate, acest tip de retele nu au aplicatii
practice.

Publicatiile lui Hopfield au generat numeroase controverse. in 1983 Cohen si
Grossberg au stabilit un principiu general pentru proiectarea unei memorii cu continut
direct adresabil care a inclus si versiunea retelei Hopfield ca si caz particular [14].
O componenta distinctivd a convergentei unei astfel de retele neuronale este modul
natural in care timpul ca si dimensiune esentiald a invatarii se manifesta in dinamica
neliniard a retelei.

In 1983, Kirkpatrick, Gellat si Vecchi au descris o noud procedura numita al-
goritm de simulare a racirii treptate (“simulated annealing algorithm”) [43], ideea
fiind preluata de la Metropolis, Rosenbluth si Teller [54], si isi are radacina in sta-
tistica termodinamica pentru rezolvarea unor probleme de optimizare combinatoriala.
Aceastd idee a fost exploatata in 1985 de Ackley, Hinton si Sejnowski [2] in dezvoltarea
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algoritmului stohastic de invatare ce utilizeaza proprietati ale distributiei Boltzmann,
denumit invatarea Boltzmann.
Metoda presupune pentru S; o dependentd de tipul:

~_ J +1 cu probabilitatea g(h.)
Si = { —1 cu probabilitatea 1 — g(h.) (2.25)
unde
ho= D w,S) (2.26)
J

Functia de probabilitate g(h) trebuie sa indeplineasca conditiile:
1. sa ia valori in intervalut [0, 1)
2. sa fie dependenta de temperatura.

Cea mai utilizata functie de probabilitate este cea sigmoida:

1
l+e <

Pentru a simula dependenta de temperatura a functiei, se utilizeaza factorul de
temperatura 3 astfel:

F(z) = F(z): R — [0,1] (2.27)

1 1
e 8= Ko Tr (2.28)
unde Kp este constanta lui Boltzmann, iar Tk este temperatura absoluta in K. Pentru
diferite valori ale lui 3 se obtine o variatie a functiei de genul celui ilustrat in figura 2.13.
Initial se porneste de la o temperatura ridicata, fapt ce induce o valoare mica a valorii
lui 3, avand ca si consecintd o pantd mica a functiei de probabilitate, urmand ca la
cresterea valorii temperaturii panta functiei sa creasca in mod considerabil.

F(z) =

| T
1 [/ o
05 —————A—|~_A4+?ﬁ/—-—}+f — 7J
| I
cef — — — — l-— _—— : AAJ':V/A
L I _ ,;f/ l — ]
\ " |
T
oc»—v——/|74—.__‘__,A____l _____
01— 1| | /.IL |
— 1
e \
028 | /_;T !
— [ S \
05 4
N g SO/J |
0 s o 5 0

Figura 2.13: Variatia functiei sigmoida pentru diferite valori ale lui 3

Lasand sistemul sa evolueze “la o temperatura ridicatd”, el va ajunge intr-o stare
stabild, care nu este una din starile invatate, dar este mai joasa din punct de vedere
energetic. in acest moment, la scaderea temperaturii in mod progresiv, sistemul va
ajunge la una din starile invatate sau la negativele acestora. Capacitatea unei astfel de
retele Hopfield stohastice este similara cu cea Hopfield discreta - prezentatd anterior,
evolutia fiind doar in ce priveste lansarea in domeniu a functiei de activare sigmoide
care a stat la baza trecerii la retele cu propagare inapoi.

Tot in 1984, Braitenberg publica o carte “Experimente in psihologia sinteticd”
[8], in care descrie diverse mecanisme cu capacitate de autoorganizare, inspirate din
comportamentul animal.
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2.5 Retele cu propagare inapoi
(backpropagation)

Desi fusese descris de catre Bryson si Ho in 1969 [9], si de catre Werbos in 1974
[96], abia in 1986 Rumelhart, Hinton si Williams publicd studiul algoritmului de pro-
pagare inapoi (“the back-propagation algorithm”) [77], spre care se indreapta atentia
cercetatorilor in domeniu.

In acelasi an, Rumelhart si McCleland publicd in doua volume cartea “Procesare
paraleld si distribuita: Explorari in microstructurile cunoasterii” ce se va constitui in
perioada urmatoare ca referintd de baza in studiul antrenarii perceptronului multistrat
[76]. Aceeasi idee, dar cu o rezonantd mai mica, o utilizeaza si Parker in 1985-1987
[63], [64] si Le Cun in 1985 [15].

Ideea centrald a acestui model este ca erorile pentru unitdtile de pe stratul
intermediar sunt determinate prin propagare inapoi* a erorilor de pe stratul de iesire.
Propagarea inapoi este o generalizare a regulii delta pentru functii de activare neliniare
aplicate retelelor multistrat.

O retea neuronala cu propagare inapoi (figura 2.14) are o structura multistrat,
fiecare strat primind intrarile de pe stratul anterior si trimitand iegirile stratului imediat
urmaétor. in cadrul unui strat nu existd conexiuni intre unititile proprii. Cele N; intrari
alimenteaza primui strat, cu N, ; unitati ascunse. Unitatile de intrare sunt doar unitati
generatoare, in ele neavand loc nici un proces de prelucrare a datelor. Activarea
unitatilor ascunse se face prin aplicarea unei functii F asupra ponderilor care le preced
si adaugarea unei constante denumita bias care nu este obligatorie. Iesirea unitatilor
ascunse este distribuitd stratului imediat urmator de unitati ascunse N, , care, daca
este ultimul strat de unitati ascunse, alimenteaza cele N, unitati de pe stratul de iesire.

Straturi ascunse

Figura 2.14: Retea neuronald cu | straturi ascunse

Algoritmul de propagare inapoi poate fi aplicat oricirui tip de retele, cu oricat
de multe straturi. Pentru cazul retelelor cu unitati binare, s-a demonstrat, de catre
Hornik, Stinchcombe si White in 1989 [36], [37] si de cdtre Hartman in 1990 [30], c&

2%by back-propagation”
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2.5. Retele cu propagare inapoi (backpropagation) 21

un singur strat de unitati ascunse este suficient pentru a aproxima orice functie cu un
numar mare, dar finit de discontinuitati, pentru functii de activare neliniare aplicate
pentru straturile ascunse.

Pentru a utiliza functii neliniare de activare, este necesara generalizarea regulii
delta care este specifica functiilor liniare.

2.5.1 Generalizarea regulii delta
Functia de activare este o functie diferentiabild a intrarii data de relatia:
o} = F(if) (2.29)

in care o” este iesirea unitatii : obtinuta pentru intrarea :? in cazul tiparului p. Valoarea
de intrare este obtinuta prin relatia:

i = wi,af + 6, (2.30)
7

Tn care 6, este o valoare tip bias.
Pentru obtinerea unei generalizari corecte a regulii delta, se admite:

OFE?

APw, ; = —
Wis TIAw,‘]

(2.31)

Marimea EP este definitd ca eroarea patratica totald pentru tiparul p la iesire:
EP = - Z(d‘;’ ~a?)?, (2.32)

expresie ce denotd termenul care trebuie minimizat pe parcursul evolutiei retelei.
Coeficientul 1 din fata expresiei este un coeficient de convenientd pentru simplificarea
expresiei gradientului obtinut prin derivare, acesta neafectand localizarea minimului
de eroare si nici procesul de minimizare in sine.

Termenul erorii totale a retelei la un anumit moment, este dat de suma erorilor

tuturor tiparelor:
Neip

ET = Z EP (2.33)

Se poate scrie:
OEP  QEP 0if

Bwi,]‘ N 61,:’ a’u.),‘,j (234)
Din relatia 2.34 se observa ca cel de al doilea factor este:
oi?
&U} =a? (2.35)
Definind: BEP
P _
8 = a7 (2.36)

se obtine o reguld noud, care este echivalentd cu regula delta, constand dintr-un
gradient descendent al suprafetei de eroare, daca schimbarile ponderilor se vor face
in concordanta cu relatia:

APw; ; = néPa? (2.37)

7
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Ceea ce ramane de demonstrat este ce reprezinta §" pentru fiecare unitate :
din retea. Pentru calculul lui 47 se va aplica regula derivarii inlantuite pentru a scrie
derivata partiald ca un produs de doi factori, unul reflectand variatia erorii ca functie
de iesire, iar celdlait reflectdnd schimbarea iesirii ca functie de schimbarea intrarii.
Astfei, rezulta:

. OE* _ JE” da”
T T (2.38)
Din relatia 2.38 se observa ca:
) » ron
‘a';;, = F'(i"), (2.39)

expresie care este derivata functiei pentru unitatea i, evaluata la intrarea i a acestei
unitati. Pentru a calcula primul factor din relatia 2.38, vor fi considerate doua cazuri:

1. Unitatea /| este o unitate de iesire a retelei. in acest caz, din definitia erorii
tiparului £, se obtine:
67 = (d¥ — d?)F/(i7) (2.40)

pentru o unitate de iegire ;.
2. Unitatea /| nu este o unitate de iegire. in acest caz, nu se cunoaste contributia

unitatii la eroarea de iegire a retelei. Deci, valoarea erorii poate fi scrisa ca functie
de intrarile din stratul ascuns spre stratul de iegire:

EP = EP(E B ) (2.41)

H

Utilizand aceeasi reguld de derivare inlantuita, rezulta:

N N Ny

. =

JET AE" O, ALY D b N OE? "

Jal 2. DY D’ Z i da” > wneal =y A h§ Shwn.,  (2.42)
=1

ho1 h - k=1 h=1

Substituind rezultatul in ecuatia 2.38, rezulta:

A
=P dwn, (2.43)

h=1

Ecuatiile 2.40 si 2.43 redau o procedura de calcul a valorii lui § pentru toate
unitatile din retea, care la randul lor sunt utilizate pentru a caicula schimbarile in
valoare ale ponderilor in concordantd cu ecuatia 2.37. Aceasta procedura constituie
generalizarea regulii delta pentru o retea cu unitati neliniare.

2.5.2 Modul de lucru cu backpropagation
Aplicarea regulii delta generalizata implica doua faze:

1. In decursul primei faze, se aplica intrarea si se propaga de-a lungul retelei pentru
calculul valorilor «” pentru fiecare termen al unitatii de iesire; aceasta valoare este
comparatd cu valoarea doritd, rezultdnd un semnal de eroare 4" pentru fiecare
termen al unitatii de iesire;

2. Cea de-a doua faza implica o trecere inapoi prin retea, in decursul careia semnalul
de eroare este transmis fiecarui element din retea, calculdndu-se schimbarile de
pondere adecvate. Ponderea conexiunii este ajustata cu o cantitate proportionala
cu produsul semnalului de eroare 4 pe unitatea /, primind intrarea, iar iesirea
unitatii 5 trimitand acest semnal de-a lungul conexiunii:

Ay, = n,,80al (2.44)
unde
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w;, ponderea conexiunii dintre unitatea ¢ gi unitatea j
APwy; termenul de ajustare a ponderii conexiunii
7n,; rata de invatare asociatd cu ponderea w;;

sF semnalul de eroare asociat elementului ¢ pentru vectorul p aplicat la intrarea
retelei

a? valoarea de activare a elementului i al retelei pentru vectorul p aplicat la
intrarea retelei

Daca unitatea este situata la iesirea din retea, semnalul de eroare este dat de:
8% = (dy — af)F'(2}) (2.45)
unde
z} intrarea neta a neuronului k pentru un vector de intrare p

dh al k-lea element al vectorului de iegire dorit al retelei pentru vectorul p aplicat la
intrarea retelei

Definita ca functia de activare sigmoida, functia F este:
1
ab = F(y}) = — (2.46)
1+e 75
in cazul utilizarii functiei de activare temperatd a} devine:

1

a® = F(y?) = (2.47)
’ ’ 14+ €779
unde: .
8= Ky T’
Kpg este constanta lui Boltzmann
Tx este temperatura absoluta in grade Kelvin
Derivata acestei functii este:
F'(yf) =af(1—-a}) (2.48)
o 1 1 » 1 v
F'(%) = = - = —— (€)= S =d’(1-ad® 2.49)
O 14e ™ 1+ e_’f)z( ) 1+e % 14+e ( ) (

astfel incat semnalul de eroare pentru o unitate de iesire poate fi scris ca:
6;-7 = (d;’ - af)a?(l — a;’) (2.50)

Semnalul de eroare pentru o unitate ascunsa este determinat recursiv in terme-
nii semnalelor de eroare ale unitatii cu care este direct conectata si ponderile acestor
conexiuni. Pentru functia de activare sigmoida:

N N
87 = F'(4%) > 8hw,k = a2(1 — a?) > Sk (2.51)
k=1 k=1
2.5.3 Alte functii de activare neliniare

Practic, numarul functiilor care pot fi utilizate ca functii de activare este relativ nelimi-
tat. Acestea se pot clasifica in doua clase:
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2.5.3.1 Functii nesimetrice fati de origine similare ca alura cu functia
sigmoida

Din aceastd categorie, aldturi de functia sigmoidd, cea mai utilizatd este functia tan-
gentd hiperbolica. Aceastd functie este definita de relatia:

tanh(z) = & (2.52)
T et+e T '
Functia tangent3 hiperbolica este reprezentatd grafic ca in figura 2.15.
I
i /.
A A
Figura 2.15: Reprezentarea grafica a functiei tangentd hiperbolica
2.5.3.2 Functii simetrice fata de origine
Din aceasta categorie fac parte:
Functia Gaussiand — aceasta este o functie radiala, definita de relatia:
1_2
Foauss(z) = e 7 (2.53)

in care v este o constanta predefinita, numita variantd, cu ajutorul careia este
ajustata amplitudinea functiei. Functia Gaussiana este redata in figura 2.16.

Figura 2.16: Reprezentarea graficd a functiei Gaussiene.

Functia secanta hiperbolicd — si aceasta functie este o functie radial3, fiind definita
de relatia:
2

SeCh(I) = BTI-F (254)

Utilizarea unei anumite functii de activare este o optiune personala a programa-
torului, neexistdnd argumente tehnice privind indici de performantd care sa justifice
o selectie preferentiala.
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Figura 2.17: Reprezentarea grafica a functiei secantd hiperbolica.

2.5.4 Rata de invatare si momentul

Procedura de invatare impune ca actualizarea ponderii sa fie proportionala cu f’a‘iu".
Scaderea reald a gradientului necesita utilizarea unor pasi infinitezimali. Constanta
de proportionalitate este rata de invatare r. Pentru aplicatiile practice se alege o rata
de invatare cat mai mare posibila, fara a se ajunge insa la oscilatie. O modalitate de
evitare a oscilatiei la valori mari ale lui n; este efectuarea unei actualizari in pondere de-
pendenta de actualizarea anterioara a ponderii prin addugarea unui termen moment,

y:

Aw; ;(t + 1) = nofal + vAw,,(t) v € (0. 1) (2.55)

unde t indexeaza numarul epocii, iar v este o constanta care determina efectul schim-
bérii anterioare a ponderii. Valoarea Iui v poate fi de exemplu 0.1, scazand la cresterea
erorii sau crescand la scaderea ei.

Rolul termenului moment este ardtat in figura 2.18. Cand nu este utilizat
termenul moment, gasirea minimului cu o rata mica de invatare necesita o perioada
lungd de timp (1), iar pentru o rata de invatare mare, minimul nu poate fi gasit din
cauza fenomenului de oscilatie (2). Adaugarea unui termen moment duce la o gasire
mai rapida a valorii de minim (3).

Figura 2.18: Variatia erorii retelei functie de valoarea momentului.

2.5.5 Invatarea unui tipar

Teoretic, algoritmul backpropagation determind scaderea gradientului erorii totale a
retelei doar daca ponderile sunt ajustate pe intregul set de tipare. Se va acorda o
atentie maritd ordinii in care setul de tipare este prezentat retelei deoarece, in cazul
n care este utilizatd aceeasi secventd, reteaua se poate focaliza pe ultimele tipare
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prezentate. Problema se poate depdsi dacd se utilizeaza un algoritm aleator sau o
tehnicd de permutare la prezentarea tiparelor in etapa de antrenare.

2.5.6 Deficiente ale algoritmului backpropagation

Contrar succesului obtinut de algoritmul backpropagation, exista cateva aspecte care
fac ca utilizarea algorltmulm sa nu reprezinte garantia succesului universal.

Se vor prezenta mai jos trei dintre problemele cel mai des intalnite, oferindu-se
si cateva din motivele posibile ale manifestarii lor.

O antrenare de lungi duratd, cu un gradient al erorii totale scadzut — se poa-
te datora unei selectii neoptimale a ratei de invatare si a termenului moment.
Exist3 algoritmi care pornesc cu o ratd a invatarii mica, in functie de variatia erorii
aceasta modificAndu-se corespunzator — la o variatie decrementala a erorii rata
de invatare crescand, in vreme ce ea scade la o variatie incrementala.

Paralizia retelei — se poate datora valorilor foarte mari, in valoare absoluta, pe
care le pot lua ponderile pe parcursul antrenarii retelei, valori care induc valori
de activare apropiate de 0 sau 1. Conform relatiilor 2.50 si 2.51, termenul
de ajustare a valorii ponderilor, care este direct proportional cu a¥(1 — a¥), va
avea valori nesemnificative, fapt ce duce la un palier stationar de evolutie pentru
gradientul de eroare.

Convergenta spre un minim local — avand in vedere cd hiper-suprafata de eroare
pentru o retea complexa este accidentata, exista posibilitatea ca reteaua sa se
afle intr-un minim local de valoare nesatisfacatoare in comparatie cu minimul
absolut al retelei. Exista metode probabilistice de tipul algoritmilor genetici, prin
a caror utilizare se pot evita capcanele locale, dar acestea au-dezavantajul de a fi
lente. O altad posibilitate este de a mari numarul de unitati de pe stratul ascuns,
metodd care are acelasi dezavantaj — este lenta.

Aceasta problema este cea mai spinoasa, existand in literatura o serie de articole
care pretind rezolvarea partiala a ei, insd retetele oferite nu au o eficientad
generala, ci doar evitd problema in contextul particular in care este studiata.

Spre exemplificare, in 1994, Klawun si Wilkins publica un articol denumit “*Un nou
algoritm pentru iesirea dintr-un minim local” [44], care consta in prezentarea, in
cazul sesizarii unui minim local (sesizarea se face prin constatarea unei erori
maxime pentru unele tipare) pentru cdteva epoci, doar a tiparelor cu eroare
maxima (metoda cunoscuta si sub denumirea de flashcard-algorithm). Pentru
moment, eroarea totald a retelei creste dar isi urmeazd cursul descendent,
depasind impasul si convergand spre valoarea de minim global.

Aceastd metoda este doar o observatie de bun simt foarte des folositd de catre
utilizatorii de programe personale dedicate, programe care permit monitorizarea
in timpul antrenarii retelei a parametrilor de retea si interventia in momentele
de antrenare ineficace. Este de remarcat insd efortul logistic si financiar alocat
pentru elaborarea metodei.

Acelasi rezultat se obtine si prin bruiajul retelei, prin impunerea unei valori
anormale unei conexiuni din retea, bruiajul urmand a se propaga prin intreaga
retea, fapt ce conduce pentru moment la o valoare mare a erorii totale,
concomitent cu scoaterea retelei din minimul local.

2.6 Imbunatatiri ale algoritmului
backpropagation

Cercetdtorii in domeniu au lansat variatiuni pe tema algoritmului backpropagation
care s-au dorit a fi algoritmi imbunatatiti in ce priveste etapa de antrenare a retelei.
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Evaluarea contributiei fiecaruia este prematura, valoarea noilor algoritmi trebuind sa
treaca testul de anduranta al apljcérii si verificarii in conditii in care metodele actuale
nu dau rezultate satisfacatoare. In aceasta sectiune se vor discuta cativa dintre acesti
algoritmi.

O imbunatatire semnificativa in domeniu este inlocuirea metodei de minimizare
simplistd pe baza gradientului ta fiecare pas, cu o0 metoda de minimizare directionata,
cuplata cu minimizarea gradientului conjugat. Minimizarea unei functii f de-a lungul
unei directii « aduce functia f intr-un loc in care gradientul ei este perpendicular
pe directia u. in caz contrar, procesul de minimizare de-a lungul directiei u este
incomplet. In locul urmaririi gradientului pas cu pas, se construieste un set de n directii
conjugate intre ele, astfel incat minimizarea de-a lungul uneia dintre ele », nu se
repercuteaza in mod distructiv asupra minimizarii de-a lungut unei directii anterioare.
Practic minimizarile de-a lungul directiilor nu interfera. Sistemul de gradul n va evolua
deci, spre un minim global. Metoda este diferitd de metoda gradientului descendent,
ce presupune minimizarea in directia cu gradient descendent maxim.

Acceptand aproximarea prin serie Taylor a functiei ce urmeaza a fi minimizata,
se obtine:

3 1 8 1 7
f(x) = flp) + ZB_J{,IPII + 52 Féf%b:r,:vj +... §:r1.42:—sz+c (2.56)
1 i,)

unde
e T denotd operatiunea de transpunere

c=f(p)
b=-Vflp

2 . . . . . . e Lm
[A):; = 24|, este 0 matrice simetricd de dimensiuni n x n, pozitiv definitd

61{ 6Ij

(Vy # 0,47 Ay > 0) , de fapt, Hessiana functiei f in punctul p:

2e) 25 ®

A, = (2.57)
SO =10
Gradientul functiei f este:
Vi=Az - (2.58)
astfel incat o schimbare in z induce o schimbare de gradient conform relatiei:
5(Vf) = A(dz) (2.59)

Presupunand ca functia f a fost minimizatd de-a lungul directiei u, intr-un punct
in care gradientul —g,,, al functiei este perpendicular pe directia u,,

ulgiy1=0 (2.60)

se trece la minimizarea pe o noua directie u;,. Pentru a ne asigura ca parcurgerea di-
rectiei u;+1 nu afecteazé minimizarea de-a lungul directiei u; este necesar ca gradientul
functiei f sa ramana perpendicular pe directia u;, astfel incat:

u;-rgi+2 =0 (261)

Altfel, va mai trebui parcursa o data etapa de minimizare in directia u;. Com-
binand relatiile 2.60 si 2.61 se obtine:

0=1u] (g1 — giv2) = w4 6(VF) = u] Auiyy (2.62)
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Cand relatia 2.59 se aplicd pentru doi vectori u; si ui¢1, S€ spune despre acestia
cd sunt conjugat;i.

Plecand de la acelasi punct po, prima directie de minimizare uo se va lua egald
cu go = —V f{po). Pentru i > 0, directiile se calculeaza cu relatia:

Uig1 = Ui + /\:‘u, (263)

unde valoarea coeficientului incremental \* este aleas3 astfel incat sd avem u] Au;_; =
0 si gradientii succesivi sa fie perpendiculari:

T
o= g'*—ng’il cu g(k) = -V flp, pentruk >0 (2.64)
9, 9
Urmatorul pas este calculul:
Div2 = Pip1 + A s uin (2.65)

unde coeficientul A7, ; se alege astfel incat sa minimizeze f(pi42)°.

Se poate demonstra ca directiile u astfel construite sunt toate interconjugate
[86], [69]. Din figura 2.19 se observa ca la o noua selectie de directie, aceasta se
construieste din prima directie si gradient, rezultand o minimizare in spirala.

WS

aproximare cu |
vananhe mica

gradient

Figura 2.19: Coborarea cu pantd micad cu gradient conjugat pentru sisteme nepatratice.

Astfel, pentru un sistem patratic cu n grade de libertate sunt necesare doar n
iteratii. Avand in vedere cd nu se urmareste minimizarea unui sistem patratic, este
necesara parcurgerea celor n directii de mai multe ori.

Powell [69] a introdus cateva imbunatatiri semnificative pentru a corecta com-
portarea metodei in sistemele nepatratice.

Van den Boomgaard si Smeulders au aratat in 1989 [94] c3 pentru o retea
neuronala cu propagare inainte fara unitati ascunse, procedura incrementali de de-
terminare a matricii de ponderi optime necesita o ajustare a ponderilor cu:

AW(t +1) = n(t + 1)(d(t + 1) - W(t)z(t + 1))z(t + 1) (2.66)

in care n nu este o constantd, ci o variabild tip matrice (N; + 1) x (N, + 1) care de-
pinde de vectorul de intrare. Utilizand cunostinte a priori despre semnalul de intrare,
necesitatile de stocare pentru valorile termenului moment ~ pot fi reduse substantial.
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Silva si Almeida au ardtat [82] de asemenea avantajele utilizarii unui pas de

valoare specifica pentru fiecare pondere din retea. in algoritmul lor, rata de invatare
este adaptata pentru fiecare tipar:

4 aE . aE .
() dacd =t si 22 au acelasi semn
dni;(t) dacd 2E=t i 2EC gy semne diferite

Aw,; O

unde u si d sunt constante pozitive cu valori putin peste — si respectiv putin sub
unitate. Ideea de baza a acestei metode este de a descreste rata de invatare in cazul
oscilatiei valorilor ponderilor.

2.6.1 Parametrii de antrenare a retelei

In etapa de antrenare a retelei, conform algoritmului de invdtare, existd cativa para-
metri care definesc aceasta etapa. Enumerarea doar a unora nu conduce la o descriere
satisfacatoare nici a retelei si nici a capacitdtii de invatare a acesteia.

In figura 2.20 este prezentata variatia functiei sigmoide unipolare si a derivatei
pentru valori ale factorului de temperatura 3 cuprinse intre 0.2 si 2 utilizand un pas
de 0.1 unitati.

o

Figura 2.20: Variatia functiei sigmoidd unipolard si a derivatei sale pentru valori ale factorului
de temperaturd 3 cuprinse intre 0.5-2 cu un pas de 0.5.

Se observa ca pentru doua valori invecinate ale variabilei, cresterea ambelor
functii este mai substantiala pentru valori ale factorului de temperatura 3 mai mari.
De aici rezultd doua consecinte:

1. la normalizarea valorilor utilizdnd functia sigmoida, pentru doud valori apropiate
ale variabilei, valorile functiei sunt progresiv diferite odata cu cresterea factorului
de temperatura;

2. avand in vedere relatia 2.55 de corectie a ponderilor, pentru doua valori apro-
piate ale erorii, corectia este mai drastica la valori ale factorului de temperatura
crescute.

Informatia despre valoarea absoluta a acestui factor nu este relevanta decat
daca este completata cu valorile ratei de invatare 7 si ale termenului moment +.

Aceste variabile de retea intervin doar in corectia ponderilor in vederea reducerii
erorii retelei de la o epoca la alta.

Rata de invatare este de fapt o constanta de proportionalitate cu valori intre O si
1 cu care se ajusteaza corectia ponderii. O valoare a ratei de invatare de 0.1 inseamnd

BUPT



30 Modele conexioniste

practic cd se tine seama doar de 10% din valoarea derivatei functiei sigmoida din
termenul de corectie al ponderii.

Odat3 caracterizat termenul de corectie a ponderilor prin valoarea factorului de
temperatura 3 si prin valoarea ratei de invdtare, in cazul utilizarii termenului moment,
se intervine din nou printr-un proces de ajustare a acestuia conform relatiei 2.55 in
functie de viteza de convergentd a retelei spre valoarea de minim de eroare.

Importanta termenului moment este discutabild, deoarece acesta face o ajus-
tare a algoritmului de corectie, deci o scadere a vitezei de convergentd spre minim
chiar si atunci cand reteaua se afld pe drumul descendent catre minimul global. Ori-
cum, valoarea sugerata in literatura [48] v = 0.9 este mult prea mare.

Aceastd valoare impune de fapt o corectie actuald nesemnificativa, accentul
fiind pus pe corectia exercitata intr-o epoca anterioara. Aplicarea termenului moment
conduce de fapt la o mediere ponderata si consecutiva a factorului de corectie a
ponderilor.

in concluzie, o comparare a functionarii unor retele in etapa de antrenare este
incompletd daca nu sunt prezentati tofi factorii discutati anterior.

2.6.2 Accelerarea convergentei — rata de invatare adaptiva

In aceasta sectiune se vor descrie si analiza cateva metode euristice descrise de Jacobs
ca modalitdti de accelerare a convergentei invatarii prin adaptarea ratei de invatare
[39].

Metoda euristicd 1. — Fiecare parametru ajustabil al retelei care descrie si functia
de cost a invatarii trebuie sa fie evaluat in particular la o valoare optima proprie
valorii de moment a functiei de cost.

Aceastd metoda propune o valoare diferita pentru fiecare pondere, argumentand
prin faptul ca la un anumit moment, o anumita ajustare poate fi beneficd pentru
o anumitd pondere si total necorespunzatoare pentru o alta pondere.

Metoda euristica 2. — Valoarea ratei de invatare trebuie sa fie diferita de la o epoca
la alta.

Aceasta metoda are in vedere faptul cd suprafata de eroare diferd de-a lungul
regiunii corespunzatoare unei anumite ponderi.

Metoda euristica 3. — Cand derivata functiei de cost in raport cu o anumita pon-
dere are acelasi semn pentru cateva iteratii consecutive ale algoritmului, rata de
invatare pentru acea pondere trebuie crescuta.

Metoda are in vedere posibilitatea ca punctul de operare curent, in spatiul ponderii
vizate, poate ajunge pe o portiune plana a suprafetei de eroare, fapt rezultat din
consecventa semnului pe parcursul mai multor epoci. Printr-o crestere a valorii
ratei de Invatare, numarul de iteratii pentru traversarea acestei suprafete plane
va fi mai mic, fapt ce duce la o imbunatatire a valorii functiei de cost.

Metoda euristica 4. — Cand semnul algebric a! derivatei functiei de cost in raport
cu o anumita pondere alterneaza consecutiv pe parcursul mai multor iteratii ale
algoritmului, rata de invatare pentru acea pondere trebuie micsorata.

Metoda are in vedere posibilitatea ca punctul de operare curent in spatiul pon-
derii vizate sa ajunga pe o portiune foarte curbata a suprafetei de eroare, fapt
rezultat din inconsecventa semnului pe parcursul mai multor epoci. Astfel, valoa-
rea ponderii oscileaza ca semn, ramanand relativ constanta in valoare absoluta
ajungandu-se la o crestere a functiei de cost fara vreun real progres.

Este cert c3 utilizarea parametrilor de retea in raport cu fiecare dintre ponderi
conform acestor metode euristice duce inevitabil 1a o0 modificare fundamentala a algo-
ritmului backpropagation, care nu mai corespunde unei cautari in directia descendentd
spre minim.
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Deci ajustarile aplicate ponderilor se bazeaza pe:
¢ derivatele partiale ale suprafetei de eroare in raport cu ponderile;

e estimarea cuadraturii suprafetei de eroare pe care se situeaza punctul de operare
in spatiul ponderilor.

Astfel, toate cele patru metode euristice satisfac doar necesitati locale ale rete-
lei, fiind benefice pentru anumite puncte si total necorespunzatoare pentru altele.

2.7 O implementare secventiala a algoritmului
backpropagation

Se prezinta in continuare un exemplu de implementare a unui simulator secvential
pentru algoritmul backpropagation, realizata in timbajul C.

Pentru implementarea structurii retelei se utilizeaza doua tipuri de structuri de
date, una pentru implementarea unui strat al retelei — LAYER, $i una pentru reprezen-
tarea retelei:

typedef struct { /* Un strat al retelei: */
int Units; /* - numadrul de unitdti din strat */
double*  Output; /% - iesgirile unitagilor */
doublex* Error; /* - eroarea in fiecare unitate */
double#** Weight; /* - ponderea comexiunilor care */
/* intrd in strat */
doublex* WeightSave; /* - ponderi salvate pentru oprirea */
/*  invatarii */
double** dWeight; /* - ultimele actualizdri de ponderi */
/*  pentru termenul moment x/
} LAYER;
typedef struct { /* 0 RETEA: */
LAYER#** Layer; /* - straturile retelei x/
LAYER* Inputlayer; /* - stratul de intrare */
LAYER* OutputLayer; /# - stratul de iegire */
double Alpha; /* - factorul moment */
double Eta; /* - rata de invatare */
double Gain; /* - chgtigul functiei sigmoida */
double Error; /* - erocarea totala */
} NET;

in partea de initializare trebuie sa se stabileasca configuratia retelei: numar
de straturi, numar de unitati pe fiecare strat, valori pentru factorul moment, rata de
invatare, functia sigmoida - uzual 0.9, 0.25, respectiv 1.

Dupa citirea setului de tipare de antrenare, ponderile conexiunilor intre straturi
trebuie initializate la valori mici aleatoare, in intervalul (—0.5,0.5).

Dacd NI, NH, si NO reprezintda numarul de unitati de pe stratul de intrare,
stratul ascuns si respectiv cel de iegire, urmatoareie doua ecuatii dau valoarea activarii
neuronilor. Pentru un tipar de intrare p, activarea unitatii ascunse j, a,Ifj este data de:

NI-1

aps = f(netf)) = f() apwil.)) (2.68)

=0
unde w;’,; este ponderea conexiunii de la neuronul i de pe stratul de intrare la neuronul
j de pe stratul ascuns, iar a], este activarea neuronului i de pe stratul de intrare;
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similar, pentru o unitate k de pe stratul de iesire, activarea este data de:

NH-1

age = f(netS) = () agswi i) (2.69)

7=0

unde u:j-)_k este ponderea conexiunii de la neuronul j de pe stratul ascuns la neuronul
k de pe stratul de iesire, iar oy, este activarea neuronului j de pe stratul ascuns.

Functiile PropagateLayer, respectiv PropagateNet implementeaza pasul inainte
conform relatiilor de mai sus:

void PropagateLayer (NET* Net, LAYER+ Lower, LAYER* Upper)
{

int 1i,j;

double Sum;

for (i=1; i<=Upper->Units; i++) {
Sum = 0;
for (j=0; j<=Lower->Units; j++) {
Sum += Upper->Weight[i][j] * Lower->Output(j];
}
Upper->0utput[i) = 1 / (1 + exp(-Net->Gain * Sum));

void PropagateNet(NET* Net)
{
int 1;

for (1=0; 1<NUM_LAYERS-1; 1++) {
PropagateLayer (Net, Net->Layer[1], Net->Layer{l+1]);
}
}

Apoi se calculeaza eroarea retelei, prin comparare cu valoarea corespunzitoare din
tiparul curent:

void ComputeQutputError(NET+ Net, double* Target)
{

int 1i;

double OQut, Err;

Net->Error = 0;

for (i=1; i<=Net->QutputlLayer->Umits; i++) {
Out = Net->OutputLayer->Cutput[i];
Err = Target{i-1]-Out;
Net->OutputLayer->Error[i] = Net->Gain*Qut*(1-Qut)*Err;
Net->Error += 0.5 * sqr(Err);

}

}

Dupad aceea, eroarea este propagata inapoi, conform ecuatiilor 2.50 si 2.51:

void BackpropagateLayer (NET* Net, LAYER* Upper, LAYER* Lower)
{

int 1i,j;

double Qut, Err;

for (i=1; i<=Lower->Units; i++) {
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Out = Lower->Output(i];
Err = 0;
for (j=1; j<=Upper->Units; j++) {
Err += Upper->Weight[j][i] * Upper->Errorl(j];
}

Lower->Error[i] = Net->Gain * QOut * (1-Out) * Err;

void BackpropagateNet(NET* Net)
{

int 1;

for (1=NUM_LAYERS-1; 1>1; 1--) {
BackpropagateLayer (Net, Net->Layer{1], Net->Layer{1-1]);
}
}

in final, se actualizeazé ponderile conform ecuatiei 2.55:

void UpdateWeights(NET* Net)
{

int 1,1i,j;

double Out, Err, dWeight;

for (1=1; 1<NUM_LAYERS; 1++) {
for (i=1; i<=Net->Layer[1]->Units; i++) {
for (j=0; j<=Net->Layer[1-1]->Units; j++) {

Qut = Net->Layer[1-1]->Output([j];

Err = Net->Layer[1]->Error[il;

dWeight = Net->Layer([1]->dWeight [i] [j];

Net->Layer [1]->Weight[i} [j] +=
Net->Eta * Err * Out + Net->Alpha * dWeight;

Net->Layer[1]->dWeight[i] [j] = Net->Eta *» Err * QOut;

Antrenarea retelei consta in prezentarea cate unui tipar din setul de antrenare,
propagarea lui inainte prin retea, propagarea inapoi a erorii, urmata de actualizarea
ponderilor. O epocd va consta din prezentarea tuturor tiparelor din setul de antre-
nare, in ordine aleatoare. Dupa terminarea unei epoci, se testeaza calitatea invatarii,
prezentdnd din nou toate tiparele, fara antrenare, doar pentru calculul erorii. Daca
eroarea totala este sub o valoare prestabilitd, se poate considera ca invatarea a luat
sfarsit si se poate salva configuratia retelei.

2.7.1 Analiza simulatorului secvential

Algoritmul backpropagation utilizeaza intens operatii cu virgula flotanta. In cele ce
urmeaza se va incerca estimarea timpului necesar prelucrarii unui tipar, pentru a se
putea face o previzionare a timpului necesar pentru o antrenare.

Pentru experimente, au fost utilizate statii IBM RS6000, SunBlade, respectiv
PC-uri HP-Compagq, pe care s-au facut determinari ale timpilor necesari efectuarii
fiecarei operatii.

Din ecuatiile 2.68 si 2.69, rezulta, pentru pasul inainte, cd sunt necesare cate o
fnsumare gi cate o inmultire pentru fiecare pondere, atat pentru stratul ascuns cét si

pentru stratul de iegire. in plus, s-a determinat ca mai sunt necesare 7.16 usecunde
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in cazul statiilor RS 6000, 3.35 usecunde pe SunBladve, resp“ect_iv 3.86 usecunde pe
procesoarele Intel utilizate, pentru calculul valorii activarii fiecarui neuron_de pe stratu!
intermediar si cel de iesire, in principal pentru calculul functiei exponentiale.

La pasul inapoi, calculul valorilor delta pentru unitatile dp iesire si cele ascunse,
conform ecuatiilor 2.50 si 2.51, vor necesita 2 scaderi gi 2 inmultiri pentru fiecare
unitate de iesire, respectiv 1 scadere si 2 inmultiri pentru fiecare unitate de pe stratul
ascuns, plus cate 1 adunare si 1 inmultire pentru fiecare conexiune catre stratul de
iegire.

’ La calculul actualizdrilor de ponderi, conform ecuatiei 2.55, algoritmul necesita
cate 1 adunare si 3 inmultiri pentru fiecare pondere, atat pentru stratul ascuns cat si
pentru cel de iesire, iar actualizarea ponderilor mai necesita cdte o adunare pentru
fiecare pondere, pentru ambele straturi. Tabelul 2.1 sintetizeaza consideratiile de mai
sus, prezentand timpii necesari (in usecunde) pentru unitati si ponderi de conexiuni,
pentru cele doud platforme utilizate (in cazul neuronilor a fost luat in consideratie si
timpul necesar calcularii activarii).

Operatii +/- 1% timp timp | timp

RS6000 | SunBlade | Intel
Per unitate ascunsa 1 2 7.502 3.51 | 4.02
Per unitate de iesire 2 2 7.566 3.54 | 4.08
w,?,, 3 |14 0.748 0.35 | 0.48
wy 4 5 0.951 0.44 | 0.53

Tabela 2.1: Operatii in virgula flotantad necesare.

Pentru exemplificare, pentru o retea 30-30-30, cu cate 30 de unitati pe fiecare
strat, sunt necesare 930 de ponderi intre stratul de intrare si cel ascuns (900 de
ponderi intre unitatile de pe cele doud straturi plus 30 de ponderi pentru bias catre
stratul ascuns). Similar, mai sunt necesare 930 de ponderi intre stratul ascuns si cel
de iegire, rezultand un total de 1860 de ponderi in retea.

Rezultd un total de 6600 de adunari si 8490 de inmultiri. Ludnd in consideratie si

timpul necesar calcularii functiei de activare, 7.16 usecunde pe RS6000, respectiv 3.35
usecunde pe SunBlade pentru fiecare dintre cei 60 de neuroni de pe straturile ascuns
si de iesire, rezulta in total un necesar de aproximativ 2.5 milisecunde pe RS6000,
respectiv 1.150 milisecunde pe SunBlade, pentru un singur pas inainte si inapoi.
Pentru un numar de 1000 de tipare de intrare si circa 1000 de treceri ale fiecirui
tipar (in functie de rata de invatare, momentul si alte caracteristici ale problemei), vor
fi necesare 2500 de secunde pe RS6000, respectiv 1150 de secunde pe SunBlade.

In plus, orice implementare mai presupune operatii suplimentare - calcule de indici,
salvari de ponderi etc - care la randul lor mai necesita timp suplimentar, care nu a
fost luat in consideratie in calculele de mai sus.

Existda mai multe modalitati de compensare a acestor dezavantaje ale retelelor
neuronale.

Prima abordare consta in reducerea dimensiunilor problemei prin pre-proce-
sarea datelor de intrare, rezultand astfel fie o reducere a numarului de iteratii necesare
antrenarii retelei, sau chiar reducerea dimensiunilor retelei. Asemenea reduceeri sunt
aproape intotdeauna specifice problemei si aceasta abordare nu poate fi generalizata
in vedera tratarii tuturor genurilor de probleme.

O alta posibilitate consta in imbunatatirea performantelor algoritmului back-
propagation, fie aplicand modificari ad hoc, fie utilizdnd rezultate din teoria optimizarii
numerice. Din aceasta categorie face parte metoda gradientului conjugat [42].

O a treia abordare consta in accelerarea algoritmilor existenti prin implementa-
rea lor direct in hardware (utilizand tehnici VLSI [89] sau optice [1]) sau modificarea
lor pentru executie pe o arhitectura paraleld. Acesta este subiectul tratat in aceastd
lucrare: paralelizarea algoritmului de invatare back-propagation.
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2.8 Concluzii

Comparéand retelele neuronale artificiale cu cele biologice, trebuie notat faptul ca,
dintr-o serie de motive, nivelul curent de detaliu in modelarea neuronilor individuali
este destul de simplist. Unul dintre motive il constituie cunostintele prezente, in-
trucatva limitate, despre fiziologia neuronilor biologici. Un alt motiv important este
faptul ca nu toate aspectele neuro-fiziologice sunt relevante, dacd principalul scop
este atingerea adaptabilitatii creierelor vii, si nu crearea de sisteme care s&@ modeleze
natura cat mai aproape posibil.

Spre deosebire de sistemele de calcul traditionale, o retea neuronala artificiala
este un sistem de procesare a informatiei neprogramat, adaptiv, care invata din expe-
rientd. Pe parcursul fazei de invatare i se prezinta un numar de exemple despre cum
trebuie sa se comporte la un anumit input. Gradual, reteaua neuronala se adapteaza

singurd, prin incercari. In loc s& i se prezinte un set de intructiuni care s3 precizeze
cum trebuie indeplinitd o anumita functionalitate, reteaua este capabild sa-si genereze
propriile reguli interne care guverneaza asocierea dintre intrare si iesire. Aceste reguli
sunt construite si rafinate continuu prin compararea rezultatelor produse de cétre retea
cu cele gasite in exemple.

O retea neuronala artificiala consta dintr-un set de elemente simple de pro-
cesare, humite unitdti (uneori mai sunt denumite si neuroni, datoritd asocierii cu
sistemele nervoase biologice), si un set de conexiuni intre aceste unitati. Activitatea se
propaga prin retea de la o unitate la alta, prin intermediul conexiunilor, fiecare avand
asociatda o pondere (sau o tdrie a conexiunii). Ponderea, care determind mdrimea
efectului unei unitdti asupra alteia, este de obicei reprezentata printr-un numar real.

in functie de semnul ponderii, conexiunea va fi fie una excitatoare, fie una inhibitoare,
adica va creste sau va descreste activitatea unitatii receptoare. Intrarea fiecarei unitati
din retea este formata prin combinarea iesirilor tuturor unitatilor conectate, cu pon-
derile conexiunilor corespunzatoare. Activitatea fiecarei unitati este apoi determinata
prin aplicarea unei functii de activare asupra intrarii receptionate si, posibil, asupra

activitatii curente. In final, functia de iesire transforma activitatea unitatii intr-un
semnal de iesire, care este apoi propagat prin intermediul conexiunilor ca intrare
pentru alte unitati. De obicei, functia de iesire este pur si simplu functia identitate,
astfel incat iesirea unei unitati este egala cu activitatea ei.

Intrarea dinspre mediul inconjurator este furnizata retelei prin stimularea unor
unitati speciale, numite unitati de intrare (sau senzori). Tiparele de activitate obser-
vate la un anumit set de unitdti, numite unitdti de iesire, sunt interpretate ca raspuns
al retelei la intrarea data.

Dupa cum s-a vazut, raspunsul retelei la un tipar dat de intrare este determinat
de ponderile conexiunilor dintre unitati. Functionalitatea retelei poate deci sa fie
modificatd prin modificarea acestor ponderi. Ca urmare, tiparul conectivitatii este ceea

ce cunoaste sistemul si determina réspunsul acestuia la o intrare arbitrard. ins3 dac
cunostintele sunt reprezentate de taria conexiunilor, atunci invatarea trebuie sa conste
din gasirea unor valori adecvate pentru aceste ponderi. Rezultd ca se poate formula
o reguld de invatare a retelei, care sa precizeze modul in care trebuie modificate
ponderiie ca raspuns la iesiri incorecte sau partial corecte produse de catre retea.

in sectiunea 2.7 a fost prezentatd o implementare secventiald a algoritmului
backpropagation. Calculele arata ca pentru o retea uzuala timpul de antrenare si nece-
sarul de memorie pot deveni prea mari, putand descuraja investigatiile in domeniu prin
experimente cu diferite configuratii si parametri de antrenare. Capitolele urmatoare
incearca sa depageasca aceste neajunsuri, prin realizarea unor implementari paralele
ale algoritmului backpropagation.
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3.1 Strategii de paralelizare

Pornind de la paralefismul intrinsec al corespondentului biologic, retelele neuronale au
fost implementate pe o serie de arhitecturi paralele. Pe baza algoritmului backpropa-
gation, au fost identificate mai multe posibilitati de paralelizare:

« Paralelizare la nivelul sesiunilor de antrenare: Procesul de antrenare se
face pornind de la parametri de antrenare initiali diferiti pe diferite procesoare.

* Paralelizare la nivelul setului de antrenare: Tiparele din setul de antrenare
sunt grupate pe diferitele procesoare, fiecare procesor executand aceeasi retea
neuronala.

» Pipelining: Straturile retelei sunt plasate pe procesoare diferite. Procesorul
care poseda neuronii de pe stratul de iesire poate sa calculeze valorile de iegire
si cele de eroare pentru tiparul curent, in vreme ce procesorul care detine stratul
intermediar proceseaza tiparul urmator. Aceasta abordare limiteaza insa numarul
de procesoare care pot fi utilizate in paralel.

o Paralelizare la nivelul nodurilor: Un procesor detine neuroni de pe mai multe
straturi.

Prima paralelizare, cea la nivelul sesiunilor de antrenare, reprezinta doar o
valoare teoretica, intrucat ea nu aduce avantaje din punctul de vedere al accelerarii
antrenarii si deci a reducerii timpului de antrenare, decét in faza de determinare a
parametrilor pentru care reteaua prezinta cea mai bunad convergenta.

Fiecare dintre aceste abordari prezinta un anumit grad maxim de paralelizare
posibil, dat de diferiti factori:

¢ Paralelizarea la nivelul setului de antrenare: numarul de tipare din setul de
antrenare.

» Pipelining: Numarul de straturi din retea.
» Paralelizare la nivelul nodurilor: numarul de neuroni de pe straturi.

Vom prezenta in continuare o serie de realizari din acest domeniu.

3.1.1 Paralelizarea la nivelul setului de antrenare

Aceasta abordare mai poarta si denumirea de paralelizare cu partitionarea datelor,
intrucat datele de intrare — tiparele de antrenare — se distribuie pe diferite procesoare.

O schema de distribuire a tiparelor si de colectare a rezultatelor, intr-o topologie
in inel, este prezentata pentru masina GF11 in lucrarea lui Witbrock si Zagha “An
implementation of backpropagation learning on GF11, a large SIMD parallel computer”
[100]. Masina IBM GF11 este o masina experimentala cu 566 procesoare, interconec-
tate intr-o retea specifica. Aproape aceeasi abordare este utilizatd in lucrarea lui
Bourrely “Paralelisation of a neural learning algoritm on a hypercube” [7], insa pe un
hipercub.

O abordare alternativa mai eficientd este de asemenea prezentatd in [100].
Facilitatile de comunicare ale masinii GF11 permit o inter-conectivitate mult mai com-
plexa decét in inel. Aici se descrie cum P procesoare pot colecta si insuma gradientii
componenti in O(log.P) pasi, intr-o configuratie astfel incat orice procesor ¢ poate
comunica cu toate procesoarele (¢ + 2') mod P, pentru: = 0...., log2 P.

36
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3.1.2 Paralelizarea la nivelul nodurilor

Aceasta abordare mai este cunoscuta si sub denumirea de partitionarea retelei, intru-
cat, spre deosebide de metoda anterioara, de data aceasta se distribuie neuronii din
retea.

Strategia de partitionare a retelei in vederea paralelizarii a fost investigata n
cadrul catorva cercetari in domeniu.

Chinn si colegii, in [12] prezintd o asemenea implementare pe masina MasPar
MP-1 — un calculator masiv paralel care poate contine un array de 128x128 de
procesoare. Pe aceeagi masind, mai poate fi mentionata si lucrarea lui d’Acierno si
Vaccaro [16], care combina paralelizarea la nivelul nodurilor cu cea la nivelul setului
de antrenare.

Abordari similare se pot intéini si in lucrarile lui Ernoult - “Performance of
backpropagation on a parallel transputer-based machine”, [22], del Rey Millan si
Bofill - "Learning by backpropagation: Computing in a systolic way”, [20], si Zhang,
McKenna, Mesirov si Waltz - "The backpropagation algorithm on grid and hypercube
architectures”, [104].

Dupa cum se observa din lucrarile enumerate, implementarile paralele au fost
realizate pe masini dedicate, cu numar mare de procesoare si 0 arhitectura deosebita a
comunicatiei. Analizédnd dotarea laboratoarelor de calculatoare din universitati si insti-
tute de cercetare, am identificat un potentiai ridicat de calcul paralel si distribuit deja
existent — un numar de calculatoare secventiale independente (PCuri) interconectate
Tntr-o retea ethernet. Investigatiile noastre se indreapta spre cercetarea posibilitatilor
de utilizare Tn vederea antrenarii cu algoritmul backpropagation, a unei asemenea
retele de calculatoare, fie grupate intr-un cluster eterogen, fie grupate intr-un cluster
Beowulf [85], pe baza instrumentelor software disponibile. Posibilitatea implementarii
de algoritmi paraleli pe asemenea retele de calculatoare este prezentata si de Polze
si Malek in [67], iar Suresh si colegii, in [88]}, prezintd o asemenea paralelizare a
algoritmului backpropagation pe un set de statii de lucru. Implementarea acestora
realizeazd paralelizarea intr-o abordare hibrida, la nivelul setului de antrenare s/ la
nivelul nodurilor. Abordarea lor, insa, prezinta doar posibilitatea unei asemenea im-
plementari si nu a permis investigarea performantelor si a factorilor care le pot afecta.
Aceasta teza propune abordari distincte pentru cele doua moduri de paraielizare, si
realizarea unei serii de experimente in vederea identificarii factorilor care ar putea
influenta performantele fiecarei metode utilizate.

3.2 Directii de actiune

La transformarea unui algoritm secvential intr-unul paralel trebuie luate in considerare

cel putin doua strategii. in contextul retelelor neuronale, cele doua strategii sunt cele
numite Tn mod obisnuit partitionarea datelor, respectiv partitionarea retelei.

3.2.1 Partitionarea datelor

Daca acelasi algoritm se aplicd de un numar mare de ori pe diferite seturi de date,
atunci este foarte eficient sa se execute aceste aplicatii concurent, pe diferite pro-
cesoare, cu conditia ca task-urile sa fie complet independente, adica executia unui
task sa nu depinda de rezultatele altor task-uri. Aceastda strategie de paralelizare este
uneori denumitad paralelism /a nivel de job [25] sau partitionarea datelor [68].

Daca actualizarea ponderilor dintr-o retea neuronalad se face doar dupa prezen-
tarea mai multor tipare, fiecare dintre aceste prezentari de tipare este un task in-
dependent, care se poate executa concurent. Ca urmare, daca la antrenarea unei
retele neuronale actualizarea ponderilor se face in mod batch sau dupa o epoca, atunci
abordarea prin partitionarea datelor se aplica foarte usor: datele de antrenare sunt
distribuite uniform procesoarelor disponibile, fiecare simuldnd intreaga retea, dar pe
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sub-seturi diferite de date de antrenare. Apoi rezuitatele prezentarii diferitelor grupuri
de tipare sunt combinate si se face actualizarea ponderilot.

Aplicarea strategiei de partitionare a datelor la retele neuronale mai este denu-
mita si paralelizarea antrendrii [20], din motive evidente.

Trebuie subliniat aici faptul c@ partitionarea datelor nu este posibila daca pon-
derile sunt actualizate dupa prezentarea fiecarui tipar. In acest caz, starea retelei se
modificd in urma fiecarei prezentari de tipar. Ca urmare, rezultatul prezentarii unui
tipar depinde de rezultatele tuturor tiparelor prezentate anterior, ceea ce inseamna
ca task-urile prezentarii tiparelor individuale nu mai pot fi considerate independente.

In capitolul 4 se vor descrie si analiza proprietatile unei paraleliziri care exploa-
teaza strategia de partitionare a datelor.

3.2.2 Partitionarea retelei

Un alt mod de paralelizare este utilizarea paralelismului asa-numit geometric [25] sau

spatial [20]. in aceasts abordare se paralelizeaza executia algoritmului pe un set de
date. Aceasta se realizeaza prin distribuirea datelor catre procesoare astfel incat toate
datele necesare unui procesor sunt stocate pe acel procesor sau sunt usor accesibile
la nevoie de la unul din procesoarele vecine.

Aplicarea acestei strategii la retele neuronale mai este denumita si partitionarea
retelei [68], intrucat procesarea unui tipar poate fi paralelizata prin divizarea retelei,
fiecare procesor avand de prelucrat o mica portiune din retea.

In capitolul 5 se prezinta o discutie a diferitelor moduri in care reteaua poate fi
divizata, precum si o descriere detaliatd a unei implementari a strategiei de partitio-
nare a retelei pentru paralelizarea retelelor neuronale.

Cele doud strategii conduc la aplicatii intre care se pot identifica o serie de
diferente semnificative: '

1. Varianta cu partitionarea datelor:

e prezinta o oarecare limitare in privintadimensiunii retelei neuronale care
poate fi simulata, limitare generatd de volumul de memorie disponibil3.

e permite doar actualizarea ponderilor la epocd, dupa prezentarea unui numar
de tipare.

2. Varianta cu partitionarea retelei:

e permite simularea unor retele de dimensiuni foarte mari, mai mari decét cele
care pot fi procesate intr-un algoritm secvential.

e are o granularitate mai find in privinta actualizarii ponderilor, care se poate
face dupa fiecare tipar. Pentru unele aplicatii de retele neuronale aceasta
proprietate poate fi esentiala pentru calitatea antrenarii (vezi aplicatia NET-
Talk, sectiunea 6.1)

3.3 Analiza algoritmilor paraleli

Vor fi introduse aici o serie de concepte, utile in analiza performantelor algoritmilor
paraleli pentru retele neuronale. Principalul obiectiv const3 in cat mai buna exploa-
tare a resurselor procesoarelor. Gradul de exploatare este denumit eficientd. La
analiza unui algoritm paralel ne intereseaza modul in care este influentatd eficienta
algoritmului prin modificarea unui numar de parametri. Asemenea parametri sunt cei
specifici retelei neuronale, cum ar fi numarul de unitati de pe fiecare strat, numarul
de ponderi, frecventa de actualizare a acestor ponderi etc. Alti parametri tin insasi de
paralelizare, cel mai important dintre acegstia fiind numarul de procesoare utilizate si
modul de comunicare intre ele.
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Pentru a putea formula o definitie a eficientei trebuie cunoscutd o limita in
privinta a cat de rapid ar putea sa fie un algoritm paralel care utilizeaza un numar de
P procesoare. Pentru aceasta, va fi introdus un alt concept uzual, denumit accelerare

(“speed-up”) [26]. Intrucat obiectivul principal al oricdrei paraleliziri este reducerea
timpului de executie, un mod natural de masurare a performantei unui algoritm paralel
este compararea directd a timpului de executie pentru o problema data, cu timpul de
executie al algoritmului secvential corespondent, pentru a determina cu cat este mai
rapid algoritmul paralel.

Formal, se poate spune ca, pentru un algoritm paralel, pentru o problema
data, accelerarea este raportul dintre timpul de executie T.., al algoritmului secvential
si timpul de executie T,.. al algoritmului paralel, cand ambii algoritmi sunt aplicati
aceleiasi probleme: -

seq
S(P) def par(P) (3.1)

unde P este numarul de procesoare utilizate la executia algoritmului paralel.
In general, algoritmul secvential utilizat va fi cel mai rapid cunoscut. Totusi, pentru
a putea utiliza aceasta masura a accelerdrii in vederea evaluarii succesului in para-
lelizarea unui algoritm dat, se vor mai impune o serie de restrictii asupra modului
in care se obtine T,.,. Ca urmare, algoritmul secvential trebuie sa fie implementat
in acelasi limbaj de programare ca si versiunea paraleld, iar procesorul pe care se
executa algoritmul secvential ar trebui sa fie identic cu procesoarele utilizate la exe-
cutia algoritmului paralel. Intrucat in studiul de fatd s-a propus s3 se utilizeze pentru
varianta paraleld o retea de calculatoare, in care pot coexista mai multe platforme
si implicit procesoare diferite, se va lua in consideratie pentru T;., valoarea cea mai
mica, adica cea obtinutd pe masina cea mai performanta.

Pe de alta parte, ambii algoritmi, si cel secvential, si cel paralel, trebuie execu-
tati pe exact acelasi set de date, avand aceiasi parametri specifici retelei neuronale,
inclusiv frecventa actualizarilor.

Orice paralelizare a algoritmului backpropagation va fi obligatoriu sa contind
toate calculele din algoritmul secvential. Ca urmare, daca singurul aspect al unui
algoritm paralel pentru retele neuronale este faptul ca acum calculele se pot efectua
concurent, atunci este evident cd accelerarea S(P) al unui algoritm paraiel pe P
procesoare este limitata de valoarea lui P. Avand de P ori mai multe resurse de
calcul, in cel mai bun caz este de asteptat o reducere a timpului de executie de P ori.

Totusi, aceastd valoare nu va putea fi atinsa in cazul de fatd, cand executia se
face intr-o retea cu platforme diferite si deci cu performante diferite.

Se poate beneficia insd de reduceri ale timpului de executie datorita altor fac-
tori, cum ar fi parametrii specifici hardware-ului. Un asemenea exemplu este cazu!
memoriei cache existentd pe fiecare procesor, si care este foarte rapidd. Daca in
cazul algoritmului secvential aceasta nu este suficient de mare pentru a stoca toate
ponderiie dintr-o retea, in cazul algoritmului paralel s-ar putea realiza o asemenea
partitionare incat ea sd contina toate ponderile necesare pentru acea portiune din
retea pe care o are de prelucrat un procesor. Avand P procesoare, s-ar putea deci
obtine un speed-up chiar mai mare decat P (!?) in studiul de fata nu este luat in calcul
acest fenomen.

Pe baza definitiilor de mai sus, se poate acum exprima eficienta ca raportul
dintre speed-up-ul obtinut experimental si cel optim. Daca se presupune ca speed-
up-ul se datoreaza numai efectelor calculelor concurente, adica S(P) are limita P, se
propune urmatoarea definitie formala a eficientei:

S(P)  Taeq

B(P) =as =5 Tyar - P

(3.2)

Dupa cum se observa, cu presupunerile facute, E(P) are valori cuprinse in
intervalul (0,1].

BUPT



40 Paralelizarea retelelor neuronale

3.4 Principalele obiective ale paralelizarii

Cel mai important motiv pentru paralelizarea unui algoritm este de obicei necesitatea
de a obtine o reducere a timpului de executie pentru acel algoritm. O asemenea
reducere a timpului in procesarea unui set de date este absolut necesara, intrucat nu
numai cd permite prelucrarea mai multor task-uri de aceeasi dimensiune, dar si face
posibild prelucrarea unor task-uri mai mari din punct de vedere computational, dupa
cum aratd si Fox, Johnson, Lyzenga, Otto, Salmon si Walker in Solving Problems On
Concurrent Processors [26].

De asemenea, pot fi prelucrate task-uri mai mari in privinta necesarului de
memorie (de exemplu, probleme cu seturi de date mai mari), intrucat paralelizarea
permite distribuirea datelor pe care lucreaza aigoritmul, reducand astfel necesarul
de memorie al procesoarelor individuale. Ca urmare, necesarul total de memorie
pentru un algoritm paralel este de preferat sa nu fie mai mare decat cel al algoritmului
secvential.

Dacé se poate proiecta o paralelizare eficienta a unui algoritm, acesta este un
mod simplu si economic de accelerare a executiei unui algoritm. Presupunand ca se
pastreaza eficienta algoritmului paralel chiar si atunci cand se utilizeaza un numar
mare de procesoare, un sistem de procesoare care lucreaza in paralel va putea sa
se comporte asemenea unui singur calculator, mai puternic. $i mai mult, un sistem
paralel este usor de extins, astfel incat se poate castiga in viteza addugand procesoare.

Totusi, in general, paralelizarea unui algoritm nu constituie o sarcina ugoara.
Vor trebui luate in consideratie o serie de aspecte, inclusiv proprietatile hardware-ului

disponibil. In cazul abordat in lucrarea de fatd, cand fiecare procesor are memoria
proprie si este fara acces direct la memoria altor procesoare, este important de cu-
noscut cat de rapida este comunicatia intre procesoare in comparatie cu performantele
computationale ale fiecarui procesor. Intereseaza in acest caz, cand transferul de date
si calculul se pot efectua concurent, s se obtina timpi de comunicatie mult mai redusi
decat cei pentru calcule.

Pe de aitd parte, se va cduta sa se asigure o incarcare cat mai uniforma a
procesoarelor, intrucat aceasta va asigura timpul de executie cel mai scurt.

3.5 Surse de ineficienta
intr-un algoritm paralel

Exista o serie de motive pentru care un algoritm paralel poate s3 nu utilizeze resurseie
computationale la fel de eficient ca si algoritmul secvential corespunzator. Atunci cand
se observa o scadere a eficientei intr-un anumit algoritm, cel mai probabil, aceasta
va fi rezultatul citorva dintre cauzele enumerate mai jos. In cadrul acestei lucriri se
va analiza in ce masura aceste cauze se aplicd fiecarui algoritm n parte, in sectiunea
corespunzatoare.

3.5.1 Software aditional

fn vederea procesarii datelor provenind de la alte procesoare, poate fi necesar sa se
introduca o serie de calcule suplimentare, de exemplu pentru indexare, sau chiar mai
complicate. De asemenea, uneori este necesara modificarea secventei calculelor, din
diferite motive (vezi mai jos), astfel incat este posibil ca unele rezultate temporare
sd nu mai fie disponibile si deci sa necesite recalcularea. OQrice asemenea sarcini
suplimentare vor reduce eficienta algoritmului paralel.

Totusi, daca software-ul suplimentar constituie o fractiune constanta din sarci-
nile fiecarui procesor, indiferent de numarul de procesoare care sunt utilizate, atunci
cantitatea totala de efort computational care corespunde software-ului aditional este

independenta de numarul de procesoare. Intrucat aceastd sarcind trebuie efectuatd
n paralel, eficienta algoritmului se reduce intotdeauna cu acelasi factor constant,
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indiferent de numarul de procesoare utilizate in executia algoritmului:

. Tseq _ Tseq _ Tscq
E(P) B ,TPOT(P) ) P B —I—T'"w 17"‘“ LA 1) - 'strq + ’1‘5(th (3.3)

In formula de mai sus s-a presupus cd singura cauzi a ineficientei algoritmului
paralel este software-ul aditional, independent de numadrul procesoarelor. T,,s: este
timpul necesar unui procesor pentru executia calculelor suplimentare.

Intrucat in formula finald din relatia 3.3 nu mai apare numérul de procesoare
utilizate, eficienta este redusa printr-un factor constant, Ts.s.. Acest tip de software
aditional nu poate sa@ impuna o limitd a accelerarii care poate fi obtinuta pentru o
problema de retele neuronale datd. Prezenta acestui software duce la 0 mai slaba
utilizare a fiecarui procesor individual implicat in simularea unei retele neuronale date.

Pe de alta parte, este posibil ca acest software suplimentar sa duca la cresterea
volumului de munca — pentru fiecare procesor si pentru sistem in ansamblu — odata cu
cresterea numarului de procesoare. Evident ca in acest caz si eficienta se va deteriora.

3.5.2 Echilibrarea incarcarii

O retea de masini lucrdnd concurent nu a terminat un task decat atunci cénd toate
procesoarele si-au terminat sarcinile. Ca urmare, este important ca incarcarea sa
fie distribuita uniform pe toate procesoarele, astfel incat fiecare masinad sa efectueze
aceeasi cantitate de muncad. Mai mult, incarcarea trebuie echilibrata, uniform, pe
tot parcursul executiei algoritmului, altfel procesoarele vor alterna starile de lucru,
respectiv de asteptare, Tntr-un asemenea mod incat chiar daca au de efectuat aceeasi
cantitate de muncd, ele nu o vor termina in paralel.

Este posibil ca problemele de echilibrare a incarcarii s devind mai pronuntate
odata cu cresterea numarului de procesoare, functie de configuratia utilizatd si de
natura problemei de retele neuronale de tratat.

3.5.3 Comunicatia suplimentara

Orice cantitate de timp utilizata pentru comunicatie va reduce eficienta algoritmului,
intrucat este vorba despre operatii suplimentare, fata de algoritmul secvential respec-
tiv. Ca urmare, se va incerca minimizarea comunicatiei intre procesoare, cel putin
dacad acest transfer de date nu poate avea loc in paralel cu alte calcule.

Un aspect important care trebuie luat in considerare in constructia algoritmului
paralel este rearanjarea secventei de calcule astfel incat sa se asigure cel mai inalt
grad posibil de paralelism intre comunicatie si caicule. Uneori, totusi, este posibil sa
nu mai fie de efectuat calcule care sa nu depinda de datele comunicate pana in acel
moment. De asemenea, trebuie remarcat faptul cd desi costul comunicatiei poate
fi redus semnificativ prin efectuarea in paralel cu calculele, acest cost nu va ajunge
niciodata neglijabil.

In cateva aplicatii, cantitatea de date care se transmit de catre fiecare procesor
nu depinde de numarul de procesoare implicate. Aceasta inseamna ca timpul de trans-
misie pentru fiecare procesor nu se reduce la cresterea numarului de procesoare. Din
moment ce fractiunea alocata fiecarui procesor dintr-o problema de retele neuronale
devine din ce in ce mai mica, odata cu cresterea numarului de procesoare utilizate
pentru simulare, aceasta determina ca o fractiune tot mai mare din timp sa fie alocata
comunicarii, ducand astfel la scidderea eficientei.

Pentru a demonstra aceasta, se presupune cad pentru un algoritm paralel oa-
recare singura cauza pentru care eficienta nu este cea optima este transmisia, adica
totul, in afara comunicatiei, este perfect paralelizat. Mai mult, presupunand ca timpul
utilizat in fiecare procesor pentru transmisie depinde numai de dimensiunea problemei
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de retele neuronale, si deci este independent de numarul de procesoare, se va obtine

Tseq Tseq
S(P _ (3.4)
( ) Tpar(P) _q'Tg + Tcomm

De remarcat ca dacad T..mm — timpul consumat Tn fiecare procesor pentru comu-
nicatie — este nul, atunci speed-up-ul este cel optim. Pe de alta parte, daca Teomm NU

este nul, transmisia va impune o limita superioara pentru speed-up, Tw =i

mm

in general, aceleasi consideratii legate de efectele software-ului aditional se
aplica si la transmisie. Daca timpul de transmisie nu se reduce la cregterea numarului
de procesoare, atunci aceasta va duce la deteriorarea eficientei la marirea numarului
de procesoare.

3.5.4 Portiuni inerent secventiale

Pot exista portiuni din algoritm care sunt inerent secventiale, adica pur si simplu nu
pot fi paralelizate, de exemplu datorita faptului cd executia cate unui pas in algoritm

depinde de finalizarea pasului anterior. in contextul reteleior neuronale, asemenea
portiuni inerent secventiale pot fi adesea gasite in distributia initiala a ponderilor
sau a tiparelor de antrenare, ca si in colectarea finala a rezultatelor partiale de la
procesoareie individuale. Un alt exemplu ar putea fi calculul produsului scalar global
(ca n cazu! algoritmului gradientului conjugat [42]). Trebuie mentionat faptul ca
o portiune inerent secventiald a algoritmului uneori poate fi totusi paralelizatd, in
sensul ca toate procesoarele efectueaza aceleasi calcule, fiecare procesor calculandu-
si singur rezultatele. Aceasta insd nu constituie o reald paralelizare, din moment ce
timpul de rulare necesar obtinerii rezultatului nu se reduce in comparatie cu algoritmul
secvential. Totusi, ar putea fi 0 solutie mai elegantad (si mai eficientd) decat varianta
in care un singur procesor efectueaza calculele, urmand apoi un broadcast pentru a le
transmite celorlalte procesoare.

Daca un algoritm contine portiuni inerent secventiale, timpul necesar executarii
acestor portiuni va determina o limitare a speed-up-ului posibil de obtinut, indepen-
dent de numarul de procesoare utilizate. Acest fenomen este cunoscut ca legea lui
Amdahl [26]. Aceasta spune cd dacad o portiune inerent secventiald a algoritmului
necesitd 1 din timpul de executie atunci cand algoritmul se executd pe un procesor,
atunci nu este posibil sa obtinem un speed-up mai mare decdt a. Pe masurd ce
addugdm procesoare, timpul necesar executiei portiunii secventiale va reprezenta o
fractiune tot mai mare din timpul total de executie, reducand astfel eficienta.

3.5.5 Limitari specifice problemei

Atata vreme cat doar o singura strategie de paralelizare este utilizats, intotdeauna
exista o limita teoretica a speed-up-ului care poate fi atins pentru o problema de
dimensiune data.

Orice paralelizare consta in divizarea problemei intr-un numar de sub-probleme,
care pot fi distribuite pe procesoarele disponibile. Diferitele strategii de paralelizare
divid problema in moduri diferite — se poate spune de dimensiuni diferite. Pentru
fiecare dimensiune/strategie de paralelizare, exista o limitd a numarului de subpro-
bleme in care poate fi descompusa problema originala. Acest numar de sub- -probleme
determinad o limita superioard a numarului de procesoare care pot fi utilizate eficient in
algoritmul paralel, intrucat fiecare  procesor va trata cel putin o singura sub-problema.

Ca exemplu, se poate lua in consideratie o implementare S|mp|a a strateqiei
de partitionare a datelor pentru paralelizarea retelelor neuronale. In contextul unui
asemenea algoritm, prezentarea unui tipar din setul curent de tipare de antrenare
reprezmta o sub-problema, care poate fi rezolvata de catre un singur procesor. Totusi,
in acest caz problema initiald nu poate fi divizatd in mai multe asemenea sub- probleme
decat numarul de tipare din setul de antrenare, intrucat fiecare procesor trebuie sa
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trateze cel putin un asemenea tipar (sau nu va face nimic altceva decat sa “deranjeze”
celelalte procesoare care “au de lucru”). Cu alte cuvinte, in abordarea partitionarii da-
telor nu se poate obtine un speed-up mai mare decat dimensiunea setului de antrenare
utilizat.

Similar, se observa ca intr-o implementare a partitionarii retelei nu se pot utiliza
mai multe procesoare decat numarul de unitati din retea, limitdndu-se astfel speed-
up-ul care poate fi atins ia numarul de unitdti din retea.

De notat totusi ca limitarile de mai sus sunt mai mult teoretice, intrucat de
obicei speed-up-ul este mult mai limitat de efectele unui numar de alte cauze, mai
ales software-ut suplimentar si transmisia de date.

3.6 Consideratii specifice paralelizarii
retelelor neuronale

In general, la paralelizarea unui algoritm, se considerd ca singura diferent3 fatd de
algoritmul secvential va consta in viteza cu care se executa cei doi algoritmi. Cu
alte cuvinte, cei doi algoritmi vor fi identici din punct de vedere functional, adica vor
produce acelasi output.

in contextul retelelor neuronale, aceasta inseamna ca prin paralelizarea algorit-
mului se va pastra calitatea Invatarii, in privinta puterii de generalizare si a vitezei de
invatare (avand ca masura numarul de prezentari de tipare de invatare). Totusi, desi
ar putea suna ciudat, la algoritmii de invatare paralelizati nu se intdmpla intotdeauna
asa.

Problema apare datorita modificarii frecventei cu care sunt actualizate ponderile
conexiunilor din reteaua neuronald. Calitatea invatarii este puternic influentata de
numarul de tipare prezentate retelei intre doua actualizari (adicd de dimensiunea unui
set de antrenare). Desigur, algoritmul backpropagation secvential poate utiliza orice
frecventa de actualizare a ponderilor, potrivita problemei tratate. Totusi, in cazul
paralelizarii (in special in cazul partitionarii datelor), adesea ponderite nu sunt actua-
lizate cu frecventa cea mai adecvata problemei date. Pentru o paralelizare eficient3,
se alege un alt numar de prezentari de tipare intre doud actualizari de ponderi. Ca
rezultat, dimensiunea unui set de invatare depinde de obicei de numarul de procesoare
implicate in executia algoritmului paralel.

Algoritmii de paralelizare pentru retele neuronate sunt paralelizati din dorinta
de a mari viteza (masurata in timp absolut) cu care reteaua poate fi antrenatd pentru
a efectua o sarcina data, cu un grad dat de perfectiune. Ca urmare, ca o consecinta
a efectului descris, de modificare a dimensiunii unui set de invatare, modul corect de
comparare a diferitilor algoritmi paraleli este nu prin masurarea numarului de tipare
care pot fi prezentate retelei pe secunda, intrucat aceasta nu ia in consideratie nici
o diferentd in efectul asupra invatarii a fiecarei prezentari de tipar. Ideal ar fi sa se
compare algoritmii paraleli prin masurarea timpului in care fiecare algoritm poate sa
antreneze o retea neuronald data pentru a efectua o anumitd sarcina, cu un grad
dat de perfectiune. Oricum, efectul dimensiunii setului de antrenare asupra calitatii
invatarii difera de la aplicatie la aplicatie si deci daca doi algoritmi paraleli utilizeaza
seturi de Tnvatare de dimensiuni diferite, evaluarea lor va depinde de problema luata
ca etalon.

Concluzia la cele de mai sus este cd, pentru a realiza intr-adevar o comparatie
corecta a doi algoritmi paraleli — rulati sau nu pe acelasi sistem de procesoare — ei
trebuie aplicati aceleiagi probleme, avand toti parametrii identici, mai ales dimensiunea
setului de invatare.

3.7 Experimente in vederea analizei
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performantelor

in general, in cadrul tezei de fatd s-a urmadrit efectul tuturor tipurilor de parametri
asupra eficientei algoritmului paralel, fie ca este vorba despre vparametrl specifici
retelei neuronale, cum ar fi dimensiunea setului de antrenare, fie ca este vorba despre
parametri specifici hardware-ului, cum ar fi structura configuratiei de procesoare sau
numarul de procesoare utilizate in executia algoritmului paralel.

Dupa cum s-a mentionat mai devreme, prin paralelizarea unui algoritm se urma-
resc doud obiective principale: reducerea timpului necesar aplicarii algoritmului pentru
o problem3 datd, respectiv cresterea dimensiunii problemelor care pot fi tratate.

3.7.1 Probleme de dimensiune fixa

Pentru un numar de probleme, se vor prezenta efectele cresterii numarului de proce-
soare utilizate in executia algoritmului paralel. Daca fractiunea de timp necesitata de
fiecare procesor este proportionald cu numarul de sub-probleme tratate de catre acel
procesor, atunci graficele speed-up-ului vor fi liniare, ceea ce indica faptul ca speed-
up este liniar cu numarul de procesoare (cat timp avem mai putine procesoare decat
numarul de sub-probleme), iar graficui eficientei va fi o dreapta orizontald, ceea ce ne
aratd c3 eficienta este independenta de numadrul de procesoare utilizate.

Daca ins3 fractiunea de timp necesara fiecarui procesor creste odatd cu numarul
de procesoare, eficienta se va deteriora pe masura ce addugdm procesoare in sistem.

Pentru fiecare experiment, se va incerca sa se interpreteze graficele, in scopul
de a determina care din circumstantele mentionate anterior joacd cel mai important
rol in reducerea eficientei algoritmului in cauza.

3.7.2 Probleme de dimensiune variabila

De asemenea, se va examina relatia dintre dimensionalitatea problemei de retele ne-
uronale si numarul de procesoare, pentru a determina care este dimensiunea maxima
a problemelor care pot fi tratate (cu acelasi grad de eficientd) cand se utilizeaza mai
multe procesoare. Ideal ar fi sa se utilizeze de doua ori mai muite procesoare atunci
cand se dubieaz3d dimensiunea problemei, insd, dupd cum se va vedea, este dificil sa
se masoare dimensiunea unei probleme de retele neuronale.

Mai precis, dimensiunea unei probleme este datd de cantitatea de efort com-
putational asociat rezolvarii problemei (utilizdnd algoritmul secvential). in domeniul
retelelor neuronale, rezolvarea problemei inseamna antrenarea retelei pana la atin-
gerea unui grad dat de perfectiune.

De aceea, de obicei este foarte dificil s& se compare dimensiunile pentru doua
probleme de retele neuronale, intrucat adaugarea de unitati in retea sau marirea
setului de antrenare pot sau nu sa modifice numarul de cicluri de antrenare necesare
atingerii unui nivel dat de perfectiune, in functie de natura antrenarii dorite.

Pentru un tip dat de antrenare, nu se poate doar sa se presupuna ca o retea
continand un numar dublu de unitadti ascunse reprezintd o problema (aproximativ) de
doud ori mai mare!, intrucadt numarul de cicluri de antrenare necesare atingerii unei
performante date poate fi mare atat in cazul in care avem prea putine unitdti ascunse,
cat si atunci cand ele sunt prea multe.

Similar, cresterea dimensiunii setului de antrenare poate conduce la scaderea
performantei retelei in privinta numarului de cicluri de antrenare necesare atingerii
unui nivel dat de perfectiune. Dublarea dimensiunii setului de antrenare poate mari
dimensiunea computationald a problemei cu un factor mult mai mare de 2. Sau, in
cazul altor aplicatii, este posibil sa reduca numarul de cicluri de antrenare necesare
producerii unei solutii, reducand chiar dimensiunea problemei.

!La dublarea numarului de unitati ascunse, se dubleazd si numarul de ponderi din retea. Totusi, intrucat
numarul de unitati de iesire este acelasi, efortul de calcul la fiecare ciclu de antrenare va fi doar aproximativ
dublat.
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Datorita dificultatilor enumerate mai sus, nu se va incerca sa se masoare efec-

tele scalarii dimensiunii problemei cu numarul de procesoare asupra eficientei. in
schimb, se va examina influenta asupra eficientei a variatiei altor parametri, ca di-
mensiunea retelei si dimensiunea setului de antrenare.

3.7.2.1 Numar variabil de sub-probleme

in loc s3 se studieze eficienta atunci cdnd dimensiunea problemei este scalatd cu
numarul de procesoare, se va examina gradul in care se pastreaza eficienta atunci
cand numarul de sub-probleme este scalat cu numarul de procesoare. Cu alte cuvinte,
se va verifica daca se pot utiliza mai multe procesoare, fara a reduce din eficienta, atat
timp cat fiecare procesor prelucreaza acelasi numar de sub-probleme.

Dupa cum s-a precizat, chiar daca o problema noud poate fi divizatd intr-un
numar dublu de sub-probleme, aceasta nu implica neaparat dublarea dimensiunii pro-
blemei. Intr-o paralelizare bazata pe partitionarea retelei, numarul de sub-probleme
este dublat prin dublarea numarului de unitati din fiecare strat al retelei. Nu se poate
preciza efectul asupra dimensiunii problemei, intrucat acesta depinde de aplicatia de
retele neuronale. Ins3 ceea ce se cunoaste este faptul cd dublarea numarului de unit3ti
inseamna marirea numarului de ponderi de 4 ori, conducand la marirea de aproape 4
ori a efortului computational la prezentarea unui tipar.

In cazul paralelizarii prin partitionarea datelor, dublarea numarului de sub-
probleme se obtine prin dublarea dimensiunii setului de antrenare. Din nou, influenta
asupra dimensiunii problemei depinde de aplicatia de retele neuronale tratata. Se
poate afirma, totusi, ca, intrucadt se dubleazd numarul de prezentari de tipare dintre
doua actualizari de ponderi, volumul operatiilor asociate unui singur ciclu de antrenare
se va dubla la randul sdu?.

Ca urmare, se poate afirma ca, dintr-un punct de vedere, avand o problema
noud, care contine un numar mai mare de sub-probleme, nu este vorba atat de o
problema mai mare, cat de pur si simplu o problema diferita, cu proprietati diferite.

Pentru cateva seturi de asemenea numere fixe de sub-probleme per procesor,
se va studia efectul maririi numarului de procesoare. La fel ca in cazul experimentelor
cu probleme de dimensiune fixa, se va incerca sa se interpreteze graficele speed-up-
ului si eficientei rezultate. Daca graficele eficientei nu sunt drepte orizontale, se poate
concluziona ca activitatea suplimentara din fiecare procesor nu este independenta de
numarul de procesoare utilizate la executia algoritmului.

3.7.2.2 Numar fix de sub-probleme

Se vor examina efectele modificarii de parametri specifici retelelor neuronale care
nu influenteaza numarul de sub-probleme, intrucat cunoasterea acestor efecte este
necesara cercetatorului in retele neuronale, cu scopul alegerii celei mai potrivite pa-
ralelizari pentru aplicatia data. Ca urmare, se va examina, de asemenea, efectul
modificarii dimensiunii retelei in cazul paralelizérii prin partitionarea datelor, precum
si influentele asupra eficientei a modificarii dimensiunii setului de antrenare in cazul
abordarii cu partitionarea retelei.

3.8 Concluzii

Acest capitol realizeaza o investigatie asupra diverselor abordari in paralelizarea algo-
ritmului backpropagation. Au fost identificage doua strategii majore: cea cu partitio-
narea datelor gi cea cu partitionarea retelei. In urma acestor investigatii se evidentiaza
0 serie de aspecte care ar putea afecta performantele algoritmilor care urmeaza a fi
prezentati in capitolele 4 si 5. Utilizarea unei retele de calculatoare impune o atentie

2Mai precis, va fi aproape dublu, intrucat efortul necesar actualizérii ponderilor nu se modific.
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sporita in ceea ce priveste comunicatia intre masini, aceasta fiind una dintre cauzele
pentru care accelerarea obtinutd nu va putea fi cea ideala.

Capitolul traseaza si o serie de experimente care vor trebui efectuate in vederea
masurarii performantelor algoritmilor propusi. In principal, se va urmari comportarea
acestor algoritmi atat pentru probleme de dimensiune fixa — cum afecteaz3 marirea
numarului de masini pe care ruleazad simulatorul — precum si pentru probleme de
dimensiune variabild — respectiv relatia dintre dimensiunea problemei si numarul de
procesoare utilizate.
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Capitolul de fatd prezintd algoritmii care au stat la baza constructiei simulatorului
DataParSim — simulator paralel cu partitionarea datelor, implementat si testat pe
trei retele de calculatoare, una continand 12 statii IBM RS6000, una cu 16 statii
SunBlade150 si o retea de 16 PC-uri cu procesor Pentium la 2,8 GHz. Sectiunile
4.1, 4.2 descriu algoritmii utilizati, in sectiunea 4.3 este prezentat simulatorul realizat
pe baza acestor algoritmi, urmand ca in 4.4 sa fie prezentate si evaluate rezultatele
experimentelor efectuate.

Dupad cum s-a precizat in capitolul anterior, un mod simplu de paralelizare
a unei retele neuronale, cu actualizarea ponderilor dupd epoca sau in mod batch,
este asa-numita strategie de partitionare a datelor, in care datele de antrenare sunt
distribuite uniform pe procesoare. Toate procesoarele simuleaza intreaga retea, dar
pentru sub-seturi diferite de antrenare. Pe parcursul fiecarui ciclu de invatare, fiecare
procesor prezintd tiparele din “felia” sa din setul curent!. Gradientii calculati in acest
mod de catre fiecare dintre procesoare ii vom numi gradienti componenti, intrucat
fiecare dintre ei este rezultatul prezentdrii catre retea doar a unei portiuni din setul
de antrenare. Odat3d ce toate tiparele din fiecare set au fost prezentate de catre
diferitele procesoare, gradientii componenti rezultati sunt combinati (fnsumati) intr-
un gradient global, care este apoi utilizat pentru calculul modificarii fiecarei ponderi.
Apoi, ponderile sunt actualizate si noile valori sunt transmise tuturor procesoarelor,
ca fiind noul set de ponderi care vor fi utilizate in prezentarile de tipare din urmatorul
ciclu de invatare.

Aceasta este cea mai simpla forma de partitionare a datelor pentru paraleli-
zarea retelelor neuronale. Se va discuta implementarea acestei forme in sectiunea

urmatoare. In sectiunea 4.2 se va prezenta o variatiune a partitiondrii datelor, in care
fiecare procesor nu trateaza o intreaga copie a retelei.

4.1 O implementare simpla a strategiei de
partitionare a datelor

Procesul de impiementare a acestei forme de partitionare a datelor este foarte simplu
si evident, intrucat se dispune deja de o implementare secventiald a algoritmului de
backpropagation. Tot ce trebuie facut este sa se puna impreuna un set de procesoare,
fiecare dintre ele ruland algoritmul secvential clasic, in mod independent. Avand P
procesoare, vor fi deci P copii identice ale intregii retele. Pe parcursul fiecarui ciclu
de invatare, fiecare procesor ¢ prezinta retelei tiparele din portiunea sa, B,, din setul
curent B de tipare de antrenare. Ca rezultat, in procesorul q se calculeaza gradientul
component g<?”:

—g—<q> _ 8EP

= 5 (4.1)
pPEB,
unde w denotd setul tuturor ponderilor.
Pe baza ecuatiilor
o 6E o
Aw]_p = —nZ aw"p = nZépkaZ (4.2)
j—k
4 P
i

Awi x(n+1)=n Zé;ka;’j + aAw; Lk (n) (4.3)

P

1n aceastd sectiune nu se face distinctie intre actualizarea la epoci si cea in mod batch, intrucat din punctul
de vedere al paralelizarii unui algoritm, actualizarea la epoca poate fi privita ca un caz special de mod batch,
in care setul de antrenare este constituit din intregul set de tipare.
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modificarea ponderilor conform tiparelor din setul B poate fi exprimata acum ca suma
a gradientilor componenti g<9”:

v

~1
ApW(n+1) = —UZ %E’i + QAB_u')'(n) =7 §<q> + QABE(n) (44)

0

peB q

Ca urmare, trebuie efectuatd o singurd modificare fata de algoritmul secven-
tial: o schemd de colectare si insumare a tuturor gradientilor componenti g<? si
distribuirea ponderilor actualizate (broadcast) in modul cel mai eficient posibil.

4.1.1 Configuratie inel. Configuratie arbore

In functie de configuratia de procesoare, trebuie utilizate scheme de comunicatie
diferite, in functie de modul de conectare.

Avand o configuratie in inel de P procesoare, se poate implementa insumarea
gradientilor componenti astfel incat fiecare procesor, dupd P — 1 pasi, sa detinad gra-
dientul total. Initial, fiecare procesor comunica gradientul component propriu catre
predecesorul sau din inel (figura 4.1). Apoi toate procesoarele aduna gradientul com-

ponent receptionat la o suma temporara. in acelasi timp, gradientul component este
transmis predecesorului, concurent cu receptionarea unui nou gradient component.

GQC@’@ S

Figura 4.1: fnsumarea gradientilor componenti.

Dupa P -1 pasi, fiecare procesor a receptionat gradientii componenti de la
toate celelalte procesoare. In acest moment, e! va detine suma tuturor gradientilor
componenti si va putea face actualizarea ponderilor.

O schema similara este prezentatd pentru masina GF11 in lucrarea lui Witbrock
si Zagha "An implementation of backpropagation learning on GF11, a large SIMD
parallel computer” [100], si aproape aceeasi abordare este utilizat3 in lucrarea Iui
Epurrelyt; "Paralelisation of a neural learning algoritm on a hypercube” [7], ins3 pe un

ipercub.

O abordare alternativd mai eficientd este de asemenea prezentatd in [100].
Facilitdtile de comunicare ale masinii GF11 permit o inter-conectivitate mult mai com-
plexa decat in inel. Aici se descrie cum P procesoare pot colecta si insuma gradientii
componenti in O(log. P) pasi, intr-o configuratie astfel incat procesorul g poate comu-
nica cu toate procesoarele (g + 2') mod P, pentrui =0, ... ,ogaP.

Acest mod de interconectare nu poate fi insd aplicat, datorit3 traficului incircat
care ar rezulta. Totusi, este posibila insumarea gradientilor componenti in O(log. P)
pasi, configurand procesoarele sub forma unui arbore binar?.

Dupa prezentarea tuturor tiparelor din setul curent, toate procesoarele fara suc-
cesori in structura de arbore transmit gradientii componenti acumulati catre procesorul
parinte (Figura 4.2a). Toate celelaite procesoare colecteazs gradientii componenti de
la succesorii lor imediati, il insumeaza pe cel propriu si transmit rezultatul in sus in
ierarhie (Figura 4.2b). Dupa |log.P| pasi, procesorul radicind va detine gradientul

2g-ar putea utiliza si arbor_‘i de nivel superior, reducand astfel numarul de pasi si inaltimea arborelui, insa
ar cregte necesarul de memorie pentru comunicarea gradientilor componenti, iar traficul ar fi acelasi.
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total, care poate fi utilizat in calculul modificarii ponderilor. Utilizdnd structura de
arbore din nou, procesorul radacind poate transmite ponderile actualizate tuturor
celorlalte procesoare in {log, P| pasi.

0 @D

2q 2q+1 2q 2q+1
a) b)

Figura 4.2: fnsumarea gradientilor componenti intr-un arbore binar.

P procesoare in inel pot actualiza ponderile in P — 1 pasi, in timp ce sunt
necesari |log: P| pasi intr-o configuratie in arbore binar. Aceasta inseamna ca daca
se utilizeaza mai mult de 5 procesoare, configuratia in arbore necesitda mai putini
pasi. Este deci evident ca se va prefera configuratia de arbore atunci cand este
disponibil un numar mare de procesoare. In schimb, in configuratia in inel se poate
efectua insumarea gradientilor componenti concurent cu transmisia si receptia de (alti)
gradienti componenti. De remarcat insa faptul cd efectuarea in paralel a comunicatiei
si a calculelor economiseste cel mult timpul asociat task-ului cel mai scurt3,

4.1.1.1 Necesarul de memorie

Necesarul de memorie este aproximativ acelasi pentru ambele configuratii. In ambele
cazuri, fiecare procesor trebuie sa rezerve spatiu in plus pentru cate doua valori reale
pentru fiecare pondere din retea, necesare la transmisia gradientilor component,.

Singura diferenta semnificativa in privinta necesarului de memorie dintre cei doi
algoritmi este urmatoarea: in configuratia in inel fiecare procesor trebuie sa pastreze
modificarile anterioare ale ponderilor, pe langa valorile calculate curent si valorile
ponderilor. Aceasta nu mai este necesar in configuratia de arbore, intrucat noul set
de ponderi se calculeaza in procesorul radadcina. Ca urmare, doar procesorul radacina
trebuie s8 memoreze modificdrile anterioare. Toate celelalte procesoare necesita
spatiu numai pentru ponderi, gradientii componenti calculati si cate doi vectori de
ponderi pentru comunicatie.

Intrucat fiecare procesor péstreazi de asemenea o copie a tuturor unitdtilor din
retea, dacd NI, NH si NO reprezintd numarul de neuroni de pe stratul de intrare, cel
ascuns, respectiv stratul de iesire, se obtine urmatorul necesar de memorie* (mésurat
in valori reale) pentru fiecare procesor (cu exceptia celui radacina):

NI+ NH + NO) + 4((NI + )NH + (NH + 1)NO) (4.5)

Acest necesar enorm de memorie impune o limita mult prea strictd asupra
dimensiunii retelelor neuronale care pot fi paralelizate utilizdnd implementarea simpla
a strategiei de partitionare a datelor. Exista insa diferite moduri de evitare a unui
asemenea necesar de memorie. Unul ar fi s3 se incerce reducerea redundantei cat

3Cel putin in principiu; trebuie tinut ins3 cont de faptul ci transmisia se face printr-o retea Ethernet.
4Au fost incluse doar variabile influentate de dimensiunea retelei.
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mai mult posibil; altd solutie ar fi s3 nu se transmitd un intreg gradient component
dintr-odat3. Ambele strategii vor fi utilizate intr-un algoritm prezentat in sectiunea
4.2.

4.2 O implementare avansata a strategiei de
partitionare a datelor

pornind de la o scurtd descriere a unui algoritm similar construit de Pomerleau si colegii
[68] pentru o masind Warp, aceasta teza propune o solutie originala, construitd cu
scopul minimizarii necesarului de memorie si al eliminarii datelor redundante.

Se prezint3 in aceastd sectiune o implementare mai putin costisitoare din punc-
tul de vedere al memoriei, a strategiei de partitionare a datelor. Procesoarele individu-
ale nu mai pastreaz# propria copie a intregii retele. Ponderile sunt memorate intr-un
singur procesor (numit administrator) si circuld, una cate una, intre procesoare, in
functie de necesitati.

Administratorul nu proceseaz3 tipare de antrenare si nu le prezintd el insugi
retelei neuronale. Aceasta sarcind este efectuatd exclusiv de catre restul procesoarelor
(numite slave), carora |i se distribuie in mod uniform tiparele de antrenare. Adminis-
tratorul controleaz3 circulatia ponderilor si efectueaza actualizarea lor.

Intrucat fiecare procesor slave nu pédstreazd permanent nici o pondere, este
esential ca fiecare pondere receptionata sa fie utilizata in cat mai muite calcule posibil,
pentru a evita astfel transmisiile inutile de ponderi. Pe parcursul pasului inainte,
aceasta inseamna c3 la transmisia de ponderi care conecteaza un strat cu urmatorul,
aceste ponderi trebuie utilizate in propagarea activitatii corespunzdtoare pentru cat
mai multe tipare posibil, adica procesorul q va utiliza ponderile pentru propagarea
activitatii tuturor tiparelor din poriiunea sa B, din setul curent de tipare. Pentru
aceasta, fiecare procesor slave ¢ trebuie sa pastreze atatea copii ale tuturor unitatilor
din retea cate tipare sunt in B,.

Ca rezultat al consideratiilor de mai sus, toate tiparele din B, sunt propagate
inainte de catre procesorul ¢ inainte ca valorile de eroare generate de cétre aceste
tipare sa fie propagate inapoi in retea. Aceasta contravine algoritmului descris in
sectiunea 4.1, in care un tipar era propagat inainte si inapoi, si se calcula un singur
gradient component, inainte de prezentarea urmatorului tipar.

4.2.1 Topologia procesoarelor

Toate procesoarele slave trebuie sa receptioneze fiecare pondere din retea o singura
datd pe parcursul pasului inainte, incepand cu ponderile dintre unitdtile de pe stratul
de intrare si cel ascuns. La prima vedere, o configuratie de inel poate sa nu para
ideald, din moment ce numarul de pasi de comunicare necesari pentru transmiterea
unei ponderi de la administrator la cativa slave poate fi destul de mare. Totusi, toate
procesoarele slave necesita aceleasi ponderi, insa nu este neapdrat necesar sa utilizeze
aceleasi ponderi in acglasi timp. Ca urmare, ponderile pot fi transmise una cate una
prin inel, in stil pipe. In acest fel, nici un procesor nu va avea de agteptat pentru nici
o pondere, cu exceptia fazelor de pornire si de oprire, care constituie o mica parte din

timpul total de executie, intrucat numarul de ponderi este de obicei mult mai mare
decédt numarul de procesoare.

4.2.2 Comunicatia

Dypé cum s-a_mentionat i_n sectiunea anterioard, ponderile retelei neuronale sunt
circulate una cate una prin inelul de procesoare pe parcursul activitatii de propagare.

S“ . w . Py ~ . . . a
In reah;ate, se va vedea ca §i admmnstratosul va procesa cateva tipare, mai putine decat procesoarele
slave. Totusi, pentru moment se va presupune ca administratorul nu prezinta tipare retelei.
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Aceasta inseamna ca pe parcursul pasului inainte fiecare procesor trebuie sa receptio-
neze si sa transmita fiecare pondere din intreaga retea, ceea ce inseamna ca fiecare
procesor trebuie sd participe intr-un numadr dublu de comunicatii fatda de numarul de
ponderi din retea. La fiecare pondere comunicatd avem asociat un anumit volum
de calcule. Utilizdnd un asemenea volum mare de comunicatii, este important sa
construim algoritmul astfel incat sa asigure efectuarea concurentd a calculelor si a
transmisiei de ponderi. Mai mult, daca timpul necesar calculelor este mult mai mare
decét timputl de comunicatie, transmisia ponderilor poate avea loc fara incetinirea
semnificativa a calculelor efectuate de slave.
De aceea, se recomanda o transmisie asincrond a acestor ponderi.

4.2.3 Pasul inainte
Pe parcursul propagaril activitatii ponderile sunt circulate una cate una prin inelul de
procesoare de catre administrator, asa cum este aratat in figura 4.3.

Administrator

< )— <-O-on(—-<)——

Slaves

Figura 4.3: Circulatia ponderilor in pasul inainte.

Initial, sunt circulate ponderile dintre stratul de intrare si cel ascuns, permi-
tand astfel propagarea activitatii de la unitatile de intrare catre cele ascunse. Apoi se
transmit ponderile dintre unitatile ascunse si cele de iesire si se calculeaza tiparul de
activitate pe unitatile de iesire. Acesti doi pasi de propagare inainte a activitatii se
efectueaza in acelasi mod, singura diferentd constand in ponderile care se transmit si
unit3tile utilizate in calcule. In continuare vom descrie in detaliu numai propagarea
activitatii de la unitatile de intrare catre cele ascunse.

De fiecare datd cand un procesor ¢ receptioneazéd o pondere w/’,, care conec-
teaza unitatea i din stratul de intrare cu unitatea j din stratul ascuns, transmite in
continuare ponderea catre urmatorul procesor din inel (procesorul q - 1). Concurent,
aceasta pondere este utilizata pentru calculul contributiei unitatii : la intrarea totald a
unitatii j pentru toate tiparele din portiunea B, a acestui procesor din intregul set B.
Cu alte cuvinte, pentru fiecare tipar p din By, la receptionarea lui wl’ij se calculeaza a
i-a parte din suma:

NI-1
Z apwll,; = netf, Vp € By (4.6)

1=0

Dupa ce toate ponderile care conecteaza cele doua straturi au trecut pe la toate
procesoarele, fiecare procesor ¢ contine pentru toate unitatile din stratul ascuns cele

BUPT



52 DataParSim

'B,| intrdri generate de tiparele din B,. Apoi fiecare procesor ¢ calculeaza activarea
fiecarei unitati, pentru fiecare tipar p din By:

al = f(netl), Vp € By, Vje H (4.7)

Odat3 calculatd activitatea unitdtilor ascunse, este posibil sa se determine ti-
parele activarii pentru unitatile de iegire. Aceasta se efectueaza exact in acelasi mod
ca mai sus, cu diferenta c3 de data aceasta administratorul transmite ponderile dintre
unitdtile ascunse si cele de iegire.

4.2.4 Pasul inapoi

Propagarea inapoi a valorilor delta si calculul gradientilor componenti este realizata In
trei pasi.

4.2.4.1 Pasul intai

Initial, trebuie calculate valorile delta pentru toate unitatile de iegire, pentru fiecare
din tiparele din setul corespunzator fiecarui procesor. Pentru toate tiparele p din By,
procesorul g calculeaza valoarea delta pentru fiecare unitate de iegire:

Spr = apk(1 — apk)(tok — agk),  VPE€ By, Vk€O (4.8)

Dupd cum se observa, acest pas nu necesita circularea de ponderi si poate fi
efectuat independent, de cdtre fiecare dintre procesoare.

4.2.4.2 Pasul al doilea

Urmétorul pas constd in propagarea Tnapoi a valorilor delta cdtre unitatile ascunse.
Acest pas necesitad circulatia din nou a ponderilor dintre unitatile ascunse si cele de
iesire, pentru a calcula contributia fiecarei unitati de iesire la eroarea din fiecare unitate
ascunsad. Aceasta se efectueaza intr-un mod similar celui descris la pasul inainte.

Atunci cand procesorul ¢ receptioneazd o pondere w?ﬂk conecteaza unitatea
j din stratul ascuns cu unitatea k& din stratul de iesire, se transmite aceasta pondere
catre urmatorul procesor din inel (procesorul g—1). Concurent, ponderea este utilizata
pentru a calcula, pentru toate tiparele din B,, contributia unitatii de iesire k la eroarea
din unitatea ascunsa j. La receptionarea lui w?.,, pentru fiecare tipar p din B, se
calculeaza a k-a parte din urmatoarea suma:

NO-1
Z 6,?kw]o_.k = e;'J, Vp S Bq (49)
k=0

Dupa ce toate ponderile conexiunilor dintre unitatile ascunse si cele de iesire au
trecut pe la toate procesoarele, procesorul ¢ contine, pentru toate unitdtile ascunse,
cele |B,| valori de eroare generate de tiparele din B,. Fiecare procesor calculeaza apoi
valorile delta corespunzdtoare pentru toate tiparele din B,:

by = abi(1—ag)ey;,  Vpe By, VieH (4.10)

4.2.4.3 Pasul al treilea

Al treilea pas calculeaza gradientul rezultat in urma prezentdrii tuturor tiparelor din B.

Calculul gradientilor componenti partiali asociati ponderilor conexiunilor dintre
unitatile de intrare si cele ascunse se efectueaza in modul urmator. Pe baza ecuatiei
(prezentata in sectiunea 2.1)

P-1
OE
ApT(n+1) = —nZ S +alpW(n) = -1 > 7 + anpw(n) (4.11)
q=0

pEB
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H

1., a ponderii w/’,; corespunzator tiparelor din setul B:

putem obtine modificarea Agw S

P

SE

Apwf (n+1)=—q Z 5o+ adpw/l,(n) = -nY gl +alpul,(n) (4.12)
q=0

pEB Lang)

Cu alte cuvinte, pentru actualizarea ponderii w;’,, administratorul trebuie sa

cunoasca suma gradientilor componenti partiali g’ <9> de la toate procesoarele slave.
g

107
Un asemenea gradient component partial poate fi calculat cu:
OE
gise = i = > Span (4.13)
peEBg ' peBqg

Calculul fiecarui asemenea gradient component partial poate fi efectuat de catre
procesorul respectiv, intrucat deja au fost calculate valorile delta si cele de activare

pentru toate tiparele p € B,, pentru toate unitdtile din retea. Insumarea gradientilor
componenti partiali se efectueaza intr-o maniera similara calculului erorilor in unitatile
ascunse. Insd in loc s3 se transmita ponderi, se transmit gradientii componenti partiali
calculati, dupad cum se vede in Figura 4.45,

Administrator Administrator
—O— ©, O--— =
s00 [ X 1]
P-2 P-1 P-2 P-1
Slaves Slaves
a) b)
Administrator Administrator
.——O—)‘ o ) g,’_’,(jl ,,,,, P-1>
(XX 00
—j , . o
3 P-1 P-2 P-1
Slaves Slaves
) d)

Figura 4.4: Calculul gradientilor partiali la pasul inapoi.

Initial, pentru fiecare gradient partial gi”_,j de calculat, administratorul transmite
valoarea 0 procesorului P — 1 (Figura 4.4a). Concurent, procesorul P — 1 calculeaza
contributia sa gf’_,j"*b. Apoi gradientul component partial al procesorului P — 1 este
adunat la 0, iar rezultatul este transmis mai departe procesorului P - 2 (Figura 4.4b).

De fapt, se transmit negatele gradientilor componenti partiali. in acest fel se evits negarea gradientului
partial total la calculul modificarii ponderii.
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- i u - . . . H<P-1>
in acest timp, procesorul P —2 calculeaza gi”j]” *> si, la receptionarea lui g;”7; de

- . . —2,P-1 »
la procesorul P - 1, le insumeaza si transmite rezultatul g,."jj” 2 > catre procesorul

P - 3 (Figura 4.4c).

in general, procesorul g calculeazd gﬂqu>, in timp ce receptioneaza gradientul
component partial ¢/'<9*'~~7 "} de la procesorul ¢ + 1. Gradientul component partial
calculat de procesorul ¢ este adunat gradientutui component partial sosit, iar rezultatul
g,’,’ff" ~P-1> aste transmis procesorului g—1 concurent cu calculul urmatorului gradient
component partial (corespunzator ponderii care urmeaza dupa wa]-).

in acest mod, gradientii componenti partiali sunt insumati de catre toate pro-
cesoarele slave, astfel incat la sfarsit (dupd P pasi) administratorul receptioneaza
gfff]‘ """ Po1> — gH ., gradientul partial rezuitat in urma prezentdrii tuturor tiparelor
din B (Figura 4.4d). Administratorul va utiliza acest gradient partial pentru calculul
actualizarii Apw/”,, pentru ponderea wl,,.

Gradientii componenti partiali g,‘l] asociati ponderilor conexiunilor dintre unita-
tile ascunse si cele de iegire se calculeaza in acelagi mod.

Dup3 ce au fost receptionati toti gradientii partiali si au fost actualizate toate
ponderile, administratorul poate transmite prima pondere dintre unitdtile de intrare si
cele ascunse, iar prezentarea unui alt set de antrenare poate sd inceapa.

4.2.5 O imbunatatire a eficientei

Administratorul efectueaza circularea ponderilor, colectarea gradientilor partiali gi ac-
tualizarea ponderilor. Numai ultima dintre aceste sarcini presupune un efort compu-
tational. Ca urmare, pe parcursul pasului Tnainte administratorul nu va fi ocupat ma-
joritatea timpului, avand doar de asteptat transmisia sau receptia urmatoarei ponderi.
Pe parcursul pasului inapoi, administratorul va fi ceva mai ocupat, avand de actualizat
ponderile pe masura ce receptioneaza gradientii partiali. Totusi, avem de-a face cu
o diferenta importanta intre efortul administratorului si cel al procesoarelor slave:
efortul computational in slave este proportional cu numarul de tipare din portiunea

sa din setul curent de antrenare, in timp ce efortul computational asociat actualizarii ’

ponderilor de catre administrator este constant, independent de dimensiunea setului
de antrenare.

Consideratiile de mai sus conduc la concluzia ca probabil se pierde timpul in
administrator atunci cand portiunea din setul de antrenare aferenta unui slave este
suficient de mare. Solutia este simpla: si administratorul va primi de procesat o “felie”
din setul de antrenare.

Dificultatea apare in determinarea dimensiunii acestei portiuni pe care o va
procesa administratorul. Evident, va trebui sa proceseze mai putine tipare decat

procesoarele slave, altfel nu va mai rdmane timp pentru celelalte activitati. Ins3
procesarea de catre administrator a unor tipare va cregte eficienta numai daca aceasta
reduce incdrcarea procesoarelor slave, ceea ce va creste viteza procesoarelor slave.
Nu ajutad la nimic insa daca se reduce incarcarea pe unele dintre procesoarele slave,
intrucat in inel intervalul dintre transmisii este determinat de procesorul care transmite
cel mai rar. Aceasta inseamna ca administratorul trebuie sa reduca incarcarea pe slave
intr-un asemenea mod incat incarcarea sa fie echilibratad uniform pe toate procesoarele
slave. Numarul de tipare de procesat in administrator trebuie s3 fie astfel incat
procesoarele slave sa trateze “felii” la fel de mari din setul de antrenare, pentru ca sa
nu avem procesoare care sa fie in asteptarea altuia sa fie gata pentru comunicatie.
Pe de alta parte, daca administratoru! are de prelucrat acelasi numar de tipare
ca si oricare slave, nu va mai avea timp pentru actualizarea ponderilor. Mai rau, va
incetini activitatea tuturor procesoarelor slave, intrucat acestea vor avea de asteptat
pana ce administratorul termina de actualizat ponderile. Este obligatoriu deci ca ad-
ministratorul s& pretucreze ceva mai putine tipare decat procesoarele s/ave. Va trebui
investigat care este valoarea optima care trebuie aleaséd pentru numarul de tipare de
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procesat in administrator. Empiric, s-a ajuns la o formula de calcul a dimensiunilor
seturilor de tipare prelucrate de catre administrator, respectiv de catre procesele slave,
formula prezentata in 4.3.2.

4.2.6 Necesarul de memorie

Unul dintre motivele proiectarii acestei variante avansate |-a constituit necesarul ex-
cesiv de memorie in cazul algoritmului prezentat mai devreme in sectiunea 4.1. Acolo,
fiecare procesor pastra o copie a intregului set de ponderi. Proiectarea acestui algoritm
s-a bazat pe incercarea de a reduce necesarul de memorie prin evitarea redundantelor

introduse de necesitatea de a memora P copii identice ale tuturor ponderilor. in acest
algoritm numai administratorul pastreaza intregul set de ponderi, in vreme ce toate
celelalte procesoare au nevoie doar de capacitatea de a memora doud sau trei ponderi.
Totusi, fiecare procesor slave trebuie sa pdstreze cateva copii ale tuturor unitatilor
din retea, intrucat prezentarea completd a unui tipar (incluzadnd propagarea inainte
a activitatii si propagarea Tnapoi a erorii) nu se poate realiza intr-un singur pas. Din
fericire, acest necesar suplimentar de memorie nu este nici pe departe atat de mare
n comparatie cu memoria economisita prin eliminarea setului redundant de ponderi
in fiecare procesor.

in cele ce urmeaza, interesul se va concentra asupra variabilelor care variaza
fie cu dimensiunea retelei, fie cu cea a setului de antrenare, si vor fi excluse toate
variabilele constante in toate executiile. Numarul maxim de tipare din portiunea
unui procesor slave este [B/(P - 1)], intrucdt ar putea fi posibil s@ nu se permitd
administratorului sa participe la procesarea de tipare. Ca urmare, se obtine urmatorul
necesar de memorie pentru fiecare procesor slave{vezi 4.1.1.1):

[B/(P—1)]-2(NI + NH + NO) (4.14)

Se poate spune ca necesarul de memorie pentru procesoarele slave este in-
dependent de numarul de ponderi din retea, contrar cazului primului algoritm de
partitionare a datelor. Acesta este un avantaj, intrucadt numarul de ponderi dintr-o
retea creste cuadratic cu numarul de unitdti. Dupa cum era de asteptat, algoritmul
descris va fi mai putin consumator de memorie la executia pe retele mari.

4.3 Simulatorul DataParSim

A fost realizat un simulator — DataParSim constand din doud programe: un program
administrator si un program slave. Algoritmul utilizat este cel descris in sectiunea 4.2
- implementarea avansata, in care administratorul transmite in retea cate o pondere,
eliminandu-se astfel necesitatea memorarii tuturor ponderilor local, la fiecare proce-
sor. S-a incercat imbunatatirea eficientei simulatorului prin procesarea unui numar de
tipare si pe masina administrator.

Informatiile necesare celor doua programe se transmit prin intermediul unui
fisier de configurare, care precizeaza parametrii retelei neuronale si cei ai retelei
de calculatoare in care va evolua simulatorul. Acest figier, precum si modul in care
lucreaza administratorul si programele slave sunt descrise in continuare.

4.3.1 Fisierul de configurare

Cele doua programe, administratorul si procesele slave, primesc informatiile necesare
prin intermediul unui fisier de configurare, identificat prin intermediul variabilei de me-
diu DATAPARSIM_CFG, fisier care contine informatii despre reteaua neuronala de simulat
si despre statiile care alcdtuiesc reteaua de calculatoare. O informatie suplimentara se
transmite programelor slave in linia de comanda — numarul procesorului in configuratia
de inel.

Se da mai jos un exemplu de figier de configuratie. Valorile sunt precizate cate
una pe linie, sub forma
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<variabili>=<valoare>

Liniile goale se ignor3, iar textul de la semnul '#’ pana la sfarsitul liniei se ignora

(comentariu).

# Reteaua neurcnala:
eta = 0.1
alpha = 0.9

NriInput = 50
NrHidden = 50
NrOutput = 50

NrPatt = 800
PattFile = /work/tipare.dat

BatchSize = 800

Nriter = 1000
Err = 0.01

# Reteaua de calculatoare:

NrProcs = 12
HostsFile = /work/hosts.dat

BatDelta = 103 #

rata de invatare
momentul

neuroni pe stratul de intrare
neuroni pe stratul intermediar

peuroni pe stratul de iesire

numar total de tipare
fisier tipare de invatare

dimensiune batch
numar de iteratii

eroare acceptata

numar procesoare in retea
lista numelor statiilor

Parametrul Nriter precizeaza numarul total de iteratii care se efectueaza. Daca

el este 0, atunci se ia ca si criteriu de oprire atingerea unei erori totale mai mica decat

Err.

Parametrul BatDelta este un coeficient care exprima raportul dintre marimea
setului de tipare de antrenare pentru un slave si cel pentru administrator. Valoarea lui

a fost determinatd empiric, astfel incat setul de tipare pentru administrator sa fie cat *

mai mare posibil, insd nu atat de mare Incat procesele slave sa ramana in asteptare.
Pentru exemplul dat, s-a constatat o evolutie convenabila pentru un numar de tipare

pentru administrator cu circa 3% mai mic decat pentru sl/ave.

4.3.2 Programul administrator

Dupa cum este descris in sectiunea 4.2, administratorul este singurul proces care
pastreaza intreaga retea neuronald, transmitand cate o pondere la procesele slave.
Programul administrator executd mai multi pasi:

» extrage din fisierul de configurare parametrii necesari retelei neuronale - numar

de neuroni pe fiecare strat, rata de invatare si momentul si criteriile de oprire
(rnumar de iteratii, eroarea totala), impreuna cu structura retelei de calculatoare
si setul de tipare de antrenare;

» determina dimensiunile seturilor de tipare pentru administrator si pentru slave si
multimea de tipare corespunzatoare fiecarui proces:

NrSlaves = NrProcs - 1;

AdminBatchMax = (100 * BatchSize) /
((BatDelta * NrSlaves) + 100);

SlaveBatch

((BatchSize - AdminBatchMax) + (NrSlaves - 1)) /

NrSlaves;
AdminBatch = BatchSize - (NrSlaves * SlaveBatch);
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if (AdminBatch < 0)

AdminBatch = 0;

SlaveBatch = (BatchSize + (NrSlaves - 1)) / NrSlaves;
}

AdminPatts = (NrPatt * AdminBatch) / BatchSize;
Dupa acelasi algoritm, se vor calcula acesti parametri si in procesele slave;
e initializeaza ponderile conexiunilor din reteaua neuronald cu valori mici aleatoare;
e lanseaza cate un proces s/ave pe fiecare statie;

» deschide canalele de comunicatie intre procesele slave si le transmite aceste
informatii, astfel incat ele sa formeze o configuratie in inel;

e lanseaza procesul de simulare — un ciclu, contindnd NrIter iteratii, sau pana se
atinge eroarea totald doritd. La fiecare iteratie, procesul administrator este mai
intadi transmitator - trimite cate o pondere la primul slave din inel, atat pentru
pasul Tnainte, cat si pentru pasul Tnapoi. Aceeasi pondere este utilizata pentru
propagarea cate unui tipar din setul propriu de antrenare.

/* Sender: */
/* pas inainte */
for (j = 0; j < NrHidden; j++) {
for (p = 0; p < BatCnt; p++); {
hidden_net{p] [j] = 0;
}
for (i = 0; i < Nrlnput; i++) {
/* calcul intrare in unitati hidden */
weight_output = hidden_weight[il [j];
Send (weight_output);
for (p = 0; p < BatCnt; p++) {
pattern = (p + batch_start) 7 PattCnt;
hidden_net [p]l[j] += input_pattern[pattern] [i] =
hidden_weight [i][j];
}
}
}

for (j = 0; j < NrHidden; j++) {
/* calcul intrare de la bias si activare in
unitati hidden */
weight_output = hidden_weight [NrInput] [j];
Send (weight_output);
for (p = 0; p < BatCnt; p++) {
pattern = (p + batch_start) % PattCnt;
hidden_net [p] [j] += hidden_weight [NrInput] [j];
hidden_act[p] [j] = calculate_activity (hidden_net[p]l[j]l);
}
}

for (j = 0; j < NrOutput; j++) {

for (p = 0; p < BatCnt; p++); {
output_net[pl [j] = 0;

}

for (i = 0; i < NrHidden; i++) {
/* calcul intrari in unitati output =/
weight_output = output_weight[i][j];
Send (weight_output);
for (p = 0; p < BatCnt; p++) {
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output_net [p][j] += hidden_act[p][i] =
output_weight [i] {j];
}
}
}

for (j = 0; j < NrOutput; j++) {
/* calcul intrare de la bias si activare
unitati output */
veight_output = output_weight [NrHidden} [j1;
Send (weight_output);
for (p = 0; p < BatCat; p++) {
output_net[p] [j] += output_weight [NrHidden] [j];
output_act[p] [j] = calculate_activity (output_net [pl {j1);
}
}

Send (zero_value); /* dummy */

/* pas inapoi */
/* transmite ponderi hidden-output */
change_work = 0.0; /# dummy val */
for (j = 0; j < NrOutput; j++) {
/#* calcul eroare la output si actualizare ponderi bias */
change_output = change_work;
change_work = 0.0;
Send (change_output);
for (p = 0; p < BatCnt; p++) {
pattern = (p + batch_start) % PattCnt;
oua = output_act[pl (jl;
output_erripl [j] = target_pattern[pattern] [j]l - oua;
output_dlt[p]} [j] = output_err[pl{j] * oua * (1.0 - oua);
change_work += output_dlt[pl[j);
}
}

Send (change_work);

change_work = 0.0; /* dummy val */
for (i = 0; i < NrHiddem; i++) {
for (p = 0; p < BatCnt; p++) {
hidden_err(pl [i] = 0.0;
}
for (j = 0; j < NrOutput; j++) {
/% calcul actualizare ponderi si eroare in hidden */
weight_output = output_weight [i] [j];
change_output = change_work;
change_work = 0.0;
Send (weight_output); Send (change_output);
tor (p = 0; p < BatCnt; p++) {
hidden_err[pl [i] += output_dlt{p](jl *
output_weight {il [j];
change_work += output_dlt[p])[j] =
hidden_act[p] [j];
}
}
}

Send (zero_value); Send (change_work);
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/* transmite actualizare initiala pentru ponderi
catrla unitati hidden: */
change_work = 0.0;
for (j = 0; j < NrHidden; j++) {
/% calcul delta in unitati hidden */
change_output = change_work;
change_work = 0.0;
Send (change_output);
for (p = 0; p < BatCnt; p++) {
hua = hidden_act [p] [j];
hidden_dlt[p] [j] = hidden_err[p]l[j] * hua * (1.0 - hua);
change_work += hidden_d1t([p][j];
}
for (i = 0; i < Nrlmput; i++) {
/* calcul actualizari */
change_output = change_work;
change_work = 0.0;
Send (change_output);
for (p = 0; p < BatCnt; p++) {
pattern = (p + batch_start) % PattCut;
change_work += hidden_d1lt[p] [j] *
input_pattern([pattern] [i];
}
}
}
Send (change_work);

Dupa cum se observa, administratorul calculeaza gradientii corespunzatori setu-
lui propriu de tipare, dupd care ii transmite in retea, la primu! proces din inel.
Urmeaza apoi rolul de receptor - primeste de la ultimul proces din retea gradientii
acumulati si calculeaza noile ponderi in reteaua neuronala:

/* Receiver: */
/* pas inainte: */
for (j = 0; j < NrHidden; j++) {
for (i = 0; i < NrlInput; i++) {
Receive (weight);
}
}
for (j = 0; j < NrHidden; j++) { /* bias »/
Receive (weight);
}
for (j = 0; j < NrOutput; j++) {
for (i = 0; i < NrHidden; i++) {
Receive (weight);
}
}
for (j = 0; j < NrOutput; j++) { /* bias »/
Receive (weight);
}

Receive (weight); /* dummy */

/* pas inapoi: */
/* calcul noile ponderi hidden-output */
Receive (change); /* dummy */
for (j = 0; j < NrOutput; j++) {
Receive (change);
change = (alpha * prev_output_change[NrHidden] (1) +
(eta * change);
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output_weight [NrHidden] [j] += change;
prev_output_change [NrHidden] {j] = change;
}
Receive (weight); Receive (change); /+* dummy */
for (1 = 0; i < NrHiddem; i++) {
for (j = 0; j < NrOutput; j++) {
Receive (weight); Receive (change);
change = (alpha * prev_output_changeli][j]l) +
(eta * change);
output_weight[i] [j] += change;
prev_output_change[i]l[j] = change;
}
}

/* calcul noile ponderi input-hidden %/
Receive (change); /% dummy */
for (j = 0; j < NrHidden; j++) {
Receive (change);
change = (alpha * prev_hidden_change{NrInput] [j]) +
(eta * change);
bidden_weight [NrInput] [j] += change;
prev_hidden_change [NrInput][j] = change;
for (i = 0; i < NrInput; i++) {
Receive (change);
change = (alpha * prev_hidden_change[i] [j]) +
(eta * change);
hidden_weight[i] [j] += change;
prev_hidden_change(i] [j] = change;
}
}

e masoara timpul necesar unei iteratii si intregului proces;

* salveaza noua configuratie a retelei neuronale pentru utilizari ulterioare.

4.3.3 Programul slave

Procesele slave implementeaza algoritmul backpropagation pentru o singur3 iteratie,

conform celor prezentate anterior:

* extrage din fisierul de configurare parametrii necesari retelei neuronale - numar
de neuroni pe fiecare strat, rata de invatare si momentul, precum si structura
retelei de calculatoare si fisierul contindnd setul de tipare de antrenare. Din linia
de comanda cu care este lansat extrage numarul procesorului in configuratia in

inel (argumentul processor_number);

» determina dimensiunile seturilor de tipare pentru administrator, respectiv pentru
slave si multimea de tipare corespunzétoare fiecdrui proces, in aceeasi manierd

ca la administrator:

NrSlaves = NrProcs - 1;

MaxBatCnt = (BatchSize + (NrSlaves - 1)) / NrSlaves;
MaxPattCnt = (NrPatt + (NrSlaves - 1)) / NrSlaves;

/* calcul batch size pentru acest procesor */
AdminBatchMax = (100 * BatchSize) /
((BatDelta * NrSlaves) + 100);
SlaveBatch = ((BatchSize - AdminBatchMax) +
(NrSlaves - 1)) / NrSlaves:
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AdminBatch = BatchSize - (NrSlaves * SlaveBatch);
if (AdminBatch < 0) {

AdminBatch = 0;

SlaveBatch = (BatchSize + (NrSlaves - 1)) / NrSlaves;
}

temp = (BatchSize - AdminBatch) % NrSlaves;
if (temp == 0) {
BatCnt = SlaveBatch;
}
else if (temp < processor_number) {
BatCnt = SlaveBatch - 1;
}
else
BatCnt = SlaveBatch;

/* calcul numar tipare pt acest procesor =/
AdminPatts = (NrPatt * AdminBatch) / BatchSize;
SlavePatts = NrPatt - AdminPatts;

PattCnt = (SlavePatts + (NrSlaves - 1)) / NrSlaves;

ptemp = SlavePatts % NrSlaves;

if ((ptemp !'= 0) &k (ptemp < processor_number))
PattCnt--;

» incarca setul de tipare de antrenare pe care le va procesa;

e se conecteazd la canalele de comunicatie corespunzatoare - este vorba despre
procesul precedent si cei urmator;

» executd un ciclu infinit, Tn care propaga prin retea tiparele din setul propriu si
calculeaza actualizarile de ponderi; dupa cum se va vedea mai jos, aceste doud
operatii presupun receptia de la procesul precedent si transmisia la procesul
urmator din inel:

propagate_activity (batch_start);
calculate_weight_changes (batch_start);
batch_start += BatCnt; batch_start %= Patt(nt;

Rutina propagate_activity primeste ca parametru pozitia de start in lista de
tipare si trece prin reteaua neuronald BatCnt tipare. Calculele se efectueaza recep-
tionand cate o pondere de la precedentul proces in inel si trimitdnd-o mai departe la
urmatorul proces:

void propagate_activity (int batch_start)

double weight_input, weight_work, weight_output;
int pattern;

Receive (weight_input);

for (j = 0; j < NrHidden; j++) {

for (p = 0; p < BatCnt; p++) {
hidden_net{p]l [j1 = 0.0;

}

for (i = 0; i < Nrlnmput; i++) {
/* calcul intrari in hidden */
weight_work = weight_input;
weight_output = weight_input;
Send (weight_output);
Receive (weight_input);
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for (p = 0; p < BatCat; p++) {
pattern = (p + batch_start) % PattCnt;
hidden_net [p] [j] +=
input_pattern(pattern] {i] * weight_work;
}
}
}
for (j = 0; j < NrHidden; j++) {
/* calcul intrare de la bias in hidden si activare */
weight_work = weight_input;
weight_output = weight_input;
Send (weight_output);
Receive (weight_input);
for (p = 0; p < BatCnt; p++) {
hidden_net[p] [j] += weight_work;
hidden_act[p]}[j] = calculate_activity (hidden_net(pl[jl);
}
}

for (j = 0; j < NrOutput; j++) {
for (p = 0; p < BatCnt; p++) {
output_net {p] [j] = 0.0;
}
for (i = 0; i < NrHidden; i++) {
/* calcul intrari in output =/
weight_work = weight_input;
weight_output = weight_input;
Send (weight_output);
Receive (weight_input);
for (p = 0; p < BatCnt; p++) {
output_net {p] [j] += hidden_act[p][i] * weight_work;
}
}
}
for (j = 0; j < OUTPT_UNITS; j++) {
/% calcul intrare de la bias in output si activare */
weight _work = weight_input;
weight_output = weight_input;
Send (weight_output);
Receive (weight_input);
for (p = 0; p < BatCnt; p++) {
output_net[p] [j] += weight_work;
output_act[pl[jl = calculate_activity (output_net (p] [j1);
}
}

Send (weight_input); /* dummy =/

} /» propagate_activity() s/

Rutina calculate_weight_changes insumeazd la gradientul ce a fost receptionat
de la procesul precedent, propriul gradient, si-l transmite mai departe, la procesul
urmator in inel:

void calculate_weight_changes (int batch_start)

{
double weight_input, weight_ work, weight_output;
double change_input, change_work, change_output;
double oua, hua; /* tmp */
int pattern;
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Receive (change_input); /* dummy */
change_work = 0.0; /* dummy */
for (j = 0; j < NrOutput; j++) {

}

/* calcul eroare in output si actualizare ponderi bias */
change_output = change_work + change_input;
Send (change_output);
Receive (change_input);
change_work = 0.0;
for (p = 0; p < BatCnt; p++) {
pattern = (p + batch_start) J/ PattCnt;
oua = output_act[p) [j];
output_err[p] [j] = target_pattern[pattern] [j] - oua;

output_dlt[p]l {j] = output_err{pl[j] * oua * (1.0 - oua);

change_work += output_dlt(p][j];

change_output = change_work + change_input;
Send (change_output);

Receive (weight_input); Receive (change_imput);
change_work = 0.0; /* dummy */

for (i = 0; i < NrHidden; i++) {

}

for (p = 0; p < BatCnt; p++) {
hidden_err[p] [i] = 0.0;
}
for (j = 0; j < NrOutput; j++) {
/* calcul actualizari ponderi si eroare in hidden */
weight_work = weight_input;
weight_output = weight_input;
change_output = change_work + change_input;
Send (weight_output); Send (change_output);
Receive (weight_input); Receive (change_input);
change_work = 0.0;
for (p = 0; p < BatCnt; p++) {
hidden_err[p] [i] += output_dlt[p][j] * weight_work;
change_work += output_dlt{p] [j] * hidden_act{p] [i];
}
}

weight_output = weight_input;

cange_output = change_work + change_input;
Send (weight_output); Send (change_output);
Receive (change_input); /* dummy */
change_work = 0.0; /* dummy */

for (j = 0; j < NrHidden; j++) {

/* calcul delta in hidden #/

change_output = change_work + change_input;

Send (change_output);

Receive (change_input);

change_work = 0.0;

for (p = 0; p < BatCnt; p++) {
hua = hidden_act[p]{j];
hidden_dlt[p][j] = hidden_err{pl[j] * hua * (1.0 - hua);
change_work += hidden_dlt{p][j];

}

for (i = 0; i < NrImput; i++) {
/* calcul actualizari ponderi */
change_output = change_work + change_input;
Send (change_output);
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Receive (change_input);
change_work = 0.0;
for (p = 0; p < BatCnt; p++) {

pattern = (p + batch_start) J PattCnt;

change_work +=

hidden_dlt[p) [j] * input_pattern([pattern][i];
}
}

}
Send (change_output);
} /* calculate_weight_changes() */

in acest fel, la sfarsitul unei iteratii, administratorul va detine gradientul total,
va fi in masura s3 calculeze valorile actualizarilor ponderilor din reteaua neuronala si
va putea relua procesul de invatare cu noile valori ale ponderilor.

4.4 Rezultate experimentale

S-a exprimat eficienta ca raportul dintre accelerarea obtinutd si cea ideald. Trebuie
subliniat aici faptul cd intre actualizarile de ponderi eficienta trebuie sa fie 100%,
intrucdt in acest timp toate procesoarele lucreaza independent unul fatd de altul,
fiecare procesor evoludnd exact in acelasi mod ca si in varianta secventiald. Colec-
tarea tuturor gradientilor componenti si distribuirea ponderilor actualizate constituie
sarcini suplimentare in comparatie cu algoritmul secvential si deci va fi nevoie de
timp suplimentar. Mai mult, calculul noilor valori ale ponderilor dupd ce toti gradientii
componenti au fost colectati nu a fost deloc paralelizat, intrucat doar procesorul ra-
dacina (0) efectueaza acest calcul. Ineficienta generata de acest calcul secvential al
ponderilor creste cu numarul procesoarelor: cu cat mai multe procesoare sunt utilizate
in executia algoritmului, cu atat mai multe procesoare vor fi inactive pe parcursul
actualizarii. Desigur, aceasta este o proprietate nefericita a oricarui algoritm paralel,
mai ales atunci cand in realitate calculul noilor valori ale ponderilor nu constituie o
fractiune prea mare din totalui volumului de calcul.

Pe scurt: Intrucat intre actualizirile de ponderi algoritmul se executd pe fiecare
procesor exact in acelasi mod ca si la algoritmul secvential, se prevede ca reducerea
de eficienta care ar fi observata la algoritmul paralel sd fie determinata in primul rand
de circumstantele legate de actualizarea ponderilor.

in continuare sunt prezentate cele trei piatforme hardware utilizate in acest
studiu pentru implementarea algoritmilor distribuiti de antrenare pentru backpropa-

gation. in plus, vor fi discutate conditiile in care a fost efectuate experimentele. in
continuare vor fi prezentate rezultatele experimentelor efectuate.

Cele trei platforme hardware pe care s-au efectuat testele prezinta sisteme de
operare de tip UNIX, pe care s-a utilizat limbajul de programare C, mediile PVM si
MPI, si debugger-ul GNU (pe perioada dezvoltdrii aplicatiilor). In vederea ridicarii
rezultatelor experimentale, s-a renuntat la facilitatile de depanare.

Pentru testare, simulatorul a fost executat pe configuratii de retele neuronale
generice, cu numarul precizat de neuroni pe fiecare strat, si cu cate un set de tipare
de antrenare generate aleator. Nu s-au urmarit performantele de invatare din punctul
de vedere al calitatii invatarii, ci doar accelerarea, respectiv eficienta fata de varianta
corespunzatoare rulatd secvential.

4.4.1 Platforme hardware

Dupa cum se poate observa, procesul administrator si cele slave ar putea sa evolueze
pe statii de lucru diferite, chiar cu sisteme de operare diferite, atat timp cat se asigura
compatibilitatea la nivelul informatiei transmise. Pentru simplificare, s-a preferat insd
omogenitatea retelei de calculatoare pe care se efectueaza simularea.
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4.4.1.1 1IBM RS/6000

Primul set de statii de lucru pe care s-au efectuat experimentele din acest studiu consta
in 12 statii de lucru IBM RS/6000 Model 230, produse de firma IBM, avand urmatoarele
specificatii:

s procesor POWER Single Chip la 45 MHz
e cache de 128 KB L2

» memorie 64 MB standard PS/2

e disc intern de 1 GB

¢ adaptor grafic POWER Gt1x

e Ethernet controller 10 BaseT

¢ sistemn de operare AIX 4.1.5

Prin comparatie cu celelalte seturi de statii de test, aceste statii IBM RS/6000
prezinta performante modeste, atat in privinta procesorului, cat si a memoriei si
retelei de interconectare. De aceea, ele au fost utilizate doar in faza de dezvoltare
a simulatorului.

4.4.1.2 SunBlade 150

Al doilea set de statii de jucru constd in 16 statii de lucru SunBlade 150, produse de
firma Sun, avand urmatoarele specificatii:

¢ procesor UltraSPARC IIi pe 64 de biti, la 650 MHz,

e cache de 512 KB L2 on-die,

e memorie de 1 GB,

e disc intern de 40 GB la 7200 rpm,

¢ placa de retea Ethernet/Fast Ethernet, twisted-pair, 100 Base-T,
* sistem de operare Solaris 8.

Dupa cum se observa, este vorba de procesoare muit mai rapide, si, de aseme-
nea, reteaua in care sunt conectate asigurd o viteza mai mare de transmisie, aspect
foarte important in algoritmul nostru.

4.4.1.3 Linux

Al treilea set de statii de lucru consta in 16 statii de lucru HP/Compagq, avand urma-
toarele specificatii:

procesor Pentium la 2.8 GHz,

memorie de 1 GB,
disc intern SATA 160 GB,
placa de retea Ethernet/Fast Ethernet, twisted-pair, 100 Base-T,

sistem de operare Linux.

Si de data aceasta, este vorba de procesoare mai rapide, si, de asemenea,
reteaua in care sunt conectate asigura o viteza mai mare de transmisie, aspect foarte
important in algoritmul nostru.

intrucat performantele statiilor IBM RS6000 erau mai slabe decét in celelalte
doud cazuri, aceste statii au fost utilizate doar in faza de dezvoltare si testare a
simulatorului, iar rezultatele experimentale nu au fost incluse in aceasta lucrare, un
alt motiv fiind faptul ca au fost disponibile doar 12 statii.
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4.4.2 Influenta dimensiunii variabile a setului de antrenare

Consideratiile de la inceputul acestui capitol sugereaza faptul ca eficienta va fi scazuta
la utilizarea unui set de antrenare de dimensiune mica, si ca eficienta va creste daca
se mareste dimensiunea setului de antrenare.

in tabelul 4.1 si in figura 4.5 (a) SunBladel150, b) Linux) sunt prezentate rezul-
tatele pentru o retea neuronald 50-50-50 (50 de unitati pe stratul de intrare, 50 pe
cel ascuns, respectiv 50 de unitati pe stratul de iesire), cu varierea dimensiunii setului
de antrenare, pe numarul maxim de statii de lucru in fiecare caz (16). Simulatorul
de retea neuronala a fost rulat pentru 10 ciciuri de invatare, ceea ce inseamna ca
ponderile au fost actualizate de acelasi numar de ori. De remarcat faptul c3, intrucat
numarul de procesoare si dimensiunea retelei sunt fixe, timpul necesar efectudrii
unei actualizari de ponderi este de asteptat sa ramana acelasi la toate executiile,
independent de dimensiunea setului de antrenare utilizat.

Dimensiune SunBladel150 Linux

batch normal | Ocomm | normal | Ocomm
25 28.06 48.04 26.02 44.03
50 38.98 72.11 37.06 70.01
100 59.02 85.07 58.00 84.50
150 70.04 88.03 69.11 88.14
200 75.98 88.52 75.51 88.65
250 77.01 89.04 78.03 89.22
300 79.03 89.25 79.13 90.23
350 79.19 89.23 79.34 90.23
400 79.31 89.26 79.47 90.24

Tabela 4.1: Eficienta functie de dimensiunea setului de antrenare

100 FEE 100 |} ..
oL 89.26 % | 9024
80 80 +
L ot 79.31 _ nf 79.47
5 o g or
& sop & s
2 awl S w}
30+ 30 F
20 - 20 +
10 F 10 F
0 1 1 A 1 1 1 1 A 0 i 1 L 1 1 1 Il i
0 50 100 150 200 250 300 350 400 0 50 100 150 200 250 300 350 400
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a) SunBladel150 b) Linux

Figura 4.5: Eficienta functie de dimensiunea setului de antrenare

S-a notat cu cerculete goale rezultatele executiilor normale ale algoritmului,
adica atunci cand procesoarele comunici intre ele, cum este normal. Cerculetele pline
marcheazd rezultatele acelorasi executii, ins3 fard a avea comunicatie. De fiecare
data cand un procesor ar dori s comunice, el a executat de fapt o instructiune
NOP. Observand diferentele dintre cele doud grafice, se poate estima masura in care
comunicarea afecteazd eficienta globala.

Dupad cum era de asteptat, eficienta algoritmului este foarte scizutd pentru
dimensiunea cea mai micad a setului de invatare, intrucét fiecare procesor prezintd in
acest caz doar un singur tipar, dupa care se face actualizarea retelei. Cu alte cuvinte,

BUPT



4.4. Rezultate experimentale 67

ponderile sunt actualizate relativ des. La cresterea dimensiunii setului de invatare
timpul de executie devine tot mai dominat de timpul utilizat de prezentarea tiparelor si
calculul gradientilor componenti, intrucat numarul de actualizdri de ponderi nu creste.
In acest fel, timpul utilizat pentru actualizarea ponderilor devine o portiune tot mai
mica din timpul total de executie, deci eficienta creste.

Cel de-al doilea grafic, cu cerculete pline, confirma faptul ca timpul necesar
comunicatiei pe parcursul fiecarei actualizari de ponderi, este in parte responsabil de
eficienta observatd, sub cea optimad. Mai mult, timpii totali de executie aratd faptul
ca timpul necesar comunicarii este independent de dimensiunea setului de antrenare,
dupa cum era de asteptat.

Totusi, graficele indica faptul ca Tnca mai pot exista si alte cauze ale ineficien-
tei. Unele dintre acestea ar putea fi generate de instructiunile suplimentare pentru
determinarea succesorilor in inel, a insumarii gradientilor componenti, cat si pentru
gestionarea comunicarii.

4.4.3 Influenta numarului variabil de procesoare

In continuare vor fi prezentate rezultatele executiei pe aceleasi statii, cand problema

este fixd si se mareste numarul de procesoare. intrucit marirea setului de antrenare
a dus la cresterea eficientei, este de asteptat sa poata fi utilizate mai multe procesoare
pentru seturi mari de antrenare. Experimentele au fost efectuate utilizénd trei seturi
de antrenare de dimensiune fixd, cu o retea 50 — 50 — 50.

In tabelul tabelul 4.2 si figura 4.6 (SunBlade150) si respectiv tabelul 4.3 si figura
4.7 (Linux) este prezentata relatia dintre accelerare si numarul de procesoare care
executa algoritmul paralel. Se observa ca pentru toate cele trei dimensiuni ale setului
de antrenare (cu exceptia, poate, a celui mai mic) accelerarea nu a atins valoarea
maxima posibild chiar si atunci cand a fost utilizat numarul maxim de procesoare
(16). Aceasta ar insemna, probabil, cd s-ar putea obtine chiar si o accelerare mai
buna avand la dispozitie mai multe statii.

Numar Accelerarea Eficienta
procesoare 400 600 800 400 600 800
1 1.00 1.00 1.00 | 100.00 | 100.00 | 100.00
2 1.51 1.88 1.95 75.50 94.00 97.50
3 2.08 2.60 2.84 69.33 86.67 94.67
4 2.70 3.20 3.57 67.65 80.00 89.25
5 3.30 3.95 4.40 66.00 79.00 88.00
6
7
8
9

3.91 4.64 5.20 65.17 77.33 86.67
4.38 5.35 6.07 62.57 76.42 86.65
4.97 6.10 6.93 62.12 76.25 86.63
5.50 6.84 7.79 61.11 76.07 86.60

10 5.91 7.49 8.50 59.10 74.90 85.00
11 6.30 8.12 9.19 57.27 73.82 83.55
12 6.87 8.60 9.95 57.25 71.67 82.92
13 7.18 9.08 | 10.41 55.23 69.85 80.08
14 7.50 9.61 | 10.98 53.57 68.64 78.43
15 7.95 | 10.01 | 11.42 53.00 66.73 76.13
16 8.20 | 10.50 | 12.07 51.25 65.63 75.43

Tabela 4.2: Accelerarea - trei dimensiuni ale setului de antrenare: SunBlade

Se mai poate observa, insd, ca pe masura ce se utilizeaza tot mai multe proce-
soare, eficienta scade (figura 4.6b, 4.7b). Pe baza rezultateior obtinute in sectiunea
anterioard, se poate conchide ca exista o explicatie: pe masurd ce creste numarul
de procesoare, fiecare procesor are de prelucrat o portiune tot mai micad din setul
de antrenare. Cu alte cuvinte, setul de antrenare per procesor scade, determinand
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Figura 4.6: Accelerarea - trei dimensiuni ale setului de antrenare: SunBlade
Numar Accelerarea Eficienta
procesoare | 400 600 800 400 600 800
1 1 1 1 100 100 100
2 1.59 1.91 1.96 | 79.50 | 95.50 | 98.00
3 2.15 2.65 2.86 | 71.66 | 88.33 | 95.33
4 2.75 3.27 3.61 | 68.75 | 81.75 | 90.25
5 3.3 3.96 444 | 66.00 | 79.20 | 88.80
6 3.87 4.63 5.21 | 64.50 | 77.16 | 86.83
7 4.31 5.31 6.01 | 61.57 | 75.85 | 85.85
8 4.90 6.09 6.88 | 61.25 | 76.12 | 86.00
9 5.0 6.80 7.73 | 55.55 | 75.55 | 85.88
10 5.83 7.43 8.43 | 58.30 | 74.30 | 84.30
11 6.22 8.09 9.11 | 56.54 | 73.54 | 82.81
12 6.8 8.55 9.88 | 56.66 | 71.25 | 82.33
13 7.09 9.02 | 10.35 | 54.53 | 69.38 | 79.61
14 7.41 9.54 | 10.90 | 52.92 | 68.14 | 77.85
15 7.88 9.87 | 11.35 | 52.53 | 65.80 | 75.66
16 8.11 | 10.32 | 11.99 | 50.68 | 64.50 | 74.94
Tabela 4.3: Accelerarea - trei dimensiuni ale setului de antrenare: Linux
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Figura 4.7: Accelerarea - trei dimensiuni ale setului de antrenare: Linux
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scaderea eficientei dupd cum s-a demonstrat in sectiunea anterioard. Acest efect
poate fi observat si prin simpla comparatie a celor trei grafice din figura 4.6b, 4.7b.
Totusi, eficienta depinde nu numai de dimensiunea setului de antrenare per
procesor, ci in aceeasi masura si de numarul de procesoare, deci trebuie sa mai existe
si aite cauze pentru scaderea eficientei, intrucat aceasta depinde nu numai de dimen-
siunea setului de antrenare per procesor, ci si de numarul de procesoare. Analizand
figura 4.6b, 4.7b, se observa ca pentru acelasi set de antrenare per procesor, eficienta
scade daca se mareste numarul de procesoare. Aceasta se datoreaza probabil timpului
necesar colectarii gradientilor componenti si distribuirii ponderilor actualizate.

4.4.4 Set de antrenare variabil cu numarul de
procesoare

A treia clasa de experimente care s-au efectuat examineaza efectele scalarii dimen-
siunii setului de antrenare cu numarul de procesoare utilizate la executia algoritmului.
Investigatiile au fost efectuate cu scopul de a determina dacd o crestere a numarului
de sub-probleme (tipare in set) va permite sa fie marit corespunzator numarul de
procesoare fara a reduce eficienta.

Reteaua testata a fost una 50— 50— 50, deci cu cate 50 de unitati pe fiecare strat.
Numarul de tipare din seturile de antrenare —- generate aleator - a fost ales astfel incat
fiecare procesor sa proceseze cate 1, 2, 10, respectiv 20 de tipare.

In tabelul tabelul 4.4 si figura 4.8 (SunBlade) si respectiv tabelul 4.5 si figura
4.9 (Linux) dimensiunea setului de antrenare per procesor este fixa (in fiecare dintre
cele patru serii de experimente). Aceasta inseamna cd, intre actualizarile de pon-
deri, fiecare procesor prezintd un numar fix de tipare, independent de numarul de
procesoare.

Numar Accelerarea Eficienta

procesoare 1 2 10 20 1 2 10 20
1 1.00 | 1.00 | 1.00 1.00 | 100.00 | 100.00 | 100.00 | 100.00

2 1.19 | 1.33 | 1.80 1.88 59.50 66.50 90.05 94.04

3 1.23 | 1.62 | 2.39 2.75 41.00 54.00 79.67 91.67

4 1.50 | 1.80 | 3.00 3.52 37.50 45.00 75.00 88.00

5 1.60 | 2.00 | 3.69 4.34 32.00 40.00 73.80 86.80

6 1.70 | 2.23 | 4.35 5.16 28.33 37.17 72.76 86.00

7 1.80 | 2.48 | 5.02 5.98 25.71 35.42 71.71 85.43

8 1.90 | 2.71 | 5.72 6.68 23.75 33.88 71.58 83.50

9 2.02 | 293 | 6.43 7.40 22.44 32.56 71.44 82.22
10 2.11 ) 3.05 | 7.01 8.11 21.10 30.50 70.10 81.10
11 2.19 | 3.28 | 7.55 8.72 19.91 29.82 68.64 79.27
12 2.28 | 3.51 | 8.08 9.33 19.00 29.25 67.33 77.75
13 2.39 | 3.62 | 8.53 9.95 18.38 27.85 65.62 76.54
14 2.51 | 3.75 | 8.98 } 10.49 17.93 26.79 64.14 74.93
15 2.62 | 3.88 | 9.41 | 10.96 17.47 25.87 62.73 73.07
16 2.70 | 4.00 | 9.71 | 11.41 16.88 25.00 60.69 71.31

Tabela 4.4: Set de antrenare fix per procesor: SunBlade

in figurile 4.8b, 4.9b se observa c3 pentru un numar mare de procesoare, daca
se poate mari setul de antrenare, numarui de procesoare afectate problemei poate fi
marit corespunzator, fara scaderea prea mare a eficientei.

in comparatie cu figurile 4.6, 4.7, se poate observa cd graficele eficientei din
figurile 4.8 si 4.9 sunt foarte similare. De fapt, ele sunt aproape identice ca forma.
Aceasta confirm3 ceea ce s-a enuntat deja, si anume faptul ca acest algoritm paralel
pierde din eficienta in principal pe parcursul actualizarii ponderiior. -
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Figura 4.8: Set de antrenare fix per procesor: SunBlade
Numar Accelerarea Eficienta
procesoare i 2 10 20 1 2 10 20
1 1.00 | 1.00 | 1.00 1.00 | 100.00 | 100.00 { 100.00 | 100.00
2 1.16 | 1.31 | 1.78 1.85 58.00 65.50 89.00 92.50
3 1.20 | 1.59 | 2.36 2.71 40.00 53.00 78.66 90.33
4 147 | 1.78 | 2.98 3.49 36.75 44.50 74.50 87.25
5 1.59 { 1.98 | 3.67 4.30 31.80 39.60 73.40 86.00
6 1.68 | 2.20 | 4.31 5.15 28.00 36.66 71.83 85.83
7 1.78 | 2.44 | 4.99 5.94 25.42 3485 | 71.28 84.85
8 1.89 | 2.67 | 5.68 6.66 23.62 33.37 71.00 83.25
9 2.0 | 2.90 | 6.40 7.40 22.22 32.22 71.11 82.22
10 2.10 | 3.00 | 6.98 8.08 21.00 30.00 69.80 80.80
11 2,17 | 3.23 | 7.49 8.67 19.72 29.36 68.09 78.81
12 2.24 | 3.48 | 8.07 9.31 18.66 29.00 67.25 77.58
13 2.34 | 3.58 | 8.49 9.90 18.00 27.53 65.30 76.15
14 2,49 | 3.70 | 8.95 | 10.42 17.78 26.42 63.92 74.42
15 2.59 | 3.85 | 9.38 | 10.90 17.26 25.66 62.53 72.66
16 2.68 | 3.97 | 9.67 | 11.37 16.75 24.81 60.43 71.06
Tabela 4.5: Set de antrenare fix per procesor: Linux
Balch size/procassor: 1% :
14 | 1 ° 6 20: .
. 2T 1(2) . _
s gt s
g 6} ﬁ 40
4}
20 -
2 L
0 L L A Al 1 1 i A1 0 1 1 Iy 1 1 1 L 1
0 2 4 6 8 10 12 14 16 0 2 4 6 8 10 12 14 16

Numar de procesoare

a)

Numar de procesoare

b)

Figura 4.9: Set de antrenare fix per procesor: Linux
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Pe baza acestor rezultate se poate decide daca ar fi util sa se mai adauge
procesoare in cazul unei probleme date. Cu alte cuvinte, in ce m3sura poate fi crescutd
accelerarea prin addugarea de procesoare. Crescand numarul de procesoare cu un
factor oarecare va determina o crestere a accelerarii numai daca eficienta scade cu un
factor mai mic sau cel mult egal, ca rezultat al procesoarelor suplimentare.

Ar fi ideal dacd s-ar putea formula o regula privitor la cét de multe procesoare
pot fi utilizate pentru o problema specifica. Un exemplu ar fi, sa zicem, sa se gdseasca
o relatie intre numarul de procesoare si dimensiunea setului de antrenare. Aceasta ar
insemna c¢a atat timp cét fiecare procesor are de prezentat cel/ putin un anumit numar
de tipare, accelerarea va creste la addugarea de alte procesoare. In general, aceasta
ar fi posibil daca eficienta algoritmului ar depinde numai de dimensiunea setului de
antrenare per procesor, si nu ar depinde de insdsi numarul de procesoare (in acest caz,
graficele eficientei din figurile 4.8b si 4.9b, ar fi fost linii drepte, orizontale). Dupa cum
se poate observa, acest algoritm paralel nu prezinta aceste proprietati si, intr-adevar,
se pare ca nu se poate formula o requld generaia.

4.5 Concluzii

Acest capitol prezintd un simulator pentru antrenarea cu algoritmul backpropagation,
care utilizeaza strategia de paralelizare cu partitionarea datelor. Pornind de la o
varianta simpla, in care singura modificare fata de varianta secventiald consta in uti-
lizarea si insumarea unor gradienti partiali, a fost descrisa si implementata o varianta
avansata, in care s-a urmarit minimizarea necesarului de memorie - oarecum excesiv
in varianta simpld - si au fost efectuate o serie de experimente in vederea deter-
minarii factorilor care afecteaza performantele simulatorului, comparativ cu varianta
secventiald.

S-a demonstrat ca paralelizarea algoritmului backpropagation este posibila, intr-
un mod foarte simplu, utilizdnd strategia de partitionare a datelor. De asemenea,
experimentele au demonstrat ca eficienta creste la madrirea dimensiunii setului de
tipare de antrenare prezentate retelei intre actualizérile de ponderi. Aceasta inseamnd
c3 daca pot fi utilizate seturi de antrenare foarte mari, este posibil sa se obtind o
accelerare substantiald utilizand acest tip de paralelizare.

Contributiile acestui capitol sunt:

1. Dezvoltarea si implementarea unui algoritm de paralelizare cu partitionarea da-
telor. Un dezavantaj major al acestui algoritm il constituie necesarul excesiv
de memorie, datorat faptului cd fiecare procesor trebuie sa pastreze o copie
a intregii retele neuronale. O asemenea redundanta ar trebui evitata intr-un
algoritm paralel, intrucdt aceasta inseamnd cd paralelizarea nu permite cres-
terea dimensiunii problemelor care pot fi procesate (din punctul de vedere al
necesarului de memorie).

2. Dezvoltarea si implementarea unui algoritm avansat de paralelizare cu partitio-
narea datelor, cu un proces administrator si mai multe procese s/ave. Programul
administrator transmite in retea, catre slave, pe rand, cate o pondere din reteaua
neuronald, urméand ca procesele slave sa utilizeze aceasta valoare a ponderii
in propagarea tuturor tiparelor asignate. Pentru o imbunatdtire a exploatarii
masinilor, si procesul administrator prelucreaza un numar de tipare.

3. Evaluarea necesarului de memorie al algoritmilor prezentati. Algoritmul avan-
sat de paralelizare prezentat, pe langa faptul cd permite scurtarea timpului de
antrenare a unei retele neuronale pentru seturi mari de tipare, mai permite si
procesarea unor retele neuronale de dimensiuni mai mari decat valorile posibile
pentru cazul secvential.

4. Studiul experimental al influentei factorilor care pot afecta performantele evo-
lutiei simulatorului intr-o retea de calculatoare. Concluzia care se poate deduce
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este ca performantele simulatorului vor fi cu atdt mai bune cu cat numarul de
tipare de procesat pe fiecare masina este mai mare. Din experimentele efec-
tuate, s-au observat valori satisfacatoare pentru accelerare, respectiv eficientd
atunci cand au putut fi asigurate cel putin zece tipare de antrenare per procesor.
Investigatii pe aceasta tema au fost prezentate in [BaC03] si [BCP07].
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In acest capitol se va trata dezvoltarea si analiza unui algoritm care utilizeazd o
strategie de partitionare a retelei pentru antrenarea unei retele neuronale intr-o retea
de calculatoare.

5.1 Constructia algoritmului paralel

In aceasta sectiune vor fi descrise bazele paralelizarii, modul in care este divizat3
reteaua intre procesoare, topologia procesoarelor, iar in final va fi prezentat modul in
care se face paralelizarea pasului inainte, respectiv a pasului inapoi.

5.1.1 Divizarea retelei

Atunci cénd se doreste sa se distribuie unitatile si ponderile pe un numar de proce-
soare, nu existad prea muite alternative la dispozitie. O variantd este divizarea retelei
orizontal, in trei portiuni, astfel incat un procesor sa contind unitatile unui anumit
strat. Aceasta nu e o idee prea bung, intrucat in mod normal o retea neuronald contine
putine straturi si deci nu vor putea fi utilizate prea multe procesoare. Mai mult, daca
se insista pe utilizarea unei anumite scheme de actualizare a tiparelor, aceastd forma
de paralelizare nici nu este posibild, intrucat pasii inainte si inapoi sunt secventiali —
numai unitatile dintr-un singur strat efectueaza calcule la un moment dat.

Reteaua poate fi divizatad vertical, astfel incat unitatile dintr-un strat sunt dis-
tribuite uniform pe procesoare. Fiecare procesor va contine deci unitdti din toate
straturile. Sunt posibile doua modalitati evidente de distribuire a ponderilor:

1. Toate ponderile pentru conexiunile care intrd intr-o unitate se memoreaza in
procesorul care simuleaza acea unitate.

2. Toate ponderile pentru conexiunile care jes dintr-o unitate se memoreaza in
procesorul care simuleaza acea unitate.

In realitate nu exista o diferentd intre cele doud strategii. In primul caz pasul
inainte va fi simplu de paralelizat, in vreme ce pasul inapoi va fi mai dificil. In al doilea
caz — invers. Aceste aspecte vor fi evidente pe parcursul dezvoltarii paralelizarii. in
cadrul lucrarii de fatd a fost aleasa prima strategie.

Toate unitatile sunt distribuite uniform pe procesoare, astfel incat toate proce-
soarele contin acelasi numar de unitati de intrare, ascunse si de iesire, desi nu este
necesar ca numarul de procesoare sa dividé numarul de unitadti de pe un strat. In
acest caz, unele procesoare vor simula cu o unitate mai muit decét altele. Pentru
simplificare, se va considera insa in continuare cd numarul de unitdti de pe orice strat
este divizibil cu numaru} de procesoare.

Ponderile conexiunilor din retea le distribuim in modul urmator: ponderile pentru
toate conexiunile care intra intr-o unitate de iegire sau ascunsa se memoreaza in pro-
cesorul care simuleaza acea unitate. Acest mod conduce la o partitionare echilibrata
a ponderilor. In Figura 5.1 se prezint3 ponderile continute in procesorul 1.

Strategia de partitionare a retelei in vederea paralelizdrii a fost investigatd
in cadrul catorva cercetari in domeniu. Pentru abordari similare, se pot consulta
lucrarile Iui Ernoult - “"Performance of backpropagation on a parallel transputer-based
machine”, [22], Zhang, McKenna, Mesirov si Waltz - “"The backpropagation algorithm
on grid and hypercube architectures”, [104] si de! Rey Millan gi Bofill ~ “"Learning
by backpropagation: Computing in a systolic way”, [20]. Spre deosebire de lu-
crarile enumerate, care utilizeaza arhitecturi de transputere, respectiv hypercuburi,
arhitecturi cu caracteristici specifice legate de modul de lucrul al procesoarelor si
modul in care ele sunt interconectate, teza de fata propune utilizarea unei retele de

73

BUPT



74 NetParSim

Proc.P-1

legire

Ascuns

Intrare

Figura 5.1: Distribuirea unitatilor si a ponderilor.

calculatoare, uzuale intr-un laborator universitar. Desigur, interconectarea masinilor
printr-o retea ethernet a impus diferente in abordarea diferitelor-aspecte, in special in
cazul comunicatiei, in vederea reducerii timpului necesar pentru transmiterea datelor
de {a un procesor la altul.

5.1.2 Topologia procesoarelor

A fost aleasd o conectare in inel. O configuratie de inel este simplu de extins pentru
a include mai multe elemente si poate sa contina orice numar de procesoare. Dupa
cum se va vedea, este o topologie naturald pentru partitionarea retelei asa cum e
prezentata in figura 5.1. Probabil cd ar prezenta interes si alte topologii, dar acesta
este un subiect pentru dezvoltari ulterioare.

Procesoarele sunt conectate in inel, asa cum este ilustrat in figura 5.2. De notat
directia legaturilor. Un procesor trimite date catre predecesorul sdu si receptioneaza
de la succesor.

Figura 5.2: Inel de procesoare.

Chiar daca fiecare procesor simuleaza doar o parte din unitdtile de intrare si cele
ascunse, toate procesoarele trebuie sa aiba capacitatea de a stoca activitatea tuturor
unitatilor de intrare, respectiv ascunse, intrucat aceasta este necesara in ambii pasi,
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5.1. Constructia algoritmului paralel 75

cel inainte si cel inapoi, din algoritmul de backpropagation. Memorand activitatea
tuturor unitdtilor se evita o serie de comunicatii suplimentare.

Contrar paralelizarilor cu partitionarea datelor descrise in capitolul anterior, aici
toate procesoareie executd acelasi program. Procesul administrator diferd de cele
slave numai atunci cand intervin operatii de intrare/iegire.

5.1.3 Notatii

Inainte de a incepe prezentarea paralelizdrii, este necesar si fie introduse o serie de
notatii

Mai intdi, cateva abrevieri convenabile. Mai devreme s-a definit P ca fiind
numarul de procesoare, NI, NH si NO ca fiind numarul de unitdti de pe stratul de
intrare, ascuns gi de iegire. Se noteaza cu PI, PH, si PO — numarul de unitdti de
intrare, ascunse si de iesire simulate de fiecare procesor. Fie O muitimea de indici de
unitati de iesire (0,1,..., NO — 1). Sub-seturile indicilor de unitati de iesire simulate de
catre procesoarele individuale vor fi:

0= {0,1,...,PO-1, PO,...,2-PO—1, .... (P=1)-PO.....P.-PO -1}
Ol On Op-1
0 1 P-1

Indicii pentru unitatile ascunse si cele de intrare se definesc similar.
Se noteazd cu aj’ activarea unitatii ascunse j. Vectorul activérilor tuturor unité-

tilor ascunse va fi g”, iar a{;] este sub-vectorul activarilor unitatilor ascunse memorate

in procesorul p. Aceasta se poate scrie ca:
=H H H H H H H H
a" = (ap,ay',...,QPg_1 QPH, - Q3 PH_1y -us alp_1).pH1- - AP.pH 1}
EH a—H E”
[0] llll {P--1]

0 P-1

Vectorii activarilor unitatilor de intrare, respectiv de iesire, a’ si a° se definesc

n mod similar. La fel pentru vectorii valorilor delta pentru unitdtile ascunse, respectiv
. . =1 . =0 a A . . . R

de iesire, § sié . In sfarzlt, intrarea de retea pentru o unitate din stratul ascuns,

respectiv de iesire va fi net;’, respectiv netf .

De notat faptul ca simbolurile pentru intrarea din retea, activare si delta nu
au un indice p (pentru tipar). Acesta nu este necesar, intrucat algoritmul pe care il
descriem corespunde metodei gradientului stohastic.

Ponderile conexiunilor care intra in stratul de iesire de la unitatea ascunsa j la
unitatea de iesire k vor fi notate cu wj)_,k. w?, va fi vectorul ponderilor conexiunilor
care intrd in unitatea de iesire k dinspre toate unitatile ascunse, iar mj’ﬁ — vectorul
ponderilor conexiunilor spre toate unitdtile de iegire de la unitatea ascunsa j. La fel
ca in cazul activarilor, se noteaza cu m‘[;lék sub-vectorul de ponderi spre unitatea de

iesire k dinspre unitatile ascunse simulate de procesorul p, si cu ﬁ)‘?,,[p] sub-vectorul de
ponderi care duc spre unitatile de iesire simulate de catre procesorul p de la unitatea

ascunsa j. Ponderile conexiunilor dinspre stratul de intrare catre stratul ascuns se
exprima in mod similar.

5.1.4 Paralelizarea

Paralelizarea propusad este formatd din sapte pasi, doi pasi pentru pasu! Tnainte si
cinci pasi pentru pasul inapoi. intrucat reteaua neuronal3 este distribuitd in reteaua
de calculatoare, au fost necesare o serie de modificari in ordinea efectuarii calculelor
in algoritmul clasic de backpropagation, avand ca scop adaptarea la comunicatia in
reteaua de calculatoare si minimizarea timpului necesar transmisiei de date. Pentru
evidentierea modificarilor efectuate, au fost rescrise formulele de calcul, grupénd
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termenii pe procesoare la calculul valorilor § pentru stratul ascuns, calcule efectuate
pe parcursului pasului al patrulea.

5.1.4.1 Pasul intdi

Primul pas calculeaz3 activarea unitatilor ascunse. De fapt, el consta din doi sub-pasi,
primul fiind distribuirea activarii unitdtilor de intrare, astfel incat toate procesoarele
vor avea acces la activarea tuturor unitatilor de intrare, iar in al doilea sub-pas se
efectueazd calculul activarii unitatilor ascunse.

Vectorul activarii unitatilor de intrare, a’, este distribuit astfel incat procesorul

p detine sub-vectorul a[’pl. Distribuirea tuturor sub-vectorilor catre toate procesoarele

este usor de efectuat intr-un inel: fiecare procesor isi transmite propriul sub-vector
cétre predecesorul sdu in inel. Apoi toate procesoarele receptioneaza si transmit sub-
vectorii calculati de celelalte procesoare, pana cand detin intregul vector al activarii
unitatilor de intrare. Aceasta necesitd P(P — 1) comunicatii. Operatia este ilustrata in
Figura 5.3.

Figura 5.3: Broadcast pentru activarea unitatilor de intrare.

La terminarea acestei operatii, toate procesoarele detin intregul vector al acti-
varii unitatilor de intrare, @’. Procesorul p simuleazd unitdtile ascunse cu indicii Hiy
si ponderile pentru toate conexiunile care intra in aceste unitati sunt memorate in
procesorul p. Procesorul p poate acum sd calculeze intrarea de retea pentru toate
unitatile ascunse pe care le simuleaza:

NI-1
netf =a @, = Z a{w,»H_.j, Vj € Hy, (5.1)
i=0

unde operatorul = reprezintd inmultire vectoriald.
Pe baza intrarii din retea, se poate calcula activarea unitatilor ascunse:

af = f(netJH), Vj € Hy (5.2)

unde f este functia nonliniard de activare. Calculele din cele doud ecuatii de mai
sus pot fi efectuate de catre toate procesoarele in paralel, fard comunicatie intre ele,
intrucét toate variabilele care intervin sunt memorate local.

Partea de comunicatie din pasul intdi nu poate fi evitatd. Totusi, comunicatiile se
pot efectua asincron si in paralel cu calculele. Se va exploata aceasta facilitate pentru
a combina cei doi sub-pasi ai pasului intdi. Daca se efectueaza calculele in timp ce se
transmit activarile unitatilor de intrare, iar timpul de calcul este mai mare decat cel de
transmisie, volumul mare de comunicatii necesar in acest pas nu va avea importanta.

Calculul intrarii intr-o unitate ascunsa, dat in ecuatia 5.1, poate fi rescris in felul
urmator:

NI-1 P-1
netJH = Z a,lw,-H_,J = ZE[IQ] *E}'{;]_.j, Vj € Hip (5.3)

1i=0 q=0
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Ultima expresie din ecuatie este o suma pentru toate procesocarele. Fiecare
sub-vector a[lq, din suma este memorat in cate un procesor.

Combinarea celor doi sub-pasi incepe prin transmisia de catre fiecare procesor a
acestui sub-vector, catre procesorul precedent din inel, dupa cum se vede in Figura 5.3.
In timpul acestei transmisii, toate procesoarele isi calculeaza contributia locala la
unitatile ascunse pe care le simuleaza. Pentru toate unitatile ascunse simulate de
procesorul p, se calculeaza:

—1I —H .
App) * Wipj-—;» Y € Hpp) (5.4)

La terminarea acestui calcul, procesorul receptioneaza sub-vectorul de la suc-
cesorul sdu si il transmite catre procesorul predecesor. Acest sub-vector receptionat
de procesorul p contine activarile unitatilor de intrare ale procesorului p + 1, iar acum
procesorul p poate sa calculeze termenii:

—1 —H .
Tp41) * Tip41)-o). VI € Hy (5.5)

care se insumeaza la termenii calculati in ecuatia 5.4.

Aceasta activitate de calcul si transmisie in paralel continuad pana la completarea
calculului lui net? pentru toti j € Hj;. Se aplica apoi functia de activare pentru a obtine
activarile unitatilor ascunse.

Activarile unitatilor de intrare sunt necesare din nou in pasu! sase, cand se
calculeaza actualizarile ponderilor. Ca urmare, este necesar sa se memoreze sub-
vectorii activarilor unitatilor de intrare, pentru utilizare ulterioara.

5.1.4.2 Pasul al doilea

Al doilea pas calculeaza activarea unitatilor de iegire. Acest pas este Tn mare masurd
similar pasului intai. Calculul intrarii intr-o unitate de iesire poate fi rescris dupa cum
urmeaza:

NH-1 P-1
neto = Z (JL]HwJOH,c = ZE[};] *EIOQI”'IC’ Vk € Oy (5.6)
7=0 q=0

Ca si la pasul intdi, fiecare sub-vector gy}, din aceastd suma este memorat in

procesoare separate. Este necesar din nou un broadcast, de data aceasta pentru
activarile unitatilor ascunse.

5.1.4.3 Pasul al treilea

Al treilea pas calculeaza valorile delta pentru unitatile de iegire si aceasta se poate
efectua exclusiv pe baza datelor locale. Valoarea delta pentru unitatea de iegire
simulata de procesorul p, cu indicele k se calculeaza pe baza relatiei 5.7:

82 = (te — af)ag (1 — ai),Vk € Oy (5.7)

5.1.4.4 Pasul al patrulea

in acest pas se calculeaza valorile delta pentru unitatile ascunse. Pentru calculul valorii
delta a unei unitati ascunse, §/, in procesorul p se calculeaza:

NO-1
5 = af (1 -0} )37 x@.) = o) (1 —af) D Sw .k, Vi € Hyy (5.8)
k=0

Pasul al patrulea este foarte asemanator cu pasul doi, intrucat in esenta consta
dintr-un produs vectorial. Totusi, aici ponderile nu sunt memorate la locul potrivit.
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Atunci cand procesorul p calculeazd un produs vectorial el utilizeaza ponderile oY
pentru toti j € Hy,. Aceste ponderi, insa, nu sunt memorate in procesorul p. Ele sunt
partitionate in mod egal intre toate procesoarele, iar distribuirea ponderilor este mult

prea mare consumatoare de timp. . oL
Ecuatia 5.8 poate fi rescrisa astfel incat s3 exprimam sumele pe procesoare:

NO -1 P—1
- <0 o .
OJH = a;’(l - a;{) E (SkO‘UJJOA’k = O.JH(I - (1;1) E 6[q] * W, g V] S H[p] (59)
k=0 gq=0

Ultima expresie este o suma pe toate procesoarele. Fiecare termen din suma
poate fi calculat numai de cdtre procesorul care memoreaza ponderile si valorile delta
respective. Ca urmare, dacd j € H|, este indicele unei unitati ascunse simulata de

o ..=0 __o . .
catre procesorul a, procesorul b poate calcula termenii dp,) xw;_, ;) nNecesari procesorului
a in calculul lui 6{31. Se noteaza cu ap,; toti acesti termeni:

apy = {Sﬁl *E?—%bl} (5.10)
Vi€H[q)

Ca urmare, ap; este un set calculat de procesorul b, necesar procesorului a.

Toate procesoarele necesita cate un asemenea set din partea celorlalte proce-
soare. In total sunt P(P - 1) asemenea seturi. Toate aceste seturi sunt diferite, deci
nu existd un mod simplu s3 fie transmise intre procesoare, adica nu se poate efectua
in exact acelasi mod ca si in pasii 1 si 2.

Existd totusi o cale de a efectua transmisia intr-un mod similar celui din pasul
2. Pe baza faptului ca seturile nu sunt total independente, toate fiind parte a unei
insumari, se va demonstra in continuare ca este posibil sa fie transmise si insumate
seturile astfel incat toate transmisiile pot fi efectuate in P — 1 pasi secventiali (cu P
transmisii paralele/asincrone in fiecare pas), la fel ca si in pasii 1 si 2.

Generalizénd ecuatia 5.10:

-0 -0
Qlp,....c] = {(Slb]*ﬁfé,[b] +"'+6[C]*EJO_,[C]}V o (511)
JEH q)

In aceasta ecuatie se insumeazad un numar de seturi calculate de procesoarele
de la b la ¢, necesare procesorului a. Suma este o parte a intregii sume utilizata in
calculul lui &3,.

Figura 5.4 ilustreaza operatiile de efectuat:

1. Procesorul 0 calculeaza setul sdu pentru procesorul 1, notat cu 1. Procesorul 1
calculeaza setul sau pentru procesorul 2 — 2(y;, si asa mai departe.

2. Calculul gi transmisia se efectueaza in paralel. Procesorul 0 calculeaza 2 in timp
ce transmite 1, catre procesorul P — 1. Procesorul 1 calculeazd 3(1) In timp ce
transmite 2, catre procesorul 0 §i asa mai departe.

3. Procesorul 0 receptioneaza 2y, il aduna la setul 2, pe care tocmai I-a calculat,
obtinadnd 20 1}, care este urmatorul set de transmis. Procesorul 1 receptioneaza

312, Tt aduna la setul 3;;, pe care tocmai I-a calculat, obtinénd 31,2 La fel pentru
celelalte procesoare.

In acest moment se repeta pasi similari pasilor 2 si 3, pana cand toate proce-
soarele detin intregul set necesar lor, adica procesorul p detine setul

P-1
=0 .
Po,...p-1] = Z% *Wjq Vi€ Hiy (5.12)
q=0
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Figura 5.4: Calculul valorilor delta pentru unitdtile ascunse.

Aceasta este exact suma din uitima expresie din ecuatia 5.9 pentru procesorul
p. Acum este posibit ca procesorul p sd calculeze 6@1.

5.1.4.5 Pasul al cincilea

Al cincilea pas calculeazd actualizarile de ponderi pentru conexiunile dintre stratul
ascuns si cel de iegire. Ecuatia este:

AwS . (n+1) = ndcal + adwd. . (n) (5.13)

Intrucat activarile unitdtilor ascunse, calculate in pasul doi, au fost memorate,
este posibil ca procesoarele sa calculeze toate actualizarile de ponderi exclusiv pe baza
datelor locale.

5.1.4.6 Pasul al saselea

Acest pas este similar pasului cinci, cu exceptia faptului ca se calculeaza actualizarile
pentru ponderile conexiunilor dintre stratul de intrare si cel ascuns. Ecuatia de calcul
este:

AwiH_.]-(n +1) = né;{ai’ + chwﬁ.J (n) (5.14)

Din nou, ntrucat activérile unitdtilor de intrare calculate in pasul intéi au fost
memorate, este posibil ca procesoarele sa calculeze toate actualizarile de ponderi
exclusiv pe baza datelor locale.

5.1.4.7 Pasul al saptelea

Acest pas are drept scop efectuarea actualizarilor de ponderi. Din nou, si aceasta se
poate efectua numai pe baza datelor locale, fara nici o comunicatie, deci in paralel.

5.1.5 Memorarea tiparelor de intrare si de iesire

in functie de dimensiunea tiparelor de intrare/viesire, se pot utiliza strategii diferite de
memorare a acestor date in procesoare. Daca intregul set de tipare de intrare/iesire
este mic, toate perechile de tipare pot fi memorate in intregime in toate procesoarele,

astfel incat toate procesoarele s3 detind copii identice. In acest caz, pasul intai al
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algoritmului devine foarte simplu. Intrucat tiparele de intrare (activarile unitdtilor de
intrare) sunt cunoscute tuturor procesoarelor, nu mai este necesar un broadcast.

Dac3 setul de tipare de intrare/iesire este prea mare pentru a-| plasa pe toate
procesoarele, ele vor fi distribuite uniform intre procesoare. Dupa cum s-a mentionat
in sectiunea 5.1.4, de fapt se distribuie unitdtile de intrare in mod uniform intre toate
procesoarele, ca si unitatile ascunse si cele de iesire, iar fiecare procesor va detine din
tiparele de intrare exact portiunea care ii este asociatd pentru unitatile de intrare pe
care le simuleaza. Similar pentru tiparele de iesire.

5.1.6 Imbunatatiri ale algoritmului

Dac3 timpul de comunicatie din pasul patru constituie o problema, o imbunatatire
evidentd a acestui algoritm in sapte pasi este sa se combine pasii patru si cinci, intrucat
calculul actualizarilor de ponderi dintre straturile ascuns si cel de iegire din pasul! cinci
poate fi efectuat odata cu terminarea pasului trei si deci in paralel cu pasul patru.
Actualizarea ponderilor conexiunilor dintre stratul ascuns si cel de iesire (parte din
pasul sapte) poate fi efectuata de asemenea in pasul patru.

5.2 Analiza algoritmului

In aceasts sectiune se va face o analiza a factorilor care influenteazd comportarea
algoritmului. Testele care se vor efectua vor fi pe retele de dimensiuni convenabile;
ele nu vor fi retele din aplicatii reale si ca urmare in realitate nu se va efectua nici o
antrenare.

Dintre cei sapte pasi ai algoritmului, comunicatii au loc doar in pasii unu, doi
si patru. Cu exceptia unor activitdti suplimentare, pentru comutarea intre procese si
pentru calculul de indici, probabil cd numai comunicatia din acesti trei pasi ar putea
impiedica atingerea maximumului de speed-up fata de versiunea secventiala.

5.2.1 Necesarul de memorie

Un avantaj al acestui algoritm il constituie necesarul scazut de memorie. Ponderile,
activarile si valorile deita din retea sunt distribuite uniform intre procesoare. Totusi,
valorile de activare pentru toate unitatile de intrare si pentru cele ascunse sunt me-
morate in toate procesoarele, intrucat este vorba despre valori utilizate de doua ori
pe parcursul algoritmului. Activarile unitatilor de intrare sunt utilizate in pasul unu si
sapte, iar activarile unitatilor ascunse sunt utilizate in pasul doi si pasul cinci.

Necesaru! de memorie al fiecarui procesor, conform notatiilor din sectiunea 5.1.3
(masurat in numar de valori reale pe 64 de biti — double) va fi:

NI+ NH + PH +2PO +2((NI +1)- PH + (NH + 1) - PO) (5.15)

Atunci cand retelele simulate sunt de dimensiune mare, singura contributie
semnificativa este cea a ponderilor.

5.2.2 Pasul inainte

Cei doi pasi care formeaza pasul Tnainte sunt in esenta similari. Se va analiza in conse-

cintd doar unul dintre acesti pasi. Intrucat s-a discutat pe larg primul pas in sectiunea
5.1.4, aici va fi analizat pe larg acest pas. Se va demonstra ca timpul de calcul depinde
liniar atdt de numarul de unitati ascunse simulate de fiecare procesor — PH, cat
si de numarul de unitadti de intrare simulate de fiecare procesor — PI. Timpul de
comunicatie depinde insa liniar numai de PI. Cu alte cuvinte, marind PH este posibil
sa se mareasca timpu! de calcul fara sa afecteze timpul de comunicatie. Astfel, alegand
un PH suficient de mare, timpul de comunicatie poate s3 devina nesemnificativ in
comparatie cu timpul de calcul.
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Procesorul p calculeazd intrarea din retea pentru una din unitatile ascunse pe
care le simuleaza conform ecuatiei 5.3. Acest calcul se executa in paralel (asincron)
cu broadcast-ul activarii unitatilor de intrare, cu observatia ca transmisia trebuie sa
se faca cu prioritate maxima, pentru a termina cat mai repede initializarea si a putea
trece cat mai repede la efectuarea calculelor.

La fiecare iteratie, calculul termenuiui @, » @, ., contine PI inmultiri si P/

adunari. Timpul de calcul pentru fiecare iteratie depinde deci liniar de PI. Intrucat
calculul se efectueaza pentru toate unitatile ascunse simulate de fiecare procesor, deci
pentru toti j € Hy,, timpul de calcul va depinde liniar si de PH.

Situatia din pasul doi este exact aceeasi cu cea descrisa pentru pasul intai.
Pentru pasul doi timpul de calcul depinde liniar de PH si PO, in vreme ce timpu!l de
comunicatie depinde liniar numai de PH.

Concluzia la consideratiile de mai sus este cd numarul de unitdti simulate de
fiecare procesor, PI, PH si respectiv PO determina calitatea paralelizarii unei retele.
Dacd numarul de unitati per procesor este mare, timpul de calcul este mai mare
decat cel de comunicatie, caz in care se poate considera ca este vorba despre o buna
paralelizare. Dacd numarul de unitati per procesor este mic, calculele sunt incetinite
de comunicatie.

5.2.3 Pasul inapoi

Atentia se va concentra asupra pasului patru, in care sunt combinate caicule gi transmi-
sii. Seturile transmise sunt vectori de dimensiune PH. Calculul setului aj, corespunde

ecuatiei 5.10. Timpul de calcul pentru un termen din 33,, *E?ﬁ[p] depinde liniar de

PO. Exista cite un asemenea termen pentru fiecare unitate ascunsa simulata de un
procesor. Ca urmare, timpul de calcul pentru intregul tablou depinde liniar de PO si
PH.

Ca si mai sus, timpul de calcul depinde liniar de doi factori: numarul de unitati
ascunse simulate de fiecare procesor si numarul de unitati de iesire simulate de fiecare
procesor. Din nou, timpul de comunicatie depinde liniar numai de unul dintre acesti
factori — de data aceasta numarul de unitdti de iesire simulate de fiecare procesor.
Similar, se poate anticipa o performanta mai bund a algoritmului atunci cand numarul
de unitati simulate de un procesor este mare.

5.3 Simulatorul NetParSim

Pe baza consideratiilor teoretice anterioare, a fost realizat un simulator pentru antre-
narea retelelor neuronale cu metoda backpropagation — NetParSim.

Antrenarea retelei neuronale se face distribuit, prin metoda partitionarii retelei.
Fiecdrui procesor din reteaua de calculatoare i se atribuie un numar de neuroni de pe
fiecare strat al retelei neuronale. Comunicatia intre procesoare se realizeaza conform
topologiei in inel, astfel incat este simplu de modificat numarul de masini care executd
simulatorul.

Simulatorul implementeaza paralelizarea in sapte pasi propusa anterior, cu ac-
tualizarea ponderilor conexiunilor neuronale dupa fiecare tipar.

La pasul intai se face prezentarea unui tipar de antrenare. Pentru a putea calcula
activarea fiecirui neuron de pe stratul ascuns, fiecare procesor necesitd intregul vector
de intrare reprezentat de tiparul curent. Reamintim in acest sens faptul ca un neuron
de pe un strat are conexiuni de la toti neuronii de pe stratul anterior.

in al doilea pas se calculeazd activarea unitdtilor de iesire, similar cu pasul intai.

Pasul trei calculeaza valorile delta pentru unitdtile de iesire, prin compararea cu
valorile de iesire precizate de tiparul de antrenare.

Pasul al patrulea calculeazd valorile delta pentru unitdtile ascunse, conform
schemei din figura 5.4.
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Pasii sase si sapte calculeaz3 si actualizeaza ponderile conexiunilor care intrd in
unitatile de iesire, respectiv ascunse.

Pentru evaluarea performantelor acestui simulator, prin comparatie cu varianta
secventiald rulatd pe acelasi tip de masina, se vor efectua o serie de experimente,
care vor incerca sa determine influenta mai multor factori, in principal dimensiunea
retelei neuronale antrenate, respectiv dimensiunea retelei de calculatoare pe care se
ruleaza simulatorul.

Intrucat calitatea antrendrii, respectiv numadrul de iteratii de efectuat necesar
atingerii unui anumit grad de antrenare, depinde de parametri de antrenare — rata
de invdtare, momentul — care oricum sunt aceiasi si in cazul variantei secventiale,
vor fi utilizate retele neuronale generice, cu dimensiunile precizate la fiecare tip de
experiment, si seturi de tipare generate aleator. Comparatia intre varianta secventiala
si cea cu partitionarea retelei se va face prin masurarea timpului necesar efectuarii
unui numar de iteratii (10). Valorile prezentate pentru accelerare, respectiv eficienta
algoritmului, vor reprezenta media unui numar de 10 experimente/rulari din categoria
respectiva.

Primul set de experimente vizeaza efectul modificarii dimensiunii retelei neuro-
nale asupra eficientei algoritmului. Pentru numarul maxim de statii din retea (16), se
va aplica algoritmul pentru retele neuronale astfel dimensionate incat, pentru fiecare
procesor, numarui de neuroni de pe fiecare strat sa varieze intre 1 si 20, adica retele
neuronale cu 16 neuroni pe stratul de intrare, cel intermediar si cel de iesire, 32 de
neuroni si asa mai departe.

in al doilea set de experimente se va determina influenta modificarii numarului
de procesoare pe care ruleaza simulatorul. Pentru o retea neuronald de dimensiune
fixa, se va modifica numarul de procesoare, intre 2 si 16. Experimentele vor fi
efectuate pentru mai multe retele neuronale, dimensionate astfel incat numarul de
neuroni de pe fiecare strat sa fie divizibil cu numarul maxim de procesoare utilizate.

In al treilea set de experimente se va determina in ce masura este posibil
sa se utilizeze mai muite procesoare pe masura ce se mareste dimensiunea retelei
neuronale. Utilizdnd intre 2 si 16 procesoare, se vor efectua masuratori pentru retele
neuronale de dimensiuni alese astfel incat pentru P procesoare sa avem pe fiecare strat

un numar de neuroni proportional cu P. in acest set de experimente, la adaugarea
unui procesor in reteaua de calculatoare, se va adduga si un numar de neuroni pe
fiecare strat al retelei neuronale.

Al patrulea set de experimente va determina in ce masura este afectata eficienta
algoritmului de modificarea dimensiunii setului de antrenare. Desi algoritmul este asfel
proiectat incat actualizarea ponderilor se face dupa prezentarea fiecarui tipar, acest
algoritm poate fi usor modificat pentru insumarea unui numar de gradienti inainte de
actualizarea ponderilor.

Simulatorul NetParSim contine un singur program. Prin urmare, procesele rulate
pe fiecare statie din reteaua de calculatoare sunt identice. Diferentierea rolurilor, in
administrator si slave se realigeazé prin intermediul argumentului transmis in linia de
comanda - processor_number. In cazul in care acesta lipseste sau este 0, procesul este
administrator si se va ocupa cu pornirea proceselor slave, cu numarul procesului dat
de pozitia in configuratia de inel.

Algoritmul utilizat este cel descris in acest capitol, cu comasarea pasilor al
patrulea, al cincilea si, partial, al saptelea, dupa cum s-a sugerat in sectiunea 5.1.6.

5.3.1 Fisierul de configurare

Programul primegte informatiile necesare prin intermediul unui fisier de configurare,
identificat de variabila de mediu NETPARSIM_CFG, similar cu cel descris in sectiunea
4.3.1. El contine informatii despre reteaua neuronala de simulat si despre statiile care
alcatuiesc reteaua de calculatoare. Dupa cum s-a precizat, o informatie suplimentara
se transmite in linia de comanda - numarul procesorului in configuratia de inel.
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Se da mai jos un exemplu de fisier de configuratie. Valorile sunt precizate cate
una pe linie, sub forma

<variabila>=<valoare>

Liniile goale se ignora, iar textul de la semnul ‘#’ pana la sfarstul liniei se ignord
(comentariu).

# Reteaua neuronala:

eta = 0.2 # rata de invatare

alpha = 0.9 # momentul

NriInput = 60 # neuroni pe stratul de intrare
NrHidden = 60 # neuroni pe stratul intermediar
NrQOutput = 60 # neuroni pe stratul de iesire
NrPatt = 10 # numar total de tipare

PattFile = /work/tipare.dat # fisier tipare de invatare

Nriter = 100 # numar de iteratii
Err = 0.01 # eroare acceptata

# Reteaua de calculatoare:
NrProcs = 12 # numar procesoare in retea
HostsFile = /work/hosts.dat # lista numelor statiilor

Parametrul NrIter precizeaza numarul total de iteratii care sunt efectuate. Daca
el este 0, atunci se ia ca si criteriu de oprire atingerea unei erori totale mai mica decét
Err.

5.3.2 Codul aplicatiei

Pentru fnceput, aplicatia determina numarul de neuroni de pe fiecare strat pe care fi
are de simulat fiecare proces:

/* Calcul valori per procesor */

ProcInput = (NrInput + (NrProcs - 1)) / NrProcs;
ProcHidden = (NrHidden +(NrProcs - 1)) / NrProcs;
ProcOutput = (NrOutput +(NrProcs - 1)) / NrProcs;

Apoi, se determina indicii corespunzatori neuronilor simulati de fiecare proces:

/* calcul indici input si lungime date pentru toate procesoare */
/* Strat intrare: */
input_ndx[0] = O;
input_cnt[0] = ProcInput;
for (i = 1; i < NrProcs; i++) {
input_ndx[i] = input_ndx[i-1] + input_cnt[i-1];
tval = Nrlnput % NrProcs;
if (tval == 0) {
input_cnt[i] = ProcInput;
}
else if (tval > i) {
input_cnt[i] = ProcInput;
}
else {
input_cnt[i] = ProcInput - 1;
}

}

Locallnput = input_cnt [processor_number] ;
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/+ Strat ascuns: */
hidden_ndx[0] = O;
hidden_cnt [0] = ProcHidden;
for (i = 1; i < NrProcs; i++) {
hidden_ndx[i] = hidden_ndx[i-1] + hidden_cnt[i-1];
tval = NrHidden % NrProcs;
if (tval == 0) {
hidden_cnt[i] = ProcHidden;
}
else if (tval > i) {
bidden_cnt [i] = ProcHidden;
}
else {
hidden_cnt[i] = ProcHidden - 1;
}
}

LocalHidden = hidden_cnt[processor_number];

/* Strat iegire: »/
output_ndx[0] = O;
output_cnt[0] = ProcOutput;
for (i = 1; i < NrProcs; i++) {
output_ndx[i] = output_ndx{i-1] + output_cnt{i-1];
tval = NrOutput % NrProcs;
if (tval == 0) {
output_cnt[i] = ProcCutput;
}
else if (tval > i) {
output_cnt[i] = ProcQutput;
}
else {
output_cnt[i] = ProcOutput - 1;
}

}

LocalOutput = output_cnt[processor_number];

Dupd cum s-a precizat, singura diferenta dintre administrator si slave este data
de numarul procesului in inel, cel cu numarul 0 fiind administrator. Acesta trebuie sa
porneasca celelalte procese slave si sa deschida canalele de comunicatie dintre ele,
pentru configuratia de inel. Fiecare proces va receptiona date de la procesul precedent
in retea si va transmite la cel urmator.

Dupa pornirea tuturor proceselor, acestea trebuie sa aloce spatiu pentru struc-
turile de date utilizate, sa initializeze aceste date si sd incarce tiparele de antrenare.

intrucat la initializarea ponderilor se utilizeaza valori mici aleatoare, trebuie asigurat
ca acestea sa fie identice pentru toate procesele — se utilizeazd aceeasi rutina de
generare de numere aleatoare, cu aceeasi radacind (seed).

Procesul administrator porneste masurarea timpului, dupa care toate procesele
executd un ciclu relativ simplu, de Nrlter ori, in care se prezintad retelei neuronale un
tipar - selectat aleator - si se actualizeaza ponderile conexiunilor:

/* PatternUpdate () */

for (iteration = 0; iteration < Nrlter; iteration++) {
pattern = (int)random() % NrPatt;
PropagateActivity (patterm);
CalculateWeightChanges(pattern);

}

Rutina PropagateActivity prezintd retelei neuronale cate un tipar de antrenare.
Pentru a putea propaga activarea prin reteaua neuronald, trebuie sa receptioneze
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activarile neuronilor din stratul de intrare, respectiv cel ascuns, care se afla in alte
procesoare. Mai intdi se calculeaza activarea unitatilor ascunse din procesorul curent:

for (j = 0; j < LocalHidden; j++) {
hidden_net([j] = hidden_weight[TotalInput]{j]l; /* bias */
}

P = processor_number;
for (k = 0; k < (NrProcs - 1); k++, p++) {
processor = p % NrProcs;
Send (input_activity([processor]);
Receive (input_activity[(processor+1)%NrProcs]);
StartNdx = input_ndx[processor];
for (j = 0; j < LocalHidden; j++) {
for (i = 0; i < input_cnt[processor}; i++) {
hidden_net[j] += input_activity[processor][i] *
hidden_weight [StartNdx+il [j];
}
}
}

processor = (processor_number + (NrProcs - 1)) % NrProcs;
StartNdx = input_ndx[processor];
for (j = 0; j < LocalHidden; j++) {
for (i = 0; i < input_cnt[processor]; i++) {
hidden_net[j] += input_activity[processor][i] =
hidden_weight [StartNdx+i] [j];
}
hidden_activity[processor_number] [j] =
CalculateActivity (hidden_net[j]);

Se transmit activarile neuronilor de intrare proprii i cele receptionate de la
celelalte procesoare (pentru claritate, in apelurile rutinelor Send §i Receive nu s-a
precizat si lungimea tablourilor de valori implicate). Toate aceste valori sunt utilizate
in calculul activarii unit3tilor ascunse simulate. Apoi se efectueaza aceleasi operatii
pentru stratul de iesire:

for (j = 0; j < LocalDutput; j++) {
output_net[j] = output_weight[TotalHidden] [j1; /* bias #/
}

P = processor_number;
for (k = 0; k < (NrProcs - 1); k++, p++) {
processor = p % NrProcs;
Send (hidden_activity([processor]);
Receive (hidden_activity[(processor+1)%NrProcsl);
StartNdx = hidden_ndx[processor];
for (j = 0; j < LocalOutput; j++) {
for (i = 0; i < hidden_cnt[processorl; i++) {
output_net[j] += hidden_activity[processor][i] +
output_weight [StartNax+iJ [3];
}
}
}

processor = (processor_number + (NrProcs - 1)) % NrProcs;
StartNdx = hidden_ndx[processor];
for (j = 0; j < LocalOutput; j++) {

for (i = 0; i < hidden_cnt[processorl; i++) {

BUPT



86 NetParSim BUPT

output_net(j] += hidden_activity[processor][i] =
output_weight [StartNdx+i] [(j];
}
output_activity([processor_number] [j] =
CalculateActivity (output_net(j]);

De data aceasta, se transmit activarile neuronilor de pe stratul ascuns simulati
de procesul curent si cele primite de la celelalte procesoare.

Pentru calculul actualizarilor ponderilor conexiunilor din reteaua neuronala (ru-
tina CalculateWeightChanges), mai intadi se calculeaza valorile de/ta in neuronii de iegire,
conform relatiei 5.7:

for (i = 0; i < LocalOutput; i++) {
tmp = output_activityl[i];
output_deltalil = (target_pattern{pattern] (i} - tmp) *
(tmp * (1.0 - tmp));

Apoi se calculeaza valorile delta pentru unitatile ascunse gi valorile cu care
trebuie actualizate ponderile conexiunilor dintre stratul ascuns si cel de iesire, conform
celor descrise in sectiunile 5.1.4.4 si 5.1.4.5:

processor = (processor_number + 1) 7 NrProcs;
StartNdx = hidden_ndx([processor];
for (i = 0; i < hidden_cnt[processor]; i++) {
out_datali]l = 0.0;
for (j = 0; j < LocalOutput; j++) {
out_data[il += (output_deltal[j] #
output_weight [StartNdx+i] [j1);
/* calcul actualizare ponderi hidden-output */
output_change [StartNdx + i][j] =
(eta * (output_delta(j] »
hidden_activity[processor] {i])) +
(alpha * output_change{StartNdx+il[j1);

/* efectueaza actualizarea ponderi hidden-output #*/
output_weight [StartNdx+i] [j] += output_change[StartNdx+i] [j];
}
}

p = processor_number + 2;
for (k = 0; k < (NrProcs - 1); k++, p++) {
Send (out_data);
Receive (in_data);
processor = p %4 NrProcs;
StartNdx = hidden_uint_index{processor];
for (i = 0; i < hidden_cnt{processor]; i++) {
hidden_delta(i]l = 0.0;
for (j = 0; j < LocalOutput; j++) {
hidden_delta[i] += (output_deltalj] =*
output_weight [StartNdx+il [j]);
/* calcul actualizare ponderi hidden-output */
output_change [StartNdx+i] [j] = (eta * (output_delta(j] =
hidden_activity[processor] [i]1)) +
(alpha * output_change [StartNdx+i] [j1);
/* efectueaza actualizare ponderi hidden-output */
output_weight [StartNdx+i] {j] +=
output_change [StartNdx+i] (jl;
}
}
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for (i = 0; i < hidden_cnt[processor]; i++) {
out_datali]l = in_datali] + hidden_deltali];
}
}

for (i = 0; i < LocalHidden; i++) {
hidden_delta[i]l = out_datal[i] *
(hidden_activity[processor_number] [i] *
(1.0 ~ hidden_activity[processor_number] [i]));

}

for (j = 0; j < LocalDButput; j++) {
/* calcul actualizare ponderi hidden-output */
output_change[TotalHidden] [j] = (eta * output_deltalj]) +
(alpha * output_change[TotalHidden] {j1);
/* efectueaza actualizarea ponderi hidden-output */
output_weight [TotalHidden] [j] +=
output_change [TotalHidden] [j];

Similar se procedeaza pentru ponderile conexiunilor dintre stratul de intrare si
cel ascuns, conform sectiunii 5.1.4.6:

/* calcul actualizare ponderi input-hidden */
for (p = 0; p < NrProcs; p++) {
StartNdx = input_ndx[p];
for (j = 0; j < LocalHidden; j++) {
for (i = 0; i < input_cnt[pl; i++) {
hidden_change [StartNdx+i] [j] =
(eta * (hidden_delta[j] * input_activity[pl{il)) +
(alpha * hidden_change([StartNdx + il [j1);
}
}
}
for (j = 0; j < LocalHidden; j++) { /* pentru bias */
hidden_change [TotalInput] [j] = (eta * hidden_delta[j]) +
(alpha * hidden_change[TotalInput] (j1);
}

/* actualizeaza ponderi input-hidden */
for (j = 0; j < LocalHidden; j++) {
for (i = 0; i < (TotalInput + 1); i++) {
hidden_weight[i] [j] += hidden_change[i][jl;
}
}

Dupa cum se poate observa, pasul al saptelea - actualizarea ponderilor - se
efectueaza chiar in momentul in care s-a terminat calculul actualizariior, mai intai
pentru conexiunile dintre stratul ascuns si cel de iesire, apoi pentru cele dintre stratul
de intrare si stratul ascuns.

5.4 Rezultate experimentale

Simulatorul NetParSim a fost testat pe aceieasi platforme ca si simulatorul DataParSim
(vezi sectiunea 4.4.1). Rezultatele prezentate sunt mediile rezultatelor a cate 10
experimente identice din categoria respectiva. Un experiment a constat din cate 100
de cicluri de prezentare, tiparele utilizate fiind generate aleator.
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5.4.1 Influenta dimensiunii variabile a retelei neuronale

Tabelul 5.1 si figura 5.5 (SunBlade) si respectiv tabelul 5.2 si figura 5.6 (Linux) pre-
zintd eficienta utilizdnd numarul maxim de statii de lucru in fiecare dintre cele doua
configuratii (16 statii). Atat varianta secventiald cat si cea paralela au fost executate
pe retele de exact aceleasi dimensiuni. in figurile 5.5a) si 5.6a) retelele sunt astfel
dimensionate incdt num3arul de unitati simulate de catre fiecare procesor sa fie de la
1 ta 20, ceea ce inseamna 16 neuroni de intrare, pe stratul ascuns si la iesire, 32 de
neuroni si asa mai departe.

Unitati per Dimensiune retea
procesor (U) 16U 16U 16U 160 160
16U 16U 160 16U 160
i6VU 16U 160 160 16U
n fc
1 32.80 | 45,69 | 79.29 | 72.09 | 80.71
2 57.71 | 75.71 | 80.02 | 76.02 | 80.84
3 70.73 | 82.22 | 80.50 | 78.61 | 81.01
4 75.71 | 84.09 | 81.03 | 79.13 | 81.16
5 78.69 | 84.91 | 81.52 | 79.59 | 81.28
6 80.22 | 85.49 | 82.03 | 80.11 | 81.71
7 81.72 | 85.74 | 82.49 | 80.82 | 81.83
8 82.39 | 85.71 | 83.08 | 81.29 | 82.02
9 82.52 | 85.79 | 82.51 | 81.82 | 82.15
10 82.61 | 85.91 | 83.09 | 82.31 | 82.29
11 82.73 | 86.11
12 82.81 | 86.09
13 82.89 | 86.10
14 83.02 | 86.19
15 83.50 | 86.20
16 82.51 | 84.29
17 82.49 | 84.31
18 82.52 | 84.29
19 82.14 | 84.22
20 82.81 | 84.23

Tabela 5.1: Dimensiune variabila a retelei: SunBlade.

Se observa ca atunci cand exista doar o unitate per procesor in fiecare dintre
cele trei straturi, simulatorul paralel nu prezinta o eficienta satisfacitoare - doar 35%.
Atunci cand sunt doua unitdti per procesor, eficienta creste la 59%, iar la circa sapte
unitati per procesor eficienta se stabilizeaza la aproximativ 85% - probabil eficienta
maxima care se poate obtine.

Una dintre cauzele pentru care nu se poate obtine o eficientd mai buna s-
ar putea datora modului in care algoritmul acceseaza elementele vectorului a[’q], pe
parcursul transmisiei.

O alta cauza este ilustrata in cele doua figuri 5.5a si 5.6a. Cerculetele pline
reprezinta executia in absenta comunicatiei (inlocuitd cu instructiuni NOP). Spatiul
dintre cele doua curbe reprezinta influenta comunicatiei. Existd un spatiu intre curba
cu cerculete pline si linia de eficienta 100%, care trebuie s3 corespunda altor cauze
software, intrucat nu existd comunicatie.

In celelalte trei grafice din figurile 5.5 si 5.6 a fost fixat num&rul de neuroni pe
doua dintre cele trei straturi, si s-a modificat numarul de unitati pe al treilea strat. In
figurile b) a fost fixat numarul de unitati ascunse si de iegire la 160, si a fost ajustat
numarul de unitati de intrare intre 16 si 160, astfel incat fiecare procesor sa simuleze
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Figura 5.5: Dimensiune variabild a retelei - SunBlade.

cate 10 unitati de pe straturile ascuns si de iegire si intre 1 si 10 neuroni de pe stratul
de intrare. S-a putut astfel evalua efectul unui numar foarte mic de unitati de intrare
per procesor. Oricum, fara vreun efect notabil. Eficienta este cu foarte putin mai mica
atunci cand exista doar un neuron de intrare pentru fiecare procesor.

in figurile c) si d) s-a modificat numarul de unitati de pe stratul ascuns, respectiv
de iegire. Se observa ca atunci cand numarul de unitati ascunse per procesor este
prea mic, eficienta scade putin, insa nu foarte mult. Numarul de unitati de iesire per
procesor nu are efect asupra eficientei cata vreme sunt simulate suficient de multe
unitdti din celelaite straturi.

Concluzia care se poate deduce este ca atunci cand numarul de unitati per
procesor este mic pentru toate straturile eficienta este scazutd, insa faptul ca proce-
soarele detin putine unitati doar intr-unul dintre straturi are un efect neglijabil asupra
eficientei.

5.4.2 Efectul numarului variabil de procesoare

Tabelul 5.3 si figura 5.7 si respectiv tabelul 5.4 si figura 5.8 reprezinta accelerarea
pentru diferite dimensiuni ale retelei utilizand pana la numarul maxim de procesoare
(16). In fiecare grafic individual dimensiunea retelei rimane fixa si se modifici numé-
rul de procesoare. Dimensiunile retelei au fost alese astfel incat numarul maxim de
procesoare (16) s3 dividd numarul de unitati din fiecare strat. Experimentele au fost
realizate pentru retele: 16-16-16, 32-32-32, 48-48-48, 80-80-80, 160-160-160.
Graficele sugereazd, dupd cum era de asteptat, faptul cad pentru un numar mic
de neuroni pentru fiecare procesor accelerarea si eficienta sunt departe de valorile
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Unitati per Dimensiune retea
procesor (U) 16U 16U 16U 160 160
16U 16U 160 16U 160
16U 16U 160 160 16U
n fc

1 30.6 43.9 76.9 69.8 77.9
2 55.2 73.1 78.3 73.2 78.1
3 69.1 80.4 78.7 75.1 ] 79.33
4 71.7 82.5 79.8 76.5 79.9
5 76.2 83.1 | 79.85 | 76.75 80.1
6 78.9 83.3 80.3 78.1 79.7
7 79.8 | 83.65 80.7 | 78.25 79.9
8 80.1 83.5 81.2 79.3 80.1
9 80.4 83.6 80.5 79.8 80.3
10 80.5 83.7 81.7 | 80.25 80.4
11 80.6 84.0
12 80.7 84.0
13 80.8 84.0
14 81.1 84.1
15 81.3 84.1
16 80.9 82.2
17 80.85 82.2
18 80.44 82.2
19 80.1 82.0
20 80.6 82.1

Tabela 5.2: Dimensiune variabild a retelei: Linux.

optime.

Pentru retele neuronale de aceleasi dimensiuni, graficele nu difera semnificativ
pentru cele doua platforme hardware, SunBlade, respectiv Linux. in privinta valorilor
obtinute pentru accelerare, se observa ca in cazul retelelor de dimensiuni reduse,
16-16-16, respectiv 32-32-32, accelerarea maxima obtinuta este foarte departe de
valoarea ideald, atunci cand simulatorul utilizeaza maximul de procesoare (16), va-
loarea cea mai buna obtinandu-se pentru reteaua neuronald cu dimensiunea cea mai
mare (160-160-160). Alura graficelor sugereaza faptul ca pentru retelele neuronale cu
dimensiunile precizate, performantele simulatorului (accelerarea, respectiv eficienta)
este posibil sa se indeparteze si mai mult de valorile ideale in cazul in care am adduga
mai multe procesoare.

Concluzia care rezulta din acest experiment este ca pentru a ne situa cat mai
aproape de valorile optime pentru accelerare, respectiv eficienta, este necesar sa
asiguram un numar cat mai mare de neuroni pentru fiecare procesor. Pentru cazul
experimentelor efectuate, se pare ca performante acceptabile se pot obtine daca
avem cel putin 10 neuroni de pe fiecare strat asignati fiecarei masini din reteaua de
calculatoare.

w _es

5.4.3 Influenta scalarii retelei cu numarul de procesoare

In aceasts sectiune s-a incercat s se determine in ce misur3 este posibil si se utilizeze

mai multe procesoare pe masura ce se mareste dimensiunea retelei. in tabelele 5.5,
5.6 si respectiv in figurile 5.9, 5.10 este reprezentata eficienta cand sunt utilizate
intre 2 si 16 procesoare. Graficul pentru cea mai scdzuta eficienta a fost obtinut
fixdnd dimensiunea retelei astfel incat fiecare procesor sa simuleze cate o unitate din
fiecare strat, ceea ce inseamna ca pentru P procesoare este simulata o retea P- P— P.
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Figura 5.6: Dimensiune variabild a retelei - Linux.

Numar Dimensiune retea

procesoare 16 32 48 80 160
16 32 48 80 160

16 32 48 80 160

2 1.1911.2011.32 1.38 i.60

3 2.01 1 2.21 | 2.22 2.29 2.36

4 2.92 | 3.09 | 3.09 3.22 3.20

5 291 | 3.41 | 3.81 4.13 4.14

6 3.93 | 4.89 | 4.63 5.11 4.90

7 391|571 | 5.11 5.72 5.96

8 4.62 | 6.31 | 6.01 6.79 6.89

9 4.61 | 6.30 | 7.52 7.03 7.49
10 460 | 6,93 | 7.51 8.10 8.42
11 4,59 | 6.92 | 7.53 8.51 9.47
12 4,57 | 6.91 | 8.52 8.50 9.90
13 4.56 | 6.95 | 8.51 9.31 | 11.31
14 4,55 | 6.94 | 8.50 9.30 | 11.62
15 4.54 | 7.01 | 8.49 9.29 | 13.04
16 5.40 | 7.92 { 9.51 | 10.02 | 13.60

Tabela 5.3: Accelerarea - numar variabil de procesoare: SunBlade.
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Figura 5.7: Accelerarea - numar variabil de procesoare: SunBlade.
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Numar Dimensiune retea

procesoare 16 32 43 80 160
16 32 48 80 160

16 32 48 80 160

2 1.15 1.111.15 1.27 1.25

3 1.88 1.9 2.0 2.1 2.1

4 2.7 1285285 | 2.95 3.0

5 2.75 | 3.15 3.5 3.8 3.9

6 3.3 4.4 | 422 | 4.88 4.6

7 3.5 5.3 4.9 5.3 5.7

8 4.1 5.9 5.8 6.2 6.5

9 4.15 6.0 7.1 6.9 7.1

10 4.2 6.2 | 7.15 7.8 8.2

11 4.25 6.3 7.2 8.1 9.15

12 4.15 | 6.35 8.0 8.2 9.6

13 4.2 6.4 8.1 8.9 | 10.95

14 4.25 6.4 | 8.15 9.0 11.1

15 4.2 | 6.85 8.2 9.1 12.0

16 4.9 7.2 9.3 9.8 12.7

Tabela 5.4: Accelerarea - numar variabil de procesoare: Linux.

Urmatoarele grafice sunt pentru céte o retea 2P - 2P — 2P, 3P - 3P - 3°, 5P — 5P - 5P
si respectiv 10P — 10P — 10P.

Graficul cu cea mai scazutd eficienta descreste considerabil pe prima portiune.
Aceasta se datoreste faptului ca pentru un numar mic de procesoare P care simuleazd
o retea P — P — P, evident, reteaua nu este prea mare. S-a vazut mai devreme
cd pentru retele mici, timpul de calcul al functiilor de activare reprezinta o portiune
considerabild a timpului total de executie. Aceastd parte a algoritmului este desigur
bine paralelizata si deci de aici eficienta mai mare la inceputul graficelor.

Dupa cum s-a aratat in sectiunea 5.4.1, simularea retelelor cu numar mic de
unitdti per procesor prezinta o eficienta scazuta. Utilizdnd cel putin 5 unitati per
procesor eficienta este aproape constanta. Ca urmare, este posibil sa se mareasca
numarul de procesoare fara a pierde din eficienta daca numarul de unitati per procesor
ramane constant (deci marind numadrul total de unitati proportional cu numarul de
procesoare). De remarcat faptul cd@ numarul de ponderi creste aproape cuadratic
atunci cand numarul de unitati de pe straturi creste liniar si deci si volumul de calcul
creste aproape cuadratic.

Curbele din figurile 5.9, 5.10 sunt linii aproape orizontale. Daca se presupune
ca graficele continua in acelasi mod si pentru un numar mai mare de procesoare, se
poate decide daca este posibil sa se utilizeze mai multe procesoare pentru o problema
datd. Daca intr-o simulare procesoarele simuleaza cate 10 unitati din fiecare strat cu
o eficientd de 85.6%, este posibil sa se utilizeze de doud ori mai multe procesoare (5
unitati per procesor) cu o eficienta de 80.2%. Este chiar mai preferabil sa fie o unitate
per procesor in loc de doud, chiar daca procesoarele suplimentare nu sunt utilizate
prea bine: avand de doud ori mai multe procesoare se va obtine o eficientd de 31.5%
in loc de 58.2%, dar se va constata si o crestere a vitezei de procesare.

5.4.4 Modificarea dimensiunii setului de antrenare

Contrar paralelizarii cu partitionarea datelor din capitolele anterioare, schema cu parti-
tionarea retelei actualizeaza ponderile dupd fiecare tipar. Desigur, este posibil sa
se actualizeze ponderile mai putin frecvent. Modificdnd foarte putin programul, a
fost posibil sa se utilizeze un set de antrenare de dimensitine oarecare. Modificarea
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Figura 5.8: Accelerarea - numar variabil de procesoare: Linux.
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Nr. Dimensiune retea
Procesoare 1P 2P 3P 5P 10P
2 61.01 | 71.19 | 79.31 [ 83.21 | 88.29
3 46.99 | 64.99 | 74.98 | 81.04 | 87.03
4 44.02 | 64.03 | 74.52 | 81.19 | 86.87
5 39.98 | 62.98 | 74.01 | 80.79 | 86.76
6 39.01 | 61.01 | 73.27 | 80.63 | 86.52
7 38.52 | 59.19 | 73.02 | 80.56 | 86.24
8 36.97 | 58.51 | 72.48 | 80.24 | 86.01
9 35.31 | 58.09 | 71.99 | 80.31 | 85.79
10 34.02 | 58.21 | 71.01 | 80.13 | 85.88
11 32.98 | 58.02 | 70.98 | 80.52 | 85.94
12 32.26 | 58.49 | 71.31 | 80.46 | 85.93
13 32.19 | 58.46 | 71.24 | 80.39 | 85.91
14 32.13 | 58.39 | 71.18 | 80.34 | 85.86
15 32.11 | 58.33 | 71.16 | 80.31 | 85.81
16 32.04 | 58.31 | 71.09 | 80.23 | 85.72

Tabela 5.5: Scalarea retelei cu numdarul de procesoare: SunBlade.
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Figura 5.9: Eficienta in cazul scaldrii retelei cu numarul de procesoare - SunBlade.

Numar de procesoare
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Nr. Dimensiune retea
Procesoare 1P 2P 3P 5P 10P
2 58.9 69.1 77.3 81.3 85.8
3 45.8 63.2 73.1 79.2 85.1
4 42.1 | 61.95 72.7 79.2 84.7
5 38.95 | 61.15 72 78.7 | 84.35
6 37.1 59.3 | 71.15 | 78.95 84.2
7 36.7 57.3 | 71.15 79.2 | 84.15
8 35.2 56.4 70.7 78.1 84.2
9 33.1 56.2 70.1 78.3 83.7
10 32.1 56.3 69.6 78.0 83.8
11 30.9 56.1 69.1 78.3 | 83.75
12 30.4 56.4 | 69.33 | 78.25 83.7
13 30.0 { 56.35 | 69.25 78.2 83.8
14 30.2 56.4 | 69.15 | 78.15 | 83.65
15 30.0 56.3 69.0 78.2 83.5
16 30.05 | 56.25 | 69.15 | 78.25 83.5

Tabela 5.6: Scalarea retelei cu numarul de procesoare: Linux.
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Figura 5.10: Eficienta in cazul scalarii retelei cu numdrul de procesoare - Linux.
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consta in insumarea simpla a gradientilor inainte de actualizarea ponderilor. Aceastd
modificare are insa un dezavantaj — nu mai este posibila combinarea pasilor patru,
cinci si sapte din algoritm.

a) SunBlade: retea 160-160-16

Eficienta(%)

Dimensiune batch | Eficienta Dimensiune batch | Eficienta
1 85.22 1 83.0
2 92.00 2 90.1
3 91.31 3 89.1
4 90.59 4 88.7
5 90.33 5 88.45
6 90.01 6 88.15
7 89.52 7 87.6
8 88.99 8 87.1
9 88.61 9 86.3

10 88.03 10 86.2
11 87.62 11 85.9
12 87.21 12 85
13 86.84 13 84.7
14 86.41 14 84.45
15 86.02 15 84.15
16 85.64 16 83.7
17 85.33 17 83.25
18 85.00 18 83.1
19 84.51 19 82.8
20 84.09 20 82.0

Tabela 5.7: Eficienta pentru actualizarea la epocé
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Figura 5.11: Eficienta pentru actualizarea la epocéd: SunBlade
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Figura 5.12: Eficienta pentru actualizarea la epoca: Linux

In tabelu! 5.7 si figurile 5.11, 5.12 este prezentatd eficienta executiilor pentru
numarul maxim de procesoare (16) cu modificarea dimensiunii setului de antrenare.
De remarcat cd pentru dimensiunea 1 s-a reprezentat atadt varianta modificatd (cer-
culetul negru) cat si implementarea originala (cerculetul alb). Pentru toate celelalte
dimensiuni ale setului de antrenare a fost utilizatd, desigur, varianta modificata. Im-
plementarea modificata pare sa fie mai rapida decéat varianta originala. Totusi, nu este
chiar asa, intrucat cele doua implementari paralele ar trebui comparate de fapt cu doua
implementari secventiale diferite, iar implementarea secventiald a actualizarii dupa
fiecare tipar este mai rapida decéat versiunea corespunzatoare pentru dimensiunea 1
a setului de antrenare. In tabelele 5.8, 5.9 sunt prezentati timpii de executie pentru
10 cicluri de antrenare pentru retele 160 — 160 — 160.

Versiunea 16 procesoare paralel | Secvential
Actualizare la tipar 0.52 sec 4.5 sec
Actualizare batch 0.64 sec 6.2 sec

Tabela 5.8: Timpii de executie - SunBlade.

Versiunea 16 procesoare paralel T Secvential
Actualizare Ta tipar 0.54 sec 4.65 sec
Actualizare batch 0.68 sec 6.34 sec

Tabela 5.9: Timpii de executie - Linux.

In figurile 5.11, 5.12 se observ3 c3 eficienta implementarii cu actualizarea in
mod batch scade putin atunci cand sunt folosite seturi de antrenare de dimensiune
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mare. Aceasta se datoreaza faptului ca operatiile de calcul al actualizarilor ponderilor
sunt efectuate mai putin frecvent.

5.5 Concluzii

In aceasta sectiune a fost implementat si testat un simulator paralel de backpropaga-
tion cu actualizarea la tipar — NetParSim. Algoritmul utilizeaza o partitionare a retelei.
Mai mult, comunicatia a fost redusa la un nivel la care are un efect redus asupra
algoritmului.

Algoritmul utilizeazd schema de actualizare la tipar, ceea ce inseamna cd ac-
tualizari foarte frecvente pot fi utilizate fara a influenta algoritmul. Totusi, se poate
utiliza eficient un numar mare de procesoare doar daca se simuleaza retele neuronale
de dimensiune mare.

Datorita acestor caracteristici, aceasta strategie de paralelizare, cu partitionarea
retelei este foarte diferitd de varianta cu partitionarea datelor discutatad in capitotul
anterior. Eficienta acelor algoritmi cu partitionarea datelor era aproape independenta
de dimensiunea retelei simulate, iar dimensiunea setului de antrenare era un factor
determinant pentru cresterea eficientei algoritmului de partitionare a datelor.

O observatie importanta rezultd din experimentele care au fost prezentate in
sectiunea 5.4.1: performantele simulatorului sunt afectate in principal de numarul de
neuroni de pe stratul de intrare si cel intermediar, si mult mai putin de numarul de
neuroni de pe stratul de iesire.

Contributiile acestui capitol sunt:

1. Dezvoltarea si implementarea unui algoritm de paralelizare cu partitionarea rete-
lei. Algoritmul divide reteaua neuronald, astfel incat fiecare masina care participa
la simulator va detine un numar de neuroni de pe fiecare strat al retelei neuronale.

2. Reformularea calculelor care se efectueazad in algoritmul backpropagation, in
vederea distribuirii lor pe o retea de calculatoare, cu minimizarea timpului necesar
transmisiei de date.

3. Evaluarea necesarului de memorie al algoritmului prezentat. Pe baza formulelor
prezentate (formula 5.15) se poate face o evaluare a dimensiunii maxime a retelei
neuronale posibil de simulat de catre NetParSim.

4. Studiul experimental al influentei factorilor care pot afecta performanteie evo-
lutiei simulatorului intr-o retea de calculatoare. Concluzia care se poate deduce
este ci performantele simulatorului vor fi cu atdt mai bune cu cat numarul de
neuroni de pe fiecare strat de procesat pe fiecare masina este mai mare. Din
experimentele efectuate, s-au observat valori satisfacatoare pentru accelerare,
respectiv eficientd atunci cand reteaua neuronald a avut asemenea dimensiuni
incat sé fie alocati cel putin zece neuroni de pe fiecare strat, pentru fiecare magina
din retea. Investigatii pe aceastd tema au fost prezentate in [Ba07a] si [BCP07].
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Capitolul de fata prezinta rezultatele obtinute pe simulatoarele prezentate in capitolele
anterioare pentru un set de aplicatii uzuale, des utilizate pentru masurarea performan-
telor retelelor neuronale.

Aplicatiile utilizate in experimente sunt listate in tabelul 6.1.

Aplicatia Dimensiune retea | Nr. tipare
NETtalk [81] 203 x 240 x 26 5438
Recunoastere caractere (set de fonturi X11) 40 x 30 x 26 26
Compresie de imagine [13] 64 x 16 x 64 4096
Recunoastere de imagini/OCR 1024 x 512 x 64 4096
Recunoastere tinte sonar [29], [28] 60 x 24 x 2 208

Tabela 6.1: Aplicatii de back-propagation utilizate pentru mdsurarea performantelor antrenarii.

6.1 NETtalk

in capitolele anterioare am analizat doud implementari paralele ale unor simulatoare

de retele neuronale strict din punctul de vedere al eficientei. In cazul utilizérii unui
set de antrenare de dimensiuni mari, varianta cu paralelizarea datelor poate parea
superioara celei cu partitionarea retelei intrucat se pot obtine eficiente ridicate. Totusi,
asemenea consideratii nu sunt suficiente in contextul retelelor neuronale. Modificarea
dimensiunii setului de antrenare modifica de asemenea chiar procesul de invatare. Se
va evidentia in continuare importanta actualizarii frecvente a ponderilor si influenta
nefastd asupra antrenarii in cazul NETtalk cand se utilizeaza un set de antrenare de
dimensiune mare. Ca urmare, avantajul utilizarii unei scheme cu partitionarea datelor
poate sa nu mai existe.

In continuare vor fi prezentate rezultatele rularii unei aplicatii cunoscuta sub
numele de NETtalk. Au fost utilizate frecvente specifice de actualizare a ponderilor,
intrucat ele au fost testate si de catre alti cercetatori pe diferite arhitecturi paralele
(vezi [22], [7], [20], [100] si [104]).

6.1.1 Setul de date NETtalk

In aceasta sectiune va fi descris setul de date NETtalk, care a fost construit de Sejnow-
ski si Rosenberg {81] in 1986. Sejnowski si Rosenberg au antrenat o retea neuronald
feed-forward pentru pronuntarea cuvintelor in limba engleza. Setul de date este larg
utilizat ca termen de referintd in domeniul retelelor neuronale pentru a testa viteza de
antrenare si abilitatile de generalizare. A fost astfel posibilda compararea rezultatelor
proprii cu cele obtinute de alti cercetdtori.

Setul complet de date consta din 20008 cuvinte in limba engleza, impreuna cu
fonemele corespunzatoare si informatiile de accentuare. Modul normal de utilizare
a datelor este insa sd se faca invatarea doar pe un subset, circa 1000 de cuvinte
uzuale. Cuvintele ramase pot fi apoi utilizate pentru a testa abilitatile de generalizare
ale retelei.

Setul de date este astfel construit incat sa existe o corespondenta unu-la-unu
intre literele unui cuvant si foneme si informatia de accentuare. De exemplu cuvantul
“pronounce” are ca si corespondent un sir de foneme de aceeasi lungime (prxnW-ns-)
si un sir de simboluri de accentuare (>>0>1<<<<). De fapt, simbolurile de accentuare

constd atat din informatie despre accente, cat si despre silabe. In total sunt 52 de
foneme diferite si 5 simboluri de accentuare diferite. [81] contine informatii mai
detaliate despre aceste simboluri.

100
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Traducerea unei singure litere dintr-un cuvant in fonemul corect depinde de
literele inconjurdtoare din cuvant, de aceea se utilizeazs o “fereastr3” de 7 caractere.
Reteaua neuronala trebuie sa genereze fonemul corespunzitor literei din centrul fe-
restrei. Cuvantul defileazd prin fereastrd astfel incat toate literele din cuvant sunt
plasate, pe rand, in centrul ferestrei de 7 caractere. Se prezint3 retelei neuronale
toate literele din fereastra, dupa cum este ilustrat in figura 6.1. In figura, reteaua
trebuie sd genereze fonemul “x”, care corespunde literei “0” (din centrul ferestrei).
Pentru aceasta, se prezinta retelei toate caracterele din fereastrd, adica *_pronou”.
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Figura 6.1: Fereastra de prezentare utilizatd de NETtalk.

Utilizdnd o fereastra de 7 caractere, ca si Sejnowski si Rosenberg, este evident
ca reteaua neuronald nu va putea pronunta corect toate cuvintele. pn exemplu ar
fi cazul cuvintelor finite si infinite. Prezentand retelei sirul “finite_" in fereastra de
7 caractere, pentru a determina fonemul pentru litera din centrul ferestrei, reteaua
nu are cum sa stie daca intregul cuvant este finite sau infinite. Pronuntarea literei ‘i’
(finite sau infinite) diferad la cele doua cuvinte. Au mai fo§t date ca exe[nple .though
si thought, si altele. Desigur, problema se rezolva utilizdnd o fereastrd mai mare.
Totusi, nu s-a urmarit construirea retelei neuronale perfecteuperytr.u NETt_aIIg, ci doar
sa se poata compara rezultatele obtinute cu ale altor cercetatori, iar majoritatea au
utilizat o fereastra de 7 litere.

6.1.2 Implementare

A fost utilizatd o reprezentare ortogonald a fiecdrei litere pentru unitatile de intrare, cu
un alfabet cu 26 de litere si o dimensiune a ferestrei de citire de 7, _rezyltqnd un totaj
de 182 de unitdti de intrare. Aceasta inseamna ca pentru fiecare literé din fereastra
este activd numai una dintre cele 26 de unitati de intrare corespunzatoare. Daca una
dintre litere este caracterul spatiu — nu este activatd nici una dintre cele 26 de unitdti

de intrare.
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Spre deosebire de unitatile de intrare, Sejnowski si Rosenberg utilizeaza o re-
prezentare distribuita pentru unitdtile de iegire. in total sunt 52 de foneme, exprimate
prin intermediul a 21 de atribute de articulare, cum ar fi punctul de artlculare, indltimea
vocalei si aga mai departe. Cele cinci S|mbolur| de accentuare sunt reprezentate orto-
gonal, avand ca rezultat 26 de unit3dti de iesire. Pentru a putea compara rezultatele, in
general se utilizeaza 60 de unitati pe stratul ascuns. Desigur, ar fi posibil sa se obtma
performante mai bune in privinta antrenarii daca s-ar utiliza mai multe unltat;l ascunse,
insd, dupa cum s-a mai preuzat nu s-a cautat sa se imbunatateasca performan;ele
retelelor neuronale, ci doar sa se poata compara rezultatele.

Setul de date NETtalk, compus din cuvinte, foneme si simboluri de accentuare,
este foarte mic in comparatie cu alte aplicatii de retele neuronale. In total, el necesita
circa 15 Kbytes pentru un set de date de 1000 de cuvinte.

Dispunand de un set de date atdt de mic, a fost posibil sa se plaseze céte o
copie a intregului set de date in fiecare dintre procesoare, ceea ce prezinta un avantaj
pentru paralelizarea cu partitionarea retelei. In acest fel, a fost nevoie numai de
o distribuire initiala a datelor, iar pe parcursul simularii nu a mai fost necesara alta
comunicalie. Toate procesoarele au acces direct la toate tiparele. Ca urmare, pasul
unu din paralelizarea cu partitionarea retelei este simplu, asa cum s-a mentionat in
sectiunea 5.1.5.

Intrucat este utilizatd o reprezentare binard (si ortogonald) pentru unitétile de
intrare, calculul activarii unitdtilor ascunse poate fi simplificat. Pentru o singura litera
din fereastra, numai una dintre cele 26 de unitdti de intrare este activa (cu valoarea
1), celelalte 25 fiind inactive (valoarea 0). Ca urmare, in formula:

NI-1

aps = flnetsy) = £ apwfL.)) (6.1)
=0

nu este necesar sa se efectueze toate inmultirile. Este suficienta iTnsumarea ponderilor
de la unitatile de intrare cu activarea 1, lucru intotdeauna posibil atunci cand se
utilizeaza o reprezentare binara.

6.1.3 Simulari si rezultate

in aceasts sectiune va fi prezentat efectul alegerii dimensiunii setului de antrena- °

re asupra capabilitatilor de antrenare. Au fost utilizate cateva dimensiuni specifice,
intrucat ele au mai fost aplicate si de alte implementari paralele pe diferite arhitecturi
[68], [100].

Rezultatele obtinute corespund celor obtinute de Sejnowski si Rosenberg. Pen-
tru fiecare executie s-a precizat atat rata de invatare cat si valoarea momentului, in
vederea reproducerii acestor rezultate.

Sejnowski si Rosenberg au utilizat doua masuri ale performantei. Iesirea este
considerata potrivire perfectd* daca valoarea fiecirei unititi de iesire difera cu cel mult
0.1 fata de valoarea dorita.

lesirea este consideratd cea mai bund alegere? dac3 vectorul tintd corect este
acel vector dintre cei 52 de vectori tinta posibili care formeaza cel mai mic unghi cu
vectorul actual al activarii unitadtilor de iesire. Aceasta inseamnd cd toti cei 52 de
vectori tinta posibile (fiecare compus din 26 de valori) se compara cu vectorul generat
la iegire si se determina vectorul tinta cel mai apropiat. Daca acest vector tinta este
vectorul tinta corect, iesirea reprezinta cea mai buna alegere. Ca urmare, vectorul de
iesire poate sa fie foarte diferit de vectorul tinta corect atunci cdnd se utilizeaza acest
criteriu.

Iperfect match”
2"best guess”
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Evident, criteriul celei mai bune alegeri va da cel mai mare procentaj de raspun-
suri corecte (o potrivire perfectd este intotdeauna cea mai bund alegere, dar inversa
nu este intotdeauna adevaratd). Din pacate, criteriul celei mai bune alegeri necesit3
resurse computationale mult mai mari.

Pentru antrenare a fost utilizat un set de 1000 de cuvinte mai frecvente din
limba engleza. Dupa fiecare prezentare a celor 1000 de cuvinte, reteaua a fost testat3
pe aceleasi 1000 de cuvinte, pentru a-i masura performantele. Graficele din figura
6.2 prezinta performantele retelei la antrenarea cu diferite frecvente de actualizare a
ponderilor. in toate sesiunile de antrenare, fiecare cuvant a fost prezentat de cate 100
de ori, in ordine aleatoare. Valoarea termenului moment a fost cea uzuald de 0.9.
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Figura 6.2: Performantele NETtalk dup3 prezentarea a 100000 de cuvinte.

Graficele reprezintd media mai multor ruldri, cu puncte de pornire aleatoare in
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spatiul ponderilor, ins3 diferentele au fost nesemnificative, lucru explicabil daca se iau
in considerare numarul relativ mare de ponderi din retea (12566, incluzand si ponderile
de bias).

In figurile 6.2a si 6.2b sunt prezentate rezultatele in cazul actualizarii dupa cu-
vant — ponderile sunt actualizate numai dupa ce au fost prezentate toate literele unui
cuvant. Aceasta este frecventa de actualizare utilizatd de Sejnowski si Rosenberg. De
remarcat faptui c3 ponderile sunt actualizate foarte frecvent, insa neregulat, intrucat
cuvintele diferd in lungime (intre 1 si 14, avdnd o medie de 5.4 pentru cele 1000 de
cuvinte. Rata de invatare utilizata a fost de 0.2.

in figura 6.2a este prezentata performanta in procente, masuratd atat ca po-
trivire perfectd cat si pentru cea mai buna alegere. Se observa ca in cazul celei mai
bune alegeri performanta creste rapid pand la aproape 90% si apoi mult mai incet,
atingdnd 94.3% dupa 100000 de prezentari de cuvinte. Pentru potrivirea perfectd
avem o crestere mai moderata, atingand circa 64%, insa se pare cd am putea obtine
un procentaj si mai bun daca s-ar continua antrenarea.

in figura 6.2b este prezentata eroarea standard, calculatd ca:

5438 26

E= Z Z(fru - ”1'1)2 (6.2)

p=1 ;=1

pentru cele 26 de unitati de iesire si cele 5438 de tipare (numarui de litere din cele
1000 de cuvinte).

in figurile 6.2¢ si 6.2d sunt prezentate rezultatele in cazul actualizarii ponde-
rilor dupa prezentarea a 90 de litere (dimensiunea setului de antrenare este 90).
Pomerieau si altii [68] au utilizat aceastd frecventd de actualizare a ponderilor pe
o arhitecturda Warp cu 10 procesoare. A fost utilizata o ratd de invatare de 0.02,
necesara pentru a preveni oscilatiile: dimensiunea setului de antrenare este mare, deci
se insumeaza multi gradienti componenti, iar pentru a pastra modificarea ponderilor
la o magnitudine acceptabild este necesard o asemenea ratd mica de invatare. Daca
modificarile ponderilor sunt prea mari se obtin oscilatii i nu are loc un proces de
invatare.

Se observa in figura 6.2c ca reteaua are o performantd scazuta pentru ambele
criterii, in comparatie cu actualizarea la cuvant. De asemenea, se remarca faptul ca

graficele sunt neregulate. Mai mult, eroarea ramane mare chiar si dupa 100000 de .

prezentari de cuvinte, dupa cum se observa in figura 6.2d.

In ultimul set de grafice sunt reprezentate rezultatele pentru actualizarea pon-
derilor dupa prezentarea a 190 de litere. A fost necesara o rata de invatare de 0.01,
pentru a preveni oscilatiile. Se constatd o performanta si mai slaba decét in cele doua
cazuri precedente.

Cele doua grafice - pentru actualizarea dupd 90 de litere, respectiv dupa 190
de litere, par sa indice faptul cd s-ar putea creste perfomantele dacd s-ar prelungi
durata de antrenare. Experimentele efectuate au confirmat aceasta supozitie, in
cazul actualizarii dupd 90 de litere si circa 256000 de prezentari de cuvinte, insa
pentru actualizarea dupa 190 de litere rezultatele au fost nesatisfacatoare si indicau
necesitatea unui numar mult mai mare de reluari.

Au fost efectuate experimente si pentru dimensiuni ale setului de antrenare mai
mari — 512, respectiv 800 de litere, insa performantele obtinute au fost mult prea
slabe.

Concluzia care se poate deduce din rezultatele obtinute este ca pe masura ce
ponderile se actualizeaza mai rar, tot mai multe prezentari de tipare sunt necesare
pentru a obtine aceeasi calitate a antrenarii. La o concluzie similara au ajuns atat
Bourrely [7], la paralelizarea algoritmului de backpropagation pe un hipercub cu 32
de procesoare, cat si Witbrock [100], pe o arhitectura GF11 cu 512 procesoare.
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6.2 Compresie de imagine

O alta utilizare a retelelor neuronale multistrat este comprimarea datelor dintr-o ima-
gine prin reducerea redundantei spatiale [83].

6.2.1 Suportul teoretic

Structura unei astfel de retele neuronale este ilustratad in figura 6.3. Reteaua contine
trei straturi: un strat de intrare, unul de iesire si unul ascuns. Stratul de intrare si
stratul de iesire au acelagsi numar de neuroni (NI = NO). Compresia de imagine are
loc prin alegerea unei valori pentru NH — numarul de neuroni de pe stratul ascuns
— mai mica decat numarul de neuroni de pe stratul de intrare si cet de iesire. Astfel,
iegirea stratului ascuns este o imagine comprimata, iar stratul de iesire de-comprima
imaginea. Un numar mic de unitati pe stratul ascuns conduce la un raport mare de
compresie.

Imaginea de intrare este divizata in blocuri, de exemplu 8 x 8, 4 x 4 sau 16 x
16. Aceste blocuri trebuie convertite in vectori de intrare cu valori normalizate (z, €
[0.1]) corespunzatoare valorilor pixelilor pentru nivele de gri in {0,255}, intrucat s-a
demonstrat [6], [41] faptul ca retelele neuronale lucreaza mai eficient atunci cand
atét intrarea cat si iegirea sunt limitate la domeniui {0, 1].
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Figura 6.3: Retea neuronald pentru compresia de imagine.
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Daci un vector de intrare este de dimensiune NI, egal cu numdrul de pixeli din
fiecare bloc, atunci se pot nota cu w;; ponderile conexiunilor dintre stratul de intrare
si cel ascuns, cu i € [1,NI] §i j € [1, NH], care mai pot fi considerate ca o matrice de
dimensiune NH x NI. Ponderile conexiunilor dintre stratul ascuns gi c;l de iesire, de
asemenea pot fi notate cu w},, i € 1, NO] si j € {1, NH], care formeaza de asemenea
o matrice, de dimensiune NO x NH. Compresia imaginii poate fi descrisa matematic
dupa cum urmeaza:

NI
=1

BUPT



106 Experimente cu aplicatii uzuale

pentru compresie §i

NH
=Y whh, 1<i<NO (6.4)
1=1

pentru decompresie.

Utilizadnd o asemenea retea neuronala, compresia de imagine necesita o faza de
antrenare. In aceastd faz3, trebuie selectat un set de esantioane pentru antrenarea
retelei cu algoritmul backpropagation, avand fiecare vector de intrare ca iegire dorita.
Astfel, se comprima intrarea printr-un canal mai ingust, reprezentat de stratul ascuns,
dupa care stratul de iesire reconstruieste imaginea.

Pentru utilizare, dupa prezentarea unui bloc de imagine, se preia iesirea stra-
tului ascuns, ceea ce reprezinta imaginea comprimatd, care apoi poate fi reconstruita
utilizénd ponderile conexiunilor dintre stratul ascuns si cel de iegire, conform relatiei
6.4.

6.2.2 Simulari si rezultate

Compresia de imagine necesita o retea de dimensiuni reduse [13], insa presupune
un volum mare de date, atat pentru antrenare cat si pentru compresie in timp-real.
Ca urmare, s-a considerat ca varianta cea mai indicatda este cea de paralelizare cu
partitionarea datelor.

Pentru efectuarea experimentelor au fost necesari mai multi pasi:

Achizitia de imagine — imaginile au fost scanate cu ajutorul unui scanner si salvate
in format TIFF (Tagged Image Format). Apoi, cu ajutorul programului GIMP, au
fost convertite in format BMP, cu nivele de gri (monocrom).

Normalizare — intrucat valorile pixelilor rezultati erau intregi, intre 0 si 255, a fost
necesara preprocesarea lor, pentru a avea valori in intervalul [0, 1].

Segmentarea imaginii — imaginea a fost divizata in blocuri mai mici, 8 x 8, si con-
vertite in vectori. Daca dimensiunea imaginii nu a fost divizibild cu dimensiunea
blocului dorit, imaginea a trebuit completata cu pixeli cu valoarea zero.

Pregatirea setului de antrenare — s-a generat un fisier in care fiecare bloc a fost
scris sub forma a doi vectori identici - perechea de antrenare,

Eliminarea blocurilor similare — dupad segmentare este posibil sa rezulte blocuri
identice, ceea ce reprezinta informatie redundantd si care ar putea chiar sa
deranjeze in faza de antrenare.

Antrenarea retelei neuronale — se furnizeaza retelei neuronale tiparele de antre-
nare si se efectueaza procesul de invatare pana cénd se atinge nivelul de eroare
acceptabil.

Realizarea unui program pentru reconstructia imaginii — s—au construit doua
retele neuronale, cu cate doua straturi in toc de trei, avand ponderile conexiunilor
rezultate la faza de antrenare. Una dintre retele va efectua compresia imaginii,
jar cealalta - reconstructia.

In figurile 6.4 si 6.5 sunt reprezentate performantele unei retele cu 64 de unitati
la intrare si 64 de unitati la iesire, pentru diferite rapoarte de compresie — numarul
de unitati de pe stratul ascuns de 4, 8, respectiv 16. Graficele prezinta accelerarea
fata de varianta secventiald pentru faza de antrenare, pentru 16 imagini 256 x 256,
masurand timpul necesar antrenarii pentru a ajunge la o eroare sub 0.1, atat pentru
varianta secventiald, cat si pentru cea paraleld.

Dupa cum se poate observa, s-a obtinut o accelerare mai buna - si o eficienta
mai bund - comparativ cu varianta secventiald, in cazul in care reteaua neuronald a
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6.3. Recunoasterea tintelor de sonar 107

Numar Dimensiune retea
procesoare 64-16-64 64-8-64 64-4-64
acc ef acc ef acc ef

2 1.80 | 90.00 1.79189.50 | 1.75 | 87.50
3 2.52 | 84.00 2.50 | 83.33 | 2.32 | 77.33
4 3.27 | 81.75 3.06 | 76.54 | 2.83 | 70.75
5 4.00 | 80.00 3.72 | 74.40 | 3.35 | 67.00
6 4.68 | 78.00 4.36 | 72.67 | 3.94 | 65.60
7 5.43 | 77.50 5.03 | 71.86 | 4.55 | 64.97
8 6.16 | 77.00 5.67 | 70.88 | 5.13 | 64.10
9 6.88 | 76.50 6.36 | 70.72 | 5.73 | 63.62

10 7.62 | 76.25 7.06 | 70.60 | 6.34 | 63.38
11 8.36 | 76.00 7.76 | 70.55 | 6.95 | 63.18
12 9.09 | 75.75 8.46 | 70.48 | 7.56 | 63.02
13 9.81 | 75.50 9.13 | 70.21 | 8.19 | 62.98
14 10.50 | 75.00 9.75 | 69.62 | 8.80 | 62.90
15 11.18 | 74.50 | 10.35 | 69.01 | 9.67 | 62.47
16 11.90 | 74.38 | 10.95 | 68.44 | 9.98 | 62.38

Tabela 6.2: Performantele compresiei de imagini: SunBladel50
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Figura 6.4: Performantele compresiei de imagini: SunBlade150

avut cele mai multe unitati pe stratul ascuns (16), desi aceasta duce la compresia cea
mai slaba, insa au fost comparati timpii necesari atingerii unei rate a erorii totale de
sub 1072, fira a lua in consideratie performantele compresiei de imagine.

Nu se observa diferente semnificative intre rezgltatele pentru cele doua plat-
forme hardware utilizate, SunBlade, respectiv Linux. In ambele cazuri, accelerarea,
respectiv eficienta cea mai bund se obtine pentru numarul cel mai mare de neuroni
de pe stratul ascuns. Numarul mai mare de neuroni pe stratul ascuns duce la un
numar mai mare de ponderi in retea, deci un volum mai mare de calcul, iar rezultatele
confirma concluziile din capitolele anterioare, si anume faptul ca eficienta este cu atat
mai bund cu cat volumul de calcul per procesor este mai mare.

6.3 Recunoasterea tintelor de sonar

O altd aplicatie utilizatd in testarea retelelor neuronale este cea de recunoastere a
tintelor de sonar. Gorman si Sejnowski [29], [28] au realizat un studiu in care au
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108 Experimente cu aplicatii uzuale

Numar Dimensiune retea
procesoare 64-16-64 64-8-64 64-4-64
acc ef acc efr acc er

2 1.79 | 89.29 1.76 1 88.09 | 1.71 | 85.51
3 2.51 | 83.53 2.49 | 82.99 | 2.23 | 74.25
4 3.25 | 81.30 3.06 | 76.41 | 2.75 | 68.71
5 3.98 | 79.55 3.69 | 73.78 | 3.21 | 64.10
6 4.66 | 77.65 4.34 | 72.25 | 3.82 | 63.60
7 5.38 | 76.81 4.97 | 70.94 | 4.40 | 62.90
8 6.12 | 76.51 5.56 | 69.51 | 4.97 | 62.10
9 6.83 | 75.90 6.31 | 70.15 | 5.54 | 61.59

10 7.59 | 75.88 6.97 | 69.65 | 6.14 | 61.38
11 8.31 | 75.51 7.62 | 69.27 | 6.73 | 61.14
12 9.07 | 75.57 8.40 | 70.02 | 7.32 | 61.02
13 9.65 | 74.26 9.02 | 69.40 | 7.92 | 60.95
14 10.40 | 74.28 9.54 | 68.18 | 8.53 | 60.90
15 10.97 | 73.11 | 10.26 | 68.38 | 9.12 | 60.81
16 11.83 | 73.97 | 10.83 | 67.72 | 9.72 | 60.78

Tabela 6.3: Performantele compresiei de imagini: Linux
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Figura 6.5: Performantele compresiei de imagini: Linux

utilizat o retea neuronala pentru diferentierea rocilor si a minelor de pe fundul marii cu
ajutorul ecoului sonarului. Semnalele de sonar reflectate prezinta diferente in privinta
volumului de energie pentru anumite frecvente, in functie de obiectul intalnit. in
experimentele lor, Gorman si Sejnowski au cuantizat frecventa raspunsului intr-un set
de cate 60 de esantioane in care fiecare valoare reprezintd energia semnalului de
raspuns, in cazul unui cilindru metalic, respectiv al unei roci de forma aproximativ
cilindrica.

6.3.1 Configuratia retelei

Reteaua neuronald utilizata este prezentata in figura 6.6. Reteaua este complet co-
nectatd, cu 60 de unitati de intrare cu valori reale, 24 de unitati pe stratul ascuns si
doua unitati pe stratul de iesire (“roca” / *mind”).
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Roca 4—’ I——> Mind
Stratul de Iesire CX)

Stratul Ascuns

S/ 1NN

T1 T2 s e e e e e e e e s e e e e e e e TI60

Stratul de Intrare

Figura 6.6: Configuratia retelei pentru recunoasterea tintelor de sonar

6.3.1.1 Setul de Date

Pentru antrenare au fost utilizate doua seturi de date: 111 tipare obtinute prin reflexia
pe un cilindru metalic, la diferite unghiuri, respectiv 97 de tipare provenind de la roci,
in conditii similare.

Fiecare tipar consta dintr-un set de 60 de valori intre 0.0 si 1.0, fiecare numar
reprezentand energia intr-o anumita banda de frecventd, integratd peste un anumit
interval de timp.

6.3.2 Simulari si rezultate

A fost aleasa o rata de Invatare de 2.0 si un moment de 0.0. Ponderile initiale au fost
valori aleatoare uniform distribuite in intervalul [-0.3,+0.3]. Reteaua a fost antrenata
pe parcursul a 300 de epoci.

Intrucat pe stratul de iegire sunt numai doud unitati, au fost efectuate experi-
mente numai cu partitionarea datelor, pe un numar variabil de procesoare. Figurile
6.7, 6.8 prezinta graficele accelerarii, respectiv eficientei in cazul celor doua tipuri de
magini pe care s-au efectuat experimentele.

6.4 Concluzii

Algoritmul de antrenare cu backpropagation a fost paralelizat pe baza celor doud abor-
dari - cea cu partitionarea datelor, prezentata in capitolul 6, respectiv partitionarea
retelei, prezentat3 in capitolul 7. Dupa cum s-a vazut, atunci cand dimensiunea setului
de antrenare este mare, varianta cu partitionarea datelor poate utiliza in mod eficient
mai multe procesoare, independent de dimensiunile retelei neuronale? .

Prin comparatie, varianta cu partitionarea retelei prezinta o serie de avantaje:

* nu depinde de dimensiunea setului de antrenare;

3De fapt, aproape independent de dimensiunile retelei neuronale
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Figura 6.8: Performantele aplicatiei Sonar: Linux.

* permite actualizari frecvente ale ponderilor in retea;

insa necesita dimensiuni mari ale retelei neuronale pentru a utiliza cat mai eficient mai
multe procesoare.

Experimentele efectuate cu aplicatia NETtalk au aratat ca paralelizarea cu par-
titionarea datelor este superiocard celei cu partitionarea retelei, daca luam ca unic
criteriu numarul de operatii efectuate, insa este posibil ca rezultatul antrenarii sa fie
nul. Acest lucru a fost sesizat si de catre alti cercetatori, pe implementarile paralele
realizate [100], [7]. [68] arata ca: Metoda traditionald de masurare a performan-
telor unui simulator sub forma numarului de conexiuni pe secunda poate conduce
la rezultate eronate. Mai precis, este posibil ca implementarile de retele neuronale
care simuleaza un numar mare de tipare in paralel, si care deci necesitd simularea
mai multor tipare inainte de actualizarea ponderilor, s& invete mai incet si mai putin
robust decat implementérile care actualizeaza ponderile mai frecvent.

Ca urmare, singura modalitate corecta de comparatie intre diferitele implemen-
tari ale algoritmului backpropagation este sa se utilizeze exact aceiasi parametri: setul
de antrenare, dimensiunea retelei, frecventa de actualizare a ponderilor.

Alte aplicatii au aratat ca pentru obtinerea unor performante bune sunt necesare
volume mari de date de antrenare - vezi compresia de imagine — mult mai mari decat
numarul de procesoare utilizate.

Implementarea aleasa trebuie deci sa fie in functie de aplicatia de retele ne-
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uronale datd. Uneori, se obtin rezultate mai bune daca se utilizeaza actualizarea la
epocd, alteori actualizarea la tipar se poate dovedi mai eficientd. Desi eficienta cu care
sunt utilizate procesoarele este departe de cea optima, timpul necesar obtinerii unor
rezultate concludente se reduce drastic, ceea ce va permite reluarea experimentelor,
pana la determinarea valorilor optime pentru parametrii antrenare — rata de invatare,
momentul, frecventa de actualizare a ponderilor, dimensiunea retelei neuronale.
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7.1 Concluzii

in cadrul acestei teze a fost studiatd paralelizarea algoritmului de antrenare backpro-
pagation pentru retele neuronale feed-forward. Principalele obiective ale studiului de
fata au vizat realizarea unor algoritmi de antrenare bazati pe metoda backpropagation,
care, spre deosebire de alte cercetdri in domeniu, care au vizat implementari paralele
pe arhitecturi paralele si masiv paralele, s3 evolueze intr-o retea de calculatoare,
precum si studiul performantelor acestor algoritmi:

+ Dezvoltarea si implementarea unui algoritm de antrenare bazat pe metoda par-
titionarii datelor — mai multe procesoare ruleaza acelasi algoritm de antrenare,
pe seturi diferite de date; rezultatele antrendrii se colecteaza, se evalueaza si se
decide daca sa se continue antrenarea, pana la atingerea nivelului de invatare
prescris.

Experimentele efectuate au demonstrat posibilitatea utilizarii unei asemenea a-
bordari in cazul in care pot fi utilizate seturi de tipare de antrenare de dimensiuni
foarte mari. S-a constatat o relatie directa intre dimensiunile setului de tipare de
antrenare si eficienta acestui algoritm.

Pe baza acestei abordari, s-au obtinut accelerari considerabile ale procesului
de invatare, in privinta timpului total necesar, avantaj contrabalansat insa de
necesarul excesiv de memorie, provenit din faptul ca fiecare procesor trebuie sa
pastreze o copie a intregii retele neuronale simulate. Acest dezavantaj major
duce la o limitare - uneori drastica — a dimensiunii retelei neuronale, si deci a
problemelor abordate.

e Dezvoltarea si implementarea unui algoritm de antrenare bazat pe metoda de
partitionare a retelei - fiecare procesor simuleaza cate o portiune din reteaua
neuronald, respectiv neuronii de pe fiecare strat sunt distribuiti cat mai uniform
catre toate procesoarele. Principala problema care a trebuit rezolvata in aceasta
abordare este reducerea la minimum a comunicatiei intre procesoare, avand in
vedere ca este necesara transmisia de date intre neuroni de pe straturi diferite,
simulati de procesoare diferite.

Desi, comparat cu metoda partitionarii datelor, accelerdrile obtinute - si implicit
eficienta — au fost mai mici, aceasta varianta a prezentat o serie de avantaje,
dintre care amintim faptul ca este posibilda actualizarea ponderilor /a tipar, mo-
dalitate care poate fi importanta in unele aplicatii reale.

Un alt avantaj este posibilitatea extinderii limitdrilor in dimensiunile retelei neu-
ronale posibil de simulat, la valori virtual imposibil de simulat in conditii accep-
tabile pe o singurd masind. Rezultatele experimentelor efectuate in capitolul S
demonstreaza faptul ca eficienta acestui algoritm a fost cu atat mai buna si a fost
posibild utilizarea mai multor procesoare cu cat reteaua neuronala de simulat a
fost mai mare, si independent de dimensiunile setului de tipare de antrenare.

Rezultatele experimentelor efectuate pentru cele douad simulatoare sugereaza
o serie de valori minime pentru dimensiunea setului de tipare de antrenare, pentru
metoda cu paralelizarea setului de antrenare, respectiv pentru dimensiunea retelei, in
cazul metodei cu paralelizarea nodurilor, valori pentru care eficienta obtinuta va fi cel
putin satisfacdtoare. Aceste valori sunt precizate sintetic in tabelul 7.1. In tabel au
putut fi incluse si recomandari pentru retele de 32 de statii, intrucat graficele eficientei
au fost linii aproape orizontale, dupa cum s-a precizat si la capitolele respective.
Aceleasi concluzii sugereaza faptul ca tabelul ar putea continua si pentru un numar
mai mare de masini care ruleaza fiecare dintre simulatoare.

In cazul metodei cu partitionarea datelor, s-a constatat c3 eficienta, respec-
tiv accelerarea, iau valori acceptabile atunci cdnd numarul de tipare din setul de

112
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Nr. Partitionarea datelor Partitionarea retelei
procesoare (Nr. tipare) (dimensiune retea neuronald)

4 40 40 x 40 x 4

8 80 80 x 80 x 8

16 160 160 x 160 x 16

32 320 320 x 320 x 32

Tabela 7.1: Dimensiuni minime optime.

antrenare, alocate fiecarei masini, este de cel putin zece tipare. Astfel, volumul
computational dintre doud actualizari de ponderi, devine mult mai mare decat timpul
necesar comunicatiei, si astfel accelerarea, respectiv eficienta nu vor fi afectate intr-o
masura prea mare de timpul necesar transmisiei de date intre masini.

Pentru paralelizarea cu partitionarea retelei, valori bune ale eficientei si accele-
rarii au fost obtinute atunci cand fiecarei masini i-au fost alocate cel putin 10 unitati de
pe cel putin doud dintre cele trei straturi. Performantele nu au fost prea mult afectate
de faptul ca pe cel de-al treilea strat au fost mai putini neuroni — dar avand cel putin
cate un neuron pentru fiecare procesor.

7.2 Rezumat al contributiilor

Lucrarea aduce o serie de contributii in domeniul procesarii paralele a fazei de antre-
nare a retelelor neuronale:

1. dezvoltarea unui algoritm de distribuire in vederea executiei cu partitionarea
datelor, cu scopul minimizarii timpului de antrenare a unei retele neuronale;

2. este propusd, si a fost implementatd, o schema de distribuire a task-urilor si de
colectare a rezultatelor, care sa respecte tehnica de antrenare cu backpropaga-
tion;

3. realizarea simulatorului DataParSim, utilizdnd o strategie avansata de partitio-
nare a datelor: un program administrator transmite cdte o pondere a retelei
neuronale catre procesele slave, care o utilizeaza pentru propagarea tuturor
tiparelor de antrenare;

4. evaluarea necesarului de memorie pentru fiecare dintre cei doi aigoritmi cu par-
titionarea datelor, cu posibilitatea de determinare a dimensiunii maxime a retelei
neuronale care se poate antrena utilizdnd acesti algoritmi;

5. dezvoltarea unui algoritm pentru partitionarea retelei, care sa permita depasirea
limitelor impuse asupra problemelor de tratat. Algoritmul se bazeaza pe o sec-
tionare a retelei neuronale si distribuirea cat mai echilibratd, avand in vedere si
minimizarea comunicatiei in reteaua de calculatoare.

6. 0 schem3 de calcul care reformuleazd expresiile utilizate in algoritmul clasic de
backpropagation, care permite calculul valorilor é in cazul strategiei cu partitio-
narea retelei.

7. realizarea simulatorului NetParSim, bazat pe strategia de paralelizare cu parti-
tionarea retelei.

8. evaluarea performantelor simulatoarelor DataParSim si NetParSim, atat pentru
retele neuronale generice, cat si pentru aplicatii uzuale.

9. enuntarea de recomandari in vederea utilizdrii cat mai eficiente a resurselor de
calcul.

Investigatiile pe aceste teme au fost prezentate in [BaC03], [Ba07a] si [{BCPO7].
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7.3 Concluzii finale

Au fost prezentate doud strategii de paralelizare — cu partitionarea datelor, respectiv
cu partitionarea retelei - care au fost implementate pe o arhitecturd alcatuitd din
mai muite calculatoare interconectate printr-o retea locald (LAN). Nu se poate insa
preciza care dintre cele doua abordari este de preferat in general. Alegerea depinde
de problema de retele neuronale tratata si de frecventa cu care se fac actualizarile de
ponderi.

Dacé, din ratiuni specifice problemei tratate, se preferd un set mare de tipare
de antrenare, probabil ca se va utiliza o paralelizare cu partitionarea datelor, care, in
cazul utilizarii mai multor procesoare va conduce la o accelerare mai buna decat in
cazul paralelizarii cu partitionarea retelei, cel putin In cazul unei retelei neuronale de
dimensiuni relativ mici.

Atunci cdnd sunt necesare actualizari frecvente ale ponderilor trebuie utilizatad
paralelizarea cu partitionarea retelei, intrucat eficienta acestui algoritm nu depinde de

o dimensiune mare a setului de antrenare. In plus, este singurul algoritm care sa
permita actualizarea dupa un tipar. Totusi, pentru a obtine o eficienta ridicata, fiecare
procesor trebuie sa prelucreze mai multe unitdti din fiecare strat al retelei neuronale.
Aceasta conduce la limitarea drastica a numarului de procesoare care pot fi utilizate

pentru simularea unor retele mici. Insa atunci cand atat dimensiunile retelei cat si ale
setului de antrenare sunt reduse, nici durata unui ciclu de antrenare nu este mare,
nici chiar pentru algoritmul secvential.

Trebuie subliniat faptul ca la alegerea simulatorului paralel nu trebuie sa se
aleagd o dimensiune mare a setului de tipare dupa care se face actualizarea doar
pentru a obtine o aplicare eficientd a uneia dintre metodele de paralelizare, intrucat
marirea dimensiunii setuiui dupa care se face actualizarea poate sa reduca drastic vi-
teza de invatare si sa scada calitatea invatarii in privinta posibilitatilor de generalizare.
Acest lucru a fost subliniat in cazul aplicatiei NETtalk (sectiunea 6.1), cand actualizarea
la cuvant - sau la tipar ~ a condus la performante mult mai bune.

De aceea, la compararea diferitelor implementari de simulatoare de retele neu-
ronale trebuie sa se ia ca masura timpul absolut de executie necesar pentru a atinge
un anumit nivel de perfectiune pe o problema specifica de retele neuronale. Desigur,
aceasta nu este o solutie satisfacatoare, intrucat influenta dimensiunii setului de an-
trenare dupa care se face actualizarea asupra vitezei de invatare si a posibilitatilor
de generalizare variaza de la problema la problemd. Pot exista probleme in care
actualizarea ponderilor dupa o epoca este superioara actualizarilor mai frecvente, in
privinta vitezei de invatare si a calitatii. Cu alte cuvinte, probabil ca nu este posibil sa
se faca o recomandare generala in privinta schemei de paralelizare de utilizat, ci doar
pentru tipuri specifice de probleme de retele neuronale.

7.4 Perspective de cercetare

Studiul de fata demonstreaza posibilitatea accelerdrii timpului de antrenare pentru
retele neuronale feed-forward cu algoritmul backpropagation, utilizédnd resursele dis-
ponibile in laboratoarele departamentului. Prin reducerea considerabild obtinuta, teza
de fata oferd o unealt3 utila celor care exploreaza domeniul retelelor neuronale, per-
mitand reluarea multipla a experimentelor, cu parametri diferiti, pana la obtinerea
rezultatelor dorite.

Teza deschide calea unor investigatii ulterioare, dintre care au fost identificate
cateva:

* determinarea dimensiunilor optime a retelelor neuronale

¢ adaptarea tehnicilor utilizate si pentru alte tipuri de retele - nu doar feed-forward,
ci si cele recurente sau cele partial conectate.
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» investigarea posibilitatilor de paralelizare a altor algoritmi de antrenare, un prim
exemplu fiind algoritmul de antrenare quickprop [24] si cel al gradientului con-
jugat [59].

¢ studiul posibilitatilor de paralelizare a tehnicilor de preprocesare in vederea re-
ducerii dimensionalitatii problemelor.

e experimente Tn vederea determinarii utilitatii mai multor straturi intermediare.
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