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Rezumat:

Teza de fata abordeaza tematica retelelor neuronale axandu-se in special
pe eficienta neuronului cu ponderi numere complexe si functie periodica de
activare (MVN-P). Pe parcursul acestei teze s-a propus o noua tehnica de cautare
si selectie a sectorului (solutiei) corect pentru MVN-P, in timpul invatarii. Utilizand
aceasta tehnica de cautare s-au obtinut rezultate imbunatatite din punct de
vedere al timpului de invatare (respectiv numarul de epoci/iteratii). Urmatorul
pas al studiului I-a constituit integrarea MVN-P intr-o RN multi-strat (MLMVN-P).

In vederea realizarii acestui obiectiv s-a construit o RN cu arhitectura
reglabila, care inglobeaza pe stratul de iesire un singur MVN-P. Pe stratul de
intrare, respectiv pe straturile ascunse s-au utilizat MVN. Rezultatele obtinute
sunt incurajatoare, observandu-se imbunatatiri comparativ cu situatia utilizarii
unui singur MVN-P.

In paralel cu integrarea MVN-P intr-o MLMVN-P, s-a dorit determinarea
periodicitatii optime a posibilelor sectoare/solutii in momentul invatarii MVN-P. S-
a observat cd un numar prea mare sau prea mic de sectoare influenteaza negativ
procesul de invatare. S-a dorit astfel identificarea unei plaje comune de valori
pentru parametrul “periodicitate”, valori pentru care procesul de finvatare
converge mai repede.
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1. INTRODUCERE

Domeniul de cercetare abordat in cadrul lucrarii de fata il reprezinta
neuronul cu ponderi numere complexe si functie periodica de activare (MVN-P) cat si
retelele neuronale bazate pe acesta (MLMVN-P). Neuronul cu ponderi numere
complexe (MVN) ofera solutia rezolvarii acelor probleme neliniare care in mod
normal nu pot fi rezolvate folosind un singur neuron artificial clasic (cu ponderi
numere reale), fiind necesara folosirea unei retele neuronale artificiale (RNA) de
cele mai multe ori cu o arhitectura destul de complexa. Cu o structura relativ
simpld, asemanatoare cu cea a neuronului artificial clasic, ceea ce aduce nou MVN
este faptul ca iesirile sale se situeaza pe cercul trigonometric (impartit pe sectoare
egale ca dimensiune), iar corectia ponderilor se reduce la translatarea iesirii dintr-un
sector gresit intr-unul corect (corectie liniard). Inca de la primele experimente acest
tip de neuron si-a dovedit eficienta in rezolvarea unor probleme clasice cum ar fi:
SAU-exclusiv, Wisconsin Breast Cancer (diagnosticare), functii neliniare multi-prag,
etc. La scurt timp dupa aceasta s-a dorit Tmbunatatirea eficientei MVN prin
integrarea acestuia intr-o RNA.

1.1. Scurt istoric al temei abordate

Cu o istorie destul de veche, datand din 1880, [1] si [2], RNA a reprezentat
incercarea omului de a imita functionarea creierului uman. In vederea realizarii
acestui deziderat s-a plecat de la modelul biologic al neuronului si s-a incercat
copierea caracteristicilor acestuia cum ar fi: paralelismul prelucrarii informatiei,
toleranta la erori si capacitatea de adaptare la situatii noi. In 1949, Donald Hebb a
dezvoltat o teorie conform careia legdtura dintre doi neuroni devine mai puternica
cu cat este mai des folosita [3], punand astfel bazele invatarii hebbiane. In 1959,
Bernard Widrow si Marcian Hoff, de la Universitatea Stanford, au dezvoltat sistemele
denumite "ADALINE" (capabile sa recunoasca modele de biti) si "MADALINE" (prima
RNA cu aplicabilitate reald) [11]. Cu toate ca RNA s-a dezvoltat in continuare prin
crearea unui algoritm de invatare bazat pe corectia erorii, propus de catre aceiasi
autori in 1962, in scurt timp s-a ajuns la concluzia ca RNA nu va putea simula
functionarea complexa a creierului uman. Acest aspect, corelat cu frica unora legata
de posibilitatea ca masinile sd@ ajunga sa ia decizii singure, au condus la trecerea
RNA intr-un con de umbra. Abia dupa zece ani, in 1972, Kohonen si Anderson [6],
[7] au deschis noi orizonturi pentru RNA punand bazele primei RNA multi-strat,
aparuta in 1975. Cu toate acestea abia in 1982 interesul pentru RNA a crescut din
nou. In aceasta perioada o RNA hibridd (RNA multi-strat, fiecare strat folosind o
strategie diferita de rezolvare a problemei) a fost propusd de cdtre Reilly si Cooper.
In 1986, modelul propus de Widrow-Hoff pentru corectia erorii a fost extins la
nivelul RNA multi-strat, luand astfel nastere RNA “back-propagation” (propagarea
erorii de la stratul de iesire spre cel de intrare). In 1992, Aizenberg a introdus un
nou concept, de data aceasta la nivelul neuronului artificial si nu al RNA, si anume
neuronul cu ponderi numere complexe [12]. Ce aducea nou acest tip de neuron era
faptul ca folosea planul numerelor complexe (sau cercul trigononetric) permiténd
astfel rezolvarea unor probleme neliniare (ex. SAU-exclusiv, suma modulo k a n

BUPT



12 Introducere - 1

valori) folosind un singur MVN, lucru imposibil de realizat cu un singur neuron
artificial clasic. In anii ce au urmat (1992 - prezent) Aizenberg a propus si dezvoltat
diversi algoritmi de invatare pentru MVN, imbunatatind performantele acestuia. De
asemenea, MVN a fost integrat intr-o RNA, cu rezultate mai mult decat
incurajatoare [23], [34], [36].

1.2. Motivatia alegerii temei de cercetare

Eficienta crescuta dar si caracterul inovativ al MVN au reprezentat factorii
principali in alegerea acestuia ca tema de studiu a lucrarii de fata. Cu toate ca unele
concepte teoretice au parut la inceput mai dificil de inteles, pe de-o parte datorita
diferentelor fata de neuronul artificial clasic, iar pe de alta datoritd numarului relativ
mic de articole publicate pe aceasta temad, treptat avantajele folosirii MVN au facut
ca acest efort al intelegerii MVN sa merite. Pe langa factorii motivationali enumerati
mai sus ar mai fi si aria larga de aplicabilitate a RNA: in medicind (e.x.
diagnosticarea cancerului inca din fazele incipiente), in sistemele de predictie (ex.
bursa de valori), Tn sistemele de clasificare, la prelucrea imaginilor (e.x. filtrarea
zgomotului, evidentierea muchiilor), etc. In toate aceste domenii, RNA ofera o
solutie alternativa, demna de luat in calcul, la algoritmii traditionali de calcul (e.x.
Backtracking, algoritmi genetici). Un alt aspect important, in orice domeniu de
cercetare este continuitatea oferita de subiectul abordat. In cazul de fatd noutatea
adusa de MVN asigura posibilitatea unor dezvoltari ulteriore destul de largi, care sa
vizeze, In primul rand, aplicarea si adaptarea unor concepte traditionale la
specificitatea MVN; un exemplu in acest caz ar putea fi aplicarea diverselor tipuri de
invatare nesupervizate, invatarea cu exemple negative, etc.

1.3. Prezentarea pe scurt a continutului lucrarii

Lucrarea de fata este structurata in patru parti principale: partea generala
(care prezinta concepte teoretice fundamentale), o parte specifica (contributiile
autorului), partea experimentala (prezentarea rezultatelor obtinute) si o parte finala
de concluzii si posibile viitoare directii de dezvoltare. In continuare, voi prezenta pe
scurt continutul fiecarei parti in parte.

Prima parte a studiului prezinta conceptele teoretice fundamentale din
domeniul RNA. Aici vor fi prezentate aspectele teoretice generale, pe scurt ce
reprezintd o RNA, caracteristicile neuronului artificial clasic (cu ponderi numere
reale), caracteristicile MVN, evolutia acestuia inspre MVN cu functie periodica de
activare (MVN-P), caracteristicile MVN-P.

A doua parte a studiului se va axa pe prezentarea contributiilor autorului in
domeniul abordat. Se va prezenta o noud strategie de selectie a sectorului dorit
pentru MVN-P cat si o solutie de integrare a MVN-P intr-o RNA. RNA propusa se
bazeaza pe o arhitectura multi-strat clasica (1 strat intrare, n straturi ascunse si 1
strat iesire) avand ca si algoritm de invatare algoritmul de "back-propagation”
(propagarea erorii dinspre iesire spre intrare) adaptat la caracteristicile MVN,
respectiv MVN-P.

Partea experimentald, a treia parte a studiului de fata, va prezenta
rezultatele obtinute in cursul validdrii noii strategii de selectie, cat si a RNA cu MVN-
P. In vederea validarii strategiei de selectie propuse rezultatele obtinute au fost
comparate cu cele mai bune rezultate indicate in literaturd pana la momentul de
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1 - Introducere 13

fata, in vreme ce pentru analiza eficientei RNA cu MVN-P, rezultatele obtinute
pentru un singur MVN-P, respectiv pentru RNA cu MVN-P, vor fi comparate.

Cea de-a patra parte si ultima de altfel, prezinta concluziile finale ale
autorului obtinute in urma partii experimentale. Tot aici se vor evidentia posibile
viitoare directii de dezvoltare observate cat si limitari sau obstacole intalnite pe
parcursul studiului intreprins.

1.4. Incadrarea temei in preocupérile internationale,
nationale, zonale, ale colectivului de cercetare

Programul doctoral in cadrul caruia s-a desfasurat studiul de fata face parte
din programul POSDRU/CPP107/DMI1.5/S/77265 (din 2010) al Ministerului Muncii,
Familiei si Protectiei Sociale al Guvernului Romaniei, co-finantat de Fondul Social
European - Investind in oameni. Studiul de fata s-a desfasurat in cadrul Universitatii
“Politehnica” din Timisoara, Facultatea de “Automatica si Calculatoare”, specialitatea
Calculatoare, sub directa indrumare a Prof.Dr.Ing. Stefan Holban. Activitatea
didactica a domnului Prof.Dr.Ing. Stefan Holban se incadreaza in domeniul IA,
cateva dintre materiile predate de dumnealui fiind enumerate in continuare: Bazele
inteligentei artificiale, Neural networks, Pattern recognition. Pe langa aceste
subiecte mai putem enumera si Modelare si simulare, Explorarea datelor sau
Evaluarea performantelor sistemelor de calcul.

1.5. Obiectivele stiintifice pentru rezolvare in cadrul
cercetarii stiintifice

Obiectivul principal al cercetarii stiintifice a urmadrit studierea si cresterea
eficientei MVN-P. In vederea atingerii acestui obiectiv s-a urmarit dezvoltarea unei
strategii proprii de selectie a sectorului corect, pe parcursul invatarii, pentru MVN-P
cat si dezvoltarea unei RNA ajustabile in vederea integrarii MVN-P.

Principalele cerinte care au fost luate in calcul in etapa de dezvoltare a noii
strategii de selectie au fost obtinerea unui timp mai redus de invatare cu pastrarea
unei erori medii acceptabile (in jurul valorii de 5-10%). Aceste doua aspecte sunt
relevante in momentul integrarii MVN-P intr-o RNA unde, pe de-o parte, durata de
invatare creste odata cu cresterea complexitatii retelei, dar pe de alta parte eroarea
medie scade.

1.6. Metoda de cercetare abordata si metodologia
cercetarii

In vederea analizei eficientei MVN-P, respectiv a MLMVN-P s-au folosit atat
metode analitice cat si experimentale. S-a plecat de la o analiza amanuntita a
algoritmilor prezenti in literatura de specialitate, insistdndu-se asupra punctelor
forte cit si a posibilelor imbunatatiri ce pot fi aduse. Mai apoi s-au rulat teste
experimentale intense in vederea validarii noii strategii de finvatare. Pentru
realizarea acestor teste s-a dezvoltat un simulator in Microsoft Visual C# care imita
caracteristicile MVN/MVN-P. Pasul urmator |-a reprezentat dezvoltarea unei RNA
configurabile, realizata de asemenea in Microsoft Visual C#, care sa incorporeze
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14 Introducere - 1

MVN pe straturile de intrare si cele ascunse, respectiv a unui singur MVN-P pe
stratul de iesire.

1.7. Multumiri

In primul rand as dori s&-i multumesc domnului Prof.Dr.Ing Stefan Holban
pentru indrumarea si suportul oferit pe parcursul celor trei ani de Doctorat.

In al doilea rand as dori s& multumesc Universititii “Politehnica” din
Timisoara pentru sansa oferitd de a urma o scoala doctorald si pentru suportul
financiar oferit pe parcursul acesteia.

In al treilea radnd, dar nu in cele din urm&, as dori s& multumesc
programului POSRDU pentru suportul financiar oferit in aceasta perioada.
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2. RETEAUA NEURONALA SI NEURONUL
ARTIFICIAL

Cu o istorie relativ veche datand din 1880 [1], [2], RN, respectiv neuronul
artificial au reprezentat si reprezinta incercarea omului de a simula functionarea
creierului uman. Variind de la arhitecturi simple (un singur neuron artificial) pana la
arhitecturi complexe, cu numar crescut de straturi si neuroni, RN si-au dovedit
eficienta in rezolvarea unor probleme de clasificare, predictie, diagnosticare sau
identificare.

De-a lungul timpului, odata cu dezvoltarea lor, RN au devenit alternative
viabile ale algoritmilor de calcul clasici ca Backtraking, algoritmi genetici sau metode
euristice.

Datorita puterii mari de calcul, cat si datorita eficientei crescute, RN au
Tnlocuit cu succes vechile structuri de calcul traditionale, Tn domenii ca diagnosticare
medicald, prelucrare de imagini sau in sistemele de predictie.

In continuare, sunt prezentate, pe scurt, principalele caracteristici ale RN,
respectiv ale neuronului artificial.

2.1. Reteaua neuronala - aspecte generale

Ca si idee generald, o RN reprezintd modelul matematic simplificat al
functionarii creierului uman.

O RN fincearca sa mimeze procesele complexe care au loc la nivelul
creierului uman in momentul invatarii.

Ca si constructie, o RN este formata din mai multe straturi, iar pe fiecare
strat in parte se gasesc un anumit numar de neuroni artificiali. Legaturile dintre
neuroni, stabilite in timpul invatarii, sunt cele ce determina eficienta unei RN.

In Figura 1 este prezentata o structura de RN in care se pot identifica
principalele componente constructive:
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16 Reteaua neuronald si neuronul artificial - 2

MNeuroni Ponderi

L S .

e .

Strat de intrare Straturi ascunse

Strat de iesire
Figura 1: Exemplu de retea neuronala

Putem identifica un strat de intrare, un strat de iesire si mai multe straturi
intermediare, numite straturi ascunse. Numarul de neuroni de pe stratul de intrare
este numarul de parametri de intrare al setului de date, iar numarul de neuroni de
pe stratul de iesire este egal cu numarul de parametri de iesire. Aceste doua valori
sunt cunoscute in momentul inceperii invatarii. Pentru stratul sau straturile
intermediare, numarul de neuroni nu este cunoscut la inceputul invatarii si poate
varia in functie de specificitatea setului de date folosit. In cele mai multe cazuri s-a
observat ca un numar de neuroni ascunsi, egal cu radicalul sumei patratelor
neuronilor de intrare si al neuronilor de iesire ( intrari? + iesiri?), este suficient
pentru rezolvarea majoritatii problemelor. N

Exista RN de tip feedforward, cat si RN cu feedback. In cazul RN cu
feedforward eroarea de pe stratul de iesire se propaga inapoi spre stratul de intrare
(de unde si numele) in vreme ce RN cu feedback sunt caracterizate de existenta
unui semnal de reactie din partea neuronilor de ordin superior pentru cei de ordin
inferior sau chiar pentru propriile lor intrari. .

Metoda de invatare poate varia de asemenea. Invatarea supravegheata este
acea invatare in care se cunoaste iesirea, iar pe baza acesteia se corecteaza treptat
eroarea RN, iar invatarea nesupravegheata este aceea in care iesirea nu se
cunoaste, iar corectia se realizeaza pe baza legaturilor dintre neuroni (e.x. invatarea
hebbiana - legea lui Hebb [3]).

2.2. Tipuri de retele neuronale

In literaturd sunt prezentate un numdr variat de RN fiecare cu
caracteristicile sale specifice. In Tabelul 1 sunt prezentate cateva astfel de RN:
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2.2 - Tipuri de retele neuronale 17

Tabelul 1: Tipuri de RN

Nume

Arhitectura

Caracteristici

Perceptron

1 singur strat (cel de
intrare)

Tip: feedforward

Valori de intrare: binare sau reale
Metoda de antrenare: supravegheata
Utilitate: operatii logice simple, clasificari

Perceptron Multi-strat

1 strat de intrare

1 sau mai multe
straturi ascunse

1 strat de iesire

Tip: feedforward

Valori de intrare: binare sau reale

Metoda de antrenare: supravegheata
Algoritm de antrenare: backpropagation
Utilitate: operatii logice complexe, clasificare

RN de tip 1 strat de intrare Tip: feedforward
BackPropagation 1 sau mai multe | Valori de intrare: reale
straturi ascunse Metoda de antrenare: supravegheata
1 strat de iesire Algoritm de antrenare: backpropagation
Utilitate: operatii logice complexe, clasificare
tipare, analizd vocala
Hopfield 1 matrice Tip: feedback
Valori de intrare: binare
Metoda de antrenare: nesupravegheata
Algoritmul de antrenare: regula delta
Utilitate: recunoastere tipare, probleme de
optimizare
Kohonen 1 strat de intrare Tip: feedforward /feedback

1 multime de neuroni

Valori de intrare: binare sau reale

Metoda de antrenare: nesupravegheata
Algoritmul de antrenare: autoorganizarea
Utilitate: clasificarea tiparelor, problemele
legate de optimizare, simulari

In continuare sunt prezentate, pe

arhitecturi de RN.

scurt, cateva dintre cele mai cunoscute

Introdus prima datad de catre F.Rosenblatt in 1958 [4], Perceptronul (Figura
2) este o RN foarte simpla, care are ca intrari numere binare sau reale. Procesul de
antrenare este unul supravegheat si bazat pe corectia erorii dintre valoarea obtinuta
si cea dorita. Acest tip de RN este eficient in special in cazul unor probleme logice
simple ca SAU logic, SI logic, etc dar nu poate fi aplicat in cazul unor probleme mai
complexe ca SAU-EXCLUSIV.

Intran X2

bl W1l

xn

lesire

Figura 2: Perceptron
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18 Reteaua neuronald si neuronul artificial - 2

Perceptronul multi-strat (Figura 3) a fost introdus pentru prima data de
catre M.Minsky si S.Papert in 1969 [5] si reprezintda o extensie a Perceptronului
simplu prin inserarea unui numar de straturi ascunse intre stratul de intrare si cel de
iesire. Odata cu cresterea complexitatii structurale a crescut si eficienta invatarii
putand fi aplicat si in cazul unor probleme logice mai complexe cum ar fi SAU-
EXCLUSIV.

Intrari
Strat de intrare
Matricea ponderilor
Strat ascuns
Matricea ponderilar
Strat de iesire
Lesiri

Figura 3: Perceptron multi-strat

Introdusa pentru prima datd de catre G.E.Hinton, E.Rumelhart si
R.J.Wiliams in 1986 [10], RN de tipul BackPropagation (Figura 4) este
asemanatoare cu RN de tip Perceptron multi-strat diferind algoritmul de antrenare,
care in cazul acesteia este bazat pe propagarea erorii dinspre iesire spre intrare.

Intrari

Strat de intrare

Strat ascuns

Strat de iesire

Iesir

Figura 4: RN de tip BackPropagation
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2.2 - Tipuri de retele neuronale 19

RN de tip Kohonen (Figura 5) au fost prima data propuse de catre Teuvo
Kohonen in 1982 [8] si sunt formate dintr-un strat de intrare si un strat de iesire,
fara nici un strat intermediar (ascuns). De asemenea, toti neuronii sunt
interconectati intre ei, formand o asa numita matrice de ponderi.

Strat de intrare

Intrari

Figura 5: RN de tip Kohonen

RN de tip Hopfield (Figura 6) au fost prima data introduse de catre
J.J.Hopfield in 1982 [9] si sunt compuse dintr-un set de neuroni fara diferentierea
acestora pe straturi de iesire, intrare sau ascunse. Fiecare neuron din acest set este
conectat cu fiecare alt neuron, iar ponderile sunt simetrice: w;; = wj; unde wj
reprezinta ponderea legaturii neuronului i cu neuronul j.

Intrare Intrare

nderilor
Intrare

Intrare

Intrare Intrare

Figura 6: RN de tip Hopfield
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20 Reteaua neuronald si neuronul artificial - 2

2.3. Algoritmi de invatare

In continuare, sunt prezentati, pe scurt, algoritmii de invdtare folositi cu
diversele arhitecturi de RN, prezentate in subcapitolul anterior.

2.3.1. Backpropagation (corectia erorii)

Algoritmul de Backpropagation reprezintd o invatare de tipul supervizata
(Figura 7), in care se compara valoarea de iesire obtinutd cu valoarea dorita; pe
baza diferentei dintre cele doud valori, ponderile neuronilor sunt modificate in
vederea minimizarii erorii de invatare.

Supervizor
x(n) z(n)
Intrare
RN z
(ponderi) v(n)
T e(n)
Figura 7: Structura algoritmului de BackPropagation
Notam cu:

xn = (xq,xy ..., x;), vectorul intrarilor
e yn =(,Ys ., Yi), vectorul iesirilor
o zn =(z,%,..,2;), vectorul valorilor dorite

In timpul invatdrii diferenta dintre vectorul z(n) si vectorul y(n) denota
vectorul eroare e(n) obtinut pentru vectorul de intrare x(n). Invatarea consta in
minimizarea vectorului eroare e(n).

2.3.2. Invitarea hebbiana

Invatarea hebbiand are la bazd un principiu enuntat de Hebb [3] si anume:
"Cand un axon al celulei nervoase A este suficient de aproape de faza de excitare a
unei celule nervoase B, si in mod repetat sau persistent ia parte la activarea sa, un
anumit proces de crestere sau de modificare metabolicd are loc intr-una sau in
ambele celule nervoase, astfel incat eficienta celulei nervoase A este marita din
punct de vedere al contributiei la activarea celulei B".

Acest principiu se transpune in cazul RN astfel: daca doi neuroni sunt activi
in acelasi timp atunci ponderea legaturii comune creste, altfel ea scade péana la 0
daca situatia se pastreaza (Figura 8).
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2.3 - Algoritmi de invatare 21

Conexiunea
scade

Wij

Conexiunea
creste

Inactiv
Activ

Figura 8: Principiul invatarii hebbiane

Notam cu:
Xi, neuronul de intrare
Yj, neuronul de iesire
e wij, ponderea celor doi neuroni

2.3.3. invatarea Boltzmann

In cadrul acestui tip de invétare, RN este reprezentatd printr-o structurd de
neuroni activi, cu valoarea (+1), respectiv neuroni inactivi, cu valoarea (-1) (Figura
9). Intreaga RN este caracterizata de o energie E:

1
E=—=2 i jj=WsSjSi (1.1)

unde s; reprezintd starea neuronului i, s; reprezinta starea neuronului j, iar wj
reprezinta ponderea neuronilor i si j.

neurani

Inactiv
Activ

Figura 9: Principiul invatarii Boltzmann
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22 Reteaua neuronald si neuronul artificial - 2

In timpul invatrii modificarea ponderilor este realizatd in directia atingerii
unui punct de echilibru termic.

2.3.4. Invatarea competitiva

Acest tip de invatare se bazeaza pe competitia neuronilor de pe stratul de
iesire (Figura 10). La un moment dat, un singur neuron de iesire poate fi activ,
incercdndu-se astfel specializarea fiecarui neuron fin recunoasterea anumitor
trasaturi ale datelor de intrare.

Caracteristica 1
— %

.—-'”-’
Caracteristica 2
Caracteristica 1 .

este prezentati

stratuluide
intrare | Caracteristica 3

¢

———»

Stratulde Stratulde
intrare iesire

Inactiv
Activ

Figura 10: Principiul invatarii competitive

2.3.5. Invitarea pe baza corectiei erorii cu exemple negative

Aceasta nvatare propusa in [45] este o invatare supervizata si are la baza
tehnica de invatare pe baza corectiei erorii.

Aceasta tehnica de antrenare foloseste un procent exact de exemple
negative in setul de antrenare [46] si utilizeaza un neuron suplimentar pe stratul de
iesire pentru a semnala tiparele negative de la intrare [47].

2.4. Neuronul artificial clasic
Neuronul artificial reprezinta modelul matematic al neuronului biologic,

constituind elementul fundamental al unei RN. in Figura 11 este prezentat modelul
matematic simplificat al neuronului artificial.
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—= vyl

X1
Lk
Xj P
WM
WN Bl

Figura 11: Structura neuronului artificial clasic

Se pot identifica urmatoarele elemente constructive ale neuronului artificial:
un numar N de intrari notate x;...xy (valori reale continue) cu ponderile
corespunzdtoare w,;...Wyy (valori reale continue), un sumator X avand valoarea de
iesire u, = x; " Wi+ -+ xj - wyj + -+ xy - wey Si 0 functie de activare ¢ cu factor bias 6,

care respecta relatia f ¢ =y, unde y, reprezinta iesirea neuronului artificial.

Existd mai multe functii de activare pentru neuronul artificial, cateva dintre
ele fiind prezentate in Tabelul 2. De asemenea, in [24] sau [37], se prezinta

comparativ, eficienta diverselor functii de activare.

Tabelul 2: Functii de activare
Nume Functie Reprezentare grafica
1
v = 1L,Lv=>0 0
Functia prag V= ov<o
-1
-4 i] 4
1
>
Functia semn Qv = _1ivv—<00 o
-1
-4 i] 4
1_/_
. . 1 1]
Functia sigmoid @ v = ———— ,a = const.
1+e
-1
-4 i] 4
1
: : Lo 1-— e—2v ]
Functia tangent hiperbolica pv =
1+e
-1
-4 i] 4
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1
Functia lineara Qv =v o
-1
-4 1] 4
1
0,v<0 0
Functia lineara cu saturatie v = v0<v<1
Lv>1
-1
-4 1] 4
1
-1Lv<0 0
Functia lineara cu saturatie simetrica pv = v,0<sv<1
1L,v>1
_1—
-4 1] 4
l_jL
Functia gaussiand pv =eV 0
-1
-4 1] 4

In timpul invatérii, ponderile corespunzatoare intrdrilor unui neuron variaza
continuu pana cand acestea ating un punct de stabilitate. In acel moment procesul
de invatare poate fi considerat incheiat.

2.5. Neuronul artificial cu ponderi numere complexe
2.5.1. Aspecte generale

Neuronul artificial cu ponderi numere complexe (in Engleza Multi-Valued
Neuron - MVN) a fost introdus si detaliat in [12], [13], [14] si [15]. Noutatea
introdusa, comparativ cu neuronul artificial clasic, o constituie utilizarea numerelor
complexe atat pentru ponderile sale cat si in procesul de invatare (functii de
activare, valori de iesire, etc.). Datorita utilizarii numerelor complexe, iesirile MVN
sunt plasate pe cercul trigonometric. in Figura 12 este ilustratd reprezentarea
geometrica a MVN [13].
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2.5 - Neuronul artificial cu ponderi numere complexe 25

z j+1

Figura 12: Interpretarea geometrica a functiei de activare a unui MVN

Se poate observa, din figura de mai sus, un numar n de sectoare (egale ca
dimensiune), reprezentand numarul total de clase/solutii ale problemei studiate, in
care iesirea Z a MVN se poate localiza.

Z este de forma:

Z =X Wggt X Wi+ Xy Wiy (1.2)
, Cu precizarea ca valorile x;,w,; sunt de forma a+b-i. Datoritd acestor
caracterisitici procesul de invatare, respectiv corectia erorilor este simplificata, fata
de cea a neuronului clasic, si se reduce la translatarea iesirii MVN dintr-un sector
(e.x. J) gresit intr-unul corect (e.x. J-1); acest proces este prezentat in subcapitolul
urmator. Ca si functie de activare se foloseste ecuatia (1.3) [13]:
P(2) = exp(i2mj/k) (1.3)
, unde 2xj/k < arg(Z) < 2n(j + 1) /k.
2.5.2. Procesul de invatare

in Figura 13 este ilustratd reprezentarea geometricd a procesului de
invatare a MVN[13].
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£4

'

Figura 13: Interpretarea geometrica a regulii de invatare pentru MVN

Presupunand ca in timpul invatarii iesirea MVN se situeaza in sectorul s, se
analizeaza corectitudinea acestuia prin comparatie cu sectorul dorit, q. Daca cele
doua sectoare sunt identice nu este nevoie de nici o corectie suplimentara si etapa
curenta de invatare se incheie. In cazul in care cele doua sectoare nu coincid o
corectie este necesara. Aceasta corectie consta in aplicarea unui algoritm de cautare
si selectie prin care iesirea MVN este translatata din sectorul s (sectorul curent) in
sectorul g (sectorul corect). Pe baza acestei translatari, ponderile MVN sunt
modificate si etapa curenta de invatare se incheie. Ecuatiile (1.4) si (1.5), prezinta
doua reguli posibile de modificare a ponderilor in timpul invatarii [19], [29]:

Cm -

Wins1 = Win + 15 (9 —&9X, (1.4)
c _

Wit = Wp + N+1m 7 (7 —-¢5X, (1.5)

unde Wy, = W1, ..., Wy j, .., Wey) Feprezinta vectorul ponderilor, Wy, este vectorul
ponderilor dupa corectie, C, o constanta de invatare de obicei egald cu 1, N
numarul de intrari ale MVN, Z, este dat de ecuatia (1.2), &% si £ valoarea dorita a
iesirii MVN, respectiv valoarea obtinutd a MVN, X = (x,, ., Xj, ., Xy) Vectorul conjugat
al intrarilor, iar m este etapa (iteratia) curentd de invatare.

Ecuatiile (1.6) si (1.7), pot fi de asemenea folosite pentru probleme cu
neliniaritate crescuta. Ecuatiile (1.6), (1.7) reprezinta modificari ale ecuatiilor (1.4)
respectiv (1.5), pe baza transformarii &5 a% ; raportul % reprezintd proiectia Z, pe

cercul unitar [38].
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C e\
Winr = Wi + N:nl (eq—z—l)X, (1.6)
Wing1 = Wi +—2— (e9 — 20X, (1.7)
m+1 — YYm N+1 Z, 7, ’ .

2.5.3. Principalele avantaje/dezavantaje ale folosirii MVN

In cazul folosirii MVN existd avantaje si dezavantaje fatd de folosirea
neuronului artificial clasic (cu ponderi numere reale).

Principalele avantaje revin din folosirea numerelor complexe si sunt
prezentate in continuare.

Un prim avantaj semnificativ 1l constituie regula de corectie a erorilor care in
cazul MVN se reduce la o transformare liniarg, propor:gionalé cu diferenta dintre
iesirea obtinuta si cea dorita (vezi ecuatia (1.4)). Invatarea devine astfel o
parcurgere a cercului trigonometric, mai mult orice directie de parcurgere fiind
corecta.

Un alt avantaj il constituie eficienta crescuta comparativ cu cea a neuronului
artificial clasic. Astfel probleme neliniare traditionale ca SAU-EXCLUSIV [35], suma
modulo n a k numere [28], [35], etc. pot fi rezolvate utilizdnd un singur MVN, lucru
imposibil de realizat folosind un singur neuron artificial clasic, reducandu-se astfel
complexitatea RN. De asemenea MVN, respectiv MLMVN si-au demonstrat eficienta
in problemele de predictie [43], [44], clasificare [21], [26], [31], [32], [42], cat si
in cazul prelucrarii de imagini ca recunoasterea de forme [16], [17], [20], reducerea
zgomotelor din imagini [25], [27], [33], prelucrarea imaginilor alb-negru (cu diverse
nuante de gri) [18], [22], domenii importante in cadru sistemelor inteligente.

Ca si dezavantaje putem enumera nevoia unor cunostiinte matematice
avansate de trigonometrie, numere complexe, respectiv functii neliniare.

Punand in balanta principalele avantaje si dezavantaje ale folosirii MVN
putem concluziona ca acesta reprezintd o solutie alternativa atragatoare si demna
de luat in calcul la neuronul artificial clasic.

2.6. Neuronul artificial cu ponderi complexe si functie
periodica de activare

Neuronul artificial cu ponderi numere complexe si functie periodica de
activare (MVN-P) a fost introdus pentru prima data de Aizenberg in [38] si detaliat
cu rezultatele in [39], [40] si [41]. Acesta reprezinta o evolutie a MVN prin
introducerea ideii de periodicitate a posibilelor solutii. Astfel daca in cazul MVN
cercul trigonometric a fost divizat in k sectoare egale (reprezentand numarul
posibilelor iesiri), in cazul MVN-P numarul sectoarelor a fost extins la m =k- 1. In
figura 14 este prezentata aceasta transformare [38].
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P=kmodk
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P|: k-l
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P=im-1)modk
=(kl-1)modk=k-1

P={m-2)modk
=(kl-2)modk=k-2

Figura 14: Interpretarea geometrica a functiei periodice de activare a MVN-P

Factorul | indica periodicitatea solutiilor avand astfel o influenta importanta
in procesul de invatare, dupa cum vom observa in partea experimentala a acestei
lucrari.

In continuare se prezinta in detaliu functia periodica de activare si
conceptele matematice care stau la baza acesteia asa cum sunt prezentate in
literatura.

2.6.1. Functia periodica de activare si algoritmi de invatare
in ecuatia (1.8) se prezinta functia periodica de activare [38]:
P,z =jmodk (1.8)
satisfacand conditia:

2mj 2r j+1
—<agz <——,j=01,..m—1m=k-,l=>2
m m

Valorile obtinute in urma aplicarii functiei de activare (1.8) reprezinta
numere naturale pozitive in intervalul [0, k).

Pornind de la ecuatia (1.8), in [38] Aizenberg propune doud strategii de
invatare. Cele doua strategii sunt identice din punctul de vedere al calculului iegirii
(Z), al corectiei ponderilor (W), al functiei de activare (P,) diferenta constand in
metoda de alegere a sectorului corect. In cazul primului algoritm se pleacd de la
sectorul curent (de reguld gresit) si se aleg cele mai apropiate doud sectoare
corecte de o parte si de alta a acestuia, decizia finala fiind facutd pe baza distantei
unghiulare; sectorul corect aflat cel mai aproape este ales, iar corectia se face pe
baza acestuia [38]. In cazul celui de-al doilea algoritm de finvatare selectia
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sectorului corect se face doar din subdomeniul in care se afla sectorul curent; cu
alte cuvinte cdutarea este limitata la intervale de dimensiunea intervalului [0, k)
[38].

In cazul primului algoritm de invatare timpul de cautare este mai mare
decét in cazul celui de-al doilea algoritm datorita cautarii sectorului corect in ambele
directii; acest lucru poate influenta negativ procesul de invatare in cazul problemelor
cu numar mare de posibile solutii (k = 6). Totodata eficienta primului algoritm este
mai crescuta datoritd ariei mai extinse de cautare; in cazul celui de-al doilea
algoritm cdutarea este redusa la un subdomeniu, lucru ce ar putea cauza limitari.

Ca si concluzie preliminara, ambii algoritmi de invatare prezinta avantaje si
dezavantaje. Plecand de la aceasta observatie, in partea experimentald se va
prezenta o noua strategie de selectie a sectorului corect al carei scop este obtinerea
unui timp redus de cautare, pastrandu-se in acelasi timp o eficienta crescuta a
invatarii.

2.7. Concluzii

In capitolul 2, au fost prezentate conceptele teoretice care stau la baza RN
si @ neuronului artificial clasic, respectiv, a neuronului cu ponderi numere complexe
(MVN) si a neuronului cu ponderi numere complexe si functie periodica de activare.
(MVN-P).

Pentru RN au fost enumerate principalele tipuri de arhitecturi cum ar fi:
perceptronul, perceptronul multi-strat, RN de tip BackPropagation, RN Hopfield si
RN de tip Kohonen. Pentru fiecare arhitectura, au fost indicate caracteristicile
principale cat si aria de aplicabilitate. De asemenea, au fost enumerate principalele
tehnici de invatare folosite in cazul RN: invatarea pe baza propagarii erorii dinspre
stratul de iesire spre cel de intrare (Backpropagation), invatarea hebbian3,
invatarea Boltzman, invatarea competitiva si invatarea cu exemple negative. Aceste
tipuri de invatdri pot fi clasificate in doua mari clase gi anume: invdtare supervizata,
respectiv nesupervizata. Invatarea supervizata este acea invatare in care corectia
erorii se face pe baza diferentei dintre iesirea dorita si cea obsinuta, in vreme ce
invatarea nesupervizata se bazeaza pe caracteristica legaturii dintre neuroni. Astfel,
ca si invatare supervizata putem enumera: Backpropagation si invatarea cu
exemple negative, iar ca si invatare nesupervizata putem enumera: invatarea
hebbiana, invatarea Boltzman si invatarea competitiva.

Pentru neuronul artificial, ca si componenta fundamentald a RN, au fost
identificate principalele caracteristici constructive cat si o serie de functii de
activare, cum ar fi: functia prag, functia semn, functia sigmoid, functia tangent
hiperbolica, functia lineard, functia lineard cu saturatie, functia lineara cu saturatie
simetrica si functia gaussiana. Pentru fiecare din functiile enumerate mai sus,
caracteristica de activare a fost prezentatd, atat in forma matematica cat si prin
reprezentare grafica.

Neuronul cu ponderi numere complexe (MVN) a fost prezentat in detaliu, cu
functia specifica de activare, caracteristicile procesului de invatare cat si cateva
reguli specifice de corectie a erorilor in timpul invatarii. Acest tip de neuron
reprezintd un concept relativ nou, noutatea constand in folosirea numerelor
complexe pentru ponderi, respectiv valori de iesire ale neuronului. Folosirea
numerelor complexe a condus la plasarea claselor de iesire pe cercul trigonometric.
Astfel, cercul trigonometric a fost impartit in sectoare egale, fiecare reprezentand o
clasa de iesire, procesul de invatare reducandu-se la deplasarea dintr-un sector
gresit intr-unul corect. Aceastd abordare a condus la posibilitatea rezolvarii unor
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probleme clasice folosind un singur neuron in locul unei RN multi-strat, aceasta
reprezentand principalul avantaj al folosirii MVN.

In continuare, a fost prezentat neuronul cu ponderi numere complexe si
functie periodica de activare (MVN-P). MVN-P poate fi considerat ca o evolutie a
MVN. Aceasta evolutie constd in introducerea unui factor numit “periodicitate”, cu
ajutorul caruia se multiplica, cu o valoare data, numarul de sectoare in care se
situeaza clasele de iesire. Astfel, daca pentru MVN avem doar k posibile sectoare (k
reprezentand numarul claselor de iesire) pentru MVN-P avem kl sectoare, |
reprezentand factorul de “periodicitate”. Pentru acest tip de neuron au fost
prezentate functia specificd (periodicd) de activare cat si doud strategii de invatare,
definite in literatura. Pentru fiecare dintre aceste doud strategii au fost identificate
avantaje si dezavantaje, referitoare la durata totald de invatare, respectiv eroarea
de invatare. Plecand de la aceste avantaje si dezavantaje, in Capitolul 3, se va
prezenta o nouad strategie de invatare, care doreste sa imbine avantajele celor doua
strategii existente.
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3. CONTRIBUTII PRIVIND IMBUNATATIREA
PROCESULUI DE INVATARE A MVN-P

Contributia adusa in vederea imbunatatirii procesului de invatare se refera
la propunerea si implementarea unei noi tehnici (sau strategii) de cautare a
sectorului (solutiei) corect.

Punctul de plecare al dezvoltarii noii tehnici de cautare il constituie cei doi
algoritmi de Tnvatare propusi de Aizenberg in [38] prezentati de asemenea, cu
avantajele si dezavantajele lor, in Capitolul 2.4.1 al lucrarii de fata.

Ce s-a dorit a fost realizarea unei strategii care sa imbine avantajele celor
doi algoritmi in vederea obtinerii unui numar cat mai redus de iteratii si pastrarea
unei erori intr-o limita acceptabila (< 10%).

3.1. Solutia propusa

Idea care sta la baza noii strategii de cautare propuse este cautarea solutiei
corecte (respectiv, a sectorului corespunzator de pe cercul trigonometric) urmand
un sens unic de cautare [48]. Acest sens poate fi sensul orar sau anti-orar; in
partea experimentald a acestei lucrari se va putea remarca influenta majora a
alegerii unui sens de parcurgere sau al altuia.

In Figura 15 este prezentata interpretarea geometrica a strategiei propuse
pentru sensul anti-orar:

numarul maxim
de incercaria
fost atins

sectorul
sensul 0 este
anti-orar returnat

Figura 15: Interpretarea geometrica a strategiei propuse

BUPT



32 Contributii privind imbunatatirea procesului de invatare a MVN-P - 3

In cadrul strategiei propuse [48] se pleacd de la sectorul curent (obtinut
pentru valoarea de iesire calculata) folosind un pas de incrementare predefinit (in
majoritatea cazurilor poate fi ales pasul 1). Numarul de incercari in vederea gasirii
sectorului corect este setat dinamic, in timpul ruldrii algoritmului, in functie de
numarul de iteratii parcurse. Scopul nu este cautarea continua a sectorului corect
deoarece acest lucru duce la cresterea semnificativa a timpului de invatare, in
special in cazul problemelor cu numar crescut al posibilelor valori de iesire. Daca
numarul maxim de incercari este atins si sectorul corect nu este gasit, sectorul 0
este returnat ca sector corect pentru iteratia curenta. Numarul de incercari a fost
setat intre valoarea minimd 0 si valoarea maxima log¥+1, unde k reprezinta
numarul de posibile iesiri ale problemei [48].

Avantajul major identificat prin aplicarea acestei strategii de parcurgere a
spatiului solutiilor (respectiv, a cercului trigonometric) intr-o singura directie este
reducerea timpului de cdutare a sectorului corect si astfel implicit reducerea timpului
total de invatare. Ca si minus putem preciza faptul ca solutia returnata de catre
algoritm nu este intotdeauna cea corecta, conducénd la o prima concluzie ca
eficienta acestei strategii este mai scazutd decat a celorlalte doud; in partea
experimentala se va putea observa cd acest lucru nu este intotdeauna valabil, mai
mult fiind posibila eliminarea acestui neajuns odata cu integrarea MVN-P intr-o RN
multi-strat.

In subcapitolul urmator sunt prezentati, in detaliu, pasii de implementare ai
strategiei de cautare propuse.

3.2. Strategii de implementare

In continuare este prezentata strategia de cautare [48] detaliata prin pasii
individuali de implementare. Ca si precizare, un numar maxim de 150000 de
posibile iteratii a fost setat; daca acest numar este atins si problema nu este
invatata in proportie de 100%, se considera ca algoritmul a esuat in rezolvarea
problemei si invatarea este oprita.

Implementarea strategiei de cautare propuse [48]:

e Pasul 1 (START): crt_set = 0, crt_epoch = 0, increment = 1, retries = 0,
learning = false, success = false;
e Pasul 2: se calculeaza iesirea curentd z, unde z=wg +W;X; +...4+ W X, CU

X;..X, valori de intrare, si wy..w, ponderile corespunzatoare (valoarea

initiala a ponderilor este 0+0i); se identificda sectorul corespunzator si
valoarea de iesire folosindu-se functia de activare descrisa de ecuatia (1.8);
daca rezultatul este cel dorit se trece la Pasul 3 altfel se trece la Pasul 4;

e Pasul 3: crt_set++; daca crt_set == max_nb_sets si learning == false
atunci success = true si se trece la Pasul 6, altfel crt_set = 0, crt_epoch++
si learning = false; daca crt_epoch < max_nb_epochs se actualizeaza

numarul de incercari (retries), functie de valoarea crt_epoch, si se trece la
Pasul 2, altfel se trece la Pasul 6;

e Pasul 4: learning = true si se incepe cautarea sectorului corect; se
returneaza sectorul corect (sau sectorul 0 in cazul in care cel corect nu este
gasit si numarul de incercari (retries) a atins valoarea maxima curentd); se
trece la Pasul 5;
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Pasul 5: corectia ponderilor (se foloseste regula de corectie descrisa de
ecuatia (1.4)); se revine la Pasul 2;

Pasul 6 (STOP): dacad success == false algoritmul nu a reusit sa invete
complet (100%) setul de date al problemei analizate.

In continuare sunt explicati pe scurt fiecare din parametrii de mai sus:
crt_set: setul curent de intrare;
crt_epoch: iteratia curentd; functie de valoarea acesteia, numarul de
incercari (retries) se modifica astfel:

v 0 <= crt_epoch < 10001 => retries = 0

v/ 10000 <= crt_epoch < 20001 => retries = logk

v' 20001 <= crt_epoch < 50001 => retries = logk + 1

v' 50001 <= crt_epoch < 100000 => retries = logk

v/ 100001 <= crt_epoch <= 150000 => retries = 0
retries: numarul curent de incercari;
learning: parametru logic care indica daca o corectie a ponderilor este

necesara (learning == true) sau nu (learning == false);
success: parametru logic care indica faptul ca invatarea s-a incheiat cu
succes (success == true) sau nu (success == false);

max_nb_sets: numarul maxim de seturi de intrare (diferda de la o problema
la alta);

max_nb_epochs: numarul maxim de iteratii acceptate (setat la valoarea
150000).

In continuare sunt enumerati parametri configurabili ai strategiei de ciutare

propusa:

Constanta de invatare (C,,): poate fi egala in majoritatea cazurilor cu 1+0i;
Periodicitatea posibilelor solutii (I): are o influenta importanta asupra
procesului de invatare;poate lua orice valoare intreaga >2;

Pasul de cautare (increment): poate fi egal in majoritatea cazurilor cu 1; in
cazul problemelor cu numar semnificativ mare de posibile iesiri, pasul de
cautare poate fi crescut;

Directia de cautare a sectorului corect: are o influenta importanta asupra
rezultatului final si poate fi setata dupa sensul orar sau anti-orar, in momentul
de Start al algoritmului;

Numarul maxim de iteratii: este setat la o valoare maxima de 150000, dar
poate fi modificat in cazul in care problema creste in complexitate. Daca acest
numar de iteratii este atins si problema nu a fost invatatd 100%, algoritmul
este oprit.

3.3. Concluzii

In Capitolul 3 s-a prezentat o noud strategie de ciutare a sectorului corect

in vederea imbunatatirii eficientei de invatare a MVN-P.

Ca si punct de start au fost considerate conceptele teoretice prezentate in

Capitolul 2 si anume cele doua strategii de invatare propuse de Aizenberg in [38]. O
noua strategie de cautare a sectorului corect a fost astfel propusa, dorindu-se pe
de-o parte scaderea duratei totale de invatare, iar pe de altd parte, pastrarea unei
erori de invatare scazute (in jurul valorii de 5-10%). Noua strategie propune
folosirea unui singur sens de parcurgere a cercului trigonometric (sensul anti-orar

BUPT



34 Contributii privind imbunatatirea procesului de invatare a MVN-P - 3

sau orar), iar daca sectorul corect nu este returnat dupa un numar dinamic de
incercari, sectorul 0 este returnat ca sector corect. Pasii completi de implementare,
ai noii strategii, au fost prezentati in detaliu, indicAndu-se de asemenea parametrii
configurabili ai algoritmului.

In Capitolul 4, este prezentatd o solutie de integrare a MVN-P, cu noua
strategie propusa, intr-o RN multi-start.
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4. INTEGRAREA MVN-P iUNTR-O RETEA
NEURONALA

In vederea cresterii eficientei MVN-P, cu péstrarea totodatd a unui timp
redus de invatare, s-a dorit integrarea MVN-P, folosind strategia de cautare propusa
[48], intr-o RN multi-strat. Arhitectura RN s-a dorit a fi cat mai simpla (numar redus
de straturi ascunse, respectiv de neuroni ascunsi) pentru a nu creste semnificativ
timpul total de invatare (prin introducerea unor calcule aditionale complexe) obtinut
in cazul unui singur MVN-P.

Ca si precizare pentru cititori, la data realizarii acestui studiu nici o alta
incercare de acest fel nu a fost identificata in literatura de specialitate, reprezentand
o noutate in domeniu.

In subcapitolele urmatoare se va prezenta solutia adoptatd pentru
integrarea MVN-P si se va prezenta in detaliu algoritmul de antrenare folosit in
timpul invatarii.

4.1. Solutia propusa

Solutia propusa [49] pentru integrarea MVN-P intr-o RN are in vedere
folosirea unui singur MVN-P pe stratul de iesire; strategia de cautare al sectorului
corect pentru MVN-P este cea propusa in Capitolul 3.1, dar pot fi folosite, dupa
preferinta, oricare dintre strategiile prezente in literatura [38].

Pe stratul de intrare al RN, respectiv pe straturile ascunse s-au folosit MVN.

In Figura 16 este prezentata o posibila arhitectura a unei RN de tipul
MLMVN-P, in care se pot identifica principalele componente, atat fixe cat si
configurabile.

Valoare
configurabild in
\ numar de straturi »
valoare fixd egals ' Ponderi si neuroni '
cu numarul ! aarmrtnmeee, A
intrarilor
problemei

Valoare fix3a
egaldcul

W s e o i
Strat de intrare *. ..".. L o ,71 Strat de iegire
R .
“. ¢ .-~ Straturi ascunse L
e
MY MWVN-P

Figura 16: Arhitectura unei RN de tip MLMVN-P
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Primul si ultimul strat (stratul de intrare, respectiv cel de iesire) au structuri
fixe [49]. Numarul de neuroni de pe startul de intrare este dictat de numarul de
valori de intrare ale problemei; MVN este folosit pentru acest strat [49]. Referitor la
stratul de iesire, un singur MVN-P este suficient pentru majoritatea problemelor;
MVN-P poate lua o arie larga de valori, lucru ilustrat si in Figura 14 [38].

Numarul de straturi ascunse, respectiv numarul de neuroni de pe aceste
straturi, este configurabil. In timpul validarii MLMVN-P, diverse arhitecturi au fost
folosite pornind de la 1 pana la 5 straturi ascunse, respectiv 1 pana la 10 neuroni pe
fiecare strat ascuns; s-a dorit astfel pastrarea unor arhitecturi relativ simple. De
asemenea, ca si In cazul stratului de intrare, MVN este folosit si pentru straturile
ascunse. Decizia de a folosi MVN atat pentru stratul de intrare cat si pentru
straturile ascunse s-a luat in considerentul ca decizia de clasificare se realizeaza la
nivelul stratului de iesire; pana in acel moment, valorile de iesire a neuronilor de
intrare si a celor ascunsi vor varia intr-o plaja mare de valori pana vor atinge un
punct de stabilitate [49].

In subcapitolul urmator este prezentat in detaliu procesul de antrenare al
MLMVN-P.

4.2, Strategii de implementare

In timpul procesului de invdtare s-a folosit un algoritm clasic de propagare
al erorii dinspre stratul de iesire spre cel de intrare, algoritm adaptat pentru MVN,
respectiv MVN-P.

In primul pas se calculeaza iesirea fiecarui neuron cu formula propusa in
[38]:

A A G S N C R

unde, Z} reprezintd suma ponderatd a neuronului p de pe stratul n (se aplica doar
neuronilor ascunsi si neuronului de iesire), w;"" reprezinta ponderea intrarii q a
neuronului p de pe stratul n (ca valoare de initializare a fiecarui neuron s-a folosit
140i), wj" reprezintd factorul bias al neuronului p de pe stratul n (ca valoare de
initializare a factorului bias s-a folosit 1+0i), N,_; reprezintd numarul total de
neuroni de pe stratul n-1 (statul precedent) si Y'~! reprezinta iesirea neuronului de
intrare q de pe stratul n-1.

Pentru primul strat, Y este egal cu X, vectorul total de intrari ale problemei;
pentru toate celelalte straturi urmatoarele formule se aplica [49]:

Y =273 (3.2)
, pentru straturile ascunse, respectiv [38]:
Yyt = jmodk (3.3),
pentru stratul de iesire, unde j si k sunt cele din ecuatia (1.8); j reprezinta sectorul

curent, unde este localizata iesirea si k reprezinta numarul total de valori posibile pe
care iesirea le poate avea.
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Pentru neuronii ascunsi nu este nevoie de o functie specifica de activare.
Acest lucru se datoreaza faptului ca pentru corectia ponderilor se foloseste distanta
unghiulara dintre sectoare si nu amplitudinea sumei ponderate, Z.

Al doilea pas al algoritmului de invatare il constituie corectia ponderilor.
Urmatoarele formule sunt folosite pentru toti neuronii [23], [29]:

c _
whm = P 4 Spypt

q q Np—q1+1
(3.4)
wP™ = wP™ 4 —C o
0 0 Np_,+1P

, unde C reprezinta constanta de invatare (poate fi egald cu 1+0i in majoritatea
cazurilor), 6y reprezintd eroarea neuronului p de pe stratul n, N,_,, reprezinta
numarul total de neuroni de pe stratul n-1 si Y*~' reprezinta iesirea neuronului q de
pe stratul n-1.

Pentru calculul 6} urmatoarele formule sunt folosite [23], [29]:

ot =—"—(9-¢% (3.5)

T Np_i+1

, pentru stratul de iesire, unde q reprezinta sectorul dorit si s reprezinta sectorul
curent, respectiv,

op = —1— Mngniiginthy-1 o (3.6)

T Npi+1 971

, pentru straturile ascunse. Figura 17 prezinta un exemplu simplificat de propagare
al erorii in care autorul poate face corelatia intre notatii si parametrii din (3.4), (3.5)
si (3.6) [49]:

!
i
i 5.2
!
i
P
! w,13
i 1
i ;
w, i w2
;
i
i
<! w, 13
o y Wy
: pd W, e
'
]
:
H 2 3
; 67 65

Stratul 1 Stratul 2 Stratul 3 i Stratl4

Figura 17: Un exemplu de propagare al erorii dinspre stratul de iesire spre stratul de intrare
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4.3. Concluzii

In Capitolul 4 s-a prezentat o solutie de integrare a MVN-P intr-o RN multi-
strat in vederea imbunatatirii eficientei de invatare a MVN-P,

Integrarea MVN-P intr-o RN reprezinta o noutate in domeniu, incercandu-se
astfel cresterea suplimentara a eficientei MVN-P. Arhitectura folosita pentru
integrare a fost detaliatd si un mecanism de invdtare, bazat pe corectia erorii
(Backpropagation) a fost prezentat. In cadrul acestui mecanism au fost identificate
functiile specifice de activare a neuronilor de pe fiecare strat in parte, cat si regulile
de corectie a ponderilor acestora.

In Capitolul 5, rezultatele obtinute, pe baza conceptelor teoretice prezentate
in Capitolul 3 si Capitolul 4, vor fi ilustrate.
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5. REZULTATE EXPERIMENTALE

Capitolul de fata prezinta rezultatele obtinute in timpul validarii noii strategii
de cautare propuse, cat si rezultatele obtinute in urma integrarii MVN-P intr-o RN.
Diverse baze de date des utilizate in literatura au fost folosite in timpul validarii, ca:
IRIS, adunarea modulo k a n valori, ,Breast Cancer Wisconsin (Diagnostic)”.

In cazul fiecarei probleme abordate pentru rezolvare s-au identificat
avantajele, respectiv dezavantajele folosirii conceptelor propuse. De asemenea, la
sfarsitul fiecarui experiment s-au formulat concluzii pe baza carora se poate analiza
eficienta conceptelor introduse.

Referitor la analiza rezultatelor obtinute pentru MLMVN-P, aceasta s-a facut
comparand la fiecare pas rezultatele obtinute pentru un singur MVN-P. In acest
sens, pentru evaluarea eficientei MLMVN-P comparativ cu cea a unui singur MVN-P
s-au luat in calcul parametrii de invatare ca: eficienta invatarii (respectiv, rata
erorii), timpul total de invatare cat si complexitatea RN.

5.1. Rezultatele produse de noua strategie de cautare la
nivelul MVN-P

In continuare sunt prezentate rezultatele obtinute n timpul validarii noii
strategii de cautare a sectorului corect, in timpul invatarii pentru MVN-P [48].

Rezultatele obtinute au fost comparate cu cele mai bune rezultate raportate
in literatura de specialitate pana la momentul redactarii acestei lucrari, in vederea
confirmarii sau infirmarii supozitiilor initiale. Astfel s-au putut identifica avantajele,
respectiv dezavantajele folosirii noii strategii comparativ cu cele deja existente in
literatura de specialitate.

5.1.1. Suma modulo k a n valori

Suma modulo k a n valori reprezintda un set de date cu o caracteristica
neliniara, des folosit in literatura pentru a evidentia avantajele folosirii MVN-P. Astfel
de seturi de date nu pot fi invatate in intregime folosind un singur MVN, in schimb
pot fi invatate 100% folosind un singur MVN-P.

Ecuatia (4.1) prezinta functia matematica a sumei modulo k a n valori:

f X% Xy = X1+ x5+ + x, mod(k) (4.1)
In Anexa 1 este prezentatd o astfel de baz3 de date pentru n = 3 si k = 4.

In vederea validrii noii strategii de ciutare propuse, diverse configuratii ale
acestui set de date au fost folosite. Astfel, numarul n a variat de la 2 pana la 6
valori de intrare, iar k de la 3 panad la 6.

In continuare, sunt prezentate rezultatele obtinute comparativ cu cele
prezentate in literatura [38]. Analiza comparativd a rezultatelor este utild in
identificarea plusurilor si minusurilor unei strategii fata de celelalte.
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5.1.1.1. Rezultate comparative

In Tabelul 3 sunt listate rezultatele obtinute in timpul validdrii noi strategii
de cautare a sectorului corect in momentul invatarii [48]. Rezultatele folosite pentru
comparare sunt cele mai bune rezultate raportate in literatura pentru MVN-P [38]
pana la momentul redactarii acestei lucrari. De asemenea, rezultatele prezentate
pentru noua strategie sunt cele mai bune obtinute in urma ruldrii a 60 de teste
pentru fiecare set de date in parte. Cu fiecare test, valoarea | a fost incrementata cu
1, plecandu-se de la valoarea 2.

Regula folositéd pentru corectia ponderilor neuronilor, pentru ambele seturi
de rezultate, este cea descrisa de ecuatia (4.1); pentru aceasta regula s-au obtinut
in medie cele mai bune rezultate pentru ambele strategii. De asemenea, pentru
setul de rezultate obtinute cu noua strategie de cautare, ca directie de parcurgere a
cercului trigonometric a fost ales sensul anti-orar, iar pasul de cdutare a fost setat
la valoarea 1.

Tabelul 3: Rezultate comparative pentru suma modulo k

Sedt:tlede Rezultate raportate in literatura | Rezultate obtinute cu noua strategie de cautare
n k Iteratii | |-periodic Ef'g}:?té Iteratii |-periodic Ef'f;/eo?té
2 3 14 2 100 25 49 100

2 4 2693 3 100 44 7 100

2 5 96 4 100 144 8 100

2 6 272 4 100 363 8 100

3 3 2466 10 100 54 11 100

3 4 2571 7 100 165 18 100

3 5 1202 9 100 3082 14 100

3 6 109733 14 100 10014 60 100

4 3 4296 11 100 83 11 100

4 4 50151 10 100 3317 23 91.406
4 5 4604 13 100 127966 24 65.440
4 6 118128 14 100 19857 19 50.694
5 3 78596 18 100 114392 20 100

5 4 734691 13 100 140021 45 68.652
6 3 237202 36 100 119119 20 92.181

Se poate remarca din Tabelul 3 o crestere semnificativa a eficientei MVN-P
pentru o serie de seturi de date. Pentru aceste seturi de date, numarul de iteratii a
scazut pentru aceeasi eficienta de 100%. Pentru alte seturi de date (e.x. n =4, k =
5) noua strategie de invatare s-a dovedit mai putin eficienta. Pentru aceste seturi de
date, eficienta de 100% nu a fost obtinuta dupa numarul maxim stabilit de iteratii
(150000). Pentru astfel de situatii, in special, dar nu numai, integrarea MVN-P intr-o
RN devine o necesitate in vederea cresterii eficientei de invatare. In Capitolul 5.2 se
va identifica daca acest deziderat a fost sau nu atins.
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Tabelul 4 prezintd analiza statistica (realizata in OriginPro 8 SR0) a celor
doud populatii obtinute pentru cele doua strategii de cdutare comparate, pentru 3
seturi de date alese aleator; aici, prin populatie se intelege un set de date constituit
din totalitatea sectoarele/domeniilor returnate ca si sectoare corecte in timpul
fnvatarii.

Tabelul 4: Analiza statistica descriptiva a populatiilor obtinute pentru cele doua strategii de
cautare comparate
a) n=3,k=4,1=18

a.1l) Populatia tuturor domeniilor returnate (0 < domeniu < |)

Strategia de parcurgere N Mean SD SEM
Aizenberg 10560 8.79280303 5.00800243 0.04873405
Noua strategie 10560 2.00918560 5.01642447 0.04881601
Diferenta 6.78361742
a.2) Populatia tuturor sectoarelor returnate (0 < sector < k)
Strategia de parcurgere N Mean SD SEM
Aizenberg 10560 1.50151515 1.11282188 0.01082913
Noua strategie 10560 1.36401515 1.10533946 0.01075632
Diferenta 0.1375
b) n=4,k=3,1=11
b.1) Populatia tuturor domeniilor returnate (0 < domeniu < I)
Strategia de parcurgere N Mean SD SEM
Aizenberg 6723 5.21448757 3.40831170 0.04156786
Noua strategie 6723 1.37691506 2.56155685 0.03124082
Diferenta 3.83757251
b.2) Populatia tuturor sectoarelor returnate (0 < sector < k)
Strategia de parcurgere N Mean SD SEM
Aizenberg 6723 0.99910754 0.81363662 0.00992313
Noua strategie 6723 0.98348951 0.80065869 0.00976485
Diferenta 0.01561802
c) n=5k=3,1=20
c.1) Populatia tuturor domeniilor returnate (0 < domeniu < I)
Strategia de parcurgere N Mean SD SEM
Aizenberg 29889 7.78610860 6.47994453 0.03748138
Noua strategie 29889 2.12181739 4.68839467 0.02711867
Diferenta 5.66429121
Strategia de parcurgere N Mean SD SEM
Aizenberg 7290 15.46748971 1.08043851 0.01265424
Noua strategie 7290 1.83415637 4.28822492 0.05022428
Diferenta 13.63333333
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c.2) Populatia tuturor sectoarelor returnate (0 < sector < k)

Strategia de parcurgere N Mean SD SEM
Aizenberg 29889 1.00043494 0.81595674 0.00471966
Noua strategie 29889 0.99524908 0.81218234 0.00469783
Diferenta 0.00518585
Strategia de parcurgere N Mean SD SEM
Aizenberg 7290 1.00919067 0.81574439 0.00955411
Noua strategie 7290 0.98943758 0.81320109 0.00952432
Diferenta 0.01975308

Parametrii statistici evidentiati mai sus au urmatoarea semnificatie:
N: numarul de valori supuse analizei (dimensiunea populatiei);
Mean: valoarea medie statistica a populatiei analizate;

SD: variatia populatiei fata de valoarea medie;

SEM: eroarea standard a valorii medii.

Deoarece numarul de iteratii in care problema a fost rezolvatd complet de o
strategie sau alta, difera semnificativ, pentru analiza statisticd s-au luat in calcul
doar valorile returnate dupa numarul cel mai mic de iteratii necesar invatarii (e.x. in
cazul n = 3, k = 4, | = 18 s-au analizat doar rezultatele returnate de ambele
strategii pana la iteratia 165 inclusiv).

Se poate observa din Tabelul 4 o diferenta statistica (identificata prin
parametrul “Diferenta” din tabel) majora intre valorile medii statistice (identificate
prin parametrul “Mean”) a celor doua populatii, de unde si rezultatele semnificativ
diferite. Aceasta diferenta se poate observa atat in cazul domeniilor returnate, cat si
in cazul sectoarelor returnate. Pentru fiecare set de date in parte, numarul total de
domenii posibile este egal cu valoare parametrului |, iar numarul total de sectoare
din fiecare domeniu este egal cu valoarea parametrului k. Diferenta majora este
cauzata de specificitatea fiecdrei strategii de cautare folosite, cu alte cuvinte de felul
in care domeniul de posibile solutii este parcurs (complet in cazul strategiei din [38],
respectiv partial in cazul strategiei propuse [48]) si de numarul de incercari de
gasire a sectorului corect (in cazul strategiei din [38] sectorul corect este
intotdeauna returnat, numarul de incercari putand fi astfel considerat infinit, in

vreme ce pentru strategia [48] incercarile sunt finite si limitate la valoarea Iog‘§+1).

Analize statistice aseménétoareA au fost realizate pentru toate seturile de
date considerate, cu rezultate similare. In cazul populatiilor de dimensiune mare, ca
si in cazul n = 5, k = 3, | = 20, datorita limitarilor programului de analiza, acestea
au fost impadrtite in populatii mai restranse si analizate separat.

In Figura 18, 19, respectiv 20 sunt ilustrate variatiile erorii de invatare,
descrise prin ecuatia (3.5), pentru aceleasi seturi de date, analizate statistic, de mai
sus.
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Figura 18: Variatia erorii de invatare pentru a) noua strategie de invatare, respectiv b)
strategia Aizenberg considerand cazuln =3, k=4, =18

In Figura 18 cu verde este reprezentata variatia erorii pentru noua strategie
de cautare [48], iar cu albastru variatia erorii in cazul strategiei 1 din [38]. Aceasta
variatie este bazata pe ecuatia (3.5) si este proportionalda cu diferenta dintre
sectorul dorit si cel returnat de strategia folosita (vezi Figura 13) pentru fiecare set
de valori de intrare, in parte.

In cazul noii strategii propuse, se observa o variatie a erorii in afara
spatiului comun de valori, dovada a sectoarelor (solutiilor) diferite returnate de cele
doua strategii. Aceastd variatie este direct legatd de diferenta statistica a
populatiilor generate de cele doua strategii, prezentata in Tabelul 4 de mai sus.
Datorita acestui aspect, ponderile neuronilor evolueaza distinct, cu o variatie dictata
de valoarea diferentei (¢7 —¢%), valoare total diferita pentru cele doua strategii
considerate.

Analizand Figura 19 si Figura 20, concluzii similare se pot formula. Din nou,
pentru strategia propusa [48] spatiul erorii, descrisa prin ecuatia (3.5), variaza
semnificativ in afara spatiului comun de valori, ca urmare a valorilor distincte
returnate de cele doua strategii in diferite momente ale invatarii. Aceasta variatie se
poate observa pentru diverse valori ale parametrului periodic |, respectiv ale
parametrului k, fiind specifica noii stategii de cautare (lucru evidentiat in Figura 18,
Figura 19, respectiv Figura 20).
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Figura 19: Variatia erorii de invatare pentru a) noua strategie
strategia Aizenberg considerand cazul n = 4, k
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Figura 20: Variatia erorii de invatare pentru a) noua strategie
strategia Aizenberg considerand cazul n = 5, k
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Pana acum, pentru noua strategie de céutareA[48] s-a considerat doar
sensul anti-orar de parcurgere a cercului trigonometric. In continuare, in Tabelul 5
sunt prezentate cateva rezultate comparative intre eficientele strategiei noi de
cautare n cazul folosirii, pe de o parte a sensului anti-orar de cautare, iar pe de alta
parte a sensului orar de cdautare. Dupa cum s-a enuntat, se poate observa cu
usurinta faptul ca alegerea unui sens sau a altuia de parcurgere a cercului
trigonometric, in momentul cautarii sectorului corect, are o influenta majora asupra
intregului proces de invatare. Rezultatele prezentate sunt cele mai bune obtinute
pentru ambele sensuri de cautare, in urma rularii a 60 de teste independente pentru
fiecare set de date in parte.

Tabelul 5: Rezultate comparative in cazul folosirii a doua sensuri diferite de cdutare

Setul de Rezultate raportate pentru sensul Rezultate raportate pentru sensul anti-
date orar orar
n k Iteratii |-periodic Eﬁé:g/eo;]té Iteratii |-periodic Efi(coi/e;l)wgé
2 3 10034 42 100 25 49 100
2 4 52923 49 100 44 7 100
2 5 20643 7 96 144 8 100
2 6 31869 57 77.778 363 100
3 3 59754 16 96.296 54 11 100
3 4 95065 18 71.875 165 18 100
4 2 12 58 100 60 52 100
4 3 96750 12 80.247 83 11 100
5 2 8973 31 100 279 19 100
5 3 15447 2 65.432 114392 20 100

Pentru toate seturile de date considerate, se poate observa, cu o singura
exceptie in cazul n = 4, k = 2, faptul ca sensul orar de cautare produce o eficienta
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mai scazuta in timpul invatarii, comparativ cu sensul anti-orar. Anumite seturi de
date care au fost cu usurinta invatate complet intr-un numar redus de iteratii, nu au
putut fi invdtate complet in numarul maxim de iteratii stabilite (150000).

In Tabelul 6 sunt prezentate distributiile statistice ale celor doua populatii,
produse de cele doua sensuri de parcurgere, pentru strategia propusa [48]. Seturile
de date folosite pentru analiza au fost alese aleator, dar observatii similare se pot
formula pentru toate seturile de date considerate in Tabelul 5.

Tabelul 6: Analiza statistica descriptiva a populatiilor obtinute pentru sensul de parcurgere
orar, respectiv anti-orar
a) n=2,k=5,1=8

a.1l) Populatia tuturor domeniilor returnate (0 < domeniu < [)

Sensul de parcurgere N Mean SD SEM
Sensul orar 3600 1.53305555 2.89436443 0.04823940
Sensul anti-orar 3600 0.93 2.13274136 0.03554568
Diferenta 1.23152777
a.2) Populatia tuturor sectoarelor returnate (0 < sector < k)
Sensul de parcurgere N Mean SD SEM
Sensul orar 3600 0.88888889 1.65145414 0.02752423
Sensul anti-orar 3600 1.68888889 1.47513950 0.02458565
Diferenta 1.28888889
b) n=3,k=4,1=18
b.1) Populatia tuturor domeniilor returnate (0 < domeniu < I)
Sensul de parcurgere N Mean SD SEM
Sensul orar 10560 5.09195075 7.78581858 0.07576564
Sensul anti-orar 10560 2.00918560 5.01642447 0.04881601
Diferenta 3.08276515
b.2) Populatia tuturor sectoarelor returnate (0 < sector < k)
Sensul de parcurgere N Mean SD SEM
Sensul orar 10560 0.90321969 1.35403871 0.01317647
Sensul anti-orar 10560 1.36401515 1.10533946 0.01075632
Diferenta -0.46079545
c) n=5k=2,1=19
c.1) Populatia tuturor domeniilor returnate (0 < domeniu < |)
Sensul de parcurgere N Mean SD SEM
Sensul orar 8928 9.05745967 5.50838259 0.05829710
Sensul anti-orar 8928 9.17898745 5.34429044 0.05656046
Diferenta -0.12152777
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c.2) Populatia tuturor sectoarelor returnate (0 < sector < k)

Sensul de parcurgere N Mean SD SEM
Sensul orar 8928 0.50929659 0.49994156 0.00529105
Sensul anti-orar 8928 0.50884856 0.49994969 0.00529113
Diferenta 0.00044803

Se poate observa din Tabelul 6 o diferenta statistica (identificata prin
parametrul “Diferenta” din tabel) semnificativd intre valorile medii statistice
(identificate prin parametrul “*Mean”) a celor doua populatii atat la nivelul domeniilor
cat si al sectoarelor returnate, exceptie fiind cazul n = 5, k = 2; pentru acest caz
diferenta statistica a sectoarelor returnate este nesemnificativa datoritd numarului
redus de posibile clase de iesire (doar 2 clase de iesire).

In Figura 21, 22, respectiv 23 sunt ilustrate variatiile erorii de invatare,
descrise prin ecuatia (3.5), pentru aceleasi seturi de date, analizate statistic, de mai

sus. Numarul de iteratii a fost limitat la numarul minim obtinut pentru invatarea
completa a setului de date.
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Figura 21: Variatia erorii de invatare pentru a) sensul anti-orar, respectiv b) sensul orar
consideréand cazuln=2,k=5,1=8
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In Figura 21 cu verde este reprezentats variatia erorii pentru sensul orar, iar
cu albastru variatia erorii pentru sensul anti-orar. In cazul sensului orar eroarea
variaza lent lucru indicat prin numarul redus de puncte verzi de pe grafic. Datorita
acestui fapt, ponderile evolueaza la randul lor lent (direct proportional cu diferenta
(g9 — £%)), lucru ce conduce la cresterea semnificativd a numarului de iteratii in care
setul de date este invatat 100%.

Analizand Figura 22, concluzii similare se pot formula. Din nou, pentru
sensul orar de parcurgere, spatiul erorii denota o evolutie lenta a acesteia, si
indirect o evolutie lenta a ponderilor.
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Figura 22: Variatia erorii de invatare pentru a) sensul anti-orar, respectiv b) sensul orar
considerand cazuln =3, k=4,1 =18

In Figura 23 evolutia erorii este similard pentru ambele sensuri de
parcurgere datoritd numarului redus de clase de iesire. Acest lucru a fost de
asemenea ilustrat in Tabelul 6 c.2) prin diferenta statisticd nesemnificativa a
populatiilor sectoarelor returnate de cele doua sensuri de parcurgere. In cazul
acestui set de date, diferenta statistica a domeniilor returnate este cea care conduce
la rezultate diferite.
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Figura 23: Variatia erorii de invatare pentru a) sensul anti-orar, respectiv b) sensul orar

considerédnd cazuln =5,k =2,1=19

De-a lungul experimentelor s-a observat o influentda majora a factorului |,
care indica periodicitatea solutiilor, asupra procesului de finvatare [50]. Astfel,
pentru seturile de date prezentate in acest capitol, s-a realizat un studiu al acestui
parametru incercdndu-se a se identifica o plaja comuna de valori ale Iui | pentru
diverse seturi de date, pentru care eficienta procesului de invatare este cea mai
buna. In Tabelul 7 sunt listate seturile de date folosite in cadrul acestui studiu.

Tabelul 7: Seturile de date folosite la analiza influentei parametrului |

n — numarul de intrari

k - posibile iesiri

Numarul de seturi de date

2 3 9
16
2 5 25
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2 6 36
3 3 27
3 4 64
3 5 125
4 2 16
4 3 81
4 4 256
5 2 32
5 3 243
5 4 1024
In continuare sunt prezentate rezultatele obtinute [50].
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Figura 24: Rezultate pentrun = 2 si k = 3+6
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Pentru grupul 1 (n=2) cele mai bune rezultate s-au obtinut pentru | intre 6
si 21 (eficienta de 100% pentru intreg intervalul cu un numar mediu de iteratii de
75.3125 (k=3), 151.375 (k=4), 636.5625 (k=5), respectiv 2844.0625 (k=6)) [50].
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Figura 25: Rezultate pentru n = 3 si k = 3+5

Pentru grupul 2 (n=3) cele mai bune rezultate s-au obtinut pentru | intre 11
si 19 (eficientda de 100% pentru intreg intervalul, pentru k=3 si 4 cu un numar
mediu de iteratii de 80(k=3) respectiv 392.167 (k=4), si o eficientd medie de
91.91% cu un numar mediu de iteratii de 78520.33 pentru k=5) [50].
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n=4k=2

n=4,k=3 n=d4k=4|

Eficienta invatarii (%)

30 I i i I
0

VY \/W/’ ]

10 20 30 40
parametrul | (valoare absoluta)

n=4k=2

10t [ n=4k=3 n=d4k=4]

T T T

+]

Numarul de iteratii (valoare absoluta)

20 30 40
parametrul | (valoare absoluta)

Figura 26: Rezultate pentrun = 4 sik = 2+4

Pentru grupul 3 (n=4) cele mai bune rezultate s-au obtinut pentru | intre 18
si 23 (eficientda medie de 91.67% cu un numar mediu de iteratii de 78.67 pentru
k=2, eficienta medie de 100% cu un numar mediu de iteratii de 224.83 pentru k=3,
respectiv, o eficientd medie de 74.0235% cu un numar mediu de iteratii de 80464

pentru k=4) [50].
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Figura 27: Rezultate pentrun = 5si k = 2+4

Pentru grupul 4 (n=5) cele mai bune rezultate s-au obtinut pentru | intre 17
si 26 (eficientda medie de 95.625% cu un numar mediu de iteratii de 1872.3 pentru
k=2, eficienta medie de 98.4772% cu un numar mediu de iteratii de 113050.6,
respectiv, o eficientd medie de 55.0196% cu un numar mediu de iteratii de
128426.4 pentru k=4) [50].

Pentru a sumariza rezultatele obtinute doud concluzii majore au fost
formulate: parametrul | are o influenta majora asupra procesului de invatare
(pentru fiecare set de date in parte) si o plajd comuna de valori pentru | (pentru
toate seturile de date analizate) poate fi identificatd, valori pentru care se obtin cele
mai bune rezultate [50].

5.1.1.2. Concluzii preliminare

Ca si concluzii preliminare pentru rezultatele prezentate in acest subcapitol
se pot formula urmatoarele:
1. Noua strategie de cautare propusa a condus la imbunatatirea, in anumite
cazuri substantiald, a eficientei procesului de invatare.
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2. Pentru seturile de date cu numar crescut de intrari, respectiv iesiri (k, n =
5) noua strategie s-a dovedit mai putin eficienta.

3. Diferentele statistice majore dintre populatiile obtinute in timpul invatarii
pentru noua strategie, respectiv pentru strategia lui Aizenberg, sunt cauzele
deosebirii majore intre rezultatele celor doua strategii.

4. Sensul de parcurgere al cercului trigonometric (orar sau anti-orar) in timpul
cautarii, pentru noua strategie are un impact major asupra populatiilor
obtinute, respectiv asupra intregului proces de invatare.

5.1.2. Baza de date IRIS

Baza de date IRIS este o alta baza de date folosita in vederea validarii noii
strategii de cautare.

Aceasta baza de date este compusa din 150 de instante, cu un numar de 4
intrari (n) notate cu X;, X3, X3, respectiv X4 si 3 (k) posibile valori ale iesirii (Y).

In Tabelul 8 este prezentata o parte restrénsa a bazei de date IRIS; aceasta
baza de date poate fi descarcata integral de pe site-ul UCI Irvine Machine Learning
Repository [30], unde se pot gasi de asemenea informatii complete despre fiecare
parametru in parte.

Tabelul 8: Baza de date IRIS

X1 X2 X3 Xa Y
5.1 3.5 1.4 0.2 0
4.9 3 1.4 0.2 0
4.7 3.2 1.3 0.2 0
6.6 3 4.4 1.4 1
6.8 2.8 4.8 1.4 1
6.7 3 5 1.7 1
6.3 3.3 6 2.5 2
5.8 2.7 5.1 1.9 2
7.1 3 5.9 2.1 2

In continuare, sunt prezentate rezultatele obtinute [48] comparativ cu cele
prezentate in literatura [38]. Analiza comparativd a rezultatelor este utild in
identificarea plusurilor si minusurilor unei strategii fata de cealalta.

5.1.2.1. Rezultate comparative

In Tabelul 9 sunt listate rezultatele obtinute in timpul valid&rii noi strategii
de cautare a sectorului corect in momentul invatarii [48]. Rezultatele folosite pentru
comparare sunt cele mai bune rezultate raportate in literatura pentru MVN-P [38]
pana la momentul redactarii acestei lucrari. De asemenea, rezultatele prezentate
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pentru noua strategie sunt cele mai bune obtinute in urma rularii a 60 de teste
pentru setul de date IRIS. Cu fiecare test, valoarea | a fost incrementata cu 1,
plecandu-se de la valoarea 2.

Regula folosita pentru corectia ponderilor neuronilor, pentru cele doua seturi
de rezultate, este diferitd; pentru noua strategie [48] au fost folosite reguliile
descrise de ecuatiile (1.4) si (1.6) (reguli pentru care s-au obtinut cele mai bune
rezultate), in vreme ce in literatura [38] regula care a condus la cele mai bune
rezultate este descrisd de ecuatia (1.7) si strategia 2 de cautare (prezentata in
Capitolul 2.4.1); in cazul bazei de date IRIS strategia 1 de cautare propusa de
Aizenberg in [38] nu a putut invata complet problema. De asemenea, pentru setul
de rezultate obtinute cu noua strategie de cautare, ca directie de parcurgere a
cercului trigonometric a fost ales sensul anti-orar (sensul de parcurgere care
produce cele mai bune rezultate), iar pasul de cautare a fost setat la valoarea 1.
Nici o alta prelucrare nu a fost aplicata setului de date.

Tabelul 9: Rezultate comparative pentru baza de date IRIS

Rezultate obtinute cu noua strategie

Rezultate raportate in literatura <
de cautare

Regula de " |- Eficienta | Regula de " |- Eficienta
corectie Tteratii periodic (%) corectie Iteratii periodic (%)

(1.4) 1211 5 99.333

(1.4) 1407 8 99.333

(1.4) 1474 6 99.333

9 379 027-43 878 (1.4) 1508 7 99.333
5 728 . (1.4) 2105 10 99.333
(1.7) cu scaderea rapida a 3 100
erorii dupa 50 - 100 (1.6) 12 27 99.333
iteratii (1.6) 12 28 99.333
(1.6) 12 29 99.333
(1.6) 12 30 99.333
(1.6) 13 17 99.333

Pentru noua strategie doar cele mai bune 5 rezultate obtinute pentru fiecare
regula de corectie sunt prezentate.

In cazul bazei de date IRIS, noua strategie nu a reusit sa invete 100% tot
setul de date (spre deosebire de strategia 1 propusa de Aizenberg [38]), chiar daca
numarul maxim de iteratii acceptate a fost crescut de la 150000 (valoarea initiald)
la 500000 sau chiar 1000000. Cu toate acestea, rezultate foarte bune au fost
obtinute atat pentru regula de corectie (1.4), dar mai ales pentru regula de corectie
(1.6); astfel, o eficienta de 99.333% a fost obtinuta intr-un numar de doar 12
iteratii pentru regula de corectie (1.6), respectiv 1211 iteratii pentru regula de
corectieA(1.4).

In Figura 28 este prezentatda evolutia de-a lungul invatarii a erorii medii
patratice; numarul maxim de iteratii a fost setat la valoarea 500000.
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Figura 28: Variatia erorii medii patratice pentru noua strategie de invatare in cazul bazei de
date IRIS si a) regula de corectie (1.4), respectiv b) regula de corectie (1.6)

Din Figura 28 a) si b) se poate astfel observa scaderea rapida a erorii inca
din primele iteratii [48] pentru ambele reguli de corectie. Mai apoi, eroarea creste
semnificativ pentru ambele cazuri, lucru ce denota o instabilitate a ponderilor MVN-
P. Spre sfarsitul invatarii, in jurul valorii de 500000 de iteratii, 200000 in cazul cel
mai fericit al regulii de corectie (1.6), ponderile tind spre stabilizare, consecinta fiind
scaderea si pastrarea erorii medii pdtratice la o valoare medie scazuta.

In Figura 29 sunt ilustrate comparativ variatiile erorii de invatare, descrise
prin ecuatia (3.5), pentru ambele reguli de corectie, pentru noua strategie,
respectiv cele douad strategii propuse de Aizenberg (prezentate in Capitolul 1.4.1).
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Figura 29: Variatia erorii de invatare pentru a) regula de corectie (1.4) si a.1) noua strategie
de cdutare, respectiv a.2) strategiile lui Aizenberg, b) regula de corectie (1.6) si b.1) noua
strategie de cdutare, respectiv b.2) strategiile lui Aizenberg

In Figura 29 cu verde este reprezentatd eroarea noii strategii propuse [48]
iar cu albastru, respectiv rosu, eroarea strategiei 1, respectiv 2 din [38]. Toate cele
trei variatii ale erorii urmaresc evolutia diferentei (¢7 — ¢°) de-a lungul invatarii. Atat
in cazul regulii de corectie (1.4) cat si al regulii de corectie (1.6), spatiul erorilor
pentru cele 3 strategii de cautare este asemanator, ponderile evoluand de
asemenea asemanator, lucru ce conduce la rezultate apropiate in timpul invatarii.

5.1.2.2. Concluzii preliminare

Ca si concluzii preliminare pentru rezultatele prezentate in acest subcapitol
se pot formula urmatoarele:

1. Noua strategie de cautare propusa nu a putut invata 100% baza de date
IRIS.

2. S-a obtinut o eficienta de 99.333% in 12 pana la 2105 iteratii, in functie de
regula de corectie folosita.

3. Eroarea medie patratica a scazut rapid inca de la primele iteratii.

4. Ponderile MVN-P ating un punct de stabilitate intre 200000 si 500000 de
iteratii in functie de regula de corectie folosita.
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5.1.3. Baza de date ,,Breast Cancer Wisconsin (Diagnostic)”

Baza de date ,Breast Cancer Wisconsin (Diagnostic)” este o alta baza de
date folosita in vederea validarii noii strategii de cautare.

Aceasta baza de date este compusa din 569 de instante, cu un numar de 9
intrari (n) notate cu Xj, ...Xy, si 2 (k) valori posibile ale iesirii(Y).

In Tabelul 10 este prezentata o parte restransa a bazei de date ,Breast
Cancer Wisconsin (Diagnostic)”; aceasta baza de date poate fi descarcata integral
de pe site-ul UCI Irvine Machine Learning Repository [30], unde se pot gasi de
asemenea informatii complete despre fiecare parametru in parte.

Tabelul 10: Baza de date ,Breast Cancer Wisconsin (Diagnostic)”

X1 X2 X3 Xa Xs Xe X7 Xs Xo Y
5 1 1 1 2 1 3 1 1 0
5 4 4 5 7 10 3 2 1 0
3 1 1 1 2 2 3 1 1 0
6 8 8 1 3 4 3 7 1 0
4 1 1 3 2 1 3 1 1 0
2 1 1 1 2 1 2 1 1 0
1 1 1 1 2 10 3 1 1 0
7 8 7 2 4 8 3 8 2 1
9 5 8 1 2 3 2 1 5 1
5 3 3 4 2 4 3 4 1 1
10 3 6 2 3 5 4 10 2 1
5 5 5 8 10 8 7 7 1
10 5 5 6 8 8 7 1 1
10 6 6 3 4 5 3 1 1

In continuare, sunt prezentate rezultatele obtinute comparativ cu cele
prezentate in literatura [38]. Analiza comparativd a rezultatelor este utild in
identificarea plusurilor si minusurilor unei strategii fata de celelalte.

5.1.3.1. Rezultate comparative

In Tabelul 11 sunt listate rezultatele obtinute in timpul valid&rii noii strategii
de cautare a sectorului corect in momentul invatarii. Rezultatele folosite pentru
comparare sunt cele mai bune rezultate raportate in literaturd pentru MVN-P [38]
pana la momentul redactarii acestei lucrari. De asemenea, rezultatele prezentate
pentru noua strategie sunt cele mai bune obtinute in urma ruldrii a 60 de teste
pentru setul de date folosit. Cu fiecare test, valoarea | a fost incrementata cu 1,
plecdndu-se de la valoarea 2.
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Regula folosita pentru corectia ponderilor neuronilor, pentru toate seturile
de rezultate, este cea descrisa de ecuatia (1.4); pentru aceasta regula s-au obtinut
in medie cele mai bune rezultate pentru toate strategiile considerate. De asemenea,
pentru setul de rezultate obtinute cu noua strategie de cautare, ca directie de
parcurgere a cercului trigonometric a fost ales sensul anti-orar (sensul de
parcurgere care produce cele mai bune rezultate), iar pasul de cautare a fost setat
la valoarea 1. Nici o alta prelucrare nu a fost aplicata setului de date.

Tabelul 11: Rezultate comparative pentru baza de date ,Breast Cancer Wisconsin (Diagnostic)”

Rezultate raportate in literatura Rezultate obtinute cu noua
Strategia 1 Strategia 2 strategie de cautare

Iteratii perli;dic Eﬂg/eo;]ta Iteratii perli:)dic Eﬂg}:;‘ta Iteratii | I-periodic Eflé:;/eo?ta
1184 19 95.168
710 29 91.654
260 59 90.776
1760 30 90.19
415 13 90.044

280 2 100 | 30 2 100 317 42 89.605
1279 21 89.165
573 23 88.873
712 2 88.726
651 20 88.726
536 18 88.287

In cazul acestei baze de date noua strategie s-a dovedit mai putin eficient3.
Doar cele mai bune 11 rezultate sunt prezentate dintr-un numar total de 60 de
rulari independente. Per total o medie de 85.073% eficientda a invatarii a fost
obtinuta cu o medie de 744.333 iteratii.

In vederea cresterii eficientei invatarii, special pentru acest set de date, s-a
adus o modificare procesului de invatare. Astfel, s-a introdus un sector suplimentar,
sau cu alte cuvinte s-a introdus o clasa fictiva in spatiul posibilelor valori de iegire.
Cu aceasta modificare, valoarea k a fost crescutd de la 2 la 3. In urma rularii
aceluiasi set de teste, cu aceleasi configuratii, s-a obtinut o eficientd in medie de
97.999% pentru o valoare medie de 732.433 iteratii.

In Figura 30 sunt ilustrate comparativ variatiile erorii de invatare, descrise
prin ecuatia (3.5) pentru k = 2, respectiv k = 3.
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Figura 30: Variatia erorii de invatare in cazul bazei de date ,Breast Cancer Wisconsin

In Figura 30 cu verde este reprezentatd variatia erorii pentru k = 2, iar cu

(Diagnostic)”, a) pentru k = 2, respectiv b) pentru k = 3

albastru variatia erorii pentru k = 3, pentru noua strategie propusa [48].

Se poate observa faptul ca in cazul k = 3 spatiul erorilor se restrange de-a
lungul procesului de invatare (diferenta (g7 — %) scade treptat) lucru ce conduce la o
crestere a eficientei invatarii. Introducerea unei clase fictive, in acest caz, a crescut

eficienta cu aproximativ 10%.

In capitolele urmatoare, in momentul analizei eficientei RN cu MVN-P pentru
acest set de date, rezultatele obtinute in urma modificarii lui k vor fi considerate
pentru comparare.

In Figura 31 este prezentatd evolutia de-a lungul invatdrii a erorii medii

patratice; numarul maxim de iteratii a fost setat la valoarea 150000.

BUPT



62 Rezultate experimentale - 5
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Figura 31: Variatia erorii medii patratice pentru noua strategie de invatare in cazul bazei de

date ,Breast Cancer Wisconsin (Diagnostic)”

Din Figura 31 se poate astfel observa scaderea rapida a erorii inca din

primele iteratii. Mai apoi, eroarea creste semnificativ, lucru ce denota o instabilitate
a ponderilor MVN-P. Aceasta instabilitate conduce la pastrarea unei valori relativ
mari a erorii medii de-a lungul procesului de invatare. Spre sfarsitul invatarii, in
jurul valorii de 100000 de iteratii, ponderile tind spre stabilizare, consecinta fiind
scaderea si pastrarea erorii medii patratice la o valoare medie scazuta.

5.1.3.2. Concluzii preliminare

Ca si concluzii preliminare pentru rezultatele prezentate in acest subcapitol

se pot formula urmatoarele:

1.

2.

3.

Noua strategie de cautare propusa nu a putut invata 100% baza de date
»Breast Cancer Wisconsin (Diagnostic)”.

S-a obtinut o eficienta medie de 85.073% intr-un numar mediu de 744.333
iteratii.

Crescand numarul de clase ale iesirii cu o clasa fictiva s-a obtinut o eficienta
medie de 97.999% intr-un numar mediu de 732.433 iteratii.

Eroarea medie patratica a scazut rapid inca de la primele iteratii.

Ponderile MVN-P ating un punct de stabilitate in jurul valorii de 100000 de
iteratii.
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5.2. Rezultatele produse in urma integrarii MVN-P intr-o
retea neuronala

In vederea cresterii eficientei MVN-P s-a urmarit integrarea acestuia intr-o
RN ca neuron pe stratul de iesire. La momentul redactarii acestei lucrari nici o alta
incercare de acest fel nu a fost raportata in literatura, reprezentdnd o noutate in
domeniu.

Pentru validarea acestui nou tip de arhitectura de RN, s-au folosit aceleasi
baze de date ca si in cazul validarii noii strategii de cautare. Rezultatele obtinute
pentru MLMVN-P au fost comparate cu cele obtinute pentru un singur MVN-P cu
noua strategie de cautare in vederea confirmarii, sau nu, a cresterii eficientei
invatarii si de asemenea pentru determinarea validitatii acestui tip de RN.

Aceleasi configuratii (constanta de finvatare C, (= 1+0i), periodicitatea
posibilelelor solutii | (2 <I < 61), pasul de cautare (avand valoarea 1), directia de
cautare (sensul anti-orar), numarul maxim de iteratii (150000), respectiv regulile de
corectie a ponderilor) ca si in cazul unui singur MVN-P au fost folosite; de
asemenea, noua strategie de cautare a fost folosita pentru neuronul de pe stratul de
iesire.

Algoritmul de finvatare este prezentat in detaliu in Capitolul 3.2, cu
precizarea ca spre deosebire de cazul unui singur MVN-P, unde ponderile au fost
initializate cu valoarea 0+0i, ponderile tuturor neuroniilor din RN au fost initializate
cu valoarea 1+0i.

Pe parcursul validarii s-au folosit diverse arhitecturi pentru MLMVN-P,
variindu-se atadt numarul de straturi ascunse, cat si numarul de neuroni de pe
acestea (numiti neuroni ascunsi). Ca si notatie a unei posibile arhitecturi, pentru
mai usoara intelegere a cititorului, 3-1-1-1 denota o RN cu un strat de intrare pe
care sunt 3 neuroni, doua staturi ascunse cu cate un neuron pe fiecare strat si un
strat de iesire cu un singur neuron; in continuare, aceasta notatie va fi folosita
pentru simplificare.

5.2.1. Suma modulo k a n valori
5.2.1.1. Rezultate comparative

In Tabelul 12 sunt listate rezultatele obtinute in timpul valid&rii MLMVN-P
[49]. Rezultatele folosite pentru comparare sunt cele mai bune rezultate obtinute
pentru un singur MVN-P cu noua regulda de cautare [48]. Doar cele mai bune
rezultate obtinute, dintre toate arhitecturiile MLMVN-P folosite, sunt prezentate (in
Anexa 2 se pot gasi rezultatele complete pentru fiecare arhitecturd in parte) dintr-
un numar total de 60 rulari pentru fiecare set de date in parte. Cu fiecare test,
valoarea | a fost incrementata cu 1, plecdndu-se de la valoarea 2.

Tabelul 12: Rezultate comparative pentru suma modulo k a n valori

Setul de Rezultate obtinute cu un singur ! _
date MVN-P Rezultate obtinute cu MLMVN-P
" e Eficienta Arhitectura - I- Eficienta
n k Iteratii |-periodic (%) MLMVN-P Iteratii periodic (%)
2 3 25 49 100 2-1-1 1 61 100
2 4 44 7 100 2-1-1-1-1 4 36 100
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2 5 144 8 100 2-1-1-1-1 16 36 100
2 6 363 8 100 2-1-1-1 9 56 100
3 3 54 11 100 3-1-1-1-1 3 12 100
3 4 165 18 100 3-2-2-1 43 28 100
3 5 3082 14 100 3-1-1-1-1 225 44 100
3 6 10014 60 100 3-2-1 807 60 100
4 3 83 11 100 4-1-1-1 3 59 100
4 4 3317 23 91.406 4-2-1-1 316 22 100
4 5 127966 24 65.440 4-1-1-1-1 454 37 100
4 6 19857 19 50.694 4-2-2-1 2230 59 100
5 3 114392 20 100 5-1-1-1 11 57 100
5 4 140021 45 68.652 5-1-1-1-1 771 43 100
6 3 119119 20 92.181 6-1-1-1-1 2 40 100

Pentru fiecare set de date au fost folosite aceleasi arhitecturi de RN.
Alegerea acestor arhitecturi (numar de straturi ascunse, respectiv neuroni ascunsi)
de RN a avut ca si scop pe de o parte, cresterea eficientei invatarii, iar pe de alta
parte, pastrarea unei structuri relativ simple a MLMVN-P, care sa conducd la o
durata totald de invatare apropiata cu cea obtinuta in cazul unui singur MVN-P [50].
Ambele scopuri au fost atinse, iar MLMVN-P si-a dovedit eficienta atat ca si eroare a
fnvatarii cat si ca durata de invatare [50]. In Tabelul 12 se poate observa scaderea
semnificativa a numarului de iteratii necesare invatarii cat si cresterea eficientei
(pana la 100%) pentru seturile de date ce nu au putut fi invatate complet folosind
un singur MVN-P. Datoritéd arhitecturilor simple folosite (cu un numar redus de
neuroni ascunsi) calculele aditionale introduse pot fi considerate neglijabile; astfel
putem considera o echivalenta, ca duratd de executie, intre o iteratie pentru un
singur MVN-P, respectiv o iteratie pentru MLMVN-P, rezultdnd astfel a scadere a
timpului total de invatare.

Tabelul 13 prezinta analiza statistica (realizatd in OriginPro 8 SR0) a celor
doua populatii obtinute pentru un singur MVN-P, respectiv MLMVN-P, pentru 3 seturi
de date alese aleator; aici, prin populatie se intelege un set de date constituit din
totalitatea sectoarelor returnate ca si sectoare corecte in timpul invatarii. In cazul
MLMVN-P, cele mai bune rezultate obtinute au fost alese pentru comparare.

Se poate observa diferenta statistica majora intre cele doua populatii, de
unde si rezultatele semnificativ diferite.

Tabelul 13: Analiza statistica descriptiva a populatiilor obtinute pentru un singur MVN-P,
respectiv pentru MLMVN-P
a) n=3,k=6,1=60
a.1l) Populatia tuturor domeniilor returnate (0 < domeniu < 1)

Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 64800 | 7.16510802 19.01448605 | 0.07469595
MLMVN-P 64800 | 9.16189814 21.19065845 | 0.08324476
Diferenta -1.99679012

Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 64800 5.74853395 |17.19416038| 0.06754504
MLMVN-P 64800 | 8.72719135 |20.85333119| 0.08191962
Diferenta -2.97865740
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Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 44712 | 5.12477634 16.25918903 | 0.07689300
MLMVN-P 44712 | 8.48819108 20.60105627 | 0.09742657
Diferenta -3.36341474
a.2) Populatia tuturor sectoarelor returnate (0 < sector < k)
Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 64800 | 2.10279320 1.67758970 | 0.00659019
MLMVN-P 64800 | 2.16171296 1.66452260 | 0.00653886
Diferenta -0.05891975
Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 64800 [ 2.08458333 1.69245905 | 0.00664860
MLMVN-P 64800 [ 1.98069444 1.65275481 | 0.00649263
Diferenta 0.10388888
Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 44712 | 2.09751297 1.70369328 0.00805711
MLMVN-P 44712 | 1.99838969 1.65109885 | 0.00780838
Diferenta 0.09912327
b) n=4,k=4,1=22
b.1) Populatia tuturor domeniilor returnate (0 < domeniu < I)
Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 64768 1.59101716 4.77019158 0.01874371
MLMVN-P 64768 | 5.54057559 9.06174053 | 0.03560667
Diferenta -3.94955842
Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 16128 | 1.30611359 3.99978077 | 0.03149531
MLMVN-P 16128 | 3.38461061 3.38461061 | 0.05841110
Diferenta -2.07849702
b.2) Populatia tuturor sectoarelor returnate (0 < sector < k)
Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 64768 1.42294034 1.09618480 0.00430728
MLMVN-P 64768 | 1.50080286 1.19078736 | 0.00467901
Diferenta -0.07786252
Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 16128 | 1.42751736 1.09308972 | 0.00860727
MLMVN-P 16128 | 1.50254216 1.10703024 | 0.00871704
Diferenta -0.07502480

BUPT



66 Rezultate experimentale - 5

c) n=5k=3,1=57
c.1) Populatia tuturor domeniilor returnate (0 < domeniu < |)

Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 2673 7.78563411 18.08581266 0.34981509
MLMVN-P 2673 | 9.42798353 19.99828198 0.38680600
Diferenta -1.64234942

c.2) Populatia tuturor sectoarelor returnate (0 < sector < k)

Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 2673 1.00785634 0.81454659 0.01575492
MLMVN-P 2673 1.00037411 0.81596156 0.01578229
Diferenta 0.00748222

Se poate observa din Tabelul 13 o diferenta statistica (identificatda prin
parametrul “Diferenta” din tabel) majora intre valorile medii statistice (identificate
prin parametrul “Mean”) a populatiilor domeniilor returnate (Tabelul 13 a.1), b.1) si
c.1)). In cazul populatiilor sectoarelor returnate (Tabelul 13 a.2), b.2) si c.2))
aceasta diferenta este mai putin semnificativa, lucru de asteptat datorita folosirii
aceleasi strategii de cautare atat pentru cazul MVN-P, respectiv pentru cazul
MLMVN-P. Integrarea MVN-P intr-o RN a modificat spatiul domeniilor returnate,
lucru ce denotd valori total diferite, pentru valorile de iesire a MVN-P, descrise de
ecuatia (1.2), respectiv pentru valorile de iesire MLMVN-P, descrise de ecuatia (3.1).
In cazul MLMVN-P, diferentele sunt cauzate de straturile ascunse, respectiv neuronii
ascunsi introdusi. Folosirea aceleasi strategii de cautare, la nivelul stratului de
iesire, (format dintr-un singur MVN-P) conduce la rezultate similare ale spatiilor
sectoarelor returnate.

In Figura 32, 33, respectiv 34 sunt ilustrate variatiile erorii de invatare,
descrise prin ecuatia (3.5), pentru aceleasi seturi de date, analizate statistic, de mai
sus.
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Figura 32: Variatia erorii de invatare pentru a) un singur MVN-P, respectiv b) MLMVN-P
considerénd cazuln =3, k=6, | = 60

in Figura 32 cu verde este reprezentata variatia erorii pentru un singur
MVN-P cu strategia de cautare din [48], iar cu albastru variatia erorii pentru
MLMVN-P [49] cu strategia de cautare din [48]. In cazul erorii MLMVN-P se poate
observa o variatie similara a erorii cu cea a erorii MVN-P. Diferenta consta in
restrangerea spatiului erorii in cazul MLMVN-P. Aceastd eroare este direct
proportionald cu diferenta (¢9 — £5) si denota o imbunatatire a procesului de invatare
prin participarea neuronilor ascunsi in calculul valorii de iesire (sectorul s) a
neuronului de pe stratul de iesire. Astfel, sectorul s (cel obtinut) este mai apropiat
de sectorul g (cel dorit), lucru ce conduce la minimizarea diferentei (¢9 —¢%) si
cresterea eficientei de invatare.

Concluzii similare se pot formula si pentru distributiile erorilor din Figura 33
si Figura 34. Si in cazul acestor seturi de date, spatiul erorilor este mai restrans
pentru MLMVN-P. Se poate observa, din figuriile 32, 33 si 34, aceeasi specificitate a
variatiei erorii pentru diferite valori ale parametrului |, respectiv ale parametrului k.
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Figura 33: Variatia erorii de invatare pentru a) un singur MVN-P, respectiv b) MLMVN-P
considerédnd cazuln =4, k=4, =22
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Figura 34: Variatia erorii de invatare pentru a) un singur MVN-P, respectiv b) MLMVN-P
considerand cazuln =5,k =3,1 =57
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Aceleasi observatii, ca cele facute in cazul figurilor 31, 32 si 33, sunt
valabile pentru toate seturile de date considerate (vezi Tabelul 12). Restrangerea
spatiului erorii de iesire, descrisa de ecuatia (3.5) este un aspect general valabil si
specific MLMVN-P [49] si este cauzata de influenta majorda a neuronilor ascunsi in
calculul valorii de iesire a MLMVN-P.

5.2.1.2. Concluzii preliminare

Ca si concluzii preliminare pentru rezultatele prezentate in acest subcapitol
se pot formula urmatoarele:

1. Integrarea MVN-P ca si neuron pe stratul de iesire a dus la cresterea
eficientei invatarii.

2. Eficienta a crescut atat din punct de vedere al erorii de invatare cat si al
duratei totale de invatare.

3. In cazul MLMVN-P, spatiul erorilor este mai restrans decat cel al erorilor unui
singur MVN-P.

5.2.2. Baza de date IRIS

5.2.2.1. Rezultate comparative

In Tabelul 14 sunt listate rezultatele obtinute in timpul valid&rii MLMVN-P.
Rezultatele folosite pentru comparare sunt cele mai bune rezultate obtinute pentru

un singur MVN-P cu noua regulda de cautare [48]. Doar cele mai bune rezultate
obtinute pentru MLMVN-P sunt prezentate.

Tabelul 14: Rezultate comparative pentru baza de date IRIS

Rezultate obtinute cu un singur MVN-P Rezultate obtinute cu MLMVN-P

Regula .de Tterati [- . Eficienta | Regula .de Arhitectura Tteratii [— . Eficienta
corectie periodic (%) corectie MLMNV-P periodic (%)

4-1-1 3091 23 99.333
4-2-1 664 23 99.333
4-3-1 1173 21 99.333
(1.4) 1211 5 99.333 (1.4) 4-1-1-1 879 33 [99.333
4-1-2-1 302 39 98.667
4-2-1-1 302 39 98.667

4-2-2-1 3793 13 99.333

4-1-1-1-1 253 36 99.333

4-1-1 27 2 99.333

4-2-1 289 3 99.333

4-3-1 904 22 99.333

(1.6) 12 27 99.333 (1.6) 4-1-1-1 40 42 99.333
4-1-2-1 20 31 99.333

4-2-1-1 100 12 99.333

4-2-2-1 80 10 99.333
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| | [ [ [ 4-1-1-1-1 | 460 | 53 [ 99.333 |

Se poate observa o imbunatatire a eficientei invatarii in cazul MLMVN-P si
regula de corectie (1.4), imbunatdtire ce se refera mai degraba la durata totald de
invatare decat la eroarea de invatare. In cazul regulii de corectie (1.6) eficienta
MLMVN-P a fost mai scazutd, numarul de iteratii crescand.

Tabelul 15 prezintd analiza statistica (realizata in OriginPro 8 SR0) a celor
doud populatii obtinute pentru un singur MVN-P, respectiv MLMVN-P, pentru ambele
reguli de corectie. Pentru analizd, in cazul MLMVN-P s-a luat in considerare
arhitectura care a produs cele mai bune rezultate.

Tabelul 15: Analiza statistica descriptiva a populatiilor obtinute pentru un singur MVN-P,
respectiv pentru MLMVN-P
a) n=4,k=3,|= 36, regula de corectie (1.4)
a.1l) Populatia tuturor domeniilor returnate (0 < domeniu < I)

Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 37950 | 0.28252964 2.23005988 | 0.01144749
MLMVN-P 37950 | 0.41596837 3.71657731 | 0.01907819
Diferenta -0.13343873

a.2) Populatia tuturor sectoarelor returnate (0 < sector < k)

Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 37950 [ 1.00050065 | 0.82253611 | 0.00422230
MLMVN-P 37950 [ 0.97992094 | 0.82371596 | 0.00422835
Diferenta 0.02057971

b) n=4,k=3,1= 27, regula de corectie (1.6)
b.1) Populatia tuturor domeniilor returnate (0 < domeniu < |)

Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 1800 | 0.20222222 2.28468462 0.05385053
MLMVN-P 1800 | 18.05722222 11.14189411 | 0.26261696
Diferenta -17.855

b.2) Populatia tuturor sectoarelor returnate (0 < sector < k)

Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 1800 | 0.96666667 0.81536113 | 0.01921824
MLMVN-P 1800 1.07222222 0.82303250 | 0.01939906
Diferenta -0.10555555

Din nou se poate observa, ca si in cazul datelor din Tabelul 13, o diferenta
o diferenta mai putin

semnificativda fintre populatiile domeniilor returnate si

semnificativda intre populatiile sectoarelor returnate. Si in acest caz influenta
neuronilor ascunsi este semnificativa si se observa din spatiul domeniilor returnate,
in vreme ce folosirea aceleiasi tehnici de cautare, la nivelul MVN-P de pe stratul de
iesire, ca si in cazul unui singur MVN-P, conduce la sectoare similare returnate.
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In Figura 35 este prezentatd evolutia de-a lungul invatdrii a erorii medii
patratice obtinutd pentru cele mai bune rezultate (vezi Tabelul 14); numarul maxim
de iteratii a fost setat la valoarea 500000.
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Figura 35: Variatia erorii medii patratice pentru MLMVN-P in cazul bazei de date IRIS si a)
regula de corectie (1.4), respectiv b) regula de corectie (1.6)

Din Figura 35 a) si b) se poate astfel observa scaderea rapida a erorii medii
patratice inca din primele iteratii pentru ambele reguli de corectie, lucru remarcat si
in cazul unui singur MVN-P (Figura 28) [48]. Mai apoi, eroarea creste semnificativ
pentru ambele cazuri, lucru ce denota o instabilitate a ponderilor MVN-P. Pentru
ambele reguli de corectie se poate identifica, din Figura 35, un interval in care
eroarea scade semnificativ si se pastreaza la o valoare constanta, ceea ce indica o
stabilizare temporara a ponderilor. Spre sfarsitul invatarii ponderile se destabilizeaza
treptat pentru ambele reguli de corectie, eroarea medie ajungand si pastrandu-se la
o valoare relativ ridicata.

In figura 36 se prezintd comparativ, distributia erorii descrisa de ecuatia
(3.5) pentru cazul unui singur MVN-P (verde), respectiv pentru cazul MLMVN-P
(albastru), pentru ambele reguli de corectie considerate si configuratiile (valoarea
parametrului |) din Tabelul 15.
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Figura 36: Variatia erorii de invatare pentru a) regula de corectie (1.4) si a.1) un
singur MVN-P, respectiv a.2) MLMVN-P, b) regula de corectie (1.6) si b.1) un singur MVN-P,
respectiv b.2) MLMVN-P

Se poate remarca in Figura 36 a.2) o valoare a erorii mai scazuta in cazul
MLMVN-P pentru regula de corectie (1.4). Acest lucru poate fi observat prin faptul
ca spatiul erorilor MLMVN-P este mai restrans si inclus in spatiul erorilor pentru un
singur MVN-P (lucru observat si in figurile 32, 33 si 34). Datorita acestui aspect,
procesul de invatare este imbunatatit in cazul regulii de corectie (1.4), iar numarul
de iteratii redus pentru obtinerea aceleiasi eficiente (eroare de invatare). Pentru
regula de corectie (1.6) (Figura 36 b.2)) eficientele (aici prin eficienta ne referim
strict la numarul de iteratii) MVN-P si MLMVN-P sunt apropiate pentru anumite
arhitecturi considerate, dar nu putem afirma ca integrarea MVN-P a condus la
rezultate Tmbunatatite. Pentru acest caz, spatiul erorii pentru MLMVN-P nu este
inclus in totalitate in spatiul erorii MVN-P, ca pentru situatiile observate in figuriile
32, 33, 34 5i 36 a.2).

5.2.2.2. Concluzii preliminare

Ca si concluzii preliminare pentru rezultatele prezentate in acest subcapitol
se pot formula urmatoarele:

1. Integrarea MVN-P ca si neuron pe stratul de iesire a dus la cresterea
eficientei invatarii in cazul regulii de corectie (1.4).

2. Eficienta a crescut doar din punct de vedere al duratei totale de invatare
(numarul de iteratii a fost redus) si nu din punct de vedere al erorii de
invatare.

3. In cazul regulii de corectie (1.6) si a MLMVN-P, ponderile MVN-P nu ating un
punct de stabilizare, astfel ca eroarea medie pastreaza o valoare relativ
ridicatd spre sfarsitul invatarii.
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5.2.3. Baza de date "Breast Cancer Wisconsin (Diagnostic)”

5.2.3.1. Rezultate comparative

In Tabelul 16 sunt listate rezultatele obtinute in timpul valid&rii MLMVN-P.
Rezultatele folosite pentru comparare sunt cele mai bune rezultate obtinute pentru

un singur MVN-P cu noua reguld de cautare [48]. Doar cele mai bune rezultate
obtinute pentru MLMVN-P sunt prezentate.

Tabelul 16: Rezultate comparative pentru baza de date ,Breast Cancer Wisconsin (Diagnostic)”

Rezultate obtinute cu un singur MVN-P Rezultate obtinute cu MLMVN-P
Iteratii I-periodic Efl(c;/i?t;a Arhitectura MLMNV-P | Iteratii | I-periodic Eﬂ(c(:/eo;\!;a
9-1-1 281 23 97.950
9-2-1 1602 6 98.097
9-3-1 1032 7 98.097
107 17 98.097 9-1-1-1 488 53 98.097
9-1-2-1 818 41 98.097
9-2-1-1 306 30 98.097
9-2-2-1 198 8 98.097
9-1-1-1-1 42 30 97.950

In cazul bazei de date ,Breast Cancer Wisconsin (Diagnostic)” integrarea
MVN-P nu a condus la o imbunatatire a eficientei invatarii. S-au obtinut aceleasi
valori ale erorii de invatare, insa intr-un numar mai mare de iteratii.

Tabelul 17 prezinta analiza statistica (realizata in OriginPro 8 SR0) a celor
doua populatii obtinute pentru un singur MVN-P, respectiv MLMVN-P. Pentru analiza,
in cazul MLMVN-P s-a luat in considerare arhitectura care a produs cele mai bune
rezultate.

Tabelul 17: Analiza statistica descriptiva a populatiilor obtinute pentru un singur MVN-P,
respectiv pentru MLMVN-P
a) n=9,k=3,1=17
a.1l) Populatia tuturor domeniilor returnate (0 < domeniu < |)

Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 64885 0.12679355 1.41801115 0.00556682
MLMVN-P 64885 2.06899899 5.20067976 0.02041681
Diferenta -1.94220544

Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 8196 0.07027818 1.05813446 0.01168799
MLMVN-P 8196 0.96876525 3.80757415 0.04205788
Diferenta -0.89848706
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a.2) Populatia tuturor sectoarelor returnate (0 < sector < k)

Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 64885 0.37771441 0.50193778 0.00197050
MLMVN-P 64885 0.68767819 0.75950097 0.00298164
Diferenta -0.30996378

Structura folosita pentru invatare N Mean SD SEM
1 MVN-P 8196 0.36517813 0.49054785 0.00541851
MLMVN-P 8196 | 0.56100536 0.70839964 | 0.00782487
Diferenta -0.19582723

Din nou se poate observa, ca si in cazul datelor din Tabelul 13 si Tabelul 15,
o diferenta semnificativa intre populatiile domeniilor returnate (cauzata de influenta
neuronilor ascunsi) si o diferentd mai putin semnificativa intre populatiile sectoarelor
returnate (cauzata de folosirea aceleiasi tehnici de cautare, la nivelul MVN-P de pe
stratul de iesire).

In Figura 37 este prezentatda evolutia de-a lungul invatarii a erorii medii
patratice obtinuta pentru cea mai eficienta arhitectura (vezi Tabelul 16); numarul
maxim de iteratii a fost setat la valoarea 150000.
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Figura 37: Variatia erorii medii patratice pentru noua strategie de invatare in cazul bazei de
date ,Breast Cancer Wisconsin (Diagnostic)”

Din Figura 37 se poate astfel observa o evolutie a erorii medii patratice in
cazul MLMVN-P asemanatoare cu evolutia erorii pentru un singur MVN-P (Figura 31).
Eroarea scade brusc la inceput, mai apoi variaza intr-o plaja larga de valori, pana la
100000 de iteratii, moment din care incepe sa se stabilizeze, avédnd o valoare
constanta panad spre sfarsitul invatarii.

In figura 38 se prezintd comparativ, distributia erorii descrisa de ecuatia
(3.5) pentru cazul unui singur MVN-P (verde), respectiv pentru cazul MLMVN-P
(albastru) si configuratiile (valoarea parametrului 1) din Tabelul 17.

BUPT



76 Rezultate experimentale - 5

06 * 1MVN-P
04
5 02 I — ol N
g =t S e R omp g - =
3 o s & 3 5
=. i = 5 gg mu (®® o = ="
n
0.2 = Sk T =
04 |
-03 -025 -02 -015 -01 -005 0O 005 01 015 02
Axa reald
a)
0.4A * 1MVN-P
iw | mal 5 * MLMVN-P
" = "
0.2 - mm e .
. "
= " o w" my [ »
= - | (] L
oo -
= l- ‘. ' e
3 4 ta -.u. -.- mn " .
] a a B .
0.2 = e = S
[T o, .
- 4 a e -
04 »
03 02 01 0 0.1 0.2 03 04 05 0.6
Axa reala
b)

Figura 38: Variatia erorii de invatare pentru a) un singur MVN-P, respectiv b) MLMVN-
P.

in Figura 38 b) se pot remarca doua aspecte importante: pe de-o parte
spatiul erorii MLMVN-P este partial inclus in spatiul erorii MVN-P (ca si in situatiile
observate in figuriile 32, 33, 34 si 36 a.2)), iar pe de alta parte spatiul erorii
MLMVN-P variaza partial in afara spatiului erorii MVN-P, lucru similar cu situatia
observata in Figura 36 b.2). Ca si in cazul bazei de date IRIS, aceasta variatie
conduce la o crestere a numarului de iteratii necesare, in cazul MLMVN-P, pentru
obtinerea aceleiasi eficiente ca si in cazul MVN-P.

5.2.3.2. Concluzii preliminare

Ca si concluzii preliminare pentru rezultatele prezentate in acest subcapitol
se pot formula urmatoarele:
1. Integrarea MVN-P ca si neuron pe stratul de iesire nu a condus la cresterea
eficientei invatarii.
2. S-au obtinut valori asemanatoare ale erorii de invatare intr-un numar mai
mare de iteratii.
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3. Variatia erorii medii patratice denota o evolutie asemanatoare a ponderilor
MVN-P ca si in cazul unui singur MVN-P.

4. In cazul MLMVN-P, variatia erorii, de la nceputul nvatdrii, este cauza
principald a cresterii numarului necesar de iteratii pentru obtinerea aceleiasi
eficiente ca si in cazul MVN-P.

5.3. Concluzii

In capitolul 5 au fost prezentate rezultatele obtinute in urma aplicarii
conceptelor teoretice din Capitolul 3, respectiv Capitolul 4. In cazul noii strategii de
cautare a sectorului corect, rezultatele obtinute au fost prezentate comparativ cu
cele din literatura pentru ambele strategii de cautare din [38]. In cazul MLMVN-P
rezultatele obtinute au fost prezentate comparativ cu cele obtinute pentru un singur
MVN-P, in ambele implementari (un singur MVN-P, respectiv MLMVN-P) fiind folosita
noua strategie de cdutare propusa.

Noua strategie de cautare a produs rezultate bune, in anumite cazuri
semnificativ mai bune decéat cele doua strategii din [38]. In cazul seturilor de date
“suma modulo k a n valori” cu noua strategie de cautare, numarul de iteratii a
scazut, cu cateva exceptii evidentiate. In cazul bazelor de date “IRIS” si “Breast
Cancer Wisconsin (Diagnostic)” cu noua strategie, invatarea nu a produs o eficienta
de 100%. Cu toate acestea, o eficienta de peste 95% a fost obtinutd pentru ambele
seturi de date, aceastd valoare incadrandu-se in marja de eroare doritd (5-10%).
De asemenea s-a analizat, comparativ, eficienta noii strategii de cdautare pentru
sensul orar, respectiv anti-orar, ajungandu-se la concluzia ca sensul anti-orar
conduce la o eficienta mai mare a invatarii.

Pentru MLMVN-P rezultatele indica o crestere a eficientei invatarii (durata de
invatare a scazut, respectiv rata erorii a scazut la 0) pentru toate seturile de date
“suma modulo k a n valori”. Pentru bazele de date “IRIS” si “Breast Cancer
Wisconsin (Diagnostic)” MLMVN-P nu a condus la o imbundtatire semnificativa a
procesului de invatare, rata erorii pastrandu-se la aceeasi valoare. Cu toate acestea
s-a observat o variatie a erorii mai mica in timpul invatarii.

Ca si concluzie pentru MLMVN-P, integrarea MVN-P intr-o retea neuronala
(cu folosirea unor functii specifice de activare, respectiv corectie a ponderilor) a fost
realizata cu success, ducand la cresterea suplimentara, in majoritatea situatiilor, a
eficientei MVN-P, obiectivul stabilit in Capitolul 4 fiind atins.
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6. CONCLUZII

In acest capitol se prezintd concluziile finale ale tezei de fat3, identificAndu-
se contributiile proprii, cat si viitoare posibile directii de dezvoltare ale conceptelor
propuse.

6.1. indeplinirea obiectivelor propuse

Obiectivul principal al studiului doctoral de fata I-a constituit cresterea
eficientei neuronului cu ponderi numere complexe si functie periodica de activare
(MVN-P).

MVN-P a aparut ca o evolutie a MVN prin introducerea unui parametru de
periodicitate a posibileleor sectoare/solutii. MVN-P si-a demonstrat eficienta in varii
domenii ca prelucrare de imagini, clasificare sau predictie, rezultatele obtinute
putand fi consultate in partea bibliografica. Avand in vedere eficienta crescuta a
MVN-P, céat si noutatea acestui tip de neuron, s-a dorit analiza in detaliu a acestui
concept pentru a fi identificate eventuale posibile imbundtatiri in domeniu.

In vederea indeplinirii acestui obiectiv, s-a analizat in detaliu eficienta
procesului actual de antrenare a MVN-P. S-au analizat doua strategii de antrenare
prezentate in literatura, identificAndu-se avantajele, respectiv dezavantajele
fiecareia in parte. Dupa finalizarea acestei analize s-a propus o modificare a
strategiei de invatare curente prin definirea unei noi tehnici de cautare a sectorului
corect. Pentru noua tehnica de cautare propusa s-a dorit reducerea timpului de
invatare cu pastrarea, in acelasi timp, a unei erori reduse.

Pentru validarea noii strategii de cdutare s-au realizat studii comparative
(ale erorii finvatarii, cat si a populatiilor statistice obtinute pentru diverse
configuratii), rezultatele obtinute fiind prezentate, in detaliu, in Capitolul 5.1. Aceste
rezultate indica faptul ca noua strategie propusa este valida, iar folosirea ei a dus la
fmbunatatirea, chiar semnificativa in unele cazuri, a eficientei MVN-P.

Pentru a creste si mai mult eficienta MVN-P, urmatorul pas a fost integrarea
acestuia ca neuron pe stratul de iesire a unei RN multi-strat (MLMVN-P). Pe stratul
de intrare, respectiv straturile ascunse au fost folositi MVN. Regula de corectie, a
ponderilor neuronilor, folosita a fost bazatda pe invatarea supervizata, adaptata
specificitatii MVN, respectiv MVN-P.

In vederea analizei eficientei MLMVN-P s-au realizat, de asemenea, studii
comparative (ale erorii invatarii, cat si a populatiilor statistice obtinute pentru
diverse configuratii), rezultatele fiind prezentate in Capitolul 5.2. Si in acest caz,
rezultatele indicd o crestere suplimentard a eficientei invatarii, spatiul erorilor fiind
mai restrdns in cazul MLMVN-P decat in cazul MVN-P, in majoritatea situatiilor
analizate. De asemenea, ca o precizare suplimentara, eficienta a fost imbunatatita
atat din punct de vederea al erorii, cat si a duratei de invatare, datorita folosirii unor
arhitecturi simple de RN.
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6.2. Contributiile proprii

Ca si contributii proprii se pot identifica urmatoarele:

1. Propunerea unei tehnici noi de cautare a sectorului/solutiei corecte [48].
Noua tehnica se bazeaza pe cautarea anti-orara, iar daca sectorul corect
nu este gasit dupa un numar de incercari (direct proportional cu numarul
de intrari) sectorul returnat ca si corect este sectorul 0 (echivalent clasei
0); tehnica de cautare propusa ajuta la eficientizarea procesului de
invatare (numarul de iteratii este redus).

2. Identificarea plajei optime de valori a parametrului “periodicitate” pentru
posibilele sectoare/solutii pentru o serie de seturi de date [50].

3. Integrarea MVN-P intr-o RN cu structurda configurabila [50] - acest lucru
reprezinta o noutate in domeniu pana la data redactarii acestei teze de
doctorat.

4. Analiza eficientei MLMVN-P comparativ cu cea a unui singur MVN-P [50].

5. Identificarea necesitatii folosirii tehnicii de invatare cu exemple negative
[45] pentru cazul MVN-P, respectiv  MLMVN-P, in vederea cresterii
suplimentare a eficientei invatarii.

6. Identificarea necesitdtii inserarii, unde este nevoie, a unui sector
suplimentar (iesire fictiva), pentru cresterea eficientei invatarii; un astfel
de procedeu si rezultatele obtinute sunt prezentate in Capitolul 5.1.3.

6.3. Directii viitoare de cercetare

Ca si directii noi de dezvoltare se pot identifica urmatoarele:

1. Aplicarea conceptului de neuron block [47] in cazul MVN-P, respectiv
MLMVN-P.

2. Aplicarea invatarii nesupervizate, (e.x. invatarea hebbiand) pentru cazul
MVN-P, respectiv MLMVN-P; in [44] un model de invatare hebbiana a fost
aplicat pentru cazul MVN.

3. Aplicarea conceptului de cuaternion (numere complexe extinse) pentru
cazul MVN-P.
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Anexa 1 - Suma modulo k a n valori

Tabelul 18: Suma modulo 4 a 3 valori

f(X1, X2, X3)

X3

X2

X1
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Anexa 2 - MLMVN-P rezultate complete pentru

Tabelul 19: Rezultate comparative complete pentru suma modulo k a n valori

“Suma modulo k a n valori”

Setul de Rezultate obtinute cu un singur - _
date MVN-P Rezultate obtinute cu MLMVN-P
" R Eficientd | Arhitectura " I- Eficienta

n k Iteratii |-periodic (%) MLMVN-P Iteratii periodic (%)
2-1-1 1 61
2-2-1 9 10
2-3-1 23 13
2-1-1-1 1 36

2 3 25 49 100 2-1-2-1 2 38 100
2-2-1-1 1 51
2-2-2-1 2 58
2-1-1-1-1 2 26
2-1-1 18 9
2-2-1 29 17
2-3-1 45 8
2-1-1-1 12 13

2 4 44 7 100 2-1-2-1 40 44 100
2-2-1-1 40 44
2-2-2-1 165 8
2-1-1-1-1 4 36
2-1-1 98 15
2-2-1 95 17
2-3-1 173 25
2-1-1-1 18 34

2 5 144 8 100 5-1-2-1 165 34 100
2-2-1-1 165 34
2-2-2-1 35 14
2-1-1-1-1 16 36
2-1-1 485 16
2-2-1 237 21
2-3-1 398 11
2-1-1-1 9 56

2 6 363 8 100 >12-1 189 12 100
2-2-1-1 189 12
2-2-2-1 763 11
2-1-1-1-1 9 57
3-1-1 30 17
3-2-1 29 30

3 3 54 11 100 331 31 19 100
3-1-1-1 7 28
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3-1-2-1 17 36
3-2-1-1 44 17
3-2-2-1 101 33
3-1-1-1-1 3 12
3-1-1 523 24
3-2-1 976 46
3-3-1 189 22
3-1-1-1 101 46
4 165 18 100 3121 520 30 100
3-2-1-1 207 28
3-2-2-1 43 28
3-1-1-1-1 233 29
3-1-1 3141 42
3-2-1 327 22
3-3-1 6267 28
3-1-1-1 928 17
5 3082 14 100 31-2-1 58 25 100
3-2-1-1 1960 43
3-2-2-1 1484 36
3-1-1-1-1 225 44
3-1-1 1412 60
3-2-1 807 60
3-3-1 10754 28
3-1-1-1 1010 57
6 10014 60 100 31-2-1 2214 30 100
3-2-1-1 10057 28
3-2-2-1 2353 60
3-1-1-1-1 4010 15
4-1-1 37 24
4-2-1 247 16
4-3-1 320 60
4-1-1-1 3 59
3 83 11 100 2121 89 59 100
4-2-1-1 45 35
4-2-2-1 147 30
4-1-1-1-1 3 38
4-1-1 2520 23
4-2-1 879 47
4-3-1 2078 13
4-1-1-1 883 29
4 3317 23 91.406 2-1-7-1 210 60 100
4-2-1-1 316 22
4-2-2-1 695 44
4-1-1-1-1 449 25
4-1-1 10549 37
4-2-1 10443 35
5 127966 24 65.440 231 15859 >a 100
4-1-1-1 11142 33
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4-1-2-1 5737 32
4-2-1-1 721 35
4-2-2-1 15859 24
4-1-1-1-1 454 37
4-1-1 25265 60
4-2-1 5264 60

4-3-1 5951 58 100
4-1-1-1 17249 59
4 6 19857 19 50.694 2-1-7-1 2416 59

4-2-1-1 23803 59 82.176
4-2-2-1 2230 59 100
4-1-1-1-1 6195 61 93.827

5-1-1 428 23
5-2-1 335 15
5-3-1 1023 19
5-1-1-1 11 57

5 3 114392 20 100 5121 371 36 100
5-2-1-1 1022 37
5-2-2-1 349 16
5-1-1-1-1 430 30
5-1-1 976 29
5-2-1 2732 29
5-3-1 2655 45
5-1-1-1 1032 61

5 4 140021 45 68.652 5121 1386 50 100
5-2-1-1 8582 43
5-2-2-1 1166 59
5-1-1-1-1 771 43
6-1-1 231 22
6-2-1 1169 40
6-3-1 2148 25
6-1-1-1 360 60

6 3 119119 20 92.181 6-1-2-1 194 39 100
6-2-1-1 371 60
6-2-2-1 124 35
6-1-1-1-1 2 40
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Anexa 3 — Baza de date IRIS

Baza de date IRIS reprezintd cel mai cunoscut set de date folosit in
domeniul RN pentru clasificare. Aceasta baza de date contine 150 de instante, fiind
compus din 3 clase a cate 50 de instante fiecare [30].

Fiecare instantd are 4 valori de intrare (numere reale) reprezentand in
ordine lungimea sepalei In cm, latimea sepalei in cm, lungimea petalei in cm,
respectiv latimea petalei in cm si o valoare de iesire (numar intreg) reprezentand 3
clase: Iris Setosa (0), Iris Versicolour (1) si Iris Virginica (2) [30].

Tabelul 20 prezinta datele statistice ale bazei de date IRIS.

Tabelul 20: Datele statistice sumarizate ale bazei de date IRIS

Min Max Mean sD Corelatia

claselor

|ungime_a 4.3 7.9 5.84 0.83 0.7826
sepalei

latimea -

sepalei 2.0 4.4 3.05 0.43 0.4194

lungimea 1.0 6.9 3.76 1.76 0.9490
petalei

Ia§|me§ 0.1 2.5 1.20 0.76 0.9565
petalei

Parametrii prezentati in Tabelul 20 au urmatoarele semnificatii:

Min: valoare minima a marimii considerate;

Max: valoare maxima a marimii considerate;

Mean: valoare medie a marimii considerate;

SD: deviatia standard a marimii considerate;

Corelatia claselor: corelatia dintre marimile considerate si clasele de flori.
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Anexa 4 - Baza de date ,,Breast Cancer
Wisconsin (Diagnostic)”

Baza de date ,Breast Cancer Wisconsin (Diagnostic)” contine 699 de
instante, fiind compusa din 2 clase a cate 458 de instante (65.5%), respectiv 241
(34.5%) [30].
Fiecare instanta are 10 valori de intrare (numere intregi) si o valoare de
iesire (numar intreg) reprezentand 2 clase: benign si malign [30].

Tabelul 21: Atributele bazei de date ,Breast Cancer Wisconsin (Diagnostic)” [ENG]

# Attribute Domain
1 Sample code number id number
2 Clump Thickness 1-10

3 Uniformity of Cell Size 1-10
4 Uniformity of Cell Shape 1-10

5 Marginal Adhesion 1-10
6 Single Epithelial Cell Size 1-10

7 Bare Nuclei 1-10
8 Bland Chromatin 1-10
9 Normal Nucleoli 1-10
10 Mitoses 1-10
11 Class 2 for benign, 4 for malignant

malign.

Existd 16 instante care au un atribut lipsa; acestea au fost eliminate in
intregime in timpul invatarii. De asemena, atributul #1 nu a fost considerat ca
intrare valida, iar clasele au fost codate astfel: 0 pentru benign, respectiv 1 pentru
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Anexa 5 — MVN-P simulator

Aplicatia folosita pentru simularea unui MVN-P (Figura 39) a fost realizata in
Microsoft Visual C# 2010. Pentru folosirea unui singur MVN-P se lasa nebifata
optiunea ,Enable neural network”, se introduce in campul ,Input Layer/Nb. of
neurons” numarul de intrari ale problemei si se apasa butonul ,,Build NN”.

Enable neural netwark {default anly 1 MVN-P is used)

Input Layer Hidden Layer Qutput Layer
Nb of layers Fixed value equalto 1 Nb of layers Ficed value equalto 0 Nb of layers Fixed value equal to 1

Nb of neurons |, Nb of neurons -~ o Nb of neurons [
{masc. 100) = {max. 100} Fixed value equalto 0 {max. 100) Fixed value equal to 1

Build NN BesetNN | [ Loaddata | [ Trparmms Train NN Load test Parityn

Leaming...

Time elapsed:

Linear least square:

Figura 39: MVN-P simulator

Setul de date se incarca folosind butonul ”“Load data”; fisierul cu setul de
date trebuie sa aiba extensia .txt si denumirea addnmodk, unde n este numarul de
intrari, iar k numarul de iesiri si trebuie sa aibd urmatoarea structura:

Input Xy X12 X13 X1a X1s X16 X17 X18
Input Xy X2 Xo3 X24 Xas5 X26 Xa7 Xz
Input Xz X32 X33 X34 X35 X36 X37 X3
Output Y, Y, Y; Y4 Ys Ye Y, Ys

, unde Xj; reprezintd intrarea 1 a primei instante, X,; intrarea 2 a primei instante,
X531 intrarea 3 a primei instante, Y; iesirea (sau clasa) primei instante, s.a.m.d.

in Figura 40 sunt prezentati parametrii folositi in procesul de invitare.
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r |

MLIMWN - L i met %
earning parameters -

[T Use extended complex numbers |2
[] Run automatic tests | Enter value ..
|| Generate random data structure

[ Init weights randomly (default: (0.0))

[] Abort is efficiency is > Erter valus

Leaming constant Enter value...

Nb of training epochs  Enter nb of epoch...
K-valued logic le-valued logic...
Lperodic value |-perodic value ...
Cormection rule Selectamle..
Meighbar step Enter value...
Leaming strategy Select a strategqy
MNo. of leaming sets 0

Distance criteria Select dist. crit... -

[7] Counterclockwise logic is enabled

Fillin defined data

Auto complete all fields

Beset all fields

Cancel ] [ga\re and Close ]

Figura 40: Parametrii folositi in timpul invatarii MVN-P

In continuare sunt prezentati, pe scurt, fiecare parametru in parte:

e ,Use extended complex numbers”: utilizat in vederea studierii
aplicabilitatii cuaternionilor in cazul MVN-P (momentan aceasta optiune este
dezactivatd);

¢ ,Run automatic tests”: utilizat in vederea rularii de teste automate pentru
validarea diverselor configuratii; odata activata aceasta optiune se poate
introduce numarul de teste ce urmeaza a fi rulate;

¢ ,Generate random data structure”: utilizat pentru generarea aleatoare a
ordinii in care instantele sunt prezentate in timpul invatarii;

¢ ,Init weights randomly”: utilizat pentru generarea aleatoare a ponderilor
initiale;

e ,Abort if efficiency is >": utilizat in cazul in care se doreste intreruperea
fnvatarii in momentul atingerii unei anumite eficiente;

e ,Learning constant”: reprezintd constanta de finvdtare (poate fi
considerata egald cu 1+0i in majoritatea cazurilor);

e ,Nb of training epochs”: reprezintd valoarea maxima a numarului de
iteratii permise;
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~K-valued logic”: reprezintd numarul de clase de iesire;

~L-periodic value”: reprezinta periodicitatea solutiilor (sectoarelor) in
timpul invatarii;

~Corection rule”: reprezinta regula de corectie folosita; poate fi una dintre
regulile de corectie descrise de ecuatiile (1.4), (1.5), (1.6) sau (1.7);
~Neighbor step”: reprezinta pasul de cautare al sectorului corect;
~Learning strategy”: reprezintd strategia aleasa de cdautare a sectorului
corect; poate fi una din strategiile propuse de Aizenberg sau noua strategie
de cautare propusd. Nota: strategiile propuse de Aizenberg au fost
implementate dupa pseudo-codul prezentat in [38] si pot produce rezultate
diferite; din acest motiv, in timpul analizei comparative, din Capitolul 5.1,
rezultatele folosite sunt cele prezentate in articolele studiate si nu cele
obtinute folosind acest simulator;

~Nb. of learning sets”: reprezintda numarul de instante folosite din intreg
setul de date;

»Distance criteria”: utilizat in vederea folosirii diverselor formule de calcul
al distantei dintre 2 sectoare (momentan aceastd optiune este limitata la
diferenta dintre coordonatele reale, respectiv imaginare ale numerelor
complexe £9,¢% descrise de ecuatia (3.5));

~Counter-clockwise logic is enabled”: utilizat pentru setarea directie de
cautare (orara sau anti-orara) pentru noua strategie propusa;
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Anexa 6 — MLMVN-P simulator

Aplicatia folosita pentru simularea unui MVN-P a fost modificata pentru
simularea MLMVN-P prin bifarea optiunii ,Enable neural network” (Figura 41).

P MLMVN application = 1[ 2|

Enable neural network {default only 1 MVN-P is used)

Input Layer Hidden Layer Output Layer
Mb of layers Fixed value equal to 1 MNb of layers 2z MNb of layers Fixed value equal to 1
Nb of
i oo T%;ms 3 {Ih_:_lt;x"f T%;ms Nb of neurons defined {Nmbaxof ;1$::ons Fixed value equal to 1 i
[ Coss | [ BuidNN | [ BesetNN | |/ Loaddsta | || Trparams | | Tmin NN Loadtest | | ModkDfn Parityn
Leaming... —

Time elapsed: MLMVN - Hidden Laye:s-

Linear least square:

1Hidden layer MNumber of neurons , Aboit]

2

[ Save and Close

Save
charts

Figura 41: MLMVN-P simulator

Numarul de straturi ascunse se defineste in campul ,Hidden Layer/Nb of
layers”, iar numarul de neuroni de pe fiecare start ascuns este definit in fereastra
+MLMVN - Hidden layer”; aceasta fereastra apare automat la efectuarea unui click al
mouse-ului in campul ,Hidden Layer/Nb of neurons”.

Parametrii folositi in procesul de invatare sunt aceiasi cu cei prezentati in
Figura 40.
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